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摘　 要： 传统的蒸馏学习仅通过大网络对轻量网络进行单向蒸馏，不但难以从轻量网络的学习状态中得到反馈信息，对训练

过程进行优化调整，同时还会限制轻量网络的特征表达能力。 本文提出结合自身多级注意力上下文信息进行自我学习优化

的方法（ＭＡＤ， Ｍｕｌｔｉ Ａｔｔｅｎｔｉｏｎ Ｄｉｓｔｉｌｌａｔｉｏｎ），以自监督的方式使自身成熟的部分约束不成熟部分，即浅层可以从深层中提取有

用的上下文信息，让浅层特征学习高层特征的表达，从而提升网络的整体表达能力。 使用轻量级网络 ＥＲＦＮｅｔ、ＤｅｅｐＬａｂ＿Ｖ３ 在

两个不同任务的数据集 ＣＵＬａｎｅ、ＶＯＣ 上进行验证。 实验结果表明，ＭＡＤ 可以在不增加推理时间的前提下，提升网络的特征

提取能力，使 ＥＲＦＮｅｔ 在 ＣＵＬａｎｅ 任务的 Ｆ１ － ｍｅａｓｕｒｅ 指标提升 ２．１３，ＤｅｅｐＬａｂ＿Ｖ３ 在 ＶＯＣ 任务的 ｍＩｏＵ 指标提升 １．５。
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０　 引　 言

知识蒸馏是深度学习领域一项重要的模型压缩

技术。 传统的蒸馏学习思想是通过提前训练好的大

网络对轻量网络进行知识传递，从而使轻量网络能

达到大网络的表达能力，实现知识迁移。 基于传统

蒸馏学习的模型训练主要分为两个步骤：首先充分

训练一个结构复杂、学习能力强的教师网络，使其具

有优秀的表达能力；其次在教师网络的基础上设计

一个结构简单、参数量小的学生网络，使用教师网络

的特征约束作为软标签进行监督，使学生网络通过

软标签对真实标签辅助训练，逐渐逼近教师网络的

表达水平。 从模型推理方面分析，教师网络只在训

练阶段对学生网络起到约束作用，不参与学生网络

的独立推理过程的计算与部署，因此知识蒸馏在神

经网络模型轻量化领域有着重要的意义。
由于传统蒸馏学习中的教师网络对学生网络的

知识传递是单向的，难以从学生网络的学习状态中

得到反馈信息，来对训练过程进行优化调整，从而对

学生网络的训练产生负影响；其次，采取教师网络产

生软标签结合真实标签进行监督的形式，当软标签

权重过高时，学生网络会过于模仿教师网络，从而限



制学生网络的特征表达能力；由于针对不同困难程

度的数据集任务，所需要的教师网络的软标签监督

权重也有所不同，因此增加了训练过程的难度。
近年来，人们尝试将网络自身的特征作为软标

签，不需要训练教师网络，实现了轻量网络模型自身

的监督优化。 ＳＡＤ 尝试使用两个相邻层级间的上

下文信息，使得浅层特征学习高层特征，从而实现网

络性能的整体提升。 但是，以相邻层级信息进行约

束不能对上下文信息进行充分的利用。 本文借鉴了

Ｄｅｎｓｅｎｅｔ 对 Ｒｅｓｎｅｔ 的优化改进思想，使得上下文特

征信息可以在整个网络中被充分利用，进而保证每

一层级学习的特征约束，都能作用到网络之后的所

有层级。
综上所述，针对已有研究工作的不足本文提出

了一种自适应多级注意力蒸馏学习方法（ＭＡＤ）。
该方法使用网络自身的高层特征对浅层逐级进行约

束，以自身的深层单元来约束浅层单元，以此实现模

型知识由深层向浅层的传递。 在充分利用上下文信

息的基础上，对各层级间的表达能力进行提升。

１　 相关工作

１．１　 知识蒸馏

知识 蒸 馏 的 提 出， 是 为 了 实 现 知 识 迁 移。
Ｈｉｎｔｏｎ［１］系统的诠释了知识蒸馏的概念，并以教师

网络的输出作为软标签来监督学生网络训练，从而

验证了知识迁移的可行性。 在后续的大量研究中，
探究了提高知识迁移效率的方法。 ＦＩＴＮＥＴＳ［２］ 提出

添加教师网络中间层的特征，作为学生网络学习的

软标签，使得学生网络在关注教师模型输出的同时，
实现了中间层的特征约束。 文献［３］认为硬标签会

导致模型在训练过程中发生过拟合，而使用软标签

更能提高模型的泛化能力，在训练任务中选择几个

具有最高置信度分数的类，可以作为软标签来计算

损失。 为了更好的表征神经网络中间层的特征，文
献［４－５］认为，可以优化中间层特征的表征编码方

式；文献［６］认为，神经网络层与层之间的特征关系

更能作为特征提取能力的指标，因此让学生网络学

习到教师网络的层级之间的特征关系更为重要；文
献［７］认为，以特征图作为软标签进行传递效果不

佳，提出使用注意力图代替特征图，最小化教师网络

与学生网络之间注意力图的欧氏距离，可以获得更

好的效果；文献［８］中认为，基于激活的注意力蒸馏

会产生明显的性能提高，而基于梯度的注意力蒸馏

提升相对较小。

１．２　 语义分割

语义分割属于像素级别的分类任务，通过对每

个像素进行密集的预测来实现细粒度的推理。 语义

分割体系结构被广泛认为是编解码结构（Ｅｎｃｏｄｅｒ－
Ｄｅｃｏｄｅｒ）。 其中编码器通常为特征提取网络，典型

的编码特征提取网络有： Ｒｅｓｎｅｔ［９］、 ＧｏｏｇｌｅＮｅｔ［１０］、
ＶＧＧＮｅｔ［１１］。 解码器将编码器学习提取到的语义特

征投影到像素空间上得到密集的分类。
ＦＣＮ［１２］作为经典的编解码语义分割结构，取得

了瞩目的成就，使用反卷积对卷积特征进行上采样

，对每个像素类别进行预测，实现图像语义分割。
Ｕ－Ｎｅｔ［１３］在 ＦＣＮ 的基础上，通过加入更多的底层特

征， 实 现 了 对 小 物 体 细 节 分 割 质 量 的 提 升，
ＰＳＰＮｅｔ［１４］通过利用空间金字塔池化模块进行编码，
实现了对多尺度信息进行特征融合。 同时，ＤｅｅｐＬａｂ
＿Ｖ３［１５］在 ＤｅｅｐＬａｂ＿Ｖ２［１６］ 的基础上，对空间金字塔

模块进行改进，取得了分割精确性的提升。 ＥＮｅｔ［１７］

使用下卷积层并行池化层来进行下采样，解码阶段

使用空洞卷积，在获得大感受野的同时获得丰富的

上下文信息。 ＥＲＦＮｅｔ［１８］ 在 ＥＮｅｔ 的基础上进行改

进，使用非对称卷积，实现了网络准确性与实时性的

提升。

２　 多级注意力蒸馏学习

２．１　 多级蒸馏

将卷积神经网络划分为几个单元，使得前一单

元可以从后续的各个单元中提取有用的上下文信

息。 本文 以 ＥＲＦＮｅｔ 网 络 结 构 为 例， 将 网 络 的

Ｅｎｃｏｄｅｒ 部分拆分成 ６ 个单元，如图 １ 所示，以自身

的深层单元来约束浅层单元，以实现模型知识由深

层向浅层的传递，提高浅层的表达能力，从而提升模

型整体的表达能力。

Block_1Block_2Block_3Block_4Block_5Block_6

Decoder

Output

Image

Encoder

图 １　 ＭＡＤ 算法结构图

Ｆｉｇ． １　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＭＡＤ ａｌｇｏｒｉｔｈｍ

　 　 对于一个共有 Ｌ 个单元的网络，如图 ２ 所示，共
包含 Ｎ 级蒸馏。 将各级蒸馏中每个分支进行加和，
各级蒸馏损失函数如下：
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式中， ｎ 为蒸馏级别， ｉ 代表了当前级别下的序数。
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图 ２　 多级注意力蒸馏示意图

Ｆｉｇ． ２　 Ｍｕｌｔｉ－Ｒｅｓ Ｄｉｓｔｉｌｌａｔｉｏｎ

　 　 将总蒸馏损失函数设为各级蒸馏加权损失之

和，计算公式如下：

Ｌｏｓｓ＿ｄ ＝ ∑Ｎ

ｎ ＝ １
αｎ × Ｌｏｓｓ＿ｎ． （３）

式中， ａｎ 为一个自适应的权重系数，与初设的单元

数量有关。 设定相邻层级蒸馏可获得高权重，蒸馏

层级跨度越大获得权重越低，因此自适应权重系数

αｎ 为：

αｎ ＝ １
ｎ
． （４）

　 　 如公式（５）所示，通过计算加权的分割损失与

蒸馏损失，可得到总的损失函数。 本文使用一个权

重系数 β 来平衡分割损失与蒸馏损失对最终任务的

影响。 （权重系数 β 将在 ３．３ 节进行讨论）
Ｌｏｓｓ＿Ｔｏｌ ＝ Ｌｏｓｓ＿ｓｅｇ ＋ β·Ｌｏｓｓ＿ｄ． （５）

　 　 所有蒸馏部分只在训练期间进行计算，因此在

测试推理过程中不增加计算量。
２．２　 激活注意力

注意力图主要可以分为两类：基于激活的注意

力图与基于梯度的注意力图。 文献［７］的研究发

现，基于激活的注意力蒸馏可显著提高性能；基于梯

度的注意力蒸馏，提升效果不明显。 因此，本文使用

基于激活的注意力蒸馏方法。
为了定义一个空间注意力映射，可以将隐藏神

经元激活的绝对值，作为该神经元相对于输入的注

意力。 因此，通过计算这些值在通道维度上的统计，
来构建空间注意力图。 生成注意力图时，在特征经

过 ｓｏｆｔｍａｘ 操作之前，使用双线性上采样，使不同层

输出的特征图尺寸保持统一。 注意力图生成过程如

图 ３ 所示。
　 　 针对不同的任务，注意力图的计算方式会有所

不同，这主要与任务中特征的种类、数量、复杂程度

有关。 对于车道线检测任务，计算注意力图使用

Ａ ∈ＲＣ × ＲＨ × ＲＷ 表示网络卷积层的激活输出，其中

Ｃ、Ｈ 和 Ｗ 分别表示通道、高度和宽度。 通过计算通

道维度上的统计来表征注意力图，有以下 ２ 种有效

操作［７］可以作为映射函数：

Ｆｓｕｍ（Ａ） ＝ ∑ Ｃ

ｃ ＝ １
Ａｃ ， （６）

Ｆｐ
ｓｕｍ（Ａ） ＝ ∑ Ｃ

ｃ ＝ １
Ａｃ

ｐ
． （７）

Block_out_features Attention_maps
Generator

Attention_maps

f_1
f_2
f_3
f_4

f_C
C

H

W

图 ３　 注意力图生成过程

Ｆｉｇ． ３　 Ｔｈｅ ｇｅｎｅｒａｔｉｎｇ ｐｒｏｃｅｓｓ ｏｆ ａｔｔｅｎｔｉｏｎ ｍａｐｓ

　 　 针对车道线检测任务，希望网络注意力集中在

车道线附近的区域，本文可视化了 ２ 种映射函数提

取得到的注意力图，如图 ４ 所示。 通过对比两种映

射函数发现： Ｆｐ
ｓｕｍ（Ａ） 作为映射函数，可以使注意力

图更加集中在特征区域。其中 ｐ越大，特征区域的激

活程度越高。 根据对比分析，当 ｐ 取 ２ 时，会使注意

力图的偏差更小。
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图 ４　 不同映射方法结果

Ｆｉｇ． ４　 Ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍａｐｐｉｎｇ ｍｅｔｈｏｄｓ

　 　 因此，本文注意力图计算公式为：

Ａｉ ＝ ∑ Ｃ

ｃ ＝ １
Ａｃ＿ｉ × Ａｃ＿ｉ． （８）

式中， Ｃ为卷积层的通道数，即特征图的数量。 注意

力图即为当前单元各通道特征图的平方和，从而可

以计算出每个层级单元间注意力蒸馏损失函数：
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Ｌｏｓｓ＿ｎ＿ｉ ＝ ‖Ａｐｒｅｖｉｏｕｓ
ｉ － Ａｂａｃｋ

ｉ ‖２
２ ． （９）

式中， Ａｐｒｅｖｉｏｕｓ
ｉ 、Ａｂａｃｋ

ｉ 分别代表当前蒸馏级别序数下，２
个单元中前一单元与后一单元的注意力输出。

３　 实　 验

使用轻量级网络 ＥＲＦＮｅｔ、ＤｅｅｐＬａｂ＿Ｖ３ 在 ２ 个

不同难度任务的分割数据集 ＣＵＬａｎｅ、ＶＯＣ２０１２ 上

进行验证。
３．１　 数据集

３．１．１　 ＣＵＬａｎｅ
ＣＵＬａｎｅ 数据集［１９］是一个大规模车道检测数据

集，包含了许多具有挑战性的驾驶场景。 如，拥挤的

道路条件或照明不足的道路。 其是由安装在北京不

同司机驾驶的 ６ 辆不同车辆上的摄像头采集而得。
收集了超过 ５５ ｈ 的视频，提取了 １３３ ２３５ 帧。 将数

据集分成 ８８ ８８０ 个训练集、９ ６７５ 个验证集、３４ ６８０
个测试集。 测试集分为正常和 ８ 个挑战性类别，对
应于表 １ 中的 ９ 个示例。
３．１．２　 ＰＡＳＣＡＬ ＶＯＣ

ＰＡＳＣＡＬ ＶＯＣ ２Ｏ１２ 数据集［２０］是常用语义分割

的数据集。 该数据集拥有 １ ４６４ 张训练图片、１ ４４９
张验证图片和 １ ４５６ 张测试图片。 其中包括 ２０ 个

前景类别和一个背景类别共 ２１ 个语义分类，该数据

集中的大部分图像的分辨率接近 ５００×５００。
３．２　 评价指标

实验中采用 ３ 个评价指标来衡量车道线检测算

法的 性 能， 分 别 是 精 确 度 （ｐｒｅｃｉｓｉｏｎ）、 召 回 率

（ ｒｅｃａｌｌ）、Ｆ１ 度量（Ｆ１ － ｍｅａｓｕｒｅ）。 其中，精确度表

示正确预测为真的正样本占全部预测为真的样本的

比例，即正确检测为道路的像素占全部检测为道路

像素的百分比；召回率表示正确预测为真的正样本

占全部正样本的比例，即正确检测为道路的像素占

全部道路像素的百分比；Ｆ１ － ｍｅａｓｕｒｅ 作为综合指

标，是精确率和召回率的加权调和平均，受平衡准确

率和召回率的影响。 其计算公式如下：

　 Ｆ１ － ｍｅａｓｕｒｅ ＝ ２ × ｐｒｅｃｉｓｉｏｎ × ｒｅｃａｌｌ
（ｐｒｅｃｉｓｉｏｎ ＋ ｒｅｃａｌｌ）

× １００％． （１０）

　 　 同时，针对 ＶＯＣ 数据集的语义分割性能评估，
以 ｍＩｏＵ 的值作为评价指标，来说明 ＭＡＤ 方法对语

义分割任务性能的提升。 分别计算每个类别的 ＩｏＵ
（Ｉｎｔｅｒｓｅｃｔｉｏｎ ｏｖｅｒ Ｕｎｉｏｎ）值再求平均来计算。 评估

过程 还 包 括 整 体 准 确 度 （Ａｃｃ）、 分 类 准 确 度

（Ａｃｃ＿ｃｌａｓｓ） 和带权重交并比（ ｆｗａｖａｃｃ）。

３．３　 ＥＲＦＮｅｔ
为验证 ＭＡＤ 方法的有效性，进行了对比试验。

以 ＥＲＦＮｅｔ 网络为 ｂａｓｅｌｉｎｅ，使用 ＭＡＤ 多级注意力

蒸馏进行优化，设置仅使用第一级蒸馏损失优化作

为单级注意力蒸馏（ＳＡＤ）方法作为对比试验。 使用

ＳＧＤ 优化器，学习率为 ５ｅ－２；在训练阶段使用了预

训练权重，对模型训练了 １２ 个 ｅｐｏｃｈ；设置 ｂａｔｃｈ＿
ｓｉｚｅ 为 １２，共优化 ８８Ｋ 次迭代数。 通过在数据集

ＣＵＬａｎｅ 上进行训练，并使用 ＣＵＬａｎｅ 的验证集对 ９
个场景任务进行测试，分别计算出 ３ 个指标值，并结

合训练过程的验证信息进行综合评价。
针对不同类别的测试结果，进行了详细的实验

结果分析。 在表 １、表 ２ 中，对比了在不使用优化方

法下模型训练后的测试结果（ｂａｓｅｌｉｎｅｓ），与使用单

级（ＳＡＤ）、多级（ＭＡＤ） 注意力不同蒸馏权重 β ＝
｛１００， ２００｝的结果。

见表 １，针对 ９ 种类别场景中的车道线分割任

务，无论是基于单级（ＳＡＤ）还是多级（ＭＡＤ）注意力

蒸馏的结果，均较原始网络有了明显的提升。 根据

表 ２ 所展示综合评价结果，在不同的权重因子下，通
过比较两种方法可以发现，多级（ＭＡＤ）蒸馏优化都

要高于单级（ＳＡＤ）蒸馏优化。 同时，本实验可视化

了单级（ＳＡＤ）、多级（ＭＡＤ）注意力蒸馏优化方法的

验证结果与不同蒸馏权重的对比结果 （β ＝ ｛１０，５０，
１００，２００，５００｝），如图 ５ 所示。

表 １　 基于单级（ＳＡＤ）、多级（ＭＡＤ）注意力蒸馏的 ９ 种场景结果

Ｔａｂ． １　 Ｒｅｓｕｌｔｓ ｏｆ ９ ｓｃｅｎａｒｉｏｓ ｂａｓｅｄ ｏｎ ｓｉｎｇｌｅ ｌｅｖｅｌ（ＳＡＤ）ａｎｄ ｍｕｌｔｉ－ｌｅｖｅｌ（ＭＡＤ）ａｔｔｅｎｔｉｏｎ ｄｉｓｔｉｌｌａｔｉｏｎ

Ａｃｃｕｒａｃｙ ／ ｍｏｄｅｌ Ｎｏｒｍａｌ Ｃｒｏｗｄｅｄ Ｎｉｇｈｔ ｎｏ ｌｉｎｅ ｓｈａｄｏｗ ａｒｒｏｗ Ｄａｚｚｌｅ ｌｉｇｈｔ ｃｕｒｖｅ ｃｒｏｓｓｒｏａｄ

Ｏｒｇ（ｂａｓｅｌｉｎｅｓ） ０．８８３ ９ ０．６７３ １ ０．４８１ ０ ０．４０９ ２ ０．５６７ ６ ０．８２５ ０ ０．５７６ ０ ０．６２０ ５ １ ９７７

ＳＡＤ２００ ０．８８４ ４ ０．６７５ ５ ０．５６０ ７ ０．４０１ ８ ０．５９１ ６ ０．８１１ ５ ０．５８２ ７ ０．６２０ ４ １ ６４６

ＳＡＤ１００ ０．８８３ ７ ０．６６８ ８ ０．５２６ ７ ０．４０６ ３ ０．５６０ ２ ０．８１５ ７ ０．５９３ １ ０．６４５ ４ ２ １４５

ＭＡＤ２００ ０．８８８ ８ ０．６８１ ４ ０．５３９ ０ ０．４０８ ３ ０．６１６ ３ ０．８２０ ７ ０．５９８ ９ ０．６３６ ０ １ ７５５

ＭＡＤ１００ ０．８８９ ０ ０．６８５ ７ ０．５４７ ０ ０．４３１ １２５ ０．６２６ ５ ０．８３３ ２ ０．６００ ３ ０．６２２ ０ １ ７８３
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表 ２　 基于单级（ＳＡＤ）、多级（ＭＡＤ）注意力蒸馏的综合评价结果

Ｔａｂ． ２ 　 Ｃｏｍｐｒｅｈｅｎｓｉｖｅ ｅｖａｌｕａｔｉｏｎ ｒｅｓｕｌｔｓ ｂａｓｅｄ ｏｎ ｓｉｎｇｌｅ ｌｅｖｅｌ
（ＳＡＤ）ａｎｄ ｍｕｌｔｉ－ｌｅｖｅｌ（ＭＡＤ）ａｔｔｅｎｔｉｏｎ ｄｉｓｔｉｌｌａｔｉｏｎ

Ａｃｃｕｒａｃｙ ／ ｍｏｄｅｌ ｐｒｅｃｉｓｉｏｎ ｒｅｃａｌｌ Ｆ１ － ｍｅａｓｕｒｅ

Ｏｒｇ（ｂａｓｅｌｉｎｅｓ） ０．７０６ ３ ０．６３４ ４ ６６．８４５ ５

ＳＡＤ２００ ０．７１３ ３ ０．６５３ ３ ６８．１９９ ８

ＳＡＤ１００ ０．７００ ９ ０．６４６ ６ ６７．２６５ ０

ＭＡＤ２００ ０．７１５ ４ ０．６５４ １ ６８．３３７ ４

ＭＡＤ１００ ０．７２２ ４ ０．６５９ ９ ６８．９７３ ４
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图 ５　 对比结果

Ｆｉｇ． ５　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ

　 　 图 ５（ａ）为 β ＝ ２００ 的训练过程评估。 在随机初

始化后，以同样的参数训练 ５ 个 ｅｐｏｃｈ，在第 ６ 个

ｅｐｏｃｈ 时引入优化方法。 图中可以证明，在第 ６ 个循

环周期（ｅｐｏｃｈ）后，多级（蓝线）方法始终优于单级

（红线）。 图 ５（ｂ）所示为本文探索不同权重因子的

两种蒸馏优化结果对比。 从图中可以看出，不同权

重因子下多级（蓝色）方法较单级（红色）方法仍有

明显的优势。
　 　 图 ６ 所示为 β ＝ ２００ 的训练过程损失曲线。 在

实验中，设置第 ６ 个循环周期（ｅｐｏｃｈ）后加入优化。
ＭＡＤ 优化方法在不同级别的蒸馏分支中，加入之前

模型收敛速度慢，加入之后实现快速的收敛。 相对

整体的模型收敛状态，并不会产生震荡的后果。 具

体测试结果如图 ７ 所示。
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（ｄ） 第四级蒸馏损失

（ｄ） Ｔｈｅ ｆｏｕｒｔｈ－ｓｔａｇｅ ｄｉｓｔｉｌｌａｔｉｏｎ ｌｏｓｓ
图 ６　 各级蒸馏损失函数

Ｆｉｇ． ６　 Ｄｉｓｔｉｌｌａｔｉｏｎ ｌｏｓｓ ｆｕｎｃｔｉｏｎ ｏｆ ｅａｃｈ ｓｔａｇｅ

３．４　 ＤｅｅｐＬａｂ＿Ｖ３
为探索多级自适应蒸馏学习（ＭＡＤ）的普适性，

即是否可以应用于多种类别的分割任务，本文将实
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验扩展为基于 ＤｅｅｐＬａｂ＿Ｖ３ 网络在 ＶＯＣ２０１２ 数据集

上训练 ２０ 类别的语义分割实验。 使用 ＤｅｅｐＬａｂ＿Ｖ３
为基础网络，将网络特征提取部分分为 ４ 个单元，在
ＰＡＳＣＬ ＶＯＣ 上训练了 ２００ 个循环，在训练 ８０ 次循

环后加入 ＭＡＤ 模块。 ｂａｔｃｈ ＿ ｓｉｚｅ ＝ １６，学习率为

０．０１。实验训练结果见表 ３，验证结果见表 ４。

表 ３　 ＤｅｅｐＬａｂ＿Ｖ３ 在 ＶＯＣ２０１２ 数据集上的训练结果

Ｔａｂ． ３　 Ｔｒａｉｎｉｎｇ ｒｅｓｕｌｔｓ ｏｆ Ｄｅｅｐｌａｂ＿Ｖ３ ｏｎ ＶＯＣ２０１２ ｄａｔａｓｅｔｓ

ＬＯＳＳ ／ Ｅｖａｌｕａｔｉｏｎ Ａｃｃ Ａｃｃ＿ｃｌａｓｓ ｍＩｏＵ ｆｗａｖａｃｃ

ｏｒｇ ９４．３２ ８６．８４ ７９．９３ ８９．４１

ＭＡＤ ９４．５５ ８７．１６ ８０．３３ ８９．８２

表 ４　 ＤｅｅｐＬａｂ＿Ｖ３ 在 ＶＯＣ２０１２ 数据集上的测试结果

Ｔａｂ． ４　 Ｔｅｓｔｉｎｇ ｒｅｓｕｌｔｓ ｏｆ Ｄｅｅｐｌａｂ＿Ｖ３ ｏｎ ＶＯＣ２０１２ ｄａｔａｓｅｔｓ

ＬＯＳＳ ／ Ｅｖａｌｕａｔｉｏｎ Ａｃｃ Ａｃｃ＿ｃｌａｓｓ ｍＩｏＵ ｆｗａｖａｃｃ

ｏｒｇ ８１．７２ ４６．７４ ３７．１５ ６９．８１

ＭＡＤ ８３．１０ ４８．３８ ３８．６５ ７２．４５

　 　 根据表 ３、表 ４ 中结果可以看出，ＭＡＤ 方法针对

２０ 类别的语义分割具有明显的提升效果。 其中 Ａｃｃ
为整体准确度，Ａｃｃ＿ｃｌａｓｓ 为分类准确度，ｆｗａｖａｃｃ 为

带权重交并比。 在训练集 ｍＩｏＵ 指标中 ＭＡＤ 方法

在原网络的基础上提升 ０．４，在验证集 ｍＩｏＵ 指标中

本文方法提升 １．５。

　 　 （ａ） 弯道场景 　 　 　 　 　 　 　 　 　 　 （ｂ） 匝道场景 　 　 　 　 　 　 　 　 　 　 　 　 　 （ｃ） 常规场景

　 　 　 （ａ） Ｃｕｒｖｅ ｓｃｅｎｅ　 　 　 　 　 　 　 　 　 （ｂ） Ｒａｍｐ ｓｃｅｎｅ　 　 　 　 　 　 　 　 　 　 （ｃ） Ｃｏｎｖｅｎｔｉｏｎａｌ ｓｃｅｎｅ
图 ７　 ＥＲＦＮｅｔ 的检测结果

Ｆｉｇ． ７　 ＥＲＦＮｅｔ ｐｒｅｄｉｃｔ ｒｅｓｕｌｔｓ

４　 结束语

本文提出了一种多级注意力蒸馏学习方法

（ＭＡＤ），以自身网络的浅层特征学习高层特征的表

达。 实验证明，该方法可普遍提高网络中不同层次

的视觉注意力，使 ＥＲＦＮｅｔ 在 ＣＵＬａｎｅ 任务的 Ｆ１ －
ｍｅａｓｕｒｅ 指标提升 ２．１３，ＤｅｅｐＬａｂ＿Ｖ３ 在 ＶＯＣ２０１２ 任

务的 ｍＩｏＵ 指标提升 １．５，在提升网络特征提取能力

方面具有重要意义。

选择合适的不同层级之间的权重，对训练时间

与收敛具有一定影响，在后续的工作中，可以考虑探

究每个蒸馏级别中不同层之间的权重，从而实现模

型收敛性能的提高。
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