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基于代价模型的多平台分析任务流调度优化
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摘　 要： 分析任务流的调度是人们关注的热点问题之一。 在无法提前得知各子任务资源和时间开销以及算子间传输开销的

情况下，现有研究缺少较好的调度方法，也无法很好地处理多平台环境下的任务调度。 为此，本文提出了一种基于启发式规

则优化的拓扑调度算法。 该算法通过对同平台任务和后继任务优先选择的规则，对任务流调度顺序进行优化；其次，结合

Ｓｐａｒｋ 平台下数据分析任务常见的 ＳＱＬ 算子和机器学习算子的代价模型，有效对任务的开销做出估计。 实验表明，调度优化

算法能有效节约时间开销和内存开销，代价模型的估计也较为准确。
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０　 引　 言

数据量爆炸式增长的同时，数据分析的重要性

也日益凸显。 多年来，数据分析的各类需求日益旺

盛，人们对数据分析的要求也不再局限于更强的数

据处理能力，多个计算（分析）平台共同进行一个分

析任务流的需求也随之而生。
现实中，人们经常根据数据分析需求的不同，来

确定分析任务所使用的执行平台，甚至一个分析任

务流中的分析算子，也可能运行在不同的计算平台

上。 分析任务流在不同平台之间的调度成为人们关

注的一个重要问题。
ＲＨＥＥＭ［１］是卡塔尔大学开源的跨平台数据处

理系统，其支持在一个任务流中自动调用多种平台，
来优化处理时间和处理性能。 ＲＨＥＥＭ 借由内部的

优化器，通过代价模型自动为任务流中的算子选择

平台，获取最优的执行计划。 Ａｐａｃｈｅ Ｂｅａｍ［２］ 为开

源的统一编程模型，用于进行跨平台的大数据分析

处理。 Ｂｅａｍ 是基于 Ｇｏｏｇｌｅ 的 Ｄａｔａｆｌｏｗ Ｍｏｄｅｌ［３］论文

的一种实现。 通过对数据分析的多维度规范和总

结，构成了一套编程范式，实现了不同平台间的统

一，但并没有关注任务流的调度问题。 Ｋｕｍａｒ 等人

基于 Ａｃｔｏｒｓ 模型［４］ 研发了一个带图形界面的任务

流系统 Ａｍｂｅｒ［５］。 但 Ａｍｂｅｒ 的研究侧重于任务流执

行过程中的实时调试，而不关注任务的调度顺序。
而目前针对单个任务流调度的研究已经趋于成熟，
ＨＥＦＴ［６］、ＣＰＯＰ ［７］、ＰＥＴＳ［８］等算法，以较高的调度效

率被广泛接受。 但其都需要知道每个算子的时间、
资源开销以及算子间的传输开销，并且都没有考虑

多平台的条件。
为此，本文研究了多平台环境下，数据分析任务

流的调度和优化问题。 具体研究内容包括：根据多



平台的特性，提出了一种基于启发式规则优化的拓

扑调度算法，来完成任务流调度；针对 ＳＱＬ 算子加

入了代价模型，能对任务流的 ＳＱＬ 分析开销做出估

计；训练了 ＧＢＤＴ 树，为用户动态选择机器学习任务

的运行平台并确定开销；通过实验，验证了调度算法

的优化性能和代价模型的准确率。

１　 问题描述

通常来说，一个大任务可以拆分成一个子任务

的集合（不同的子任务间存在一定的依赖关系）。
此时，可以通过一个有向无环图 ＤＡＧ （ Ｄｉｒｅｃｔｅｄ
Ａｃｙｃｌｉｃ Ｇｒａｐｈ）的形式来表示这些关系，形成了任务

的 ＤＡＧ 模型。 因此，任务流的调度问题就转化为

ＤＡＧ 的调度问题。 显然，当考虑任务调度时，首要

满足的是子任务之间的依赖关系。
１．１　 拓扑排序

拓扑排序， 是指对一个有向无环图 Ｇ 进行排

序。 对于图中边的集合Ｅ（Ｇ），若存在边 ＜ ｕ，ｖ ＞∈
Ｅ（Ｇ），则在排序序列中，顶点 ｕ一定出现在顶点 ｖ之
前。 可见，拓扑排序的特性可以很好地契合子任务

之间的依赖限制。 通过对 ＤＡＧ 做拓扑排序就可以

得到一个满足任务流依赖关系的执行顺序。
Ｋａｈｎ 算法［９］ 是进行拓扑排序的常见算法，由

Ｋａｈｎ 在 １９６２ 年提出。 其中心思路是：每次取出一

个没有先驱节点（即入度等于 ０）的节点，将其放入

排序序列中，然后将这个节点的所有后继节点的入

度减一，重复这一过程直至排序完成。 该算法的时

间复杂度为 Ｏ（Ｅ ＋ Ｖ）。 但需要注意的是：有效的拓

扑序列并不是唯一的，每次使用 Ｋａｈｎ 算法得到的

拓扑序列也不一定是一致的。
１．２　 拓扑排序的局限性

如图 １ 所示，给出的一种存在两个不同平台算

子的任务流。 从 Ａ 算子读取输入后，分别通过后续

的其它算子计算，直至结束。 对于这样一个任务流，
其拓扑序列显然不唯一。 可能的序列有（Ａ，Ｂ，Ｃ，
Ｄ，Ｅ，Ｆ，Ｇ，Ｈ，Ｉ，Ｊ，Ｋ，Ｌ）， （Ａ，Ｂ，Ｄ，Ｆ，Ｃ，Ｅ，Ｇ，Ｉ，Ｊ，Ｋ，
Ｌ，Ｈ） 等等。 在非常多的可能序列中，再次考虑两种

比较极端的调度序列。 第一种是序列Ｌ１（Ａ，Ｂ，Ｃ，Ｄ，
Ｅ，Ｊ，Ｆ，Ｇ，Ｋ，Ｉ，Ｌ，Ｈ），第二种是序列 Ｌ２（Ａ，Ｂ，Ｄ，Ｆ，
Ｃ，Ｅ，Ｇ，Ｈ，Ｉ，Ｊ，Ｋ，Ｌ）。 显然，序列 Ｌ１ 和序列 Ｌ２ 都是

满足拓扑排序的序列，但序列 Ｌ１ 的调度效果是一个

平台 Ｐ１ 的算子和平台 Ｐ２ 的算子交错运行。 而序

列 Ｌ２ 的调度效果是优先将满足依赖的同平台算子

全部调度完后，再考虑调度其他平台的算子。

对于序列 Ｌ１ 来说，频繁的平台切换会带来额外

的切换开销。 更关键的是在进行平台切换的同时，
需要将之前的计算结果保存，又会带来额外的内存

开销。 而过多的中间结果缓存会在一定程度上影响

后续节点的计算速度。 以 Ｓｐａｒｋ 平台为例，过多的

中间结果被缓存，会导致可用内存不足。 此时，在读

入当前节点数据时，需要进行 ＧＣ 和内存置换，从而

会降低任务的处理速度。 另一方面，如果一个平台

内的算子操作可以连续进行，那么计算的中间结果

可以用平台的内部结构表示，不仅使得整体的运算

速度变快，也使整个流程的类型十分安全，可以应对

复杂的计算流程，大大提高系统的鲁棒性。 而例如

Ｓｐａｒｋ 这样的平台，其原生数据结构还使得运算结果

的展示具有极高的灵活性。
可以想象，当任务流的复杂度提升，或是任务流

中平台数量增加，这两种调度序列所带来的开销差

别是巨大的。
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图 １　 多平台任务流示例

Ｆｉｇ． １　 Ｅｘａｍｐｌｅ ｏｆ ｍｕｌｔｉ－ｐｌａｔｆｏｒｍ ｗｏｒｋｆｌｏｗ

１．３　 问题定义

朴素的拓扑排序可以解决任务流的调度问题，
但在任务流的整体开销上，普通的拓扑排序是存在

一定问题的。 由于拓扑序列是不唯一的，对于一个

给定的任务流 Ｊ， 使用不同的拓扑序列对其进行调

度，最终整体的内存和时间开销是不同的。
因此， 该问题的描述是给定一个有向无环图

Ｇ（Ｖ，Ｅ），图中节点 Ｅ 表示系统中不同平台的算子，
图中有向边 Ｖ 表示算子之间的依赖关系。 在满足依

赖关系约束的情况下，本文希望找到一种节点序列，
使得通过该顺序执行任务流时，较少的其它中间结

果被缓存，且进行的平台切换最少，从而能优化整体

的时间开销。

２　 算法描述

针对这一问题，如果预先将所有的拓扑序列求
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出，再一一进行比较，选出最优解，算法的复杂度会

过高。 所以本文选择通过启发式规则来求解。
２．１　 基于启发式规则的拓扑调度

本算法思路：先将输入节点置入结果序列，然后

将其指向的节点入度减 １，每次选择下一个节点（入
度为 ０ 的节点）时，遵循三条规则：

（１）总是优先选择与之前节点同平台的节点；
（２）如果有多个同平台的节点，优先选择当前

节点的后继节点；
（３）如果不存在同一平台的节点，则选择任意

满足依赖约束的节点。 算法伪代码如算法 １ 所示。
算法 １　 基于启发式规则优化的拓扑调度算法

输入　 有向无环图 Ｇ ＝ （Ｖ，Ｅ），Ｓ 为入度为 ０ 的

节点集合

输出　 调度序列 Ｌ
Ｌ ＝ ｛｝
Ｗｈｉｌｅ Ｓ ｉｓ ｎｏｔ ｅｍｐｔｙ ｄｏ
／ ／启发式规则优化

ｉｆ Ｓ ｈａｓ ｔｈｅ ｓａｍｅ－ｐｌａｔｆｏｒｍ－ｎｏｄｅ ｗｉｔｈ ｔａｉｌ ｏｆ Ｌ
ｉｆ Ｓ ｈａｓ ｔｈｅ ｓｕｃｃｅｓｓｏｒ ｏｆ ｔｈｅ ｔａｉｌ ｏｆ Ｌ
　 ｒｅｍｏｖｅ ｔｈｅ ｓｕｃｃｅｓｓｏｒ ｎ ｆｒｏｍ Ｓ
　 ａｄｄ ｎ ｔｏ Ｌ
　 　 ｅｌｓｅ
ｒｅｍｏｖｅ ｔｈｅ ｓａｍｅ－ｐｌａｔｆｏｒｍ－ｎｏｄｅ ｎ’ ｆｒｏｍ Ｓ
ａｄｄ ｎ’ ｔｏ Ｌ
ｅｌｓｅ
ｒｅｍｏｖｅ ａｎｏｔｈｅｒ ｎｏｄｅ ｋ ｆｒｏｍ Ｓ
ａｄｄ ｋ ｔｏ Ｌ
ｆｏｒ ｅａｃｈ ｎｏｄｅ ｍ ｗｉｔｈ ｅｄｇｅ ｅ ｆｒｏｍ ｎ ｔｏ ｍ ｄｏ
ｒｅｍｏｖｅ ｅｄｇｅ ｅ ｆｒｏｍ Ｇ
ｉｆ ｍ ｈａｓ ｎｏ ｏｔｈｅｒ ｉｎｃｏｍｉｎｇ ｅｄｇｅｓ ｔｈｅｎ
ｉｎｓｅｒｔ ｍ ｔｏ Ｓ
　 ｒｅｔｕｒｎ Ｌ
仍以图 １ 为例，序列 Ｌ１（Ａ，Ｂ，Ｃ，Ｄ，Ｅ，Ｊ，Ｆ，Ｇ，

Ｋ，Ｉ，Ｌ，Ｈ） 和 序 列 Ｌ２（Ａ，Ｂ，Ｄ，Ｆ，Ｃ，Ｅ，Ｇ，Ｉ，Ｈ，Ｊ，Ｋ，
Ｌ）。 其中序列Ｌ２ 为本算法得出的调度序列。 输入

算子 Ａ 与后继算子的切换不计入考量，Ｌ１ 序列总共

切换了 ８ 次平台，Ｌ２ 序列总共切换了 ２ 次。 同时可

以看出， Ｌ１ 序列中，在计算大部分节点时，都有无关

的中间结果被缓存。 如在计算 Ｇ 节点时，节点 Ｆ 和

节点 Ｇ 的结果缓存，则增加了内存和时间开销。 而

在 Ｌ２ 序列中，基本保证了任务能够以一种近乎深度

遍历的方式执行，减少了与当前计算无关的中间结

果的缓存。

如算法 １ 所示，本算法对图中的每个节点和每

条边都会进行一次遍历。 因此， 本算法的复杂度为

Ｏ（Ｅ ＋ Ｖ），其中 Ｅ 为图中的节点数，Ｖ 为图中的边

数。
２．２　 代价模型

本文主要考虑的任务流算子为 ＳＱＬ 类算子和

机器学习算子，这些算子的主要运行平台是 Ｓｐａｒｋ
和 Ｐｙｔｈｏｎ。 因此，本文针对这两种情况分别加入相

应的代价模型。
２．２．１　 针对 ＳｐａｒｋＳＱＬ 的代价模型

代价 模 型 涵 盖 了 ３ 个 基 本 的 ＳＱＬ 操 作：
Ｐｒｏｊｅｃｔｉｏｎ、Ｓｅｌｅｃｔｉｏｎ 和 Ｊｏｉｎ。

首先，系统收集一些 ＳｐａｒｋＳＱＬ 相关的物理参

数。 参考 Ｂａｌｄａｃｃｉ［１０］等人的工作，系统收集的物理

参数见表 １。
表 １　 物理参数收集表

Ｔａｂ． １　 Ｃｏｌｌｅｃｔｉｏｎ ｏｆ ｐｈｙｓｉｃａｌ ｐａｒａｍｅｔｅｒ

参数 含义

Ｎ Ｓｐａｒｋ 的服务器数

ＮＣ 每个服务器分配给 Ｓｐａｒｋ 的核心数

δｒ Ｐａｒａ( ) Ｐａｒａ 并行度下读磁盘的吞吐量（ＭＢ ／ ｓ）

δｗ Ｐａｒａ( ) Ｐａｒａ 并行度下写磁盘的吞吐量（ＭＢ ／ ｓ）

ρｉ ＮＣ( ) 不同服务器间网络的吞吐量（ＭＢ ／ ｓ）

Ｂ Ｓｈｕｆｆｌｅ 用到的 ｂｕｃｋｅｔ 数量

　 　 根据表 １ 可以初步得到公式（１）和公式（２）：

Ｒｅａｄ Ｓｉｚｅ( ) ＝ Ｓｉｚｅ
δｒ ＮＣ( )

（１）

Ｗｒｉｔｅ Ｓｉｚｅ( ) ＝ Ｓｉｚｅ
δｗ ＮＣ( )

（２）

　 　 其中， Ｒｅａｄ ＲＳｉｚｅ( ) 为根据读入大小得到的读

入时间， Ｗｒｉｔｅ ＷＳｉｚｅ( ) 为根据写出大小得到的写出

时间。
计算执行开销最简单的方式就是将其运行一

遍，但这样就失去了代价模型的意义。 事实上，代价

模型不需要知道一个精确的代价，而只需要一个估

计值。 所以，代价模型可以对结果的数据量进行估

计，再通过数据量的估算值来推断执行的代价。
在查询语句中，用户常常会使用一些过滤条件

（即本文中提到的 Ｆｉｌｔｅｒ 操作），在 ＳｙｓｔｅｍＲ［１１］ 中对

过滤条件的估算只考虑到了数据连续且分布均匀的

情况。 但现实中的数据往往不是连续均匀分布的。
所以考虑数据的分布情况，对数据量的估计是至关
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重要的。
其中，直方图是一种能够表示数据分布的统计

方式。 其通过分桶策略对数据做出划分，从而得到

大致的分布情况。 本系统选择了等深直方图来了解

数据分布情况。 与普通的等宽直方图不同，等深直

方图尽可能的保证桶的深度 相 同。 Ｐｉａｔｅｔｓｋｙ －
Ｓｈａｐｉｒｏ［１２］的研究指出，等深直方图的鲁棒性更强。

直方图的构建需要有序数据。 考虑到数据量增

大后导致的排序开销，所以本系统使用蓄水池采样，
采样后再进行排序和直方图的构建。

系统将过滤条件分为 ３ 类：单列的范围查询、单
列的等值查询、多列查询。 下面将分别介绍 ３ 种情

况的估计方法。
（１）单列范围查询。 对于单列的范围查询，可以

通过等深直方图来进行估计。 对于给定的一个范围

查询，只需要知道其覆盖范围内的所有桶的深度即

可。 如果遇到桶的范围与查询范围有部分交集的情

况，可以交集占桶大小的比例再做一次估算。 此时，
需要假设数据的分布是均匀且连续的。 对于其它类

型的数据，一般是将其映射成数字后再计算比例。
（２）等值查询。 对于等值查询，需要知道记录出

现的频率。 对于一般情况下频率的计算，人们倾向于

使用 ＨａｓｈＭａｐ 来统计。 而当数据量非常大时，一则

要求的内存非常大，二则当 ＨａｓｈＭａｐ 的冲突很高时，
时间复杂度的上升，导致无法满足实时性的需要。

本系统使用了 Ｃｏｕｎｔ－Ｍｉｎ Ｓｋｅｔｃｈ［１３］ 算法，其是

一种可以处理等值查询的方法，可以提供很强的准

确性保证。 该算法的基本思路是维护一个初始为 ０
的 Ｄ × Ｗ 大小的数组。 对于数据中出现的每一个

值，分别用 Ｄ 个独立的哈希函数进行映射和计数。
查询频率时，依旧对其进行 Ｄ 次哈希，找到每一行

中对应的计数值，再取其中的最小值作为估计值。
Ｃｏｕｎｔ－Ｍｉｎ Ｓｋｅｔｃｈ 可以看作布隆过滤器在统计

方面的一个变形。 其缺点是估计值总是大于等于真

实值。
（３）多列查询。 本系统假设不同列之间是相互

独立的，只需要把不同列的过滤结果相乘即可。
综上，可以得到一个函数 Ｆｉｌｔｅｒ ｃｏｌｓ，ｔｙｐｅ( ) 。
其中， ｃｏｌｓ 表示过滤的列， ｔｙｐｅ 表示过滤的种

类。 可得对 Ｐｒｏｊｅｃｔ 操作的估计，如公式（３）所示：

　 Ｐｒｏｊｅｃｔ ｐｒｏｊＣｏｌｓ，ａｌｌ( ) ＝
∑ ａｔｔｒ∈ｐｒｏｊＣｏｌｓ

ａｔｔｒ．Ｓｉｚｅ

∑ ａｔｔｒ∈ａｌｌ
ａｔｔｒ．Ｓｉｚｅ

（３）

其中， ｐｒｏｊＣｏｌｓ 表示被选中的列； ａｌｌ 表示表中

所有列； ａｔｔｒ．Ｓｉｚｅ 表示该列的平均大小。
接下来可以考虑就可以完成代价模型，本文考

虑 ３ 种任务。
第一种任务类型是全表扫描任务，记为 ＳＣＡＮ。

ＳＣＡＮ 任务可以包含 Ｆｉｌｔｅｒ、Ｐｒｏｊｅｃｔ 和 Ａｇｇｒｅｇａｔｅ 操

作。 在 ＳｐａｒｋＳＱＬ 中， Ｆｉｌｔｅｒ 操作和 Ｐｒｏｊｅｃｔ 操作被

Ｓｐａｒｋ 的优化器 Ｃａｔａｌｙｓｔ，通过谓词下推和列值剪裁

来优化执行，减小无用的元组和列对整体开销的影

响。 此时，数据大小的估计如公式（４）所示。
ＷＳｉｚｅ ＝ ＲＤＤＳｉｚｅ·Ｐｒｏｊｅｃｔ ｐｒｏｊＣｏｌｓ，ａｌｌ( )

·Ｆｉｌｔｅｒ ｐｒｏｊＣｏｌｓ，ｔｙｐｅ( ) （４）
　 　 若不存在聚合操作，则整个任务可以在一个管

道中边读入，边写出，整体开销如公式（５）所示。 而

存在聚合操作时，任务的写出必须在所有数据被读

入后才能进行。 此时，整体开销如公式（６）所示。

　 ＳＣＡＮ Ｔａｂｌｅ( ) ＝ ＲＮｕｍ
Ｎ·ＮＣ

·Ｍａｘ Ｒｅａｄ ＲＳｉｚｅ( ) ，(

　 　 　 　 　 　 　 　 Ｗｒｉｔｅ ＷＳｉｚｅ( ) ) （５）

　 　 ＳＣＡＮ Ｔａｂｌｅ( ) ＝ ＲＮｕｍ
Ｎ·ＮＣ

· Ｒｅａｄ ＲＳｉｚｅ( ) ＋(

Ｗｒｉｔｅ ＷＳｉｚｅ( ) ) （６）

　 　 　 　 ＲＮｕｍ ＝ ＴａｂｌｅＳｉｚｅ
ＲＤＤＳｉｚｅ

（７）

其中， ＴａｂｌｅＳｉｚｅ 为表大小， ＲＤＤＳｉｚｅ 为 Ｓｐａｒｋ 的

ＲＤＤ 分区大小。 若不存在写出操作， Ｗｒｉｔｅ ＷＳｉｚｅ( ) 取

０。
如果涉及 Ｊｏｉｎ 操作，ＳｐａｒｋＳＱＬ 将根据不同情

况，使用以下几种不同的 Ｊｏｉｎ 方式：
（１）Ｂｒｏａｄｃａｓｔ Ｈａｓｈ Ｊｏｉｎ 应用于小表（默认阈值

为 １０ ＭＢ）和大表之间的 Ｊｏｉｎ。 使用 Ｂｒｏａｄｃａｓｔ 的方

式来完成 Ｊｏｉｎ 操作，牺牲空间换取时间。 此时，通
过将小表广播到每个运行节点上，避免了 Ｓｈｕｆｆｌｅ 带

来的大量时间开销。
（２）Ｓｈｕｆｆｌｅ Ｈａｓｈ Ｊｏｉｎ 适合较小表和大表之间的

Ｊｏｉｎ。 如果小表的大小大于 １０ ＭＢ，此时将小表广播

出去会造成较大的数据冗余和带宽内存消耗，使得运

行节点的压力较大。 所以， ＳｐａｒｋＳＱＬ 转为使用

Ｓｈｕｆｆｌｅ Ｈａｓｈ ｊｏｉｎ，通过 Ｊｏｉｎ 的 ｋｅｙ 将两张表进行分

区，即 Ｓｈｕｆｆｌｅ 操作。 集群内的每个工作节点都会参

与 Ｓｈｕｆｆｌｅ 操作，每个工作节点处理每个 Ｂｕｃｋｅｔ 的一部

分，然后对每个分区内的记录进行 Ｈａｓｈ Ｊｏｉｎ 的操作。
（３） Ｓｏｒｔ Ｍｅｒｇｅ Ｊｏｉｎ 则适合两张大表之间的

Ｊｏｉｎ。 Ｈａｓｈ Ｊｏｉｎ 的方法是将其中一张表完全读入内

存中，然后使用哈希的方法对另一张表进行探测和
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连接。 而当两张表都较大的情况下，使用哈希方法

对内存的压力过大。 此时 ＳｐａｒｋＳＱＬ 通过 Ｊｏｉｎ Ｋｅｙ
将两张表进行 Ｓｈｕｆｆｌｅ 分区，以便后续的分布式处

理，然后分别对每个分区进行排序和合并。
第二种任务类型是 Ｂｒｏａｄｃａｓｔ Ｊｏｉｎ 任务。 该任

务的开销可以用函数 ＢＪ（） 表示。 在进行 Ｂｒｏａｄｃａｓｔ
Ｊｏｉｎ 时，大表仍然通过一个 ＳＣＡＮ 任务读入，而小表

要进行广播，所以不需要写操作。 Ｂｒｏａｄｃａｓｔ 过程的

开销，参考文献［１０］的研究，得到公式（８）。

Ｂｒｏａｄｃａｓｔ Ｓｉｚｅ( ) ＝ Ｓｉｚｅ
ρｉ ＮＣ( )

＋ Ｓｉｚｅ·Ｎ·ＮＣ
ρｉ １( )

（８）

由于整个 Ｂｒｏａｄｃａｓｔ Ｊｏｉｎ 是在内存中，通过 Ｈａｓｈ
的方式来完成，速度非常快，瓶颈主要体现在最后写

出的速度上。 所以 Ｂｒｏａｄｃａｓｔ Ｊｏｉｎ 的开销函数如公

式（９）所示：

ＢＪ Ｔａｂｌｅ１，Ｔａｂｌｅ２( ) ＝ ＰａｒｔｉｔｉｏｎＮｕｍ
Ｎ·ＮＣ

·Ｗｒｉｔｅ ＷＳｉｚｅ( ) （９）

其中， ＰａｒｔｉｔｉｏｎＮｕｍ 为 Ｓｐａｒｋ 中设置的分区数。
第三种任务类型是 Ｓｈｕｆｆｌｅ Ｊｏｉｎ。 因为 Ｓｈｕｆｆｌｅ

Ｈａｓｈ Ｊｏｉｎ 和 Ｓｏｒｔ Ｍｅｒｇｅ Ｊｏｉｎ 的开销瓶颈都是 Ｓｈｕｆｆｌｅ
阶段，所以其开销都可以通过 Ｓｈｕｆｆｌｅ Ｊｏｉｎ 任务来描

述。 该任务的开销可以用函数 ＳＪ（ ） 来表示。 在进

行 Ｓｈｕｆｆｌｅ Ｊｏｉｎ 时，显然 Ｓｈｕｆｆｌｅ 的过程是瓶颈所在。
另外，Ｓｈｕｆｆｌｅ Ｊｏｉｎ 只有在整个分区的数据都被读入

后才能进行，不能边读边写。 但是在第一阶段的

Ｓｈｕｆｆｌｅ 过程中，数据是一边被分配到分区，一边被读

取的。 Ｓｈｕｆｆｌｅ 阶段的开销如公式（１０）所示：

Ｓｈｕｆｆｌｅ（） ＝ Ｍａｘ ＥｘｅｃＳｉｚｅ
δｒ Ｎ·ＮＣ( )

，ＥｘｅｃＳｉｚｅ
ρｉ ＮＣ( )

æ

è
ç

ö

ø
÷ （１０）

其中， ＥｘｅｃＳｉｚｅ ＝ Ｓｉｚｅ
Ｎ

，ＥｘｅｃＳｉｚｅ 表示的是每个节

点处理的每个 Ｂｕｃｋｅｔ 的大小。
对于 Ｓｈｕｆｆｌｅ Ｊｏｉｎ 阶段的开销如公式（１１）所示：

ＳＪ Ｔａｂｌｅ１，Ｔａｂｌｅ２( ) ＝ Ｂ
Ｎ·ＮＣ

·

　 　 　
Ｓｈｕｆｆｌｅ

Ｔａｂｌｅ１ ．Ｓｉｚｅ ＋ Ｔａｂｌｅ２ ．Ｓｉｚｅ
Ｂ

æ

è
ç

ö

ø
÷ ＋

Ｗｒｉｔｅ ＷＳｉｚｅ( )

æ

è

ç
çç

ö

ø

÷
÷÷

（１１）

综上所述，不同任务的开销可以通过上述 ３ 种

函数的组合来计算。
２．２．２　 针对机器学习任务的代价模型

由于本文考虑的机器学习任务的运行平台包括

Ｓｐａｒｋ 和 Ｐｙｔｈｏｎ（Ｓｃｉｋｉｔ－Ｌｅａｒｎ），因此会在确定运行

平台后完成对机器学习任务的开销估计。

在确定了运行平台之后，就可以根据硬件信息、
平台选择、任务种类（分类、聚类、回归）和训练数据

的维度、数量等信息估计出这个机器学习分析算子

的大致时间开销，可通过一个回归任务来完成这一

开销估计。 考虑到 ＧＢＤＴ（Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ Ｄｅｃｉｓｉｏｎ
Ｔｒｅｅ）的本质是回归树，且具有很强的泛化能力，因
此本文使用 ＧＢＤＴ 回归树来完成对机器学习算子时

间开销的估计。

３　 实验结果与分析

本文在 Ｓｐａｒｋ 集群上进行实验，其中包括 １ 个

ｍａｓｔｅｒ 节点和 ２ 个 ｗｏｒｋｅｒ 节点。 节点的硬件配置

如下： Ｉｎｔｅｌ（Ｒ） Ｘｅｏｎ（Ｒ） Ｓｉｌｖｅｒ ４２０８＠ ２．１０ ＧＨｚ，２４
核；６４ ＧＢ 内存； ８ ＴＢ 硬盘。 软件配置为： Ｌｉｎｕｘ
Ｕｂｕｎｔｕ １８．０４、Ｓｐａｒｋ－２．３．１、Ｐｙｔｈｏｎ ３．６．８ 版本。

用于数据分析流程的训练数据为 Ｎｕｍｐｙ 随机

生成。 而用于文本分析流程的数据，来源于新浪公

司 ＣＭＳ 内容管理系统真实发布的新闻文章 （为

２０１９．０１．０１ ～ ２０１９．０４．２２ 发布在新浪新闻娱乐频道

的所有新闻文章），去重后共有２ １７２ ９２５篇。 实验

时先根据关键词筛选出１ ０００篇文章进行训练。
第一组实验：测试调度算法的优化对系统性能

的影响。
实验比较了朴素拓扑调度和基于启发式规则优

化的拓扑调度在任务流调度中的开销差异。
本文首先通过 Ｎｕｍｐｙ 生成了 １２ ＧＢ 的训练数

据，并限制系统内存为 １０ ＧＢ，模拟复杂任务下的情

况，并使用多种不同的算子组合构成任务流，进行实

验。 其中一种任务流如图 ２ 所示。 实验结果见

表 ２。
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图 ２　 实验任务流示例

Ｆｉｇ． ２　 Ｅｘａｍｐｌｅ ｏｆ ｅｘｐｅｒｉｍｅｎｔ ｗｏｒｋｆｌｏｗ
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表 ２　 调度性能测试

Ｔａｂ． ２　 Ｅｘｐｅｒｉｍｅｎｔ ｏｆ ｓｃｈｅｄｕｌｉｎｇ ｐｅｒｆｏｒｍａｎｃｅ

调度算法 Ｓｐａｒｋ 平均内存峰值开销 ／ ＧＢ平均时间开销 ／ ｓ

朴素拓扑调度 ９．７ １５５．８

基于启发式规则优化的

拓扑调度
７．９ １４３．３

　 　 第二组实验：测试代价模型的准确率。
本文在 ＴＰＣ－Ｈ 的标准下，生成了 １２ ＧＢ 的表

数据。 分别测试了不含 Ｊｏｉｎ 操作的简单 ＳＱＬ 和包

含了 Ｂｒｏａｄｃａｓｔ Ｊｏｉｎ 或 Ｓｈｕｆｆｌｅ Ｊｏｉｎ 操作的稍复杂

ＳＱＬ 的实际执行时间，并将之与代价模型给出的预

估时间进行对比。 实验结果见表 ３。
表 ３　 代价模型准确性测试

Ｔａｂ． ３　 Ｅｘｐｅｒｉｍｅｎｔ ｏｆ ｔｈｅ ａｃｃｕｒａｃｙ ｏｆ ｃｏｓｔ ｍｏｄｅｌ

查询类型 查询平均时长 ／ ｓ 平均误差率 ／ ％

不带 Ｊｏｉｎ ２４ ２５

Ｂｒｏａｄｃａｓｔ Ｊｏｉｎ ２２ ２８

Ｓｈｕｆｆｌｅ Ｊｏｉｎ ５８ ３３

　 　 误差率的定义如公式（１２）所示：

　 误差率 ＝ 实际时间 － 预估时间

实际时间
× １００％ （１２）

　 　 由表 ３ 中可以看出，Ｊｏｉｎ 操作带来的复杂性提

升，使得不含 Ｊｏｉｎ 的简单 ＳＱＬ 的估计更加准确，对
带 Ｊｏｉｎ 的 ＳＱＬ 的开销估计则稍微有所下降。 而在

两种 Ｊｏｉｎ 类型之间，由于 Ｓｈｕｆｆｌｅ Ｊｏｉｎ 涉及两张表的

分桶和更多的数据传输，其过程更加复杂，使得这种

类型下的平均误差率最高，达到了 ３３％。 但 ３ 种情

况下，代价模型的误差控制在 ３５％以内，达到了预

期。

４　 结束语

针对多平台条件的任务调度问题，本文提出了

基于启发式规则优化的拓扑调度算法，并且结合代

价模型完成了对 ＳｐａｒｋＳＱＬ 任务和机器学习任务的

开销估计。 通过实验证明了调度算法的有效性。 在

后续工作中，可以结合历史运行数据，通过一个端到

端的机器学习模型完善和改进系统的代价模型。
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