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摘　 要： 模型微调是一种重要的迁移学习技术，在各种缺乏训练数据的任务中取得了显著成功，并且只需少量训练时间就能

获得满意效果。 然而，随着网络模型规模和结构复杂性增加，为特定目标任务设计合适的微调方案变得越来越困难。 为了解

决这个问题，本文提出了一种基于粒子群优化的自适应微调算法。 该算法将预训练模型中的微调层选择问题建模为参数优

化问题，并基于种群进化思想，自适应地为目标任务找到合适的层微调方案。 实验结果表明，该算法能够精确地求解适合目

标任务的层微调方案，并且能够显著提升微调性能。 与标准微调基线方法相比，本文算法只需要几次迭代即可实现具有竞争

力的性能，从而大幅度减少了训练时间。
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０　 引　 言

随着人工智能的快速发展，以机器学习为核心

的技术逐渐改变了人们的生活方式和工业生产模

式。 深度神经网络等机器学习方法通过学习大量标

注数据中的特征，在计算机视觉［１］、自然语言处

理［２］、推荐系统［３］及医学影像分析［４］ 等领域取得了

重大突破。 这些进展主要归因于大数据时代对标注

数据集的广泛利用，因为机器学习模型的性能通常

与标注数据集的质量和规模相关。 然而，在实际应



用中，获取大量标注数据可能存在成本和可行性方

面的挑战。 如：生物信息学数据集中的每个样本通

常代表一个临床试验或病人的痛苦经历。 此外，人
们付出巨大代价获得的数据集，很容易过时，无法有

效地应用于新任务，这限制了机器学习模型的应用

范围和性能提升［５］。
为了解决数据不足的问题，迁移学习成为重要

的机器学习技术。 通过利用已有知识来辅助相关但

不同目标任务的学习，取得了显著成功［６－７］。 其中，
模型微调是重要的迁移学习技术之一。 其通过将预

训练好的神经网络模型的参数从源域迁移到目标任

务中，并通过少量数据对其进行再训练，以适应特定

目标任务的需求［８－９］。 通过在现有模型的基础上进

行微调，可以提高模型适应特定任务的能力，同时节

省训练时间和计算资源。 模型微调的研究具有重要

意义，可帮助深入理解深度学习模型的泛化能力，推
动机器学习技术在各个领域的应用和发展。

在微调过程中，源域的预训练模型参数被迁移

到目标模型作为“知识”。 为提高模型性能，需要微

调目标模型的一些参数，模型微调过程如图 １ 所示。
一般来说，与目标任务密切相关的参数应该被冻结，
以便在目标任务中重复使用，而与目标任务无关的

参数应该进行微调［１０］。 然而，由于参数与目标任务

之间的相关性不明确，参数的选择变得困难。 在传

统微调方法中，参数的选择通常是基于专家经验手

动完成的［１１］。 一种常见做法是进行全微调或标准

微调，即在目标任务上微调所有参数［１２－１３］。 这种方

法相对于从头训练模型，能显著提升模型性能，但在

目标数据稀缺或模型庞大时容易出现过拟合问

题［１４］。 为了缓解过拟合问题，一些学者发现只微调

模型的一个子集参数，冻结其他参数，可以有效减轻

过拟合问题并显著提高模型性能［１５］，因为这样允许

目标模型学习源任务和目标任务之间的共同特征。
因此，微调参数的选择对于提高模型性能至关重要。
然而，随着深度神经网络规模的增加，基于专家经验

的手动试错方法很难准确确定需要微调的参数［１６］。
因此，迫切需要一种不需要人工输入的自动微调策

略，以确定迁移学习中需要微调的参数。
　 　 为了解决预训练模型中微调层选择的困难，本
文将微调层的选择问题建模为一种参数优化问题，
并提出了一种基于粒子群优化的自适应微调算法。
该算法可以根据预训练模型与目标任务之间的关

系，自适应地选择合适的层进行微调，从而显著提升

模型的微调性能。

冻结

微调
源域模型

预训练
源域
数据

目标模型

目标
数据

标签

复制

图 １　 模型微调过程

Ｆｉｇ． １　 Ｔｈｅ ｐｒｏｃｅｓｓ ｏｆ ｔｈｅ ｍｏｄｅｌ ｆｉｎｅ－ｔｕｎｉｎｇ

１　 基于粒子群优化的自适应微调算法

在微调过程中，预训练的源域模型中一些层可

以提取源域与目标域间通用的特征，这些层对于目

标任务具有帮助，因此应该被冻结，而只适用于特定

任务的层应该进行微调，以帮助模型适应目标任务。
然而，源域模型可能有数十层甚至上百层，因此如何

有效选择需要微调的层成为迁移学习中亟待解决的

关键问题。 针对该问题，本文提出了一种基于粒子

群优化的自适应微调算法，其框架如图 ２ 所示。

使用最优层微调方案训练最终的CNN
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图 ２　 基于粒子群优化的自适应微调框架图

Ｆｉｇ． ２　 Ａｄａｐｔｉｖｅ ｆｉｎｅ－ｔｕｎｉｎｇ ｆｒａｍｅｗｏｒｋ ｄｉａｇｒａｍ ｂａｓｅｄ ｏｎ ｐａｒｔｉｃｌｅ
ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎ

　 　 该算法使用粒子群优化来自动搜索适合微调的

层，从而提高参数微调的准确性。
　 　 本文利用粒子群优化算法 （ Ｐａｒｔｉｃｌｅ Ｓｗａｒｍ
Ｏｐｔｉｍｉｚａｔｉｏｎ，ＰＳＯ）对源域模型的微调层进行搜索。
ＰＳＯ 是一种流行的基于元启发式的算法，操作简单

易实现且具有强大的全局搜索能力［１７］。 在 ＰＳＯ

３３２第 ４ 期 冯乐， 等： 基于粒子群优化的自适应微调算法



中，每个粒子代表搜索空间中的一个候选解，通过个

体历史最优解和群体全局最优解的指导，调整自身

的位置和速度。 通过迭代不断更新粒子的位置和速

度，直到找到满足停止条件的最优解。
　 　 在微调问题中，假设预训练模型 Ｗ 共有 Ｌ 层，
针对每一层微调还是冻结的问题，可以将其对应的

个体（候选解）定义为如下形式：
ｘｉ ＝ （ｘｉ，１，ｘｉ，２，…，ｘｉ，Ｌ） （１）

　 　 其中， ｘｉ 表示种群中第 ｉ 个个体， ｘｉ， ｊ 表示预训

练模型的第 ｊ 层参数微调方案，并且 ｘｉ， ｊ ∈ ［０，１］ 。
当 ｘｉ， ｊ ≤０．５ 时，表示冻结预训练模型的第 ｊ层参数，
当 ｘｉ， ｊ ＞ ０．５ 时表示微调预训练模型的第 ｊ 层参数。

为了评估每个个体的质量，本文定义个体的适

应度函数 ｆ（∗） 如下：

ｆ（ｘｉ） ＝ Ａｃｃ（Ｗ^；Ｄｔ） （２）
　 　 其中：

Ｗ^ ＝ Ｗ － η ∂ （Ｗ）
∂Ｗ

☉Ｍ （３）

Ｍ ｊ ＝
０， ｘｉ， ｊ ≤ ０．５
１， ｘｉ， ｊ ＞ ０．５， ｊ ＝ １，２，…，Ｌ{ （４）

　 　 公式（３）中的 Ｍ ＝ （Ｍ１，Ｍ２，…，ＭＬ） 表示与模

型 Ｗ 一一对应的掩码矩阵。 其中， Ｍ ｊ 表示与模型

Ｗ 的第 ｊ 层参数意义对应的掩码值，主要用于实现

参数的冻结和微调； Ｌ 表示模型的总层数； Ｗ^ 表示

源域模型 Ｗ 根据掩码矩阵 Ｍ 微调后的模型，当
Ｍ ｊ ＝０ 时，则表明冻结模型 Ｗ 的第 ｊ 层参数，而当

Ｍ ｊ ＝１ 时，则表明微调第 ｊ 层参数以适应目标任务。
掩码矩阵 Ｍ的值由个体 ｘｉ 决定， 表示交叉熵损失

函数， η 表示学习率。 Ａｃｃ（｛Ｗ^；Ｄｔ） 表示基于个体 ｘｉ

对相应层参数进行微调少量周期后，在目标任务 Ｄｔ

上的分类精度。 为了节约计算成本，将每个个体的

微调周期数设置为 ｍａｘＥｐｏｃｈ （本文中为 ５）。
在粒子群优化过程中，每个粒子都有自己的位

置（候选解） ｘｉ 和速度 ｖｉ， 其根据个体历史最优和群

体全局最优的引导，不断更新自己的位置和速度，速
度和位置的更新公式如下：
ｖ（ ｔ ＋１）ｉ，ｄ ＝ αｖ（ ｔ）ｉ，ｄ ＋ ｃ１ｒ１（ｐｉ，ｄ － ｘ（ ｔ）

ｉ，ｄ ） ＋ ｃ２ｒ２（ｐｇ，ｄ － ｘ（ ｔ）
ｉ，ｄ ）
（５）

　 　 　 　 　 　 　 ｘ（ ｔ ＋１）
ｉ，ｄ ＝ ｘ（ ｔ）

ｉ，ｄ ＋ ｖ（ ｔ ＋１）ｉ，ｄ （６）
　 　 其中， ｘ（ ｔ）

ｉ，ｄ 和 ｖ（ ｔ）ｉ，ｄ 分别表示第 ｔ 代种群第 ｉ 个个

体中在第 ｄ 维上的位置和速度； ｐｉ，ｄ 和 ｐｇ，ｄ 分别表示

第 ｉ 个个体在第 ｄ 维的历史最优位置和种群的全局

最优位置； ｒ１ 和 ｒ２ 均为取值范围在 ０～１ 之间的随机

数； α 表示惯性权重； ｃ１ 和 ｃ２ 表示个体学习因子。
基于粒子群优化的自适应微调算法的伪代码如

算法 １ 所示。 在算法 １ 中，首先随机产生一个拥有

ｎ 个个体的种群，并且初始化速度 ｖ ＝ ｛ｖｉ，ｉ ＝ １，…，
ｎ｝， 初始化位置 ｘ ＝ ｛ｘｉ，ｉ ＝ １，…，ｎ｝ （每个个体位置

ｘｉ 表示预训练模型中 Ｌ 层的微调方案）。 在第 ２ 行

中，分别对 ｎ 个个体的历史最优解 ｐｉ，ｉ ＝ １，…，ｎ 和

群体最优解 ｐｇ 进行初始化。 然后，基于每个个体对

应的微调方案，使用公式（３）和公式（４）对模型 Ｗ
进行微调。 接着，根据公式（２）计算出每个个体的

适应度值，更新个体最优解 ｐｉ，ｉ ＝ １，２，…，ｎ 以及群

体最优解 ｐｇ， 并使用公式（５）和公式（６）更新个体

的速度和位置。 经过 Ｇ 次更新迭代后，最终可以得

到一个最佳的微调方案 ｘ∗， 最后根据 ｘ∗ 微调模型

１１０ 个周期数得到最终的模型 Ｗ^。
算法 １　 基于粒子群优化的自适应微调算法

输入　 预训练模型Ｗ，种群大小 ｎ，种群迭代次

数 Ｇ
　 　 １　 随机产生拥有 ｎ 个个体的种群： （ｖｉ，ｘｉ），ｉ ＝
１，…，ｎ
　 　 ２　 初始化个体历史最优解 ｐｉ ＝ ｘｉ，ｉ ＝ １，…，ｎ；
种群最优解： ｐｇ ＝ ｘ１

　 　 ３　 ｆｏｒ ｉ ＝ １：Ｇ ｄｏ
　 　 ４　 　 ｆｏｒ ｊ ＝ １：ｎ ｄｏ
　 　 ５　 　 基于个体位置 ｘ ｊ， 使用公式（４）计算

掩码矩阵 Ｍ
　 　 ６　 　 　 使用公式（３）微调模型 ＷｍａｘＥｐｏｃｈ 个

周期

　 　 ７　 　 　 使用公式（２）计算第 ｊ 个个体的适应

度值 φ ｊ

　 　 ８　 　 　 ｉｆ φ ｊ 优于 ｐ ｊ ｔｈｅｎ
　 　 ９　 　 　 ｐ ｊ ＝ ｘ ｊ

　 　 １０　 　 　 ｉｆ φ ｊ 优于 ｐｇ ｔｈｅｎ
　 　 １１　 　 　 　 ｐｇ ＝ ｘ ｊ

　 　 １２　 　 　 ｅｎｄ ｉｆ
　 　 １３　 　 ｅｎｄ ｉｆ
　 　 １４　 　 ｅｎｄ ｆｏｒ
　 　 １５　 　 ｘ∗ ＝ ｐｇ

　 　 １６　 　 使用公式（５）更新所有个体速度 ｖ
　 　 １７　 　 使用公式（６）更新所有个体的位置 ｘ
　 　 １８　 　 ｅｎｄ ｆｏｒ
　 　 １９　 　 根据 ｘ∗ 微调模型 １１０ 个周期

输出　 微调后的最终模型 Ｗ^
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２　 实验结果与分析

本节中，报告并讨论了实验结果，以验证所提出

算法对解决迁移学习中微调层选择问题的有效性。
２．１　 数据集和预训练模型

通过在 ４ 个常用的公开图像分类数据集上的实

验，评估了基于粒子群优化的自适应微调算法和现有

微调方法的性能。 数据集包括： ＭＩＴ Ｉｎｄｏｏｒｓ［１８］、
Ｓｔａｎｆｏｒｄ Ｄｏｇｓ［１９］、Ｃａｌｔｅｃｈ２５６－３０ 和 Ｃａｌｔｅｃｈ２５６－６０［２０］，
数据集的统计信息见表 １。 考虑到大多数方法都在

ＲｅｓＮｅｔ５０ 上进行实验，本文选择在 ＩｍａｇｅＮｅｔ［２１］数据集

上预训练的 ＲｅｓＮｅｔ５０ 作为预训练模型。
表 １　 用于评估微调性能的数据集

Ｔａｂｌｅ １　 Ｄａｔａｓｅｔｓ ｕｓｅｄ ｔｏ ｅｖａｌｕａｔｅ ｆｉｎｅ－ｔｕｎｉｎｇ ｐｅｒｆｏｒｍａｎｃｅ

目标数据集 训练样本数 测试样本数 类别数

Ｓｔａｎｆｏｒｄ Ｄｏｇｓ １２ ０００ ８ ５８０ １２０
ＭＩＴ Ｉｎｄｏｏｒ ５ ３６０ １ ３４０ ６７

Ｃａｌｔｅｃｈ２５６－３０ ７ ６８０ ５ １２０ ２５６
Ｃａｌｔｅｃｈ２５６－６０ １５ ３６０ ５ １２０ ２５６

２．２　 实现细节和对比方法

所有实验均使用 Ｐｙｔｏｒｃｈ 框架在 ＮＶＩＤＩＡ ３０９０
ＧＰＵ 上进行，利用 ＳＧＤ 作为训练过程中的优化器，
权重衰减和动量分别设置为 ０．０００ ５ 和 ０．９，初始学

习率和批量大小分别为 ０．０１ 和 ６４。 在用本文方法

评估每个个体时微调周期数量设置为 ５，最终微调

时周期数量被设置为 １１０，并且每 ３０ 个周期进行一

次学习率衰减。 每个实验均重复执行 ５ 次，以获得

平均分类精度。

２．３　 层微调方案的有效性分析

为了验证所提基于粒子群优化的自适应微调算

法获得的层微调方案的有效性，进行了与随机微调

方案的性能比较分析。
在所提算法的实验中，种群大小 ｎ 的取值为

１０，种群最大迭代次数 Ｇ 为 １２，每个个体在评估适

应度时的周期数 ｍａｘＥｐｏｃｈ 设置为 ５。 在个体速度

更新过程中，学习因子 ｃ１ 和 ｃ２ 均设置为 １．５，惯性权

重 α采用线性递减的方式，且 α∈［０．７，１．４］。 在随

机微调方案的实验中，是否对源域模型的各层进行

微调，取决于一个随机生成的 ０～１ 之间的数值。 具

体而言，若该随机数小于 ０．５，则相应层被冻结；反
之，则进行微调。 因此，源域模型中微调的层是随机

选定的。 根据所提算法和随机选择获得的层微调方

案，对源域模型进行了 １１０ 个周期的微调，并在 ４ 个

图像分类数据集上分别评估了其分类精度。
表 ２ 展示了两种微调方案在所有数据集上的测

试集分类精度。 由此可见，所提算法在所有数据集

上获得了最好的微调结果，而随机选择的层微调后

的结果比所提算法平均低了 ３．８％，这表明精确选择

微调层的重要性，一个不适合的选择会导致模型微

调性能大幅度下降，所提算法可以在源域模型中精

确的找到适合的层进行微调，从而有效地提高了模

型在目标任务上的性能。 此外，图 ３ 展示了所提算

法在源域模型上获得的微调方案可视化结果。 从图

３ 可以看出，不同的目标任务在源域模型上的最佳

微调方案具有显著差异。

表 ２　 不同微调方案的比较

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｆｉｎｅ－ｔｕｎｉｎｇ ｓｃｈｅｍｅｓ ％

数据集 ＭＩＴ Ｉｎｄｏｏｒｓ Ｓｔａｎｆｏｒｄ－Ｄｏｇｓ Ｃａｌｔｅｃｈ２５６－３０ Ｃａｌｔｅｃｈ２５６－６０

随机微调方案 ７７．３８ ８１．３２ ７７．５９ ７９．０２

所提算法获得的微调方案 ７８．２８ ８６．４５ ８０．９７ ８４．８４

MITIndoors

冻结
微调

层数

StanfordDogs

层数

图 ３　 所提算法获得的微调方案可视化结果

Ｆｉｇ． ３　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｆｉｎｅ－ｔｕｎｉｎｇ ｓｃｈｅｍｅ ｏｂｔａｉｎｅｄ ｂｙ ｔｈｅ ｐｒｏｐｏｓｅｄ ａｌｇｏｒｉｔｈｍ
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　 　 综上所述，表 ２ 和图 ３ 的实验结果表明，在微调

的过程中，源域模型中微调层的选择对模型的微调

性能至关重要，所提算法可以准确的寻找到适合特

定目标任务的微调层，从而提高了模型在目标任务

上的性能。
２．４　 与现有方法对比分析

本节中，将所提微调方法与 Ｔｒａｉｎ－Ｆｒｏｍ－Ｓｃｒａｃｈ

（不使用任何微调方法，直接使用随机初始化的权

重从头训练）、Ｓｔａｎｄａｒｄ Ｆｉｎｅ－Ｔｕｎｉｎｇ［１２］（标准微调）、
Ｌ２－ＳＰ ［１４］、Ｃｈｉｌｄ－Ｔｕｎｉｎｇ［１５］ 等目前典型的微调方法

分别应用在 ４ 个公开数据集上，以验证所提方法的

有效性。 所有的方法均进行 １１０ 次迭代。 为了消除

随机性的影响，每个方法均重复 ５ 次实验以获得平

均分类准确率。 实验结果见表 ３。

表 ３　 所提算法与现有方法的对比结果

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ａｌｇｏｒｉｔｈｍ ｗｉｔｈ ｅｘｉｓｔｉｎｇ ｍｅｔｈｏｄｓ ％

Ｍｅｔｈｏｄ ＭＩＴ Ｉｎｄｏｏｒｓ Ｓｔａｎｆｏｒｄ－Ｄｏｇｓ Ｃａｌｔｅｃｈ２５６－３０ Ｃａｌｔｅｃｈ２５６－６０

Ｔｒａｉｎ－Ｆｒｏｍ－Ｓｃｒａｃｈ ４０．８２ ４２．４５ ２５．４１ ４７．５５

Ｓｔａｎｄａｒｄ Ｆｉｎｅ－Ｔｕｎｉｎｇ［１２］ ７６．６４ ７９．０２ ７７．５３ ８２．５７

Ｌ２－ＳＰ［１４］ ７６．４１ ７９．６９ ７９．３３ ８２．８９

Ｃｈｉｌｄ－Ｔｕｎｉｎｇ［１５］ ７７．８３ ８１．１３ ８０．１９ ８３．６３

Ｏｕｒ Ｍｅｔｈｏｄ ７８．２８ ８６．４５ ８０．９７ ８４．８４
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图 ４　 所提算法与标准微调基线方法的可视化结果

Ｆｉｇ． ４　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ａｌｇｏｒｉｔｈｍ ａｎｄ ｔｈｅ ｓｔａｎｄａｒｄ ｆｉｎｅ－ｔｕｎｉｎｇ ｂａｓｅｌｉｎｅ ｍｅｔｈｏｄ

　 　 由表 ３ 中数据可知，所提算法在所有数据集上

均获得了最高的精度。 其中，Ｔｒａｉｎ－Ｆｒｏｍ－Ｓｃｒａｃｈ 方

法采用随机初始化的权重参数在目标任务上进行训

练，没有使用任何微调技术，因此该方法的精度最

低。
标准微调方法是迁移学习中常用的一种微调基

线，本文所提的算法相比标准微调基线平均增加了

３．７％，其原因在于本文算法可以提供准确的层微调

方案，极大化的利用了源域知识，因此获得了更好的

结果。 图 ４ 中展示了所提算法与标准微调基线在 ４
个数据集上的分类精度曲线。 由图 ４ 可知，所提算

法相比标准微调基线在所有数据集上大幅度提高了
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微调性能。 例如，经过 ５ 个 ｅｐｏｃｈｓ 后，本文方法得

到的分类准确率为 ７３． ２１％、 ８３． ８７％、 ８１． １１％ 和

８２．４４％，而基线方法仅有 ６２．６１％、６７．７３％、６９．６６％
和 ７１．２８％，表明本文方法可以用更少的训练周期达

到甚至超过基线的精度水平，极大的减少了新任务

的训练时间，在实际应用中具有重要作用。

３　 结束语

本文提出了一种基于粒子群优化的自适应微调

算法，通过将预训练模型中微调层选择问题转化为

参数优化问题，并通过粒子群优化算法求解合适的

层微调方案，克服了传统微调过程中存在的微调层

难以选择的问题。 实验结果表明，所提算法可以为

目标任务精确的搜索出合适的层微调方案。 与传统

的微调方法相比，所提方法取得了更加优异的性能；
与标准微调基线方法相比，本文方法只需几个训练

周期便能达到与之相当甚至更高的性能。
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