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摘　 要： 方面情感三元组提取旨在通过提取方面词、观点词及情感极性的三元组来为方面级情感分析提供解决方案。 以往的

研究存在无法处理句子中方面词和观点词之间的一对多和多对一的关系，以及在不同的子任务中存在错误传播的问题。 本

文提出一种基于多通道图卷积网络的情感分析方法，通过设计多通道图卷积网络来捕获单词的词性组合信息和结构信息。
使用图卷积网络在异构图上重复图卷积操作得到句法依存模块的输入，同时使用双仿射注意力模块获取句子中单词间的关

系概率分布。 研究选取的数据集 Ｒｅｓ１４、Ｌａｐ１４、Ｒｅｓ１５ 和 Ｒｅｓ１６ 上的仿真实验表明，在 Ｆ１ 值上，本文模型与现有的基线模型相

比，取得了更好结果。
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０　 引　 言

近年来，随着网络社交媒体的快速发展，很多人

都会在网络平台上发表对某些产品、服务和热点话

题的看法。 面对网络上海量的数据，如何利用自然

语言处理（Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ，ＮＬＰ）技术挖

掘文本中的关键信息是当前研究的热点，因此对这

些海量数据展开研究有着重要的理论价值和现实意

义［１］。 情感分析、也称为意见挖掘，是 ＮＬＰ 领域的

一项重要任务，旨在分析人类语言中的情感、观点、
评价和态度［２］。 方面级情感分析［３］（Ａｓｐｅｃｔ－ｂａｓｅｄ
Ｓｅｎｔｉｍｅｎｔ Ａｎａｌｙｓｉｓ，ＡＢＳＡ）则立足于分析人们对实体

不同方面的观点，目前已经引起众多学者的广泛关

注和浓厚兴趣。
现有的 ＡＢＳＡ 主要将单个子任务或 ２ 个子任务



组合，这些子任务包括方面词提取［４］（ＡＴＥ）、观点词

提取［５］（ＯＴＥ）、方面观点对提取［６］（ＡＯＰＥ）和方面

情感分类［７］ （ ＡＳＣ）。 方面情感三元组抽取［８－９］

（Ａｓｐｅｃｔ Ｓｅｎｔｉｍｅｎｔ Ｔｒｉｐｌｅｔ Ｅｘｔｒａｃｔｉｏｎ，ＡＳＴＥ）旨在提取

由方面词、观点词和情感极性组成的三元组。 方面

词也称为意见目标，观点词是指用来表达观点的词，
情感极性表示用户在方面词表达的情绪类型，如积

极、中性和消极。 在这类任务中，不仅要从句子中提

取目标实体和对应的观点，还需要得到目标和观点

间的情感依赖，形成三元组进行提取。
近年来，研究人员提出一种多任务学习框架，联

合提取方面词和观点词及其相关情感依赖的三元组

算法。 例如，Ｐｅｎｇ 等学者［１０］ 提出一种两阶段方法

实现 ＡＳＴＥ 任务。 在第一阶段，从句子中提取所有

潜在的意见目标和意见表达，并确定每个意见目标

的情感极性。 在第二阶段，将意见目标与其相应的

意见表达相关联，以获得方面情感三元组。 但这种

方法没有充分利用方面词和观点词之间的交互关

系，因此 Ｘｕ 等学者［１１］提出一种位置感知标记方案，
将意见表达和情感极性信息整合到标记意见目标的

标签中，从而可以使用统一的标签序列来识别句子

中的所有三元组。 Ｚｈａｎｇ 等学者［１２］提出一种多任务

学习框架来联合提取方面词和意见词。 在第一阶

段，分别提取方面词和观点词；在第二阶段，使用情

感依存解析器将情感分析任务转化为填表问题。
Ｃｈｅｎ 等学者［１３］提出一种增强型多通道图卷积

网络模型，通过将单词和邻接张量的关系视为节点

和边，将句子转换为多通道图来学习关系感知节点

表示，以充分利用单词之间的关系来提取方面情感

三元组。 由于现有的研究工作忽略了三元组中 ３ 个

元素之间隐含的语法关系，Ｓｈｉ 等学者［１４］ 提出了一

种基于依存图交互注意网络的解决方法，该方法通

过从双向长短记忆神经网络中学习到的上下文特征

和对应依存图中学习到的句法依存来引入单词之间

的句法和语义关系。 但由于现有的研究依赖先验假

设，将每个观点词和方面词视为一组独立的词，因此

在 ＡＳＴＥ 任务上表现不佳。 Ｃｈｅｎ 等学者［１５］ 在 ２０２２
年针对 ＡＳＴＥ 任务提出了一种基于跨度的双解码器

模型，这种结构可以有效地在三元组之间建立关联，
融合句子中的语义信息，并在 ２ 个解码器间传递信

息。
上述部分模型采用传统的编码方式对文本进行

编码，这导致对上下文的特征提取不佳，影响分类效

果。 同时，大多数模型没有考虑词与词之间的关系，
并且语义和句法信息的高度整合导致对句子的误

解。 本文贡献如下：
（１）本文提出一种多通道图卷积网络（ＢＥＲＴ－

Ｍｕｌｔｉ－Ｃｈａｎｎｅｌ－ＧＣＮ，ＢＭＧＣＮ）模型来捕获单词的词

性组合信息和结构信息， 使用基于语言特征的方法

来提高 ＧＣＮ 网络的特征提取能力，这些方法包括词

性组合、句法依存和基于树的距离。
（２）使用 ＢｅｒｔＬａｒｇｅ 作为编码器，相比于 ＢｅｒｔＢａｓｅ，

更大的 Ｂｅｒｔ 模型可以捕捉更长距离的依赖，进一步

提高语言的表征能力和特征提取能力。
（３）采用 Ｂｉａｆｆｉｎｅ Ａｔｔｅｎｔｉｏｎ 处理输入向量，获取

单词间的关系概率分布。 在数据集上的实验结果证

明本文提出的 ＢＭＧＣＮ 模型的有效性。

１　 基于多通道图卷积的情感分析

ＢＭＧＣＮ 模型主要包括 ＢＥＲＴ （ Ｂｅｒｔ － Ｌａｒｇｅ －
Ｕｎｃａｓｅｄ）编码模块、双仿射注意力模块、图卷积网络

模块和分类模块，如图 １ 所示。
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图 １　 ＢＭＧＣＮ 模型结构

Ｆｉｇ． １　 ＢＭＧＣＮ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ
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１．１　 任务定义

文章首先介绍 ＡＳＴＥ 任务的定义。 ＡＳＴＥ 任务

的目的是从给定输入一个具有 ｎ 个单词的句子 Ｘ ＝
｛Ｗ１， Ｗ２，…， Ｗｎ｝ 中 提 取 观 点 三 元 组 Ｔ ＝
（ａ，ｏ，ｓ） ｋ{ } ｜ ｍ｜

ｋ ＝ １，其中 ａ 表示方面词，ｏ 表示观点词，ｓ
表示情感极性。 在文章中，将 ＡＳＴＥ 任务分解为以

下 ３ 个子任务：
（１）方面词标注。 为句子中的方面词分配一个

标签 ｙａ ∈ ｛Ａ，Ａ － Ｆ，Ａ － Ｔ｝，其中 Ａ 表示词对（Ｗｉ，
Ｗ ｊ） 属于同一方面词，Ａ － Ｆ 表示句子中的第一个方

面词，Ａ － Ｔ 表示句子中的第二个方面词。
（２）观点词标注。 为句子中的观点词分配一个

标签 ｙｏ ∈ ｛Ｏ，Ｏ － Ｆ，Ｏ － Ｔ｝，其中 Ｏ 表示词对（Ｗｉ，
Ｗ ｊ） 属于同一观点词，Ｏ － Ｆ表示第一个观点词，Ｏ －
Ｔ 表示第二个观点词。

（３）情感极性标注。 为词对（Ｗｉ，Ｗ ｊ） 分配情感

极性标签 ｙｓ ∈ ｛ＰＯＳ，ＮＥＧ，ＮＥＵ，Ｎ｝， 其中 ＰＯＳ、
ＮＥＧ 和ＮＥＵ表示与潜在意见目标相关的积极、消极

和中性的情感极性，Ｎ 表示其它。
１．２　 Ｔｒａｎｓｆｏｒｍｅｒ 模型

本文使用 ＢＥＲＴ［１６］（Ｂｅｒｔ－Ｌａｒｇｅ－Ｕｎｃａｓｅｄ）来编

码上下文信息。 ＢＥＲＴ 是基于 Ｇｏｏｇｌｅ 提出的多层双

向 Ｔｒａｎｓｆｏｒｍｅｒ［１７］的编码器模型，该编码器能够充分

提取上下文和句子间的一般语义特征。 ＢＥＲＴ 由多

层双向的 Ｔｒａｎｓｆｏｒｍｅｒ 编码单元组成的，整体结构如

图 ２ 所示。
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图 ２　 ＢＥＲＴ 输出表示

Ｆｉｇ． ２　 ＢＥＲＴ ｏｕｔｐｕｔ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ

１．３　 输入输出表示

预训练的 ＢＥＲＴ 可以生成序列的词向量并作为

下游任务的输入。 对于基于 ＢＥＲＴ 的编码器，在输

入序列的开头放置标记 ＣＬＳ，在不同句子间放置标

记 ＳＥＰ 进行分割，将特殊标记 ＣＬＳ 和 ＳＥＰ 分别表示

开始标记和段标记。 通过将词向量、句子向量和位

置向 量 叠 加， 然 后 将 叠 加 后 的 向 量 序 列 送 入

Ｔｒａｎｓｆｏｒｍｅｒ 层以获得上下文信息。 ＢＥＲＴ 的输入表

示如图 ３ 所示。

[CLS] [SEP] [SEP] [SEP] [SEP] [SEP]

E0 E1 E2 E3 E4 E5

输入
Input

词嵌入向量
WordEmbeddings

句向量
SentenceEmbeddings

位置向量
Position

Embeddings

输入表示
Transformer

图 ３　 ＢＥＲＴ 输入表示

Ｆｉｇ． ３　 ＢＥＲＴ ｉｎｐｕｔ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ

１．４　 双仿射注意力模块

本文使用双仿射注意力［１８］（ Ｂｉａｆｆｉｎｅ Ａｔｔｅｎｔｉｏｎ）
代替传统 的 ＭＬＰ 注 意 力 机 制 或 双 线 性 机 制。
Ｂｉａｆｆｉｎｅ Ａｔｔｅｎｔｉｏｎ 使用双线性层，比传统双层线性层

和一个非线性激活单元的 ＭＬＰ 网络更简单。 本文

使用 ＭＬＰ 网络对 ＢＥＲＴ 的输出向量 ｒｉ 降维后作为

双仿射注意力模块的输入，最终得到单词 Ｗｉ 自身向

量对句中其它任意单词向量的注意力分数。 研究中

需用到的公式可写为：
ｈ０

（ａｒｃ－ｄｅｐ） ＝ ＭＬＰ（ａｒｃ－ｄｅｐ）（ ｒｉ） （１）
ｈ（ａｒｃ－ｄｅｐ）

１ ＝ ＭＬＰ（ａｒｃ－ｄｅｐ）（ ｒ ｊ） （２）
ｓｉｊ ＝ ｈＴ

ｉ
Ｕ（０）ｈ ｊ ＋ （ｈ ｊ  ｈｉ） ＴＵ（１） ＋ ｂ （３）
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１．５　 多通道图构建

多通道图构建是为了更好地将单词间的句法依

存关系、词性组合关系和位置信息整合到图卷积网

络模型中，以便学习到更准确的句子表示，增强模型

的特征提取能力。 Ｚｈａｎｇ 等学者［１９］ 提出一种使用

Ｓｐａｃｙ 工具包生成输入句子依存树的方法，并在此

基础上构建句法依存图。 通过具有依存关系的词来

构建依存关系图，从而获得更长距离的依存关系。
通过对句子中任意 ２ 个词之间的句法关系建模得到

句法依存矩阵 Ａｓ， 并用于句法 ＧＣＮ－Ｓ 模型的特征

矩阵。 通过描述不同词之间的词性得到词性组合矩

阵 Ａｐ， 然后用于词性 ＧＣＮ－Ｐ 模型的特征矩阵。 句

法依存图和词性组合图如图 ４ 所示。

The white cat jumped with joy
DT JJ NN VBD IN NN

pobjprepnsubj

amod

det

图 ４　 句法依存和词性组合树

Ｆｉｇ． ４　 Ｓｙｎｔａｃｔｉｃ ｄｅｐｅｎｄｅｎｃｙ ａｎｄ ｐａｒｔ－ｏｆ－ｓｐｅｅｃｈ ｃｏｍｂｉｎａｔｉｏｎ ｔｒｅｅ

　 　 与一般语义图不同，基于树的距离的图侧重于

句子内结构关系局部词的相关性。 为了捕获句子序

列中的结构关系，本文采用一种基于树的距离关系

来构建特征图。 通过计算句子中词对之间的距离关

系得到邻接矩阵 Ａｔ， 并用于 ＧＣＮ－Ｔ 模型的特征矩

阵。 关系定义见表 １。
表 １　 距离关系示例

Ｔａｂｌｅ １　 Ｄｉｓｔａｎｃｅ ｒｅｌａｔｉｏｎｓｈｉｐ ｅｘａｍｐｌｅ

Ｔｈｅ ｗｈｉｔｅ ｃａｔ ｊｕｍｐｅｄ ｗｉｔｈ ｊｏｙ

１ ２ ３ ４ ６ ５

２ １ ２ ３ ５ ４

３ ２ １ ２ ４ ３

４ ３ ２ １ ３ ２

６ ５ ４ ３ １ ２

５ ４ ３ ２ ２ １

１．６　 多通道图卷积神经网络模块

图卷积神经网络［２０］（ＧＣＮ）是传统卷积神经网

络的变体。 对于图结构数据，ＧＣＮ 可以在直连节点

上应用多层图卷积来编码局部信息。 根据以往的研

究［２１］，以增强特征提取为目标，设计了多通道图卷

积网络模块。 在图 １ 中，初始化词性组合矩阵 Ａｐ ∈
Ｒｎ×ｎ 和树的距离矩阵 Ａｔ ∈ Ｒｎ×ｎ， 然后分别输入 ２ 个

通道进行图卷积操作。 词性组合和基于树的距离组

合的表示为 Ｐ ＝ ［ｐ１，ｐ２，…，ｐｎ］ 和Ｔ ＝ ［ ｔ１，ｔ２，…，ｔｎ］，
由此推得的公式可写为：

ｐｌ
ｉ ＝ σ ∑

ｎ

ｊ ＝ １
Ａｐ

ｉｊＷｌｈｌ －１
ｊ ＋ ｂｌ

ｐ( ) （４）

ｔｌｉ ＝ σ ∑
ｎ

ｊ ＝ １
Ａｔ

ｉｊＷｌｈｌ －１
ｊ ＋ ｂｌ

ｔ( ) （５）

　 　 通过设计 ２ 个不同的通道学习句子的结构以获

得 ２ 种不同类型的语义表示，然后采用一种基于句

法依存树的方法来表达句子的句法结构，并将这种

方法作为语义信息的强化和补充。 ２ 个 ＧＣＮ 模块、
即 Ｐ和 Ｔ的隐藏状态表示都被引入到句法依存 ＧＣＮ
模块中进行信息融合。 以词性组合和基于树的距离

两个通道的输出作为句法学习模块的输入，句法依

存树通过依存矩阵 Ａｓ 表示。 数学表达如式（６）、式
（７）所示：

ｓｌｉ ＝ ｐｌ
ｉ ＋ ｔｌｉ （６）

Ｓｌ
ｉ ＝ σ ∑

ｎ

ｊ ＝ １
Ａｓ

ｉｊＷｌｓｌ －１ｊ ＋ ｂｓ
ｌ( ) （７）

　 　 其中， σ 表示激活函数；Ｗ 表示权重矩阵；ｂ 表

示偏差。
为了对单词之间的各种关系建模，本文研究采

用双仿射注意力模块获取单词间的关系概率分布，
由多关系邻接张量 Ｌ ｉｊ ∈ Ｌｎ×ｎ×ｋ 表示。 邻接张量表示

对１．１节中定义的单词之间关系建模。 最后，使用

ＧＣＮ 为每个节点聚合每个关系的信息。 这一过程

可以描述为式（８）、式（９）：
Ｈｉｊ

ｂ ＝ σ Ｒ ｉｊ
ｂＨＷｂ ＋ ｂｂ( ) （８）

Ｈｉｊ ＝ ｆ Ｈｉｊ
１，Ｈｉｊ

２，…，Ｈｉｊ
ｋ( ) （９）

　 　 基于句法依存图和关系概率分布得到邻接矩

阵，然后通过图卷积来编码局部信息获得隐藏节点

表示 Ｓｌ
ｉ 和 Ｈｉｊ， 最后将池化函数和连接操作应用于
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节点和所有边，可由式（１０）、式（１１）进行描述：
Ｈ ＝ ｆ Ｓｉ

ｌ，Ｈｉｊ( ) （１０）
Ｒ ＝ Ｒ ｉ

ｌ  Ｒ ｉｊ （１１）
１．７　 输出层

通过将节点表示 ｈｉ，ｈ ｊ 和边表示 ｒｉｊ 连接起来获

得用于标签预测的词对（ｗ ｉ，ｗ ｊ） 表示， 推得的公式

见式（１２）、式（１３）：
θ ＝ ｈｉ  ｈ ｊ  ｒｉｊ （１２）

ｙ ＝ ｓｏｆｔｍａｘ Ｗθｉｊ ＋ ｂ( ) （１３）
１．８　 损失函数

模型以最小化预测值和真实值之间的交叉熵损

失为目的，数学定义公式具体如下：

Ｌｏｓｓ ＝ － ∑
ｋ

ｉ
ｙ～ ｉ ｌｏｇｙｉ ＋ ∂‖Γ‖２ （１４）

　 　 其中， ｙ～ ｉ 表示真实的概率分布； ｙｉ 表示预测的

概率分布； Γ 表示所有的训练参数； ∂ 表示 Ｌ２ 正则

化的权重；ｋ 表示训练样本总数。

２　 实验结果和分析

２．１　 环境配置与超参数设置

实验基于 Ｕｂｕｎｔｕ１８．０４ 的操作系统，Ｐｙｔｈｏｎ 版

本为 ３．８，ＰｙＴｏｒｃｈ 版本为 １．４。 为了在实验过程中取

得更优的分类结果，本文将最大句子长度设置为

１０２，图卷积层的向量维度设置为 ３００， Ｂａｔｃｈ Ｓｉｚｅ 设

置为 ８。 详细超参数设置见表 ２。

表 ２　 超参数设置

Ｔａｂｌｅ ２　 Ｈｙｐｅｒｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇ

参数名 参数值

Ｂａｔｃｈ Ｓｉｚｅ ８

ＢＥＲＴＬａｒｇｅ 层向量维度 １ ０２４

ＧＣＮ 层向量维度 ３００

Ｅｐｏｃｈ １００

学习率 ０．００１ ／ ０．０００ ０２

Ｄｒｏｐｏｕｔ ０．５

λ ０．０００ １

２．２　 数据集

本文实验是在 ４ 个公共数据集上进行，本文模

型实验数据集来自 Ｗｕ 等学者［２２］ 标注的 Ｌａｐ１４、
Ｒｅｓｔ１４、Ｒｅｓｔ１５ 和 Ｒｅｓｔ１６。 Ｌａｐ１４ 来自笔记本领域的

评论，Ｒｅｓ１４、Ｒｅｓ１５ 和 Ｒｅｓ１６ 来自餐厅领域的评论。
每个数据集的详细信息见表 ３。

表 ３　 数据集

Ｔａｂｌｅ ３　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｄａｔａｓｅｔｓ

Ｄａｔａｓｅｔｓ
Ｒｅｓ１４

＃Ｓ ＃Ｔ

Ｌａｐ１４

＃Ｓ ＃Ｔ

Ｒｅｓ１５

＃Ｓ ＃Ｔ

Ｒｅｓ１４

＃Ｓ ＃Ｔ

Ｔｒａｉｎ １ ２５９ ２ ３５６ ８９９ １ ４５２ ６０３ １ ０３８ ８６３ １ ４２１

Ｄｅｖ ３１５ ５８０ ２２５ ３８３ １５１ ２３９ ２１６ ３４８

Ｔｅｓｔ ４９３ １ ００８ ３３２ ５４７ ３２５ ４３６ ３２８ ５２５

２．３　 评价指标

使用精确率（Ｐ）、召回率（Ｒ） 和 Ｆ１ 值为评价指

标。 各指标的数学定义公式分别如下：

Ｐ ＝
ＴＴＰ

ＴＴＰ ＋ ＦＦＰ
（１５）

Ｒ ＝
ＴＴＰ

ＴＴＰ ＋ ＦＦＮ
（１６）

Ｆ ＝ ２ × Ｐ × Ｒ
Ｐ ＋ Ｒ

（１７）

　 　 其中， ＴＴＰ 表示实体为真，预测为真； ＦＦＰ 表示实

体为真，预测为假； ＦＦＮ 表示实体为假，预测为真。
２．４　 实验结果分析

为验证迭代次数对 ＢＭＧＣＮ（ＢＥＲＴ－ＭＣ－ＧＣＮ）模
型性能的影响，本文模型测试了在同一数据集下不同

迭代次数的实验结果，并测试在不同维度下对 Ｆ１ 值

的影响。 最后，与 Ｐｅｎｇ － ｔｗｏ － ｓｔａｇｅ［１０］、 ＢＭＲＣ［２３］、
Ｄｕａｌ－ＭＲＣ［２４］、ＧＴＳ－ＢＥＲＴ、ＧＴＳ－ＢｉＬＳＴＭ、 Ｓ３ Ｅ２ ［２５］ 进

行对比，以验证提出模型的有效性。
２．４．１　 迭代次数对比

为了验证本文提出的 ＢＭＧＣＮ 模型的有效性，
本文对该模型的迭代次数做了进一步研究。 在前述

研究基础上，本文进行了多次迭代实验，这样一来就

能反映模型在不同迭代次数下精确率、召回率和 Ｆ１
值的动态变化。 实验结果如图 ５～图 ７ 所示。
　 　 为了验证 Ｅｐｏｃｈ 参数取值的有效性，本文对不

同 Ｅｐｏｃｈ取值下的 Ｐ、Ｒ和 Ｆ１ 值进行分析。 从图 ５～
图 ７ 可以看出， 当取值为 １００ 时，Ｐ、Ｒ 和 Ｆ１ 值均趋

于收敛。
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图 ５　 不同数据集的精确率 Ｐ
Ｆｉｇ． ５　 Ａｃｃｕｒａｃｙ Ｐ ｏｆ ｄｉｆｆｅｒｅｎｔ ｄａｔａｓｅｔｓ
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图 ６　 不同数据集的召回率 Ｒ
Ｆｉｇ． ６　 Ｒｅｃａｌｌ ｒａｔｅ Ｒ ｏｆ ｄｉｆｆｅｒｅｎｔ ｄａｔａｓｅｔｓ
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图 ７　 不同数据集的 Ｆ１ 值

Ｆｉｇ． ７　 Ｆ１ ｖａｌｕｅｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｄａｔａｓｅｔｓ

２．４．２　 词向量维度对比

词向量维度过大或者过小都会产生无法有效表

示句子语义的问题，因此选择合适的词向量维度至

关重要。 由于本文采用 ＢｅｒｔＬａｒｇｅ 版本的编码器，维度

为１ ０２４，因此与使用维度为 ７６８ 的编码器 （Ｂｅｒｔｂａｓｅ）
进行对比实验。 实验结果如图 ８ 所示。
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图 ８　 不同编码器的 Ｆ１ 值
Ｆｉｇ． ８　 Ｆ１ ｖａｌｕｅｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｅｎｃｏｄｅｒｓ

　 　 由图 ８ 可知，使用 ＢｅｒｔＬａｒｇｅ 作为编码器在精确

率、召回率和 Ｆ１ 值上取得更好的实验结果，原因可

能是更大的 ＢＥＲＴ 可以提供更好的语言特征表达能

力和语义特征提取能力。
２．４．３　 情感分析模型对比

为验证 ＢＭＧＣＮ 模型在情感分析任务中的有效

性，本文与以下几种情感分析模型进行对比。 这里

给出阐释分述如下。
（１）Ｐｅｎｇ－ｔｗｏ－ｓｔａｇｅ： 通过 ２ 个阶段抽取三元

组。 一阶段，提取潜在的方面词、情感极性和观点

词；二阶段，对方面词和观点词进行配对。
（２）ＢＭＲＣ： 将 ＡＳＴＥ 任务转化为多轮机器阅读

理解任务，设计 ３ 种类型的查询和双向 ＭＲＣ 结构。
（３）Ｄｕａｌ－ＭＲＣ：通过联合训练 ２ 个具有共享参

数的 ＢＥＲＴ－ＭＲＣ 框架来解决三元组抽取任务。
（４）ＧＴＳ－ＢＥＲＴ 和 ＧＴＳ－ＢｉＬＳＴＭ：提出的一种网

格标记方案，以端到端的方式完成三元组抽取。
（５） Ｓ３Ｅ２：为 ＡＳＴＥ 任务设计了图序列对偶表

示和建模范式来学习句子中词对之间的语义和句法

关系，并使用图卷积网络进行编码以提取三元组。
为了评估模型的综合性能，该模型分别与上述

模型进行对比， 测试了精确率 Ｐ、召回率 Ｒ和 Ｆ１值，
其中 Ｆ１ 值用于评估框架的综合性能，实验结果见

表 ４。
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表 ４　 实验结果对比

Ｔａｂｌｅ ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

模型
Ｒｅｓ１４

Ｐ Ｒ Ｆ１

Ｌａｐ１４

Ｐ Ｒ Ｆ１

Ｒｅｓ１５

Ｐ Ｒ Ｆ１

Ｒｅｓ１６

Ｐ Ｒ Ｆ１

Ｐｅｎｇ－ｔｗｏ－ｓｔａｇｅ ４１．４８ ６２．９９ ５１．６８ ４０．４０ ４７．２４ ４３．５０ ４０．９７ ５４．６８ ４６．７９ ４６．７６ ６２．９７ ５３．６２

ＢＭＲＣ － － ７０．０１ － － ５７．８３ － － ５８．７４ － － ６７．４９

Ｄｕａｌ－ＭＲＣ ７１．５５ ６９．１４ ７０．３２ ５７．３９ ５３．８８ ５５．５８ ６３．７９ ５１．８７ ５７．２１ ６８．６０ ６６．２４ ６７．４０

ＧＴＳ－ＢＥＲＴ ７０．９２ ６９．４９ ７０．２０ ５７．５２ ５１．９２ ５４．５８ ５９．２９ ５８．０７ ５８．６７ ６８．５８ ６６．６０ ６７．５８

ＧＴＳ－ＢｉＬＳＴＭ ６７．２８ ６１．９１ ６４．４９ ５９．４２ ４５．１３ ５１．３０ ６３．２６ ５０．７１ ５６．２９ ６６．０７ ６５．０５ ６５．５６

Ｓ３Ｅ２ ６９．０８ ６４．５５ ６６．７４ ５９．４３ ４６．２３ ５２．０１ ６１．０６ ５６．４４ ５８．６６ ７１．０８ ６３．１３ ６６．８７

ＢＭＧＣＮ ７１．８０ ７２．５９ ７２．１９ ６２．３８ ５７．８０ ６０．００ ６１．４６ ６３．０８ ６２．２６ ６７．８９ ７０．７５ ６９．２９

　 　 表 ４ 给出在 ４ 个不同数据集上进行的实验结果

对比。 与其他几种方法相比，本文模型在综合评价

指标 Ｆ１ 值上取得最好的实验结果。 相比于 Ｐｅｎｇ－
ｔｗｏ－ｓｔａｇｅ、ＢＭＲＣ 和 Ｄｕａｌ －ＭＲＣ 这几种管道方法，
ＢＭＧＣＮ 模型在精确率和 Ｆ１ 值上都取得更好的结

果，这表明在捕获方面词和上下文之间的关系方面，
句法结构与 ＧＣＮ 的方法优于上述方法。 与 ＧＴＳ－
ＢＥＲＴ、ＧＴＳ－ＢｉＬＳＴＭ 和 Ｓ３ Ｅ２ 这 ３ 种端到端的方法相

比，本文模型在召回率和 Ｆ１ 值上都取得更好的结

果，这说明通过语义和句法的集成有助于利用单词

和语言知识之间的关系来进行单词表示学习，这进

一步提高模型的特征提取能力。 同时，本文提出的

方法不仅连接几种类型的信息，而是旨在学习每个

句子单词的位置信息和句子间的词性组合信息，然
后将 ２ 种集成到句法依存结构中。

相比于使用 ＢｉＬＳＴＭ 编码器的模型，使用各类

型 ＢＥＲＴ 编码器的模型（ＧＴＳ－ＢＥＲＴ，ＢＭＧＣＮ）在上

述 ４ 个数据集上取得更好的结果，原因可能是

ＢＥＲＴ 已经在大规模数据上进行了预训练，可以提

供更好的语言特征表达能力。

３　 结束语

本文提出一种解决 ＡＳＴＥ 的评论文本情感分析

模型。 在输入层，采用人工处理的方式，建立多通道

句法 ＧＣＮ，从词性组合信息和位置语义信息中获取

语义特征。 利用双仿射注意力机制为文本信息分配

权重，获取单词间的关系概率分布，并将其输入到图

卷积神经网络中，获取文本信息的局部与全局特征。
最后，构建了句法依存 ＧＣＮ 模型学习句子的句法结

构。 实验结果表明，在 ４ 个数据集上与现有的几种

常用的情感分析模型相比，本文提出的 ＢＭＧＣＮ 模

型在整体性能上得到了有效提升。 由于基于句法依

存和结构语义的模型性能与句子的依存关系树存在

很大的关系，因此，下一步将考虑通过减少由于句法

性能不完善和评论句子的随意性引起的噪声信息来

细化单词的依存表示，以解析结构更复杂的评论文

本。
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