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基于语法类型依赖的图注意力网络细粒度情感分析方法
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摘　 要： 现实生活中人们在网络上会产生大量的评价性文本，对这些文本进行细粒度情感分析，可以帮助决策者快速了解人

们对某类产品或事件的看法和意见，提供决策支持。 细粒度情感分析旨在利用神经网络来对输入句子进行编码，提取目标与

其上下文之间的关系，从而进行情感倾向的判断。 最近，人们把图神经网络应用于该任务，取得了很好的结果。 然而这些方

法没有利用依赖类型标签信息，也没有考虑到噪声的影响，为解决这 ２ 个问题，本文研究了一种新型图神经网络拓展来利用依

赖类型信息，并应用本文提出的语法语义交互融合的方法来降低噪声影响，在 ４ 个公开数据集上取得了最优的效果。
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０　 引　 言

在互联网上会存在大量的用户评价文本，对用

户评论情感极性进行细粒度分析，就能为决策者提

供决策支持。 在现实应用方面，以华为云提出的模

型为例，针对网上的汽车领域的评论，该模型可以分

析汽车在多个属性、诸如“外观”、“动力”、“消耗”
等的正负面评价。 如此一来，就有助于用户在产品

选型的时候做一个对比，也有利于厂家针对评论对

产品做相应改进。
细粒 度 情 感 分 析 （ Ａｓｐｅｃｔ － ｂａｓｅｄ Ｓｅｎｔｉｍｅｎｔ

Ａｎａｌｙｓｉｓ， ＡＢＳＡ）的任务是预测文本中特定方面的

情感极性［１］，与文本级和句子级情感分析任务不

同，细粒度情感分析是以实体为中心的，在许多情况

下，需要识别同一上下文中多个方面的不同情感极

性。 例如，在“价格是很不错的，尽管服务不是很好

（ Ｔｈｅ ｐｒｉｃｅ ｉｓ ｒｅａｓｏｎａｂｌｅ， ａｌｔｈｏｕｇｈ ｔｈｅ ｓｅｒｖｉｃｅ ｉｓ
ｐｏｏｒ．）。”这句话中，“服务（ ｓｅｒｖｉｃｅ）”的情绪极性为

负，而“价格（ｐｒｉｃｅ）”的情绪极性为正；这种情况下，
模型如果不能捕捉到每个方面的重要上下文信息，
就可能会预测错误。

目前，细粒度情感分类工作可根据结构依赖语



法信息与否可分为两大类，即传统的不依赖语法信

息的方法和依赖于图神经网络的使用语法结构的方

法。
大多数传统方法的第一步是将句子分为 ２ 部

分、即给定的方面和上下文，两者结成句子－方面

对，然后从每个部分提取特征，结合特征进行预测。
传统模型采用 ＣＮＮ（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ）
建模［２］、ＲＮＮ（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ）建模［３］、递
归卷积神经网络建模［４］，胶囊网络建模［５］，基于注

意 力 机 制 的 ＲＮＮ 方 法［６］， 基 于 记 忆 网 络

（ＭｅｍＮｅｔ） ［７］以及在 ＮＬＰ 领域产生广泛影响的预训

练语言模型 ＢＥＲＴ［８］都用于处理该项分类任务。 研

究认为 ＢＥＲＴ 模型包含隐含的语法语义信息，这对

下游任务非常有益。
近年来，随着图神经网络的兴起，研究者们发现

把图神经网络应用于细粒度情感分析任务中可以缓

解上下文长距离依赖的问题，促进模型对句子的解

析以及特征表示，从而提升模型效果。 具体来讲，常
规模型对文本的解析是线性解析，图神经网络使用

语法依赖树解析句子，语法树的图结构可以指导网

络重要节点的信息交换，缩短重点网络节点之间的

距离。 以图 １ 给出的句子为例，例句中方面词

“ｐｒｉｃｅ”和情感词“ｒｅａｓｏｎａｂｌｅ”的距离间隔在常规模

型解析中为 １，在图神经网络的距离间隔为 ０，可看

出句子在图神经网络中的解析距离比常规模型更

短。

图 １　 句子及其语法依赖树的示例

Ｆｉｇ． １　 Ａｎ ｅｘａｍｐｌｅ ｏｆ ａ ｓｅｎｔｅｎｃｅ ａｎｄ ｉｔｓ ｇｒａｍｍａｒ ｄｅｐｅｎｄｅｎｃｙ ｔｒｅｅ

　 　 使用语法结构的方法的主要步骤是将语法依赖

树转换为邻接矩阵，输入到图卷积网络［９］ （Ｇｒａｐｈ
Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋｓ， ＧＣＮ） 或图注意力网络［１０］

（Ｇｒａｐｈ Ａｔｔｅｎｔｉｏｎ Ｎｅｔｗｏｒｋｓ，ＧＡＴ）等图神经网络中编

码，进行提取特征和处理后得到输出。 文献［１１］为
让模型更好地关注更重要的上下文单词，利用语法

依赖树上的距离关系来引导注意力机制。 文献

［１２］发现用 ＧＣＮ 编码句法特征更有利于实现目标

单词和上下文之间的信息交换。 Ｈｕａｎｇ 等学者［１３］应

用 ＧＡＴ 对依赖树进行建模，将 ＧＡＴ 层集成到 ＬＳＴＭ
（Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ）中，实现了良好的效果。
文献［１４］对句子中方面词和上下文应用位置信息与

语法信息交互建模，在使用图注意力网络交互注意力

学习语法信息的同时还学习到位置信息。
研究发现，这些实验中使用的模型忽略了语法

树中携带的依赖类型标签信息，从而平等地对待语

法树中的所有单词关系，这可能导致模型预测失败。
另一方面，由于这些模型对语法依赖树是直接使用，
这可能会导致噪声问题，究其原因在于模型对句法

分析效果的不完善和输入句子的随机性，所以在引

用依赖树时会产生噪声。
针对这 ２ 个问题，本文提出了一种语法类型依

赖图注意力网络 （ Ｄｅｐｅｎｄｅｎｃｙ Ｓｙｎｔａｘ Ｔｙｐｅ Ｇｒａｐｈ
Ａｔｔｅｎｔｉｏｎ Ｎｅｔｗｏｒｋ， ＤＳＴ＿ＧＡＴ），通过结合单词关系

和彼此间的依赖类型来解析文本，并应用新的语法

语义融合方法，从而增强模型效果。 本文的贡献在

于：
（１）该模型在解析语法依赖树基础上将依赖类

型特征融入注意力机制，使用一种新的扩展注意力

机制来学习文本信息，由此模型可以更好地捕捉单

词之间的关系，从而解决了未使用语法树中依赖类

型信息的问题。
（２）本文提出一种新的仿射融合机制（Ｂｉａｆｆｉｎｅ

Ｆｕｓｉｏｎ Ｆｕｎｃｔｉｏｎ，ＢＦＦ），通过在利用语法和语义互相

交换信息的同时，采用函数融合的方法降低了引用

语法依赖树时产生的噪声对系统的影响，并通过实

验验证了其有效性。
（３）本文的模型在 Ｌａｐｔｏｐ、Ｒｅｓｔａｕｒａｎｔ、Ｔｗｉｔｔｅｒ 和

ＭＡＭＳ 四个数据集上达到了最优的效果。 实验结果

表明，使用 ＤＳＴ＿ＧＡＴ 模型可以获得更好的结果，验
证了本文提出的句法依赖拓展机制及语法语义融合

机制的重要性。

１　 方法

本次实验的目的是预测出给定目标词序列的情

感极性。 给定一个长度为 ｎ 的句子 Ｓ ＝ ｛ｗ１，ｗ２，…，
ｗ ｉ，… ｗ ｉ ＋ｍ，…， ｗｎ｝， 长度为 ｍ 的目标词序列 Ｔ ＝
｛ｗ ｉ，ｗ ｉ ＋１，…，ｗＩ＋ｍ－１｝，根据语法关系生成语法树 Ｇ ＝
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（Ｖ，Ａ，Ｒ） 来进行建模，其中 Ｖ 包含所有节点（单
词）｛ｗ１，，ｗ２，…，ｗｎ｝，Ａ 是邻接矩阵（Ａ ∈ Ｒｎ×ｎ），如
果单词ｗ ｉ 和ｗ ｊ 之间存在依赖关系，Ａｉｊ ＝１，否则Ａｉｊ ＝
０，Ｒ为关系标签矩阵，其中，如果Ａｉｊ ＝ １，则Ｒ ｉｊ 记录Ａｉｊ

的对应关系标签，否则Ｒ ｉｊ ＝ Ｎｏｎｅ。 然后预测句子 Ｓ
中给定目标词 Ｔ 的情绪的极性 ｙ ∈ ｛１， － １，０｝，其
中 １， － １ 和 ０ 分别表示正、负和中性。
　 　 实验模型的总体架构如图 ２ 所示。 由图 ２ 可

知，架构主要由 ３ 部分组成：上下文编码器、依赖关

系类型编码器和分类器。 上下文编码器可以被视为

一种 传 统 模 型， 可 将 上 下 文 编 码 器 层 （ 例 如，
ＢｉＬＳＴＭ、ＣＮＮ、ＢＥＲＴ） 应用于表征学习语义信息。
ＤＳＴ＿ＧＡＴ 编码器是一种基于语法的编码器，是将语

法信息整合到句子建模过程中，从而生成包含语法

的单词嵌入。 实验使用 ＤＳＴ＿ＧＡＴ 编码器和常规上

下文编码器，对 ２ 个编码器的输出使用池化函数，得
到 ２ 个编码器语法和上下文的特征表示，分别表示

为 ｈｓｙｎ 和 ｈｃｏｎ。 最后采用仿射融合机制 ＢＦＦ 来融合

ｈｓｙｎ 和 ｈｃｏｎ， 通过该机制降低语法树中噪声的影响，
得到最后的表示 ｈｆ， 将 ｈｆ 输入分类器进行分类。
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图 ２　 ＤＳＴ＿ＧＡＴ 模型

Ｆｉｇ． ２　 ＤＳＴ＿ ＧＡＴ ｍｏｄｅｌ

１．１　 上下文编码器

本文使用 ２ 种类型的上下文建模模型。 一种是

ＢｉＬＳＴＭ 模型，被广泛用于分类等许多任务。 另一种

是 ＢＥＲＴ 模型，已在大规模原始文本上进行了预训

练，并在许多任务上取得了良好的效果。
（１）ＢｉＬＳＴＭ。 首先使用 ＢｉＬＳＴＭ 来对上下文信

息进行建模。 在以往工作［１２］的基础之上，实验使用

ＧｌｏＶｅ 词嵌入 ｖｉ ∈ Rｄｅ， 标签嵌入 ｔｉ ∈ℝ ｄｔ 以及位置

信息嵌入 ｐｉ ∈ℝ ｄｐ 作为输入特征，单词 ｗ ｉ 的表示为

三者的并列 ｘｉ ＝ ［ｖｉ；ｔｉ；ｐｉ］， 其中 ｄｅ、ｄｔ 和 ｄｐ 分别表

示单词、标签和位置信息嵌入的维度。
给定一个文本的词嵌入序列 ｘ ＝ ｛ｘ１，ｘ２，…，ｘｎ｝

输入至 ＢｉＬＳＴＭ 编码器中，然后经过前向和后向传

播生成相应的隐藏状态 ｈ
→ ＝ ｛ ｈ

→
１， ｈ

→
２…， ｈ

→
ｎ｝ 和 ｈ

←＝

｛ｈ
←
１，ｈ

←
２，… ｈ

←
ｎ｝， 最后，再将二者拼接并输出最后的

隐藏状态 ｈ ＝ ｈ
→
；ｈ
←

{ } 。
（２）ＢＥＲＴ。 ＢＥＲＴ 是 Ｇｏｏｇｌｅ 于 ２０１８ 年提出的

一种基于 Ｔｒａｎｓｆｏｒｍｅｒ［１５］的预训练语言模型，由于其

包含丰富的语法语义信息，使用 ＢＥＲＴ 模型可以优

化系统，显著提高分类精度。
本文将序列重构为“［ＣＬＳ］”＋句子＋“［ＳＥＰ］”＋

给定目标词＋“［ ＳＥＰ］” 作为 ＢＥＲＴ 的输入。 随后

ＢＥＲＴ 模型生成一个与重构长度相同的新序列，记
为：

ｈ ＝ ｛ｈ０，ｈ１，…，ｈｎ，ｈｎ＋１，ｈｎ＋２，…，ｈｎ＋１＋ｍ，ｈｎ＋２＋ｍ｝
（１）

其中， ｈ１，ｈ２…，ｈｎ 是输入单词序列的输出上下

文表示， ｈｎ＋２，…， ｈｎ＋１＋ｍ 对应给定目标词的输出嵌

入。 在这里，使用了 ｈ１，ｈ２，…，ｈｎ 进行池化和特征

融合。 与 ＢｉＬＳＴＭ 不同，基于 ＢＥＲＴ 的模型不需要
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ＧｌｏＶｅ、标签信息 ＰＯＳ－ｔａｇ 或位置信息嵌入作为额外

的输入特征，因为这些特征已经包含在模型的预训

练过程中。
１．２　 语法类型依赖图注意力网络

语法类型依赖图注意力网络（ＤＳＴ＿ＧＡＴ）的目

标是使用句法依赖路径，让单词之间的信息进行更

好的交换。 与标准 ＧＡＴ 网络相比，ＤＳＴ＿ＧＡＴ 方法

可以额外利用语法依赖关系，从而生成更多信息表

示。 本节中， 首先提出了在未使用依赖关系的

Ｇ ＝（Ｖ， Ａ） 上运行的基线 ＧＡＴ 模型， 然后介绍

ＤＳＴ＿ＧＡＴ，对应的依赖关系图为 Ｇ ＝ （Ｖ， Ａ， Ｒ）。
１．２．１　 ｖａｎｉｌｌａ ＧＡＴ

图注意力网络（ＧＡＴ）是图神经网络的一种变

体，可以将目标节点的语法上下文信息传播到目标

节点。 其传播方式如下：给定一个具有 Ｎ 个节点的

依赖图，其中每个节点与一个单词嵌入向量相关联，
一个 ＧＡＴ 层通过聚集邻域的隐藏状态来计算节点

的表征，对应的输入为一组节点特征序列 ｈ
→ ＝ ｛ｈ

→
１，

ｈ
→

２，…，ｈ
→

ｉ，…，ｈ
→

ｎ｝，ｈ
→

ｉ ∈ Rｄ，其中 Ｎ 为节点数，ｄ 为每

个节点的特征数，输出为由该层生成的一组新的节

点特征ｈ′→ ＝ ｛ｈ′→１，ｈ
→
′２，…，ｈ′→ｉ，…，ｈ

→
ｎ｝，ｈ′

→
ｉ ∈ Rｄ。 如

果使用 Ｌ 层 ＧＡＴ 网络，可以将 Ｌ 跳的特征传播到目

标节点。 在这个过程中，扩展并使用多头注意力有

助于学习深层信息，稳定这个过程中图注意力的学

习过程。 基于多头注意力的 ＧＡＴ 的聚合过程可以

描述为：

ｈｌ
ｉ ＝ ‖ｚ

Ｚ ＝ １σ（ ∑
ｊ∈Ｎ（ ｉ）

ａｌｚ
ｉｊ ｗｌｚ

ｉ ｈｌ －１
ｊ ） （２）

　 　 其中， ｈｌ
ｉ ∈ Rｄ 为 ｌ层第 ｉ个节点的隐藏状态，其

大小是词特征向量的维度，即大小为 ｄ 的向量，这里

ｄ 表示词特征向量的维度；“‖” 表示向量连接；ｚ 表
示注意力头部的数量； ｊ ∈ Ｎ（ ｉ） 是其邻居单词索

引，如果 ｊ ∉ Ｎ（ ｉ），则ａｌｚ
ｉｊ ＝ ０，权重ａｌｚ

ｉｊ 取决于ｈｌ
ｉ 对ｈｌ －１

ｊ

的依赖程度；ｗｌｚ
ｉ ∈ R

ｄ
Ｚ ×ｄ 表示第 ｌ 层第 ｚ 个头部的参

数矩阵；ｈｌ －１
ｊ ∈ Rｄ 为 ｌ － １层第 ｊ个节点的隐藏状态；

σ 表示 ｓｉｇｍｏｉｄ 激活函数。
在这里，原 ＧＡＴ 模型中使用一个单层前馈神经

网络进行计算 ａｌｚ
ｉｊ 的权重 ｅｉｊ：

ｅｉｊ ＝ ａ
⇀

Ｔ ｗｌｚ
ｉ ｈｌ －１

ｉ ，ｗｌｚ
ｊ ｈｌ －１

ｊ( ) （３）

　 　 由 ｗｌｚ
ｉ ，ｗｌｚ

ｊ ∈ R
ｄ
Ｚ ×ｄ 和 ｈｌ －１

ｉ ，ｈｌ －１
ｊ ∈ Rｄ 可以计算出

ｗｌｚ
ｉ ｈｌ －１

ｉ 和 ｗｌｚ
ｊ ｈｌ －１

ｊ 是长度为
ｄ
Ｚ

的向量，两者连接后

得到一个大小为
２ｄ
Ｚ

的向量， ａ
→

为一个大小为
２ｄ
Ｚ

的

权重向量，两者相乘得到一个实数、即 ｅｉｊ，再对这个

结果应用 ＬｅａｋｙＲｅＬＵ激活函数，使用 ｓｏｆｔｍａｘ函数归

一化得到最终结果：
ａｌｚ
ｉｊ ＝ ｓｏｆｔｍａｘ ｊ （ＬｅａｋｙＲｅＬＵ（ｅｉｊ）） （４）

　 　 式（４）完全展开后，注意力系数计算公式可以

表示为：

ａｌｚ
ｉｊ ＝

ｅｘｐ （ＬｅａｋｙＲｅＬＵ（ａ
⇀

Ｔ［ｗｌｚ
ｉ ｈｌ－１

ｉ ‖ｗｌｚ
ｉ ｈｌ－１

ｊ ］））

∑ ｊ∈Ｎ（ｉ）
ｅｘｐ （ＬｅａｋｙＲｅＬＵ（ａ

⇀
Ｔ［ｗｌｚ

ｉ ｈｌ－１
ｉ ‖ ｗｌｚ

ｊ ｈｌ－１
ｊ ］））

（５）
与原论文不同，为提高模型中信息的融合程度，

期望在语法中能够充分利用语义信息，达到降低模

型噪声的效果，本文的模型中使用缩放点积注意力

函数 ｆ ， 这是一个注意力函数：

ａｌｚ
ｉｊ ＝

ｅｘｐ （ ｆ（ｈｌ －１
ｉ ，ｈｌ －１

ｊ ））

∑ ｈｌ－１ｊ
ｅｘｐ （ ｆ（ｈｌ －１

ｉ ，ｈｌ －１
ｊ ））

（６）

ｆ ｈｌ －１
ｉ ，ｈｌ －１

ｊ( ) ＝
（Ｗｌｚ

Ｑ ｈｌ －１
ｉ ）（Ｗｌｚ

Ｋ ｈｌ －１
ｊ ）

　 ｄ ／ Ｚ
（７）

　 　 其中， Ｗｌｚ
Ｑ，Ｗｌｚ

Ｋ ∈ R
ｄ
Ｚ ×ｄ表示第 ｌ 层第 ｚ 个头的参

数矩阵。
１．２．２　 语法类型依赖图注意力网络

前文提及的 ｖａｎｉｌｌａ ＧＡＴ 使用邻接矩阵作为结

构信息，但在这个过程中忽略了语法类型依赖特征。
语法类型依赖图注意力网络（ＤＳＴ＿ＧＡＴ）将关系特

征融入注意力计算和聚合过程，继而计算 ２ 种注意

力分布，即：节点注意力和依赖关系注意力，再将其

组合作为特征聚合的最终注意力权重。
节点注意力 ｅＮ 的计算方式与式（７）相同：

ｅＮｉｊ ＝
ｆ ｈｌ －１

ｉ ，ｈｌ －１
ｊ( ) ， 　 ｊ ∈ Ｎ（ ｉ）

－ ｉｎｆ，　 　 　 　 ｏｔｈｅｒｗｉｓｅ{ （８）

　 　 关于依赖关系注意力的计算，实验将节点间依

赖关系作为输入，令 ｗ ｉ 和 ｗ ｊ 之间的关系表示为 Ｒ ｉｊ，
将 Ｒ ｉｊ 转换为向量 ｒｉｊ ∈ Ｒｄｒ， 其中 ｄｒ 是关系嵌入的维

度，然后计算依赖关系注意力。
依赖关系注意力 ｅＲ 权重由式（９）运算求出：

ｅＲｉｊ ＝
ｆ ｈｌ －１

ｉ ，ｒｉｊ( ) ， 　 ｊ ∈ Ｎ（ ｉ）
－ ｉｎｆ，　 　 　 ｏｔｈｅｒｗｉｓｅ{ （９）

　 　 通过式（９），可以计算出 ｌ － １ 层节点与其相邻

节点关系特征 ｒｉｊ 之间的关系权重，也就是依赖关系

注意力。 在这个过程中，因为 ｒｉｊ 所表示的关系嵌入

在多个层次上和注意力头之间是共享的，所以 ｒｉｊ 还

０３ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



可以承载更丰富的关联信息，在优化句法依赖关系

表示的同时可以优化模型，最终得到的模型训练结

果不仅仅是依赖关系注意力最优解，也有益于模型

优化。
最后，将上述 ２ 种类型的注意力 ｅＮｉｊ 和 ｅＲｉｊ 合并标

准化得到融合注意力 ａ^ｉｊ：

ａ^ｉｊ ＝
ｅｘｐ （ｅＮｉｊ ＋ ｅＲｉｊ）

∑ ｊ′∈Ｎ（ ｉ）
ｅｘｐ （ｅＮｉｊ′ ＋ ｅＲｉｊ′）

（１０）

　 　 其中， ｊ′ ∈ Ｎ（ ｉ） 表示ａ^ｉｊ 的邻居节点。
在得到包含语法依赖关系和节点关系的融合注

意力 ａ^ｉｊ 后，进行关系特征聚合，实验使用ｈｌ
ｉ 的相邻

单词的隐藏特征向量ｈｌ －１
ｊ 及其对应的语法关系向量

ｒｉｊ 作为输入，来通过ｈｌ －１
ｊ 更新ｈｌ

ｉ：

ｈｌ
ｉ ＝ ‖ｚ

Ｚ ＝ １σ ∑
ｊ∈Ｎ（ ｉ）

ａ^ｌｚ
ｉｊ ｗｌｚ

ｖ ｈｌ －１
ｊ ＋ ｗｌ

ｖｒ ｒｉｊ( )( ) （１１）

其中，ｗｌ
ｖｒ ∈ R

ｄ
ｚ ×ｄｒ 是一个参数矩阵。 为更好地

了解深层特征，本文采用多层关系图注意网络。
１．３　 池化和特征融合

研究使用上下文编码器和 ＤＳＴ＿ＧＡＴ 编码器

后，获得上下文和语法特征向量，分别表示为 ｛ｈｉ，
ｈｉ ＋１，…，ｈｉ ＋ｍ－１｝ 和 ｛ｈ′ｉ，ｈ′ｉ ＋１，…，ｈ′ｉ ＋ｍ－１｝。 然后在

这些向量上应用池化函数，获得 ２ 个全局表示 ｈｃｏｎ

和 ｈｓｙｎ：
ｈｃｏｎ ＝ ｐｏｏｌ（ｈｉ，ｈｉ ＋１，…，ｈｉ ＋ｍ－１） （１２）
ｈｓｙｎ ＝ ｐｏｏｌ（ｈ′

ｉ，ｈ′
ｉ ＋１，… ｈ′

ｉ ＋ｍ－１） （１３）
　 　 其中， ｐｏｏｌ 是一个普通的池化函数，本实验采

用的是平均池化。
为了学习包含上下文和语法特征的复合表示，

本文借鉴 ＢｉＡｆｆｉｎｅ 仿射方法， 提出一种新的仿射约

束融合机制 ＢＦＦ，将语法表示和上下文表示通过融

合的方式有效地交换特征，减少不正确的依赖树所

导致的错误，由此降低语法树中噪声的影响，融合函

数如下：
ｈ′
ｓｙｎ ＝ ｓｏｆｔｍａｘ（ｈｓｙｎ Ｗ１ ｈｃｏｎ( ) Ｔ ）ｈｓｙｎ （１４）

ｈ′
ｃｏｎ ＝ ｓｏｆｔｍａｘ（ｈｃｏｎ Ｗ２ ｈｓｙｎ( ) Ｔ） ｈｃｏｎ （１５）

　 　 其中，参数矩阵 Ｗ１，Ｗ２ ∈ Rｄ×ｄ。 ｈｃｏｎ 和 ｈｓｙｎ 与

一个可学习参数 Ｗ１ 和 Ｗ２ 相乘后再分别与对方相

乘，然后通过对其施加归一化函数得到一系列参数，
由此来指导自身学习。 通过这种互相融合学习的方

式，来更充分地学习上下文和语法深层信息，达到降

低噪声的目的。
然后将语法表示 ｈ′

ｓｙｎ 和上下文表示 ｈ′
ｃｏｎ 二者相

加得到最终输出 ｈｆ：
ｈｆ ＝ ｈ′ｓｙｎ ＋ ｈ′ｃｏｎ （１６）

１．４　 分类器

分类器是一个全连接网络，将融合表示 ｈｆ 作为

输入，并计算每个情绪类别 ｃ 的概率：

Ｐ ｙ ＝ ｃ( ) ＝
ｅｘｐ （Ｗｈｆ ＋ ｂ） ｃ

∑ ｃ′∈Ｃ
ｅｘｐ （Ｗｈｆ ＋ ｂ）

ｃ′

（１７）

　 　 其中， Ｗ 和 ｂ 是可调的模型参数， Ｃ 是情感类

的集合。
给定一组训练实例 Ｄ ＝ ｛ｄ１，ｄ２，．．．，ｄｎ｝，训练目

标为 Ｌ２ 正则化的交叉熵损失：

ｌ ＝ － ∑
Ｎ

Ｉ ＝ １
∑
ｃ∈Ｃ

Ｉ（ｙ ＝ ｃ）ｌｏｇ（ｐ（ｙ ＝ ｃ）） ＋ λ ‖Φ‖２

（１８）
　 　 其中， Ｉ 表示一个指示函数； Ｎ 表示训练示例的

数量；λ 表示一个正则化超参数；ϕ 表示模型中的所

有参数集。

２　 实验

本文在 ４ 个基准数据集上进行了实验，包括

Ｒｅｓｔａｕｒａｎｔ 数据集、Ｌａｐｔｏｐ 数据集、Ｔｗｉｔｔｅｒ 数据集和

ＭＡＭＳ 数据集［１６］。 这些数据集有 ３ 个情绪极性，
即：积极、中性和消极。

在 Ｒｅｓｔａｕｒａｎｔ，Ｌａｐｔｏｐ 和 Ｔｗｉｔｔｅｒ 这 ３ 个数据集

中，大多数句子只包含一个方面词或者包含多个相

同情感的方面词，这样可能会造成基于方面的情感

分析任务退化成句子级别的情感分析任务。 数据集

ＭＡＭＳ 的特点是一个句子中一定包含至少两个方面

词，并且同一个句子中至少有 ２ 个方面词情感极性

是不同的。 表 １ 统计了数据集的数据。
表 １　 数据集统计

Ｔａｂｌｅ １　 Ｄａｔａｓｅｔ ｓｔａｔｉｓｔｉｃｓ

数据集 方法 积极 中性 消极

Ｌａｐｔｏｐ ｔｒａｉｎ ９７６ ４４５ ８５１

ｔｅｓｔ ３７７ １６７ １２８

Ｒｅｓｔａｕｒａｎｔ ｔｒａｉｎ ２ １６４ ６３７ ８０７

ｔｅｓｔ ７２７ １９６ １９６

Ｔｗｉｔｔｅｒ ｔｒａｉｎ １ ５０７ ３ ０１６ １ ５２８

ｔｅｓｔ １７２ ３３６ １６９

ＭＡＭＳ ｔｒａｉｎ ３ ３８０ ５ ０４２ ２ ７６４

ｔｅｓｔ ４００ ６０７ ３２９

２．１　 实验设置

实验使用 ２ 种类型的上下文编码器：基于

１３第 ５ 期 许敏聪， 等： 基于语法类型依赖的图注意力网络细粒度情感分析方法



ＢｉＬＳＴＭ 的编码器和基于 ＢＥＲＴ－ＢＡＳＥ 的编码器。
对于基于 ＢｉＬＳＴＭ 的编码器，采用 ３００ 维 ＧｌｏＶｅ 向量

来表示单词，ＰＯＳ 标签、位置和关系嵌入的大小设置

为 ３０。 输入字嵌入的 Ｄｒｏｐｏｕｔ 率为 ０．７， Ｌ２ 正则化

项 λ ＝ １０ －５、 采用学习率为１０－３的 Ａｄａｍａｘ 优化器进

行模型训练。
对于基于 ＢＥＲＴ 的编码器，采用预训练的 ＢＥＲＴ

进行微调。 ＢＥＲＴ 嵌入的 ｄｒｏｐｏｕｔ 率为 ０．１，正则化

项 λ ＝ １０－５、采用学习率为２×１０－５Ａｄａｍ 优化器进行

训练。 在 ＤＳＴ＿ＧＡＴ 编码器中，每一层使用 ５ 个注意

力头，实验使用 Ｄｅｅｐ Ｂｉａｆｆｉｎｅ 解析器来获取依赖树。
模型采用准确率（Ａｃｃ） 与宏平均 Ｆ１ 值（ＭＦ１） 作为

评价指标。
２．２　 基线

本实验模型与现有的一些基准模型进行比较。
各个模型简介如下。

（１）ＳＶＭ［１７］：支持向量机（ＳＶＭ）模型应用于广

泛的特征进行分类，利用 ｎ－ｇｒａｍ 特征、解析特征和

词汇特征进行方面级情感分类。
（２）ＩＡＮ［１８］：使用 ２ 个 ＬＳＴＭ 网络分别对句子和

方面进行建模。 可使用句子中的隐藏状态来生成目

标的注意向量，反之亦然。 基于这 ２ 个注意向量，输

出一个句子表示和一个目标表示进行分类。
（３）ＴＮｅｔ［１９］：将 ＢｉＬＳＴＭ 嵌入转化为特定目标

嵌入，并使用 ＣＮＮ 进行编码。
（４）ＭＧＡＮ［２０］：利用 ＢｉＬＳＴＭ 捕捉上下文信息，利

用多粒度注意机制捕捉方面和上下文之间的关系。
（５）ＡＥＮ［２１］：采用注意力编码网络进行特征表

示，并对目标和上下文之间的语义交互进行建模。
（６） ＢＥＲＴ－ＳＰＣ［２１］：将目标词和句子输入预训

练的 ＢＥＲＴ 模型，然后使用池化嵌入进行分类。
（７） ＤＧＥＤＴ［２２］：融合了 ＧＣＮ 和 Ｔｒａｎｓｆｏｒｍｅｒ 的

细粒度情感分类模型，并使二者交互学习表征信息。
（８）ＣＤＴ［２３］：将语法依赖树与图卷积神经网络

集成，将二者用于方面表征学习，进行细粒度情感分

类任务。
（９）ＡＳＧＣＮ［２４］：首先使用图卷积神经网络学习

基于方面的情感分类，同时在文本信息表征中应用

注意力机制。
（１０）Ｒ－ＧＡＴ［２５］：提出了一种面向方面的依赖

树结构，然后用基于关系表征的 ＧＡＴ 对新的依赖树

进行编码。
２．３　 实验结果

不同模型的实验结果见表 ２。

表 ２　 实验结果

Ｔａｂｌｅ ２　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

模型
Ｌａｐｔｏｐ

准确率 （Ａｃｃ） 宏平均 Ｆ１

Ｒｅｓｔａｕｒａｎｔ

准确率 （Ａｃｃ） 宏平均 Ｆ１

Ｔｗｅｅｔｓ

准确率 （Ａｃｃ） 宏平均 Ｆ１

ＭＡＭＳ

准确率 （Ａｃｃ） 宏平均 Ｆ１

ＳＶＭ ７０．４９ － ８０．１６ － ６３．４０ － － －

ＩＡＮ ７２．０５ ６７．３８ ７９．２６ ７０．０９ ７２．５０ ７０．８１ ７６．６０ －

ＴＮｅｔ ７６．５４ ７１．７５ ８０．６９ ７１．２７ ７４．９０ ７３．６０ － －

ＭＧＡＮ ７５．３９ ７２．４７ ８１．２５ ７１．９４ ７２．５４ ７０．８１ － －

ＡＥＮ ７３．５１ ６９．０４ ８０．９８ ７２．１４ ７２．８３ ６９．８１ ６６．７２ －

ＢＥＲＴ－ＳＰＣ ７８．９９ ７５．０３ ８４．４６ ７６．９８ ７３．５５ ７２．１４ ８２．８２ ８１．９０

ＤＧＥＤＴ ７６．８０ ７２．３０ ８３．９０ ７５．１０ ７４．８０ ７３．４０ － －

ＣＤＴ ７７．１９ ７２．９９ ８２．３０ ７４．０２ ７４．６６ ７３．６６ ８０．７０ ７９．７９

ＡＳＧＣＮ ７５．５５ ７１．０５ ８０．７７ ７２．０２ ７２．１５ ７０．４０ － －

Ｒ－ＧＡＴ ７７．４２ ７３．７６ ８３．３０ ７６．０８ ７５．５７ ７３．８２ － －

ＤＳＴ＿ＧＡＴ ７８．２６ ７４．６４ ８２．８６ ７７．１２ ７５．１２ ７５．２１ ８２．４４ ８１．４４

ＤＳＴ＿ＧＡＴ＋ＢＲＥＴ ８０．８６ ７７．５１ ８５．９２ ７９．８８ ７７．１８ ７６．２３ ８３．５６ ８２．９７

　 　 表 ２ 展示了不同模型的实验结果。 与不依赖句

法特征的模型（ＳＶＭ、ＩＡＮ、ＴＮｅｔ、ＭＧＡＮ、ＡＥＮ）相比，
ＤＳＴ＿ＧＡＴ 模型的结果有显著提高，这证明了语法依

赖树的积极作用。 此外，与最新的采用依赖树但没

有关系标签作为输入的模型 （ ＣＤＴ、 ＡＳＧＣＮ、 Ｒ －
ＧＡＴ）相比，ＤＳＴ＿ＧＡＴ 在所有数据集上也提供了良

好的结果。 预训练的 ＢＥＲＴ 模型可以显著提高模型

的性能，在 ＢＥＲＴ 的帮助下，该模型比所有基线都取

２３ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



得了更好的结果，在 Ｌａｐｔｏｐ、Ｒｅｓｔａｕｒａｎｔ、 Ｔｗｉｔｔｅｒ 和

ＭＡＭＳ 数据集上的准确度分别为 ８０．８６％、８５．９２％、
７７．２７％和 ８３．５６％。 实验模型在不借助使用外部资

源（如情感词典等）的情况下达到最优实验结果，这
证明本文提出的模型在面对复杂句子处理能力上的

优异能力。

３　 分析

为了进一步验证 ＤＳＴ＿ＧＡＴ 的每个组件对性能

的影响，本文对结构信息和关系信息的影响进行了

消融研究。 考虑 ３ 个消融基线进行比较，具体如下。
（１）Ｔｒａｎｓｆｏｒｍｅｒ：将关系图注意层替换为自我注

意层，且未使用 ＢＦＦ 模块，这个模型被视为没有使

用依赖树的对比模型。
（２）ＧＡＴ：用图注意层代替关系图注意层，取消

语法依赖特征模块及关系融合双约束模块。
（３）ＤＳＴ＿ＧＡＴ－ＢＦＦ：移除了 ＤＳＴ＿ＧＡＴ 的关系

特征双约束模块，保留语法依赖特征模块。
各个模型的性能对比见表 ３。

表 ３　 消融实验结果

Ｔａｂｌｅ ３　 Ａｂｌａｔｉｏｎ ｒｅｓｕｌｔｓ

模型
Ｌａｐｔｏｐ

准确率 （Ａｃｃ） 宏平均 Ｆ１

Ｒｅｓｔａｕｒａｎｔ

准确率 （Ａｃｃ） 宏平均 Ｆ１

Ｔｗｅｅｔｓ

准确率 （Ａｃｃ） 宏平均 Ｆ１

ＭＡＭＳ

准确率 （Ａｃｃ） 宏平均 Ｆ１

Ｔｒａｎｓｆｏｒｍｅｒ ７４．３１ ７１．７９ ８０．７８ ７２．１０ ７２．７８ ７０．２３ ７９．６５ ７８．８７

ＧＡＴ ７６．２４ ７３．０３ ８１．３１ ７５．０２ ７３．２５ ７２．３８ ８１．２１ ８０．３２

ＤＳＴ＿ＧＡＴ－ＢＦＦ ７６．９３ ７２．８２ ８２．３４ ７５．４１ ７４．５２ ７３．１９ ８１．４５ ８０．８６

ＤＳＴ＿ＧＡＴ ７８．２５ ７４．６３ ８２．８３ ７７．１２ ７５．１９ ７５．１６ ８２．４４ ８１．４４

　 　 Ｔｒａｎｓｆｏｒｍｅｒ 模型在所有数据集上的表现明显逊

色于其他所有模型，证明了关系图注意层相对于自

我注意层的优越性。 ＧＡＴ 模型在整体上的 Ａｃｃ 值和

Ｆ１ 值上基本低于除 Ｔｒａｎｓｆｏｒｍｅｒ 以外的其他模型，这
证明了语法依赖树标签及特征融合在指导情感分类

中的作用。
在证明语法依赖树的成功的同时，同样发现一

些问题，如在 Ｌａｐｔｏｐ 数据集的对比中，没有语法依

赖特征模块的模型的 ＧＡＴ 比拥有语法依赖特征模

块的 ＤＳＴ＿ＧＡＴ－ＢＦＦ 在 Ｆ１ 值的表现更好。 除了在

数据集介绍中提到的情感分析任务退化问题外，认
为产生这种情况的原因和以下因素有关。

从数据集角度看，Ｌａｐｔｏｐ 数据集仅２ ９４４条数

据，在所有数据集中最少，又有更多隐式表达情感的

样本，分析难度更大，可能导致欠拟合状态。 在模型

方面，尽管拥有语法依赖特征模块的 ＤＳＴ＿ＧＡＴ－
ＢＦＦ 在计算节点注意力系数时应用了点积注意力的

方式降低了部分噪声，但未使用语法语义融合模块

ＢＦＦ 来充分利用语义信息，从而导致对隐性情感表

达不够敏感，本次研究认为语义信息的缺失是影响

ＤＳＴ＿ＧＡＴ－ＢＦＦ 在具有更多隐性表达数据集上性能

表现较弱的主要原因。 而 ＧＡＴ 并未使用语法依赖

树，受语法结构影响较少，相较而言学习的隐式语义

信息更多，所以部分表现优于未使用语法语义融合

模块 ＤＳＴ＿ＧＡＴ－ＢＦＦ。 在后续数据集上的实验中，
随着数据集规模的增大，系统学习隐性语义信息越

来越丰富，从 Ｒｅｓｔａｕｒａｎｔ 到 Ｔｗｅｅｔｓ、尤其是再到拥有

１２ ５２２条数据的 ＭＡＭＳ 数据集，都鲜明地显示出本

文所提出实验模型的优越性。 尽管 Ｔｗｅｅｔｓ 数据集

语法相较于其他数据集并不是很规则，但在６ ７２８条
数据的训练下，可以看到在 Ｔｗｅｅｔｓ 数据集上 ＤＳＴ＿
ＧＡＴ－ＢＦＦ 模型性能已经高于 ＧＡＴ 模型，证明了

ＤＳＴ＿ＧＡＴ－ＢＦＦ 可以通过更大量的学习来弥补欠拟

合和受噪声影响的状态。 由此可以得出以下结论：
语法依赖特征模块可以帮助模型充分利用语法

信息进行学习，学习更多关于语法结构的信息。 关

于学习语法信息过程中产生的噪声，在这个模块中

采用了点积注意力计算注意力系数的方式来初步降

低噪声，融合学习语义信息。 随后通过关系特征融

合模块做进一步优化，通过语法和语义融合过程中进

行交互学习，从而达到降低语法依赖树噪声和优化模

型的效果，该模块是对语法依赖标签模块的互相补充

和优化。 接下来又进行了模型深度的测试实验。
图 ３ 显示了在 Ｒｅｓｔａｕｒａｎｔ 数据集上不同层数的

ＤＳＴ＿ＧＡＴ 和 ＤＳＴ＿ＧＡＴ＋ＢＥＲＴ 模型的精度曲线。 实

验考虑了从 １ ～ ８ 的不同层数，两者初始精度较低，
在 ２ 层中分别达到 ８２．８７％和 ８５．９２％的最佳结果。
本文认为在第二层的时候达到最佳效果的原因是随

３３第 ５ 期 许敏聪， 等： 基于语法类型依赖的图注意力网络细粒度情感分析方法



着网络层数的增加，模型过拟合问题逐渐突出，同时

模型中的噪声的强度也随之增加，因而也影响了模

型的性能，从而导致模型性能随深度增加而整体呈

降低趋势。
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图 ３　 图注意力网络层数对模型精度的影响

Ｆｉｇ． ３　 Ｅｆｆｅｃｔ ｏｆ ｌａｙｅｒｓ ｏｆ ｇｒａｐｈｉｃ ａｔｔｅｎｔｉｏｎ ｎｅｔｗｏｒｋ ｏｎ ｍｏｄｅｌ ａｃｃｕｒａｃｙ

４　 结束语

本文提出了一种基于语法图注意力网络的细粒

度情感分析模型，扩展了解析关系特征的图注意力

网络编码器，提出了语法语义交互融合机制来降低

模型噪声和学习语义信息，研究了语法依赖结构在

细粒度情感分类中的应用。 后续在 ４ 个公开数据集

上进行的实验表明， ＤＳＴ＿ＧＡＴ 模型可以有效地对

这些特征进行编码，并取得最优效果，也证明了语法

标签信息对于细粒度情感分类非常有用。 实验还进

一步研究了不同模块和网络深度对模型性能的影

响，验证模型不同模块的功能。
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