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基于改进集成学习算法的钢材质量预测

梁博德， 王瑞敏， 孙践知
（北京工商大学 计算机学院， 北京 １０００４８）

摘　 要： 钢材表面质量不合格会降低钢材的强度， 甚至发生安全事故。 为了对钢材质量进行在线诊断，本文利用采集的钢材

实际生产数据建立了钢材质量预测模型，在采用特征提取算法找出影响钢材质量的关键工艺参数的基础上，通过分析工艺参

数和钢材质量间潜在的关系，提出了一种适用于钢材质量预测的倾向性异质装袋集成学习算法。 该集成学习算法用异质装

袋方法生成个体分类器，并采用带有倾向性的结合策略。 实验结果表明，改进方案可有效提升集成模型的分类性能以及稳定

性，在钢材质量预测问题上具有较高的精度，模型预测准确率的均值为 ９１．４％，方差为 ５．１％，可应用于实际生产。
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０　 引　 言

钢材质量指标主要分为表面质量、力学性能、尺
寸精度 ３ 个方面［１］，其质量主要由成分、结构、制备

工艺等因素决定，其中某个环节的改变都可能对最

终钢材的质量产生巨大的影响［２］。
钢材生产的过程连续且繁杂，采集到的数据往

往具有高冗余、高噪声、低精度、强耦合等特点，但通

过数据清洗、特征提取以及挑选适当的机器学习方

法后，可以挖掘出数据中本质的规律。
在相关研究中，纪英俊等针对实际的钢材生产

数据集，在使用了 ＳＭＯＴＥ 算法的平衡处理基础上，
再使用 ＣＡＲＴ 与 Ｃ４．５ 相结合的随机森林的方法，分
析工艺参数与产品质量间的隐含关系，并提取出了

影响产品质量的关键工艺参数［３］；Ｓｕｉ 等针对具有

高维度、强耦合和冗余信息等特点的热轧生产过程

工艺参数，提出了一种基于 ＥＬＭ 算法的模型与特制

提取方法相结合的新的力学性能预测模型［４］；熊鹰

等将计算机视觉应用于表面缺陷识别中，取得了较

高的识别率［５］；杨威等使用随机森林算法以及数据

与机理分析相结合的力学性能建模方法，建立了具

有较高精度的热轧带钢力学性能预报模型，并筛选

出性能预报模型的影响因素［６］；吴思炜等采用了马

氏距离剔除异常值，使用平均影响值法筛选出对力

学性能影响较大的工艺参数，再结合贝叶斯神经网

络算法，建立了精度较高的钢材力学性能预报模

型［７］。
其它工业产品质量监控领域中，Ｃｈｉｅｎ 等使用 Ｋ

－Ｍｅａｎｓ 和决策树等方法对半导体的制造数据进行

了研究，推断可能的故障原因和制造工艺的变化，并
应用在实际生产中，提升了产品合格率［８］；皮骏等

将基于遗传算法优化的支持向量机（ＧＡ－ＳＶＭ）成功

应用于航空发动机磨损和刀具的故障诊断上，并与



ＢＰ 神经网络的预测结果进行了对比，证明了在小样

本数据集上 ＧＡ－ＳＶＭ 算法的优越性［９］。 江琨等使

用 ＸＧＢｏｏｓｔ 集成学习算法对工业产品质量进行了预

测［１０］。
本文根据某钢铁公司的实际生产数据，经数据

预处理得到初始样本，再通过相关性分析、特征提取

和主成分分析方法对数据进行了降维，去除初始样

本的冗余性、强耦合性后，提出倾向性异质装袋算法

（Ｐｒｏｐｅｎｓｉｔｙ Ｈｅｔｅｒｏｇｅｎｅｏｕｓ Ｂａｇｇｉｎｇ，ＰＨＢ）对钢材表

面质量监控问题建立了分类模型。 实验结果表明，

本文的优化策略可以有效提升集成学习模型的分类

性能，并且在钢材质量分类问题上具有较高的精度。
１　 算法描述

１．１　 数据预处理与特征提取

本文数据为某钢铁企业通过 ＭＥＳ 系统记录下

来的一部分具有 Ｓ５０１ 类型表面缺陷钢材的炼钢、热
轧、退火、酸洗 ４ 个工艺流程中的实际生产数据，以
及钢材在酸洗后的质检结果，工艺流程和数据采集

过程如图 １ 所示。

钢卷质量等级
缺陷率

缺陷位置
缺陷宽度

……

入炉时间
金属离子浓度g/L
硫酸浓度g/L

……

生产日期
粗轧结束时间

炉1残氧
F3上辊径
F3下辊径
……

出钢时间
大包开浇中包吨位
结晶器流量总管压力
结晶器流量进水温度

二冷水总压
……

炼钢数据
和炼钢表检

热轧检验明细和
热轧过程参数

酸洗和退火炉
数据

炼钢 热轧 退火 酸洗

酸洗表检明细

图 １　 数据采集过程

Ｆｉｇ． １　 Ｄａｔａ ｃｏｌｌｅｃｔｉｏｎ ｐｒｏｃｅｓｓ

　 　 在智能制造建模过程中，需要将冗余和误差较

大的数据剔除，保证训练数据和预测数据的均匀分

布，才能建立出包含正确规律的模型［１１］。 本文采用

Ｆｉｌｔｅｒ 和 Ｅｍｂｅｄｄｉｎｇ 方法相结合的方式进行特征选

择，在此基础上对提取的特征使用主成分分析进行

特征融合，去除了特征之间的高耦合性和冗余性，得
到建立模型的最优数据集。
１．２　 集成学习

集成学习是机器学习方法的一种，通过结合各

种分类器以实现更好的预测性能。 集成学习方法首

先预测一些初步的结果，然后将初步结果组合生成

一个新的最终结果［１２］。 研究表明，集成分类器通常

比基础分类器表现得更好［１３］。 集成学习主要算法

分为 Ｂｏｏｓｔｉｎｇ，Ｂａｇｇｉｎｇ 和 Ｓｔａｃｋｉｎｇ。 Ｂａｇｇｉｎｇ 是使用

不同数据集产生基础分类器的方法，每个基础分类

器都有自己的训练集，通常使用随机抽取方法和替

换产生不同训练集，在生成所有训练集之后为每个

分类器构建模型。 最终的预测结果通过投票结合起

来。 这种集成学习方法减少了过拟合问题，并且对

不稳定学习算法更有效，其中最著名的就是随机森

林（Ｒａｎｄｏｍ Ｆｏｒｅｓｔ）算法。 Ｂｏｏｓｔｉｎｇ 在提高某些机器

学习模型的预测精度方面也具有卓越的性能。 在所

有 Ｂｏｏｓｔｉｎｇ 算法中，在每个学习阶段，实例都会重新

加权，将在下一步中选择错误的分类实例的概率增

加，以便模型在下次遇见时对它们进行正确分类，分
类器的最终结果由多数投票组合［１４］。 Ｂｏｏｓｔｉｎｇ 算法

中最常用的为 ＡｄａＢｏｏｓｔｉｎｇ 算法。 Ｓｔａｃｋｉｎｇ 是将分类

器的预测结果作为新特征，并在新训练集上训练最

终模型。
集成学习方法分两步构建：首先构建多个基础

分类器，然后组合这些分类器。 组合策略在基础分

类器性能相差较大时，一般采用加权平均法，集成学

习器的最终投票结果 ｙ 和基础分类器的投票权重

ωｉ 以及投票结果 ａｉ 的关系为式（１）：

ｙ ＝ ∑ ωｉ∗ ａｉ ． （１）

１．３　 改进集成学习算法

在实际应用中，往往根据具体问题选择对应的

算法。 经仿真实验后发现，已有的基础算法和集成

学习算法的分类准确率和模型稳定性均不够理想。
本文在已有算法的基础上进行改进，以得到分类准

确率更高、模型稳定性更好的模型。
１．３．１　 集成学习优化理论

对于给定样本 ｘ 和对应的回归任务 ｆ，定义基础

学习器 ｈｉ 在训练样本 ｘ 上的“分歧”Ａ 为式（２）：
Ａ ｈｉ ｜ ｘ( ) ＝ （ｈｉ ｘ( ) － Ｈ ｘ( ) ） ２ ． （２）

　 　 则基于加权平均策略的集成学习器 Ｈ 的“分
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歧” Ａ
－
为式（３）：

Ａ
－
ｈ ｜ ｘ( ) ＝ ∑

Ｔ

ｉ ＝１
ωｉＡ ｈｉ ｜ ｘ( ) ＝ ∑

Ｔ

ｉ ＝１
ωｉ （ｈ ｘ( ) ｉ － Ｈ ｘ( ) ）２．

（３）
基础学习器 ｈｉ 和集成 Ｈ 误差的平方分别为式

（４） 和式（５）：
Ｅ ｈｉ ｜ ｘ( ) ＝ （ ｆ（ｘ） － ｈｉ（ｘ）） ２， （４）
Ｅ Ｈ ｜ ｘ( ) ＝ （ ｆ（ｘ） － Ｈ（ｘ）） ２， （５）

　 　 令 Ｅ
－
ｈｉ ｜ ｘ( ) ＝∑

Ｔ

ｉ ＝ １
ωｉＥ ｈｉ ｜ ｘ( ) 表示基础学习器

误差的加权平均值 Ｅ
－
，则有式（６）：

Ａ
－
ｈ ｜ ｘ( ) ＝ ∑

Ｔ

ｉ ＝ １
ωｉＥ ｈｉ ｜ ｘ( ) － Ｅ Ｈ ｜ ｘ( ) ＝

　 　 　 Ｅ
－
ｈｉ ｜ ｘ( ) － Ｅ Ｈ ｜ ｘ( ) ． （６）

令 ｐ（ｘ） 表示样本的概率密度，则式（６） 推广至

全体样本上得式（７）：

∑
Ｔ

ｉ ＝ １
ωｉ∫Ａ ｈｉ ｜ ｘ( ) ｐ ｘ( ) ｄｘ ＝ ∑

Ｔ

ｉ ＝ １
ωｉ∫Ｅ ｈｉ ｜ ｘ( ) ｐ ｘ( ) ｄｘ －

∫Ｅ Ｈ ｜ ｘ( ) ｐ ｘ( ) ｄｘ． （７）

基础学习器 ｈｉ 在全体样本上的泛化误差和分

歧项以及集成的泛化误差推广至全体样本时有式

（８） ～式（１０）：

Ｅ ｈｉ( ) ＝ ∫Ｅ ｈｉ ｜ ｘ( ) ｐ ｘ( ) ｄｘ， （８）

Ａ ｈｉ( ) ＝ ∫Ａ ｈｉ ｜ ｘ( ) ｐ ｘ( ) ｄｘ． （９）

Ｅ Ｈ( ) ＝ ∫Ｅ Ｈ ｜ ｘ( ) ｐ ｘ( ) ｄｘ． （１０）

　 　 将式（８） ～ （１０）代入式（７）中，得出集成算法的

泛化误差 Ｅ 为式（１１）：
Ｅ ＝ Ｅ － Ａ． （１１）

　 　 表达式（１１）为集成学习的误差－分歧分解结

果［１５］，其中 Ｅ 表示基础学习器的泛化误差之和，`Ａ
表示基础学习器和集成分类器的差异性之和，也可

以看作是个体分类器的多样性。 从上述推导可以分

析出集成学习的 ３ 个优化方向：
（１）增加个体分类器的多样性，即产生更多种

类的、互相独立的基础分类器；
（２）优化个体分类器的泛化能力；
（３）优化个体分类器的结合策略。

１．３．２　 倾向性异质装袋算法

本文选择从优化个体分类器的结合策略、增加个

体分类器的多样性两个方面来集成学习算法的优化，
提出倾向性异质装袋算法（Ｐｒｏｐｅｎｓｉｔｙ Ｈｅｔｅｒｏｇｅｎｅｏｕｓ

Ｂａｇｇｉｎｇ，ＰＨＢ）。
在结合策略优化方面，黎竹平通过理论和实验

证明了基于 Ｓｏｆｔｍａｘ 函数调整权重的集成学习模

型，训练误差要优于不调权的集成学习模型［１６］，故
本文在此基础上作出改进，使用参数 ε ∈ （０，１］ 调

控集成结果的倾向性， ε 越趋近于 ０ 则集成学习器

越倾向于表现最好的个体学习器，以此来保证集成

学习模型的稳定性。 计算过程如下：
（１）获得个体分类器的分类准确率 ａｃｃ 后，将其

转换为与 ε －Ｓｏｆｔｍａｘ 函数相关的权重 ω， 式（１２）：

ωｉ ＝
ｅａｃｃｉ ／ ε

∑ ｅａｃｃｉ ／ ε
． （１２）

　 　 （２）根据式（１）计算集成学习器的分类结果。
在增加个体分类器多样性方面，将产生基础学

习器的方法分为两大类，一类为相同算法、不同数据

集生成基础分类器的同质学习；另一类为使用不同

算法、相同数据集生成基础分类器。 本文采取多种

基础算法和自助重采样（Ｂｏｏｔｓｔｒａｐ Ｒｅｓａｍｐｉｎｇ）相结

合的策略来产生基础分类器，在增加个体分类器多

样性的同时降低预测准确率的方差。
倾向性异质装袋算法基于多种基础算法和自助

重采样（Ｂｏｏｔｓｔｒａｐ Ｒｅｓａｍｐｉｎｇ）相结合的策略来产生

基础分类器，在增加个体分类器多样性的同时降低

预测准确率的方差，算法的具体过程伪代码如下所

示。
倾向性异质装袋算法（Ｐｒｏｐｅｎｓｉｔｙ Ｈｅｔｅｒｏｇｅｎｅｏｕｓ

Ｂａｇｇｉｎｇ，ＰＨＢ）
输入　 训练集 Ｄａｔａ ＝ ｛（ｘ１，ｙ１）， （ｘ２，ｙ２），…，

（ｘｎ，ｙｎ）｝；
　 　 基学习算法 ｛ ｆ１，ｆ２，…，ｆｎ｝；
　 　 倾向程度 ε；
　 　 数据重采样次数 Ｔ．

过程：
１： ｆｏｒ ｔ ＝ １，２，…，Ｔ ｄｏ
２：　 Ｄｔ ＝ Ｂｏｏｔｓｔｒａｐ（Ｄａｔａ）
３： ｅｎｄ ｆｏｒ
４： ｆｏｒ ｉ ＝ １，２，…，Ｎ ｄｏ
５：　 ｆｏｒ ｔ ＝ １，２，…，Ｔ ｄｏ
６： ｈｉ，ａｃｃｉ ＝ ｆｉ（Ｄｔ）
７：　 ｅｎｄ ｆｏｒ
８：　 ω ｉ ＝ ａｃｃｉ ／ ε
９：ｅｎｄ ｆｏｒ

　 　 输出　 Ｈ（ｘ） ＝ ∑Ｓｏｆｔｍａｘ ω ｉ( ) ｈｉ（ｘ） ．
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２　 实验结果

本文的分析内容为建立预测 Ｓ５０１ 钢材表面质

量的模型，找出影响钢材质量的关键因素，包括对初

始数据进行预处理、特征提取、分析关键工艺参数、
评估 ＰＨＢ 模型的性能。

为分析本文选用的改进集成算法总体的有效

性，本文基于相同数据集进行了各类对照实验，实验

结果评价的指标为模型运行 １００ 次后分类准确率的

均值（Ｍｅａｎ）和方差（Ｓｔｄ），以及分类准确率的 ９５％
置信区间 Ｍｅａｎ ± ２∗Ｓｔｄ( ) 。
２．１　 特征提取结果

数据集一共有 ６２５ 个生产工艺参数、１８０ 条初

始样本，在经过缺失值、异常值和归一化等数据预处

理后，再使用基于相关性分析和基于随机森林的特

征选择方法 ＲＦＦＳ 相结合的方式进行特征选择，确
定了影响钢材质量的 ３９ 个特征，其中 ２３ 列确定为

强相关特征，１６ 列为弱相关性特征，具体见表 １。
　 　 由于上述特征之间具有高耦合度，故在此基础

上再通过主成分分析进行特征融合，最终获得具有

１１ 列主成分特征的数据集。 本文特征提取的流程

示意图如图 ２ 所示。

表 １　 最优特征子集

Ｔａｂ． １　 Ｏｐｔｉｍａｌ ｆｅａｔｕｒｅ ｓｕｂｓｅｔ

编号 强相关特征名称 编号 弱相关特征名称

１ 出炉温度 ２４ 目标厚度

２ 入炉时间 ２５ 测温时间

３ 金属离子浓度 ｇ ／ Ｌ ２６ 大包开浇中包吨位

４ 生产日期 ２７ 拉速 １
５ 粗轧结束时间 ２８ 空钢包重量

６ 精轧结束时间 ２９ ＬＦ 上台时间

７ 炉 １ 残氧 ３０ 结晶器流量总管压力

８ 冶炼时间 ３１ 结晶器流量进水温度

９ ＡＯＤ 出钢时间 ３２ 二冷水总压

１０ 出炉平均温度 ３３ 支数

１１ 软吹开始时间 ３４ 强吹开始时间

１２ 软吹结束时间 ３５ 强吹结束时间

１３ 出钢温度 ３６ 中吹开始时间

１４ 精轧入口实际温度 ３７ 中吹结束时间

１５ 停浇时间 ３８ 大包开浇时间

１６ 到台时间 ３９ Ｒ１ 支数

１７ 终轧温度

１８ 卷取温度

１９ 平均速度

２０ 硫酸温度℃
２１ 硫酸浓度 ｇ ／ Ｌ
２２ Ｆ３ 上辊径

２３ Ｆ３ 下辊径

初

始

特

征

相
关
性
检
验

弱
相
关
特
征

随
机
采
样

随
机
森
林
特
征
选
择
算
法

样本n

样本2

样本1

分类器2

分类器1

分类器n

特征Gini

系数表1

特征Gini

系数表2

特征Gini

系数表3

投
票
评
估
各
特
征
重
要
性

强
相
关
特
征

主
成
分
分
析

最
终
特
征

图 ２　 特征提取流程

Ｆｉｇ． ２　 Ｆｅａｔｕｒｅ ｅｘｔｒａｃｔ ｐｒｏｃｅｓｓ

　 　 经过特征提取步骤后获得的 １１ 列、１８０ 行的主

成分数据集中，有 １２０ 条质量合格样本，６０ 条质量

不合格样本。 使用分层随机抽样方法抽取 １６０ 个样

本为训练集，其余 ２０ 个样本为测试集。
２．２　 集成模型的性能验证结果

选择决策树算法、贝叶斯算法、Ｋ 近邻算法、逻
辑回归算法、ＢＰ 神经网络 ５ 种基础分类算法和 ５ 次

数据重采样，一共生成了 ２５ 个基础分类器，在此基

础上进行 ε －Ｓｏｆｔｍａｘ 的权重集成， ε 取值为 ０．８。 其

中 ５ 种基础分类器预测准确率和 ＰＨＢ 集成分类器

预测准确率对比结果见表 ２。
　 　 由表 ２ 可知，基础学习算法具有 ８０．２～８３．８％的

分类准确率和 ６．７～９．４％的标准差波动，在 ９５％的置

信区间下，某些分类器的准确率有时甚至不如随机

猜测，个体分类器之间的分类性能差距较大，故而

ＰＨＢ 集成学习算法引入 Ｂａｇｇｉｎｇ 策略和倾向性系数

ε 提升预测稳定性，同时使用 Ｓｏｆｔｍａｘ 函数降低个体

分类器之间的相关性，提升分类准确率。

８４１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １０ 卷　



表 ２　 基础分类器和 ＰＨＢ 算法的泛化性能对比 ％
Ｔａｂ． ２ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｇｅｎｅｒａｌｉｚａｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｂｅｔｗｅｅｎ ｂａｓｉｃ

ｃｌａｓｓｉｆｉｅｒ ａｎｄ ＰＨＢ ａｌｇｏｒｉｔｈｍ

Ｍｅａｎ Ｓｔｄ Ｍｅａｎ－２∗ｓｔｄＭｅａｎ＋２∗ｓｔｄ

决策树 ８２．１５ ９．４０ ６３．４３ １００．００
贝叶斯 ８２．３５ ７．１０ ６８．１８ ９６．５２
Ｋ 近邻 ８０．２０ ７．６０ ６５．０４ ９５．３６

逻辑回归 ８３．２０ ８．００ ６７．２９ ９９．１１
ＢＰ 神经网络 ８３．８０ ６．７０ ７０．４５ ９７．１５
ＰＨＢ 算法 ９１．４０ ５．１０ ８１．２９ １００．００

２．３　 结合策略优化分析

为验证基学习器权重结合策略优化的有效性，
对 ５ 种基础分类算法使用了平均权重结合策略和加

权结合策略作为对比试验，实验结果如图 ３ 所示。
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5.10%7.90%7.30%
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图 ３　 结合策略优化对比实验

Ｆｉｇ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｏｍｂｉｎｅｄ ｓｔｒａｔｅｇｙ ｏｐｔｉｍｉｚａｔｉｏｎ

　 　 从图 ３ 可看出，相比于平均权重结合策略 ８４．
６％的平均分类准确率， 采用加权结合策略可以使

模型平均分类准确率提升至 ８６．５５％，但也会导致标

准差的提升。 而 ＰＨＢ 算法不仅使模型提升至 ９１．
４％的分类准确率，同时也降低了模型的方差。
２．４　 与常用集成学习算法对比结果

在数据集上选择常规的 ３种 Ｂｏｏｓｔｉｎｇ（ＡｄａＢｏｏｓｔｉｎｇ）、
Ｂａｇｇｉｎｇ（Ｒａｎｄｏｍ Ｆｏｒｅｓｔ，随机森林）、Ｓｔａｃｋｉｎｇ（采用

ｌｏｇｉｓｔｉｃ 次级分类器）算法和 ＰＨＢ 算法进行对比实

验，结果见表 ３。
表 ３　 常规集成算法和 ＰＨＢ 算法的泛化性能对比

Ｔａｂ． ３ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｇｅｎｅｒａｌｉｚａｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｂｅｔｗｅｅｎ

ｃｏｎｖｅｎｔｉｏｎａｌ ｅｎｓｅｍｂｌｅ ａｌｇｏｒｉｔｈｍ ａｎｄ ＰＨＢ ａｌｇｏｒｉｔｈｍ

Ｍｅａｎ Ｓｔｄ Ｍｅａｎ－２∗ｓｔｄＭｅａｎ＋２∗ｓｔｄ

Ａｄａｂｏｏｓｔｉｎｇ ８２．８５％ ８．３０％ ６６．３４％ ９９．３６％
随机森林 ８０．１５％ ７．８０％ ６４．５０％ ９５．８０％
Ｓｔａｃｋｉｎｇ ８３．８５％ ８．５０％ ６６．９５％ １００．００％
ＰＨＢ 算法 ９１．４０％ ５．１０％ ８１．２９％ １００．００％

　 　 由表 ３ 可见相对于常规的集成学习方法，ＰＨＢ
集成学习算法不仅提升了约 ８％的平均预测准确

率，也降低了约 ３％的预测准确率标准差，在 ９５％的

置信区间上也可以看出 ＰＨＢ 模型的稳定性大幅度

高于其它算法，适用于实际钢材质量预测场景。

３　 结束语

（１）用特征选择算法找出了影响 Ｓ５０１ 钢材质

量的工艺参数，建立了钢材质量的预测模型，实验表

明该模型具有较高精度，分类准确率均值为 ９１．４％，
９５％的置信区间为 ８１．２９％～１００％，为钢材质量监控

模型的建立提供了参考。
（２）使用异质集成以及 Ｂｏｏｔｓｔｒａｐ 方法增加个体

分类器的多样性，降低模型方差、引入倾向性参数和

Ｓｏｆｔｍａｘ 函数优化个体学习器的结合策略两个方面

对集成学习器进行了改进，提出基于倾向性的异质

装袋算法，并通过实验证明了该优化策略的有效性。
（３）恰当选择倾向性参数 ε 可以提升模型的预

测稳定性，如何根据个体学习器的表现来选择对应

的倾向性参数 ε 还有待进一步的研究。
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