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基于快速近似时序池化的端到端声学事件识别

张力文， 韩纪庆
（哈尔滨工业大学 计算机科学与技术学院， 哈尔滨 １５０００１）

摘　 要： 声学事件识别系统的性能很大程度上取决于音频特征学习的有效性。 由于音频信号属于时序性信号，要获得有效的

音频特征，就需要提取其中的时序信息。 作者曾提出了一种有效的时序性特征学习方法：时序池化。 然而，由于其需要求解

一个没有闭式解的优化问题，导致无法灵活地运用在当前流行的深度学习框架之中。 为此，本文在保留时序池化的前提下，
提出了一种计算方式更为简单的快速近似时序池化方法。 基于此方法又进一步提出一种用于解决端到端声学事件识别问题

的卷积神经网络。 实验结果表明，所提出的网络可以取得比目前大多数方法更好的识别性能。
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０　 引　 言

声学事件指的是由某个物理声源产生的声响活

动，如车辆经过、鸟叫和门铃声等［１］。 声学事件识

别（Ａｃｏｕｓｔｉｃ Ｅｖｅｎｔ Ｒｅｃｏｇｎｉｔｉｏｎ， ＡＥＲ）的目标是利用

音频信号处理及机器学习等技术手段，对声音信号

中的内容进行分析和提取，从而判断或识别出其所

属的事件类别［２］。 ＡＥＲ 作为视听觉感知计算的重

要组成部分之一，在听觉相关的智能人机交互，以及

海量音视频多媒体数据处理等领域有着广阔的应用

前景，如语音分离和增强技术［３］、基于内容的音频

检索［４－５］，以及安防监控领［６］域等，还能用于提升移

动可穿戴计算设备的用户体验［７］。
声学事件识别通常包含特征表示提取或学习和

分类器训练两个部分，其中特征表示的有效性对于

系统识别性能的好坏至关重要。 早期的特征提取方

法大都通过计算音频样本帧级别声学特征，如基频、
过零率、 子带能量及梅尔频率倒谱系数 （ Ｍｅｌ －

Ｆｒｅｑｕｅｎｃｙ Ｃｅｐｓｔｒａｌ Ｃｏｅｆｆｉｃｉｅｎｔ，ＭＦＣＣ）等的均值和方

差等来获得样本的特征表示［４－５，８－９］。 然后使用基于

最近 邻 （ Ｎｅａｒｅｓｔ Ｎｅｉｇｈｂｏｒ， ＮＮ） 准 则 的 分 类 方

法［４－５ ＼〛或 支 持 向 量 机 （ Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ，
ＳＶＭ） ［８－９］来对样本的事件类别进行识别判断。 然

而完整的声学事件通常都会持续数秒甚至更长的时

间，仅包含几十毫秒（２０～５０ ｍｓ）声音内容的帧级别

特征中可供分析的上下文内容极为有限；基于统计

的特征提取方式也会破坏音频信号中原有的时频结

构，从而造成大量有用信息的丢失，不利于得到有效

的音频特征表示。 鉴于此，为在特征学习过程中利

用更多的上下文信息，越来越多研究工作试图在较

长时的音频片段上提取出特征表示，例如利用混合

高斯模型（Ｇａｕｓｓｉａｎ Ｍｉｘｔｕｒｅ Ｍｏｄｅｌ， ＧＭＭ）来刻画音

频片段中连续多帧 ＭＦＣＣ 特征的分布［１０］；或者利用

音频词袋（Ｂａｇ－ｏｆ－Ａｕｄｉｏ－Ｗｏｒｄｓ， ＢｏＡＷ）方法，统计

连续多个采用基于聚类的字典学习方法得到的帧级



编码结果序列的直方图［１１］。 随着近十年来深度学

习技术在音频信号处理各研究领域的成功应用，其
已经成为声学事件识别的主流方法［１２－１３］。 与之前

的方法不同，基于深度学习的 ＡＥＲ 普遍是以端到端

的方式对音频特征和分类器进行联合学习的，不需

要单独训练分类器。 其中，具有代表性的工作有使

用音频片段中多个帧级别特征拼接而成的长向量训

练深度神经网络（Ｄｅｅｐ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＤＮＮ），以同

时得到片段级特征表示和分类器参数，最终对样本

内多个片段的识别结果投票以产生样本的识别结

果［１４］。 借鉴由牛津大学视觉几何学研究组（Ｖｉｓｕａｌ
Ｇｅｏｍｅｔｒｙ Ｇｒｏｕｐ， ＶＧＧ）提出的 ＶＧＧ ［１５］卷积神经网

（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＣＮＮ）的架构，而设

计的声学事件识别网络 ＡＥＮｅ［１６］；以及通过利用包

含 １２８ 个 １×１ 共享参数卷积核的卷积层和更大步长

的卷积层，来分别替换 ＡＥＮｅｔ 中的全连接层和 ｍａｘ－
ｐｏｏｌｉｎｇ 层，从而获得网络参数更少、识别性能更好

的 ＣＮＮ－Ｃ［１７］。 与 ＢｏＡＷ、ＧＭＭ 和 ＤＮＮ 等片段级特

征提取和学习方法相比较，ＣＮＮ 可以保证所学特征

对于输入具有平移不变（ ｓｈｉｆｔ－ｉｎｖａｒｉａｎｔ），因而能够

有效地保持输入片段的时频结构，同时堆叠的卷积

操作能从多种时频尺度上提取输入片段的上下文内

容。 此外，卷积核的参数共享机制也有助于其能以比

ＤＮＮ 更少的网络参数，对更长时的输入进行学习。
以上工作对声学事件识别的研究起到了极大的

推动作用，尤其是在特征提取及学习方面，但这些方

法仍然存在一定的局限性。 考虑到声音信号本质上

是时序性的信号，要学习出能够刻画音频样本完整

语义内容的特征表示，就需要获取音频样本之中的

时序信息。 而之前提到的方法在特征提取或学习阶

段，都未明确考虑音频帧与帧，以及片段与片段之间

的时序依赖关系，因而无法获得具有完整时序信息

的音频特征表示。 为此，目前有研究工作将循环神

经网络（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＲＮＮ）及其变种

等基于时间序列建模的方法，引入到音频特征学习

阶段，试图进一步提升 ＡＥＲ 的性能。 例如，Ｍｅｙｅｒ
等将 ＣＮＮ 与基于长短时记忆 （ Ｌｏｎｇ Ｓｈｏｒｔ － Ｔｅｒｍ
Ｍｅｍｏｒｙ， ＬＳＴＭ）的 ＲＮＮ 网络相结合，并提出一种音

频特征自编码网络 ＣｏｎｖＬＳＴＭ［１８］；Ｓａｎｇ 等提出的面

向端到端环境音分类的卷积循环网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ
ＲＮＮ， ＣＲＮＮ） ［１９］。 ＲＮＮ 等方法的引入使得网络可

以在特征学习阶段，捕捉到局部特征表示间的时序

关系，然而 ＲＮＮ 及其变种网络的长时遗忘效应，导
致它们对较长序列中完整时序信息的刻画能力存在

着一定的局限性，因而对 ＡＥＲ 系统性能的提升也很

有限。 为探索更有效捕获时序信息的特征学习方

法，作者在之前的研究工作中提出了一种基于支持

向量回归（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｒｅｇｒｅｓｓｉｏｎ， ＳＶＲ） ［２０］ 的无

监督特征学习方法———时序池化（Ｔｅｍｐｏｒａｌ Ｐｏｏｌｉｎｇ，
ＴＰ） ［２１］，以及其有监督的形式，即基于可学习区分

性映射的时序池化（Ｄｉｓｃｒｉｍｉｎａｔｉｖｅ Ｍａｐｐｉｎｇ Ｌｅａｒｎｅｄ
ＴＰ， ＤＭ－ＴＰ） ［２２］。 利用预训练好的 ＣＮＮ 得到的音

频样本的片段级特征序列作为输入，ＤＭ－ＴＰ 捕捉片

段之间的时序依赖关系，并同时更新分类器参数，以
实现时序关系依赖的音频特征及分类器的联合学习。

然而，ＤＭ－ＴＰ 的训练过程实际上是求解一个以

ＳＶＲ 优化问题为约束的双层优化问题［２３］。 由于该

求解过程需要耗费较大计算资源，导致其无法像一

般的最大池化或平均池化操作一样，灵活地嵌入至

一般的神经网络之中高效地端到端训练，通常需要

单独训练片段级的局部特征学习 ＣＮＮ 网络，以构建

出 ＤＭ－ＴＰ 模型的输入序列。 为此，本文从简化 ＴＰ
中时序编码问题的梯度计算入手，提出一种近似求

解 ＴＰ 时序编码问题的方法，称之为快速近似时序

池化（ Ｆａｓｔ Ａｐｐｒｏｘｉｍａｔｅ ＴＰ， ＦＡＴＰ）。 通过将基于

ＳＶＲ 的时序编码问题转化为具有闭式解的时序编

码函数，ＦＡＴＰ 可以在保证不损失过多时序编码性

能的情况下，灵活地插入至各种经典的 ＣＮＮ 网络

中，以实现局部特征、时序信息及分类器的联合学

习。 基于这一优势，进一步提出了端到端的声学事

件识别网络 ＦａｓＴｅｍＰ－Ｎｅｔ。
１　 基于 ＳＶＲ 的时序池化

为更好地解释如何实现 ＦＡＴＰ，以及在端到端

网络的框架中研究快速计算 ＴＰ 方法的必要性，首
先简要介绍 ＴＰ 方法和 ＤＭ－ＴＰ 方法的输入特征序

列构建过程：
（１）片段级特征提取：给定一个预训练好的片

段级特征提取 ＣＮＮ 网络 ΨＣＮＮ（·；Ｗ），其中 Ｗ 为网

络参数； 对于某一 音 频 样 本 的 频 谱 片 段 序 列

Ｘ０
１，．．．，Ｘ０

Ｔ{ } 中的每一个 Ｘ０
ｔ（ ｔ ＝ １，．．．，Ｔ）， ＣＮＮ 特

征提取网络将用于得到其特征表示Ψ（Ｘ０
ｔ； Ｗ）＝ ｘｔ

∈ ℝ Ｃ。 相应地，可得整个样本的片段级特征表示

序列 Ｘ ＝ ｘ１，．．．，ｘＴ[ ] ∈ ℝ Ｃ×Ｔ， 其中 Ｃ 是特征维度。
（２）特征序列预处理：一个逐点操作的非线性

特征映射算子 Ψ（·）：ℝ Ｃ → ℝ Ｐ 和时移平均平滑

（Ｔｉｍｅ Ｖａｒｙｉｎｇ Ｍｅａｎ， ＴＶＭ）操作将共同作用于 Ｘ，
以得到 ＴＰ 的输入特征序列 Ｖ ＝ ｖ１，．．．，ｖＴ[ ] ∈
ℝ Ｐ×Ｔ， 其中每个 ｖｔ 的计算方式如式（１）：
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ｖｔ ＝ ∑ ｔ

τ ＝ １
Ψ（ｘｔ）， ｔ ＝ １，．．．，Ｔ． （１）

　 　 其中，若 Ψ（·） 采用 ｐｏｓｎｅｇ 核函数，则 ｖｔ 的维度

Ｐ ＝ ２Ｃ。
在得到输入特征序列 Ｖ 之后，ＴＰ 的目的是对 Ｖ

中的时序动态信息 Ｄ 进行编码，以得到序列的时序

性特征表示。 其大致思想为利用一个参数可学习的

线性函数 ｆ（Ｖ； ｕ） ＝ ｕＴＶ 来拟合 Ｄ，并用参数 ｕ 来作

为 Ｖ 的时序性特征表示，该参数的学习问题可近似

表示为形式（２）：
ａｒｇ ｍｉｎ

ｕ
‖Ｄ － ｆ（Ｖ； ｕ）‖． （２）

　 　 由于 Ｄ反映的是Ｖ中各时刻特征向量在时间方

向上的变化趋势，即每一个向量是如何按照 Ｖ 原本

的时间顺序依次出现的，因此，ｆ（·；ｕ） 还需要满足

以下约束条件（３）：
∀ｔｉ，ｔｊ ∈｛１，．．．，Ｔ｝， ｔｉ ＜ ｔｊ⇔ｆ（ｖｔｉ； ｕ） ＜ ｆ（ｖｔｊ； ｕ）．

（３）
　 　 为在这一约束下，实现 ｕ 的学习，ＴＰ 采用一种

基于回归的逐元素优化策略，即将 ｖｔ 作为回归因

子，其时间索引 ｔ 作为标签，通过求解式（４）所示的

正则化 ＳＶＲ 问题来得到最优参数 ｕ∗ ∈ ℝ Ｐ：
Φ（Ｖ） ＝ ｕ∗ａ ａｒｇｍｉｎ

ｕ
Ｅ（Ｖ； ｕ），

Ｅ（Ｖ； ｕ）＝ １
２

‖ｕ‖２ ＋ λ
２∑

Ｔ

ｔ ＝１
ｔ － ｕＴ ｖｔ － ε[ ] ２ ≥０ ．

（４）
其中， Ｅ（·；ｕ） 为 ＳＶＲ 优化问题的目标函数；

［·］≥０ ＝ｍａｘ｛·，０｝ 为 ε － 不敏感损失函数；λ 为正则

项系数。 通过求解式（４） 所示的优化问题，则可得

到 Ｖ 的时序性特征表示。
而在有监督的 ＤＭ－ＴＰ 中，式（４）所示的优化问

题将以底层约束条件的形式出现在如式（５）所示的

双层优化问题中：
ｍｉｎＭ，θＬ ｕ∗， ｙ； θ( ) ＋ Ｒθ ＋ ＲＭ，

ｓ．ｔ． ｕ∗  ａｒｇ ｍｉｎ
ｕ

Ｅ Ｘ； Ｍ，ｕ( ) ． （５）

　 　 其中， Ｌ ｕ∗， ｙ； θ( ) 为顶层分类器的目标函

数； θ 为分类器参数，若采用 ｓｏｆｔｍａｘ，则为交叉熵损

失函数； ｙ 为片段级特征序列 Ｘ 对应样本的类别标

签； Ｒθ 与 ＲＭ 分别为关于分类器参数 θ 和区分性映

射 （ Ｄｉｓｃｒｉｍｉｎａｔｉｖｅ Ｍａｐｐｉｎｇ， ＤＭ） 权重矩阵 Ｍ ∈
ℝ Ｃ×Ｃ 的正则项。 值得注意的是，这里 ＤＭ 与 ＴＰ 中

的非线性特征映射算子不同，其是一个参数可学习的

特征映射ΨＤＭ（·；Ｍ）：ℝ Ｃ →ℝ Ｃ，其将取代 ＴＰ 中的预

处理阶段，以将顶层分类器中学到的类别信息反馈至

底层时序编码过程之中。 其具体形式如式（６）：
ｖｔ ＝ ψ（Ｍ ｘｔ）， ｔ ＝ １，．．．，Ｔ． （６）

　 　 其中， ψ 为某个激活函数，例如 ＲｅＬＵ。
具体实施过程中，采用基于梯度的优化方法对

ＤＭ－ＴＰ 双层优化问题求解。 由于底层 ＴＰ 问题本

身是一个没有闭式解的优化问题， 因此问题求解最

困难的部分在于损失函数 Ｌ（·，·； θ ） 关于 Ｍ 的梯

度计算。 若忽略正则项，Ｌ（·，·； θ ） 关于 Ｍ 中的每

一个元素Ｍｉｊ 的梯度计算表达式可推导为式（７） ［２２］：

∂Ｌ
∂Ｍｉｊ

＝ ∂Ｌ
∂ｕ∗

æ

è
ç

ö

ø
÷

Ｔ ∂ｕ∗

∂Ｍｉｊ
． （７）

　 　 其中，
∂ｕ∗

∂Ｍｉｊ

＝ － Ｈｕ
－１ ＨＭｉｊ

，

Ｈｕ ＝ ∂２Ｅ
∂ｕ∗∂ｕ∗

＝ Ｉ ＋ λ∑
ｌｔ≠０

ｖｔ ｖｔ
Ｔ，

ＨＭｉｊ
＝ ∂２Ｅ
∂Ｍｉｊ∂ｕ∗

＝ － λ∑
ｌｔ≠０

ｌｔ
∂ ｖｔ

∂Ｍｉｊ

＋ ｕ∗Ｔ ∂ ｖｔ

∂Ｍｉｊ
ｖｔ

æ

è
ç

ö

ø
÷ ．

ì

î

í

ï
ï
ï
ï

ï
ï
ï
ï

（８）
其中， ｌｔ 为 ｖｔ 在 ｕ∗ 下的 ε － 不敏感损失值。 从

式（８） 可知，要求出 Ｍ 的梯度则需计算 Ｈｅｓｓｉａｎ 矩

阵 Ｈｕ 的逆，其计算需要 Ｏ（Ｃ３） 的时间复杂度，当特

征维度 Ｃ 较大，此环节将会耗费大量计算资源。 若

将 ＤＭ－ＴＰ 作为 ＣＮＮ 网络中的某一个中间模块，则
区分性映射将被堆叠式的卷积操作所取代，则模型

将会更加复杂，梯度计算也会更加费时。 因此，基于

ＤＭ－ＴＰ 的端到端 ＣＮＮ 网络并不具备现实意义，需
要一种更加快速的近似方法来对 ＴＰ 进行简化，使
其能灵活地嵌入至 ＣＮＮ 网络中。
２　 基于快速近似时序池化的声学事件识别

由于 ＤＭ－ＴＰ 将 ＴＰ 中基于 ＳＶＲ 的时序编码作

为底层约束，因而导致其梯度计算过程过于复杂，不
利于以中间层的形式出现在一般的 ＣＮＮ 网络之中

端到端的训练。 为此，本文尝试将 ＴＰ 时序编码问题

的求解过程进行简化，以使其能通过一个具有闭式解

的函数来计算，进而可以像一般的池化操作一样能直

接将编码结果代入到网络顶层的分类器目标损失函

数中，并利用反向传播算法进行快速梯度计算。
２．１　 快速近似时序池化

根据式（３）所示 ＴＰ 的约束条件可知，拟合函数

ｆ（·；ｕ） 可以看作是一种序列的排序打分函数，其参

数就可看作是序列排序规则的表示。 在之前的工作
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采用基于逐元素优化的策略来对参数求解，而实际

上，其也可采用如式（９）所示的两两成对的优化策

略：

　

Φ（Ｖ） ＝ ｕ∗  ａｒｇｍｉｎ
ｕ

Ｅ（Ｖ； ｕ），

Ｅ（Ｖ； ｕ） ＝ １
２

‖ｕ‖２ ＋ λ∑
ｒ ＞ ｔ

ｍａｘ ０， １ －{

　 　 　 　 　 ｆ（ｖｒ； ｕ） ＋ｆ（ｖｔ； ｕ）} ．

ì

î

í

ï
ïï

ï
ïï

（９）

其中， 目标函数 Ｅ（·；ｕ） 中的第一项可以看成

是 ＳＶＭ 中的二次正则项，第二项则是 ｈｉｎｇｅ－ｌｏｓｓ 损

失函数，记录了那些不能被 ｆ（·；ｕ） 正确排序的 ｒ和 ｔ
时刻的特征向量对的数量，从而保证目标函数可以

对 ∀ｒ，ｔ ∈ ｛１，．．．，Ｔ｝， ｒ ＞ ｔ， 满足约束条件 ｆ（ｖｒ；
ｕ） ＞ ｆ（ｖｔ； ｕ） ＋ １。

推导快速近似时序池化 ＦＡＴＰ 的关键，在于如

何对式（９）中目标函数关于 ｕ 的梯度近似计算。 首

先从 ｕ ＝ ０
⇀
开始，式（９）所示优化问题第一次迭代后

的近似解应为式（１０）：

　 ∀η ＞ ０， ｕ∗ ＝ ０
⇀
－ η ÑＥ（Ｖ； ｕ） ｜ ｕ ＝ ０

⇀ ∝－
　 　 ÑＥ（Ｖ； ｕ） ｜ ｕ ＝ ０

⇀ ． （１０）
其中， η 为大于零的学习率，且 ÑＥ（Ｖ； ｕ） ｜ ｕ ＝ ０

⇀

可近似为式（１１）：
　 ÑＥ（Ｖ； ｕ） ｜ ｕ ＝ ０

⇀∝∑
ｒ ＞ ｔ

Ñｍａｘ｛０， １ － ｆ（ｖｒ； ｕ） ＋ ｆ（ｖｔ；

ｕ）｝ ｜ ｕ ＝ ０
⇀ ＝ ∑

ｒ ＞ ｔ
ÑｕＴ（ｖｔ － ｖｒ） ｜ ｕ ＝ ０

⇀ ＝ ∑
ｒ ＞ ｔ

（ｖｔ － ｖｒ）． （１１）

则， ｕ∗ 可有如式（１２）近似的表达形式：

　 ｕ∗ ∝∑
ｒ ＞ ｔ

（ｖｔ － ｖｒ） ＝ （ｖ２ － ｖ１） ＋ （ｖ３ － ｖ２） ＋ （ｖ３

－ ｖ１） ＋．．． ＋ （ｖＴ － ｖＴ－１） ＋．．． ＋ （ｖＴ － ｖ１） ＝∑
Ｔ

ｔ ＝ １
σ ｔ ｖｔ ．

（１２）
其中， σ ｔ 可看成是 ｖｔ 的加权系数，推出其计算

表达式（１３）：
σｔ ＝ （ ｔ － １） － （Ｔ － ｔ） ＝ ２ｔ － Ｔ － １． （１３）

　 　 若考虑 ＴＰ 中的特征预处理，则式（１２）可进一

步写成式（１４）：

ｕ∗ ∝ ∑
Ｔ

ｔ ＝ １
σｔ ｖｔ ＝ ∑

Ｔ

ｔ ＝ １
ζｔΨ（ｘｔ） ． （１４）

　 　 根据式（１）和（１２），可以推出加权系数 ζ ｔ 的计

算表达式（１５）：
ζｔ ＝ ２（Ｔ － ｔ ＋ １） － （Ｔ ＋ １）（ＳＴ － Ｓｔ －１） ．（１５）

　 　 其中， Ｓｔ ＝∑ ｔ

ｉ ＝ １
１ ／ ｔ 为调和序列的前 ｔ 项之和，

且 Ｓ０ ＝ ０。
由于 ＦＡＴＰ 在 ＣＮＮ 网络中是用来学习各卷积

模块得到的局部特征表示之间的时序关系，而卷积

模块本身就可看作是非线性的特征映射，因此

ＦＡＴＰ 无需再对输入特征进行特征映射，则式（１４）
中的 Ψ（·） 可直接采用等价映射，最终可得 ＦＡＴＰ
的计算公式（１６）：

Φ^（Ｘ） ＝ ∑ Ｔ

ｔ ＝ １
ζｔ ｘｔ ． （１６）

２．２　 基于 ＦＡＴＰ 的 ＦａｓＴｅｍＰ－Ｎｅｔ
为在实验过程中，公平地对比 ＦａｓＴｅｍＰ－Ｎｅｔ 和

之前所提出 ＤＭ － ＴＰ 之间的性能， 公平地对比

ＦａｓＴｅｍＰ－Ｎｅｔ 和之前所提出 ＤＭ－ＴＰ 之间的性能，采
用 Ｅｖｅｎｔ－Ｎｅｔ［２２］ 作为所提出网络的骨干网络。 图 １
给出了两种情况下 ＦａｓＴｅｍＰ－Ｎｅｔ 的网络结构，网络的

输入为某一音频样本按时间顺序排列的对数 Ｍｅｌ 域
频谱片段序列。 其中，第一种为直接使用单个全局

ＦＡＴＰ 层的 ＦａｓＴｅｍＰ－Ｎｅｔ，在此种情况下，ＦＡＴＰ 将会

对全连接层（Ｆｕｌｌｙ－Ｃｏｎｎｅｃｔｅｄ， ＦＣ）输出特征序列进

行单一时间尺度上的时序信息学习；第二种情况是借

鉴金字塔时序池化 （ Ｐｙｒａｍｉｄａｌ Ｔｅｍｐｏｒａｌ Ｐｏｏｌｉｎｇ，
ＰＴＰ） ［２２］的多尺度学习思想，即通过将单个 ＦＡＴＰ 层

推广为多个堆叠式的局部 ＦＡＴＰ 操作，来实现在多种

时间尺度上对特征序列中的时序信息进行学习。
　 　 ＦａｓＴｅｍＰ －Ｎｅｔ 的具体实现可分为以下两个步

骤：（１）将预训练好的针对片段级特征提取的骨干

网络 Ｅｖｅｎｔ－Ｎｅｔ 中各个卷积层（Ｃｏｎｖ）和 ＦＣ 层的参

数设置为共享，然后将 ＦＡＴＰ 插入相邻的 ＦＣ 层之间

（如 ＦＣ５ 和 ＦＣ６），以得到针对样本级声学事件识别

的 ＦａｓＴｅｍＰ－Ｎｅｔ；（２）对得到的 ＦａｓＴｅｍＰ －Ｎｅｔ 微调

训练，训练算法采用基于动量加速的随机梯度下降

算法（Ｓｔｏｃｈａｓｔｉｃ Ｇｒａｄｉｅｎｔ Ｄｅｃｅｎｔ， ＳＧＤ） ［２４］。
３　 实　 验

实验采用包含 ２８ 种声音事件的 ＡＥＲ 数据

集［１６］，其总共包括 ５ ２２３ 个音频样本，时长共计

７６８．４ ｍｉｎ。每个类别的样本数从 ５９—３７８ 不等，单个

样本时长为 ３－１２ ｓ，训练集与测试集分别占整个数

据集的 ７５％和 ２５％。 所有样本均统一转换为采样

率 １６ ｋＨｚ、精度 １６ ｂｉｔｓ 及单声道的 ｗａｖ 格式。 然后

提取样本的 Ｌｏｇ－Ｍｅｌ 频谱作为前端特征，其中特征

维度为 １２９，帧长和帧移分别为 ４０ ｍｓ 和 １０ ｍｓ。
ＦａｓＴｅｍＰ－Ｎｅｔ 的训练参数的具体设置如下：初始学

习率为 ０．００１，最大迭代次数为 ２０，动量因子为 ０．９，
权重衰减系数为 ０．００１，ｍｉｎｉ－ｂａｔｃｈ 的大小为 ３２。 微

调训练过程中网络的学习率会随着迭代次数的增加

而以对数级别下降，学习率的最小值设为 ０．０００ ０１。
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按时间顺序排列的频谱片段

图 １　 ＦａｓＴｅｍＰ－Ｎｅｔ 网络结构示意图

Ｆｉｇ． １　 Ａｒｃｈｉｔｅｃｔｕｒｅｓ ｏｆ ＦａｓＴｅｍＰ－Ｎｅｔｓ

　 　 为验证 ＦＡＴＰ 的有效性，首先对比分别使用

ＦＡＴＰ 与其它池化方法的 Ｅｖｅｎｔ－Ｎｅｔ 的识别性能，即
在不进行端到端训练的情况下，观察 ＦＡＴＰ 对网络

性能的提升。 对比结果见表 １。 其中，Ｖｏｔｉｎｇ 的识

别结果是通过对 Ｅｖｅｎｔ－Ｎｅｔ 输出的片段级识别结果

投票而得到的；Ａｖｇ ／ Ｍａｘ－Ｐｏｏｌｉｎｇ 分别表示平均和最

大池化；ＳＶＭ 分类器采用卡方核函数。 从表 １ 可以

看出，ＦＡＴＰ 和 ＴＰ 由于考虑了时序信息均可比其他

池化方法获得更好的识别性能，考虑了多尺度时序

信息的 ＰＴＰ 与 ＭＳ－ＦＡＴＰ 还能进一步提升系统的性

能；此外还发现简化后的 ＦＡＴＰ 可以获得与 ＴＰ 相近

的识别性能，在实验过程中通过统计二者的处理速

度发现，ＦＡＴＰ 的运算速度比 ＴＰ 快了将近 ５０ 倍。
表 １　 ＦＡＴＰ 与其他池化方法的性能对比

Ｔａｂ． １ 　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ＦＡＴＰ ａｎｄ ｏｔｈｅｒ ｐｏｏｌｉｎｇ
ｍｅｔｈｏｄｓ

方法 识别正确率 ／ ％

Ｅｖｅｎｔ－Ｎｅｔ ＋ Ｖｏｔｉｎｇ ８２．１
Ｅｖｅｎｔ－Ｎｅｔ ＋ Ａｖｇ－Ｐｏｏｌｉｎｇ ＋ ＳＶＭ ８１．３
Ｅｖｅｎｔ－Ｎｅｔ ＋ Ｍａｘ－Ｐｏｏｌｉｎｇ ＋ ＳＶＭ ８１．０

Ｅｖｅｎｔ－Ｎｅｔ ＋ ＴＰ ＋ ＳＶＭ ８４．５
Ｅｖｅｎｔ－Ｎｅｔ ＋ ＰＴＰ ＋ ＳＶＭ ８７．５
Ｅｖｅｎｔ－Ｎｅｔ ＋ ＦＡＴＰ ＋ ＳＶＭ ８４．１

Ｅｖｅｎｔ－Ｎｅｔ ＋ ＭＳ－ＦＡＴＰ ＋ ＳＶＭ ８６．９

　 　 最后，对基于 ＦＡＴＰ 的 ＦａｓＴｅｍＰ－Ｎｅｔ 实验验证，
以观察在端到端训练的情况下，ＦＡＴＰ 对网络性能

的提升。 单尺度 ＦａｓＴｅｍＰ － Ｎｅｔ 和多尺度 ＭＳ －
ＦａｓＴｅｍＰ－Ｎｅｔ 的识别性能表现见表 ２，对比了其与

目前其它主流方法的识别性能。 从结果可看出：
（１）与 ＡＥＮｅｔ［２２］和 ＣＮＮ－Ｃ［２３］等基于经典 ＶＧＧ

网络架构的 ＣＮＮ 相比，考虑了局部特征间时序关系

的 ＦａｓＴｅｍＰ－Ｎｅｔ 明显更具性能优势；

（２）与无监督的时序性特征学习方法 ＴＰ ［２１］ 相

比，由于所提出的 ＦａｓＴｅｍＰ－Ｎｅｔ 可在时序池化阶段

利用分类器学到的类别信息，因此也能取得更好的

识别性能；
（３）与同样基于多尺度时序信息学习的 ＰＴＰ 和

ＤＭ－ＰＴＰ ［２２］ 相比，由于 ＦＡＴＰ 的引入，使得 ＭＳ －
ＦａｓＴｅｍＰ 能以更简洁的形式进行高效的端到端，并
且不会因为使用了更为简化的时序池化操作，而带

来明显的性能下降。
表 ２　 ＦａｓＴｅｍＰ－Ｎｅｔ 与其他主流方法的性能对比

Ｔａｂ． ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ＦａｓＴｅｍＰ－Ｎｅｔ ａｎｄ ｓｔａｔｅ－ｏｆ－

ｔｈｅ－ａｒｔ ｍｅｔｈｏｄｓ

方法 识别正确率 ／ ％

ＡＥＮｅｔ［２２］ ８０．３
ＣＮＮ－Ｃ［２３］ ８６．０

ＣｏｎｖＬＳＴＭ ＋ ｓｏｆｔｍａｘ［２５］ ７８．９
ＢｏＡＷ＿ＳＣ ＋ ＴＰ ＋ ＳＶＭ［２９］ ８４．４
Ｅｖｅｎｔ－Ｎｅｔ ＋ ＰＴＰ ＋ ＳＶＭ［３０］ ８８．９
Ｅｖｅｎｔ－Ｎｅｔ ＋ ＤＭ－ＰＴＰ［３０］ ８９．９

ＦａｓＴｅｍＰ－Ｎｅｔ ８６．９
ＭＳ－ＦａｓＴｅｍＰ－Ｎｅｔ ８９．０

４　 结束语

时序性特征学习方法 ＴＰ 可以有效的获取音频

样本中的时序信息，由于其涉及 ＳＶＲ 问题求解，导
致无法灵活的嵌入到当前流行的深度神经网络之

中。 针对这一问题，本文给出了 ＴＰ 的快速近似计

算方法 ＦＡＴＰ。 进一步提出了基于 ＦＡＴＰ 的端到端

声学事件识别网络 ＦａｓＴｅｍＰ－Ｎｅｔ。 实验结果显示，
所提出的网络可以在不过多损失时序信息学习能力

的同时，取得比目前大多数方法更好或者近似的识

别性能。
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