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基于 ＥｘｔｒａＴｒｅｅ 的软件缺陷预测方法研究

王馨煜， 崔艺凝， 段盈盈

（北京信息科技大学 计算机学院， 北京 １００１０１）

摘　 要： 软件缺陷预测技术可以识别出软件存在缺陷的模块，提高软件的质量和安全性能，降低开发成本。 针对不同模型预

测结果差异性较大的问题，本文对结构复杂和缺乏历史数据的静态软件缺陷模块采用了基于极度随机树的软件缺陷预测方

法进行研究，使用合成少数类过采样技术对原始数据集进行基本处理；用 ５ 种单分类器模型对软件缺陷数据集分别进行预测；
最后，基于极度随机树集成各弱分类器，利用集成分类器对软件缺陷模块进行预测。 在 ＮＡＳＡ ＭＤＰ 基础数据集上进行验证

实验表明，将极度随机树方法应用于软件缺陷预测，具有良好的缺陷预测性能。
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０　 引　 言

随着时代的发展和科技进步，计算机在人们的

生活中越来越多地被使用。 软件是计算机领域中非

常重要的一部分，软件存在的缺陷也不可小觑。 软

件缺陷预测技术旨在预测出模型中的缺陷数和缺陷

倾向性，从而根据预测结果对资源进行合理的分配，
是缺陷检测技术的重要辅助手段。 早期，研究人员

通过经验来估计模型中可能存在的缺陷；后来出现

了软件体积度量元和缺陷的关系式，用关系式来计

算系统在测试之前存在的缺陷数；有研究者将代码

对应具体文档位置，从而给出了缺陷率的公式；也有

研究者假设模块规模符合指数分布，给出了缺陷密

度的估算公式。
融合多分类器模型对软件缺陷预测技术有重大

的研究意义，通过融合多分类器模型，不仅可以发现

不同模型之间潜在的联系，还可以度量软件的可靠

性。 另外，融合多个效果较弱的分类器为一个性

能较好的多分类器，还可以提高弱分类器的预测性

能。
本文首先通过选择不同的分类器模型对提取的

软件模块进行预测并输出结果；其次，对单个分类器

模型与融合后的分类器模型的预测结果进行比对；
采用基于集成学习的静态软件缺陷预测方法对软件

模块缺陷进行预测。

１　 相关研究

１．１　 背景

软件缺陷预测技术旨在预测出软件模块的缺

陷，明确存在缺陷模块的缺陷数和缺陷倾向性。 软

件模块存在缺陷可能会造成财产损失和安全隐患。
如：１９９６ 年 ６ 月因导航系统的计算机软件故障导致

欧洲“阿丽亚娜”号航天飞机坠毁；１９９９ 年美国火星

探测飞船坠毁事件，不包括损失时间，其工程成本耗



费 ３．２７ 亿美元。 软件缺陷预测技术是避免软件运

行故障，减少不必要损失的重要手段，该技术自开始

研究后就受到了众多的关注。
早期的软件缺陷通过员工的经验来估计，后来

Ａｋｉｙａｍａ 明确给出了最早的软件缺陷与代码行的关

系量化式［１］，但只是在程序开始前初步对可能存在

的软件缺陷进行估算，并不完美。 随着测试软件的

规模与其复杂度的逐步提高，开发者更加重视的是

软件缺陷预测技术的精准度及模块测试的正确率是

否能够保证在一个稳定的范围里，是否可以更加高

效地完成测试。 成熟的软件缺陷预测技术可以在软

件发布之前预测出真正有缺陷的程序模块，从而提

高软件的质量，减少资源消耗。
１．２　 国内外研究现状

目前，国内外研究人员从不同的角度研究了静

态缺陷预测和数据驱动缺陷预测等方法。 在异常值

检测和处理、高维度数据、类不平衡问题和数据差异

等方面进行了研究，主要使用机器学习和统计方法

来预测缺陷模块［２］。 如：Ｆｒｅｕｎｄ 和 Ｓｃｈａｐｉｒｅ［３］ 研究

的 Ａｄａｂｏｏｓｔ 迭代算法，可以增强预测模型的精度；
Ｗｏｌｐｅｒｔ［４］提出的 Ｓｔａｃｋｉｎｇ 算法，可以集成若干基分

类器的分类性能，从而提高分类效果等。
越来越多的预测模型的出现使研究者的注意力

更多地集中在模型预测精度上，实验数据集的差异

性和单一分类器预测性能的局限性是影响软件缺陷

预测精度的两大原因。 针对数据集的差异性，Ｓｕｎ
等［５］提出了通过特征选择提高预测精度的方法；Ｘｕ
等［６］提出了 Ｌｏｇｉｓｔｉｃ 方法通过寻找最佳拟合参数来

提高预测效率；针对单一分类器预测性能局限性的

问题，Ｚｈｕ［７］ 等人提出了无监督的特征选择方法。
除此之外，集成学习方法也是解决单一分类器的预

测性能不够泛化问题的重要途径，通过将多个弱分

类器集成为一个强分类器，进而提高软件缺陷预测

的性能。
１．３　 本文研究内容

本文针对不同预测模型对软件缺陷预测结果差

异性较大的问题，对结构复杂、类别不平衡、缺乏历

史数据的静态软件缺陷模块采用基于集成学习的软

件静态缺陷预测方法，利用已有的缺陷数据集，选择

Ｅｘｔｒａ－Ｔｒｅｅｓ （极度随机树）来将多个弱分类器集成，
并通过实验对多个分类模型进行了验证，并对融合

前后各个模型的预测结果进行了比对。
在实验中使用 ＳＭＯＴＥ 方法（Ｓｙｎｔｈｅｔｉｃ Ｍｉｎｏｒｉｔｙ

Ｏｖｅｒｓａｍｐｌｉｎｇ Ｔｅｃｈｎｉｑｕｅ）对数据集进行预处理，选择

５ 种基分类器并结合 Ｅｘｔｒａ－Ｔｒｅｅｓ 集成方法进行验

证。 为了能够有效评价分类结果，本文选择了准确

率、召回率、 Ｆ 值 ３ 个业界认可的评价指标对预测结

果进行评价。

２　 相关理论与技术基础

２．１　 ＳＭＯＴＥ 采样

为解决样本少，特征缺失的问题，Ｃｈａｗｌａ 等人

提出了 ＳＭＯＴＥ 过采样方法，可以减少模型的过拟

合。 在训练模型时，样本数量少的类所能提供的信

息也比较少，ＳＭＯＴＥ 方法通过对少数类样本的分

析，将少数类样本合成新的样本并加入数据集中，重
复分析、合成过程直到达到数据样本平衡［８］。

生成新样本的方法如式（１）所示。
ｐｊ ＝ ｘ ＋ ｒａｎｄ（０，１） × （ｙ － ｘ）， ｊ ＝ １，２，３，…，Ｎ （１）
　 　 其中， Ｐ ｊ表示新样本；ｘ 是少数类样本点，对于

每一个少数类样本 ｘ，从其 ｋ近邻中随机选择若干个

样本，假设选择的近邻为 ｙ；Ｎ 表示生成样本数量。
２．２　 基于 ＥｘｔｒａＴｒｅｅ 的缺陷预测方法

集成学习是解决类不平衡问题的方法之一，从
数据中显式或隐式地学习多个模型，将这些模型有

效结合，得到可靠、准确的预测。 单一分类器模型的

测试能力逐渐趋于饱和，并且对缺陷模块预测的范

围并不具有广泛性，通过结合多个单一学习器，并聚

合其预测结果的学习任务，聚集多个分类方法来提

高分类的精度，可以获得比单一学习器更显著的泛

化性能，也可以称作多分类系统。
目前，集成学习的主要问题就是如何将多个弱

分类器合成一个强分类器，有效提高预测的精度。
在实验中采用了 ＥｘｔｒａＴｒｅｅ（极度随机树）来集成多

分类器模型，但使用这种方法前需要检查样本的数

据是否适用 ＥｘｔｒａＴｒｅｅ 缺陷预测方法。 ＥｘｔｒａＴｒｅｅ 具

有很少的关键超参数和用于配置这些超参数的合理

启发式方法，能够处理很高维度的数据。 相比于从

训练数据集的引导样本开发每个决策树的随机森

林，ＥｘｔｒａＴｒｅｅ 更适合整个训练数据集上的每个决策

树，每个决策树都采用原始训练集，不会随机采样，
训练速度更快。
２．３　 分类器模型评价指标

软件缺陷预测模型可用于对软件模块的缺陷情

况作分类处理，评价指标用于区分预测模型的优劣。
在本次实验中选取了软件缺陷预测常用的评价指

标： 准确率（Ａｃｃｕｒａｃｙ），精确率（Ｐｒｅｃｉｓｉｏｎ），召回率

（Ｒｅｃａｌｌ） 以及 Ｆ１。
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准确率 （Ｐｒｅｃｉｓｉｏｎ） 又叫查准率， 是被正确预测

出的有缺陷的样本数量与被预测为无缺陷的样本数

量之比，如式（２）：

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（２）

　 　 召回率 （Ｒｅｃａｌｌ ＝ ＴＰＲ），又叫查全率，也就是被

正确预测出的有缺陷的样本数量与实际有缺陷的样

本数量之比，如式（３）：

Ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（３）

　 　 Ｆ１ 可以看作是模型精确率和召回率的一种调

和平均，如式（４）：

Ｆ１ ＝ ２∗Ｒｅｃａｌｌ∗Ｐｒｅｃｉｓｉｏｎ
Ｒｅｃａｌｌ ＋ Ｐｒｅｃｉｓｉｏｎ

（４）

　 　 其中， ＴＰ 表示被正确预测出的有缺陷的样本

数量；ＦＰ 表示被预测为有缺陷的无缺陷样本数量；
ＦＮ 表示被预测为无缺陷的有缺陷样本数量；ＴＮ 表

示被正确预测出的无缺陷样本数量。

３　 实验与结果分析

３．１　 数据集

本实验采用数据集为 ＮＡＳＡ 公布的 ＭＤＰ 软件

缺陷数据集，来自于十三个实际软件项目，数据集的

基本信息包括样本集名称、模块总数、缺陷模块数、
属性个数以及缺陷所占比例，不同数据集缺陷所占

比例不同。 从 ＮＡＳＡ ＭＤＰ 数据集中选取缺陷所占

比例不同的数据子集 ＫＣ１、ＫＣ３、ＭＣ２、ＭＷ１、ＰＣ１、
ＰＣ３、ＰＣ４ 作为本文的实验数据集，见表 １。

表 １　 ＮＡＳＡ ＭＤＰ 数据子集

Ｔａｂ． １　 ＮＡＳＡ ＭＤＰ Ｓｕｂｓｅｔ ｏｆ ｔｈｅ ｄａｔａ

数据集
开发
语言

模块
总数

缺陷模
块数

属性
个数

缺陷模块
所占比例 ／ ％

ＫＣ１ Ｃ＋＋ ２ ０１７ ３２５ ２２ １６．１１
ＫＣ３ Ｊａｖａ ４５８ ４３ ４０ ９．３９
ＭＣ２ Ｃ １６１ ５２ ３８ ３２．３
ＭＷ１ Ｃ ４０３ ３１ ３８ ７．７
ＰＣ１ Ｃ １ ０３１ ７６ ３７ ７．３７
ＰＣ３ Ｃ １ ５６３ １６０ ３８ １０．２４
ＰＣ４ Ｃ １ ４５８ １７８ ３８ １２．２１

３．２　 实验方法

选择的是决策树分类器、随机森林分类器、梯度

提升分类器、基于直方图的梯度提升分类器、自适应

增强分类器 ５ 种基础模型，通过极度随机树的集成

学习方法融合 ５ 个基础模型。
为了保证所对模型的数据对比的有效性，每个实

验的过程是相同的，５ 种基础模型以及极度随机树集

成学习方法在 ＮＡＳＡ 的数据子集上进行一次十字交

叉验证， 使 Ｒｅｃａｌｌ、Ｐｒｅｃｉｓｉｏｎ、Ｆ１ ３ 个对比指标数据进

行同一数据集不同模型的数值对比。
３．３　 实验结果分析

５ 个基础模型以及极度随机树集成学习方法在

７ 个数据集中进行实验，得到的指标数据见表 ２。 从

表 ２ 可以看出，极度随机树集成学习方法在 ＫＣ３、
ＭＣ２、ＭＷ１、ＰＣ３ 这 ４ 个数据集上达到了比其他 ５ 种

基础模型更好的 Ｆ１ 值， 说明极度随机树对于特定

数据集可以将弱分类器集成融合成一个较强分类

器。 随机森林分类器、基于直方图的梯度提升分类

器、自适应增强分类器分别在 ＫＣ１、ＰＣ４、ＰＣ１ 这 ３
个数据集上 Ｆ１ 值达到最佳，该现象与 ＫＣ１、ＰＣ４、
ＰＣ１ ３ 个数据集的类不平衡有一定关系。

表 ２　 ＮＡＳＡ ＭＤＰ 数据集实验结果

Ｔａｂ． ２　 ＮＡＳＡ ＭＤＰ Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｄａｔａ ｓｅｔｓ

数据集 评价指标
方法

决策树 随机森林 梯度提升 基于直方图的梯度提升 自适应增强 极度随机树

ＫＣ１ Ｒｅｃａｌｌ ０．４５５ ０．４８ ０．４７８ ０．４４３ ０．５５１ ０．４８９
Ｐｒｅｃｉｓｉｏｎ ０．４３９ ０．４９９ ０．４７４ ０．５４２ ０．３６３ ０．４７９

Ｆ１ ０．４３７ ０．４８１ ０．４７１ ０．４７６ ０．４３３ ０．４５１
ＫＣ３ Ｒｅｃａｌｌ ０．３３６ ０．３７８ ０．３６６ ０．３７２ ０．４１２ ０．３５３

Ｐｒｅｃｉｓｉｏｎ ０．３０１ ０．３６１ ０．２７ ０．３７９ ０．２７５ ０．４８
Ｆ１ ０．２９４ ０．３２７ ０．２７５ ０．３３６ ０．２９１ ０．３５２

ＭＣ２ Ｒｅｃａｌｌ ０．３５８ ０．３７５ ０．３６６ ０．３７２ ０．４１２ ０．４５
Ｐｒｅｃｉｓｉｏｎ ０．２８９ ０．３８７ ０．２６３ ０．３７９ ０．２７５ ０．５６５

Ｆ１ ０．３０３ ０．３２８ ０．２７２ ０．３３６ ０．２９１ ０．４７８
ＭＷ１ Ｒｅｃａｌｌ ０．３ ０．３８６ ０．３６６ ０．３７２ ０．４１２ ０．４８３

Ｐｒｅｃｉｓｉｏｎ ０．２４７ ０．３８８ ０．２７ ０．３７９ ０．２７５ ０．４４５
Ｆ１ ０．２５４ ０．３３６ ０．２７５ ０．３３６ ０．２９１ ０．４１９

ＰＣ１ Ｒｅｃａｌｌ ０．４５５ ０．４１ ０．４７７ ０．３６ ０．５７７ ０．３９
Ｐｒｅｃｉｓｉｏｎ ０．３８９ ０．５４ ０．５ ０．３２ ０．４４５ ０．４４

Ｆ１ ０．３８９ ０．３９３ ０．４０８ ０．３１６ ０．４８３ ０．３９３
ＰＣ３ Ｒｅｃａｌｌ ０．３６５ ０．４３ ０．３６６ ０．３７２ ０．４１２ ０．４２９

Ｐｒｅｃｉｓｉｏｎ ０．２８８ ０．４１４ ０．２７ ０．３７９ ０．２７５ ０．４３４
Ｆ１ ０．３０６ ０．３７４ ０．２７５ ０．３３６ ０．２９１ ０．４２３

ＰＣ４ Ｒｅｃａｌｌ ０．６１８ ０．６５５ ０．７２７ ０．６９１ ０．７５１ ０．６０８
Ｐｒｅｃｉｓｉｏｎ ０．５２２ ０．６０２ ０．５９ ０．６３３ ０．５４６ ０．６６３

Ｆ１ ０．５５２ ０．６１９ ０．６３８ ０．６５１ ０．６２２ ０．６２９
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