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基于 Ｋｕｂｅｒｎｅｔｅｓ 的资源调度策略研究与改进
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摘　 要： 针对 Ｋｕｂｅｒｎｅｔｅｓ 默认调度策略在多 Ｐｏｄ 调度时无法考虑多任务调度过程的全局特征，导致无法保证集群整体负载均

衡的问题，本文设计了一种优化的静态资源调度策略 Ｋｕ－ＰＳＯ，通过改进粒子群算法（ＰＳＯ），提升集群负载均衡效率。 首先，
通过建立多 Ｐｏｄ 调度模型，以集群负载均衡度作为适应函数，并设置约束条件保证集群正常运行；其次，通过改进粒子群算法

的惯性因子、个体学习因子和社会学习因子实现权值优化，使得粒子群在前期寻优过程中具有优秀的全局搜索能力，后期寻

优过程中能够迅速收敛，应用于集群资源调度能够快速找出资源的最优分配方案。 实验表明，使用 Ｋｕ－ＰＳＯ 算法进行 Ｋｕｂｅｒ⁃
ｎｅｔｅｓ 资源调度较默认调度策略集群均衡度显著提升，较 ＰＳＯ 算法可以有效减少部署时间，实现更优的均衡调度。
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０　 引　 言

底层虚拟化技术的快速成熟，各大云计算厂商

也开始积极建立自己的云部署平台， 与此同时以

Ｋｕｂｅｒｎｅｔｅｓ（以下简称 Ｋ８ｓ）为代表的容器编排技术

成为云原生的标准。 Ｋ８ｓ 集群中主要包括 ａｐｉ －
ｓｅｒｖｅｒ、ｋｕｂｅ－ｓｃｈｅｄｕｌｅｒ、ｃｏｎｔｒｏｌｌｅｒ－ｍａｎａｇｅｒ ３ 大组件。
其中，ｋｕｂｅ－ｓｃｈｅｄｕｌｅｒ 负责执行调度指令，将需要运

行的 Ｐｏｄ（基于 Ｄｏｃｋｅｒ 实现的 Ｋ８ｓ 的基本调度单

位，提供一组服务的集合）调度到符合要求的 Ｎｏｄｅ
（负责负载 Ｐｏｄ 的基本单位）节点上去运行；ｋｕｂｅ－
ｓｃｈｅｄｕｌｅｒ 的默认资源调度策略相对简单，但考虑不

够全面，默认调度采用先到先服务的原则，选择负载

服务的节点时采用贪心思想，保证当前最优，在多

Ｐｏｄ 调度的任务场景中无法保证全局最优［１－３］。 由

于容器云平台的资源调度存在很大的优化空间，由
此引起了广大学者的研究改进。

张玉芳等［４］在考虑节点本身性能的情况下，为



不同资源给出不同计算权重，率先提出利用负载权

值计算的方法；李华东等［５］ 提出基于合作博弈论的

多资源负载均衡 （ Ｍｕｌｔｉ － ｒｅｓｏｕｒｃｅ ｌｏａｄ Ｂａｌａｎｃｉｎｇ
ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ Ｃｏｏｐｅｒａｔｉｖｅ Ｇａｍｅ Ｔｈｅｏｒｙ，
ＭＢＣＧＴ）算法，解决面对不同资源请求时的算法下

界和集群资源碎片化现象；聂清彬等［６］ 提出基于改

进蚁群算法的自适应云资源调度模型。 目前，关于

智能优化算法在资源调度方面的研究成为主流。
Ｋａｅｗｋａｓｉ 等［７］将蚁群算法应用于 ＳｗａｒｍＫｉｔ 集群进

行容器调度， 较贪心算法的性能有大幅提升；
Ｍａｔｈｉｙａｌａｇａｎ 等［８］借助网格计算编程的粒子群优化

算法发展系统能力；王悦悦等［９］ 使用自适应神经网

络构建云资源预测模型，解决资源供求不均衡导致

的资源利用率差等问题。 随着大量研究的进行，智
能优化算法被广泛应用于优化资源调度，并取得不

错的成果。 在智能优化算法中，粒子群算法因其简

单易行、收敛速度快被广泛关注，其借助多个粒子在

解空间中的迭代寻优寻找最优解［１０］。 本文针对智

能优化算法中的粒子群算法作出改进，通过动态改

变惯性因子、个体学习因子以及社会学习因子的计

算权重，改善其前期的全局寻优能力和后期的局部

寻优能力，加快其后期收敛速度，将之运用在 Ｋ８ｓ
的资源调度方面，建立多 Ｐｏｄ 调度模型，并将改进的

粒子群算法和传统粒子群算法以及 Ｋ８ｓ 默认的调

度策略进行比较，证明改进后的粒子群算法对集群

的负载均衡度有所改善。

１　 Ｋ８ｓ 默认调度策略分析与粒子群算法

１．１　 Ｋ８ｓ 默认资源调度策略分析

Ｋ８ｓ 的默认资源调度过程分为预选和优选两个

环节。 在预选过程中，根据用户提交的 ｙａｍｌ 配置文

件遍历所有 Ｎｏｄｅ，过滤掉不符合要求的 Ｎｏｄｅ，该过

程保证了通过预选的节点都是足以运行当前 Ｐｏｄ 的

节点。 优选过程是为通过筛选的节点打分，整个选

择过程通过预选阶段选择出可支持运行当前 Ｐｏｄ 的

Ｎｏｄｅ 集合，作为下一阶段的输入，得到节点集合输

入的优选过程以为各个节点打分为目标，得到分数

最高的节点作为 Ｐｏｄ 落户的目标节点。 打分范围是

［０，１０］之间的整数，通过分数表明该节点的优先

级，１０ 代表最优，０ 代表最差。 当最高分节点不唯

一，系统会从最高分节点中随机选择一个作为目标

节点，存在一定随机性。
Ｋ８ｓ 的默认调度策略保持着启发式调度策略中

的先到先服务准则（ＦＣＦＳ），会将调度 Ｐｏｄ 按照先后

顺序依次执行上述预选和优选的过程，在为 Ｐｏｄ 选

择负载节点时则使用贪心思想，永远将当前 Ｐｏｄ 调

度到得分最高的节点上去，追求局部忽略了整个多

任务调度过程的全局性；其次，Ｋ８ｓ 的调度策略只将

ＣＰＵ 和内存作为资源调度的主要考量，忽略了网络

带宽和磁盘 ＩＯ 的影响，Ｋｕｂｅｒｎｅｔｅｓ 集群的综合性能

离不开这两者的的支持，因此网络带宽和磁盘 ＩＯ 需

要加入运算，完成对节点更完整的画像；最后，在待

调度队列中 Ｐｏｄ 被逐个调度时，同一副本下的调度

任务可能创建多个副本，相同副本拥有相同的资源

需求量，在进行相同副本的首次调度时，对符合要求

的 Ｎｏｄｅ 节点已经进行过打分，在调度下一个相同副

本下的 Ｐｏｄ 时，大部分的节点打分仍然具有意义，但
在 Ｋ８ｓ 的调度策略中无法复用。 基于上述问题，本
文将对粒子群算法进行优化，并应用于 Ｋ８ｓ 的资源

调度，解决上述问题。
１．２　 粒子群算法

粒子群算法 （ ＰＳＯ） 是一种智能优化算法，由
Ｋｅｎｎｅｄｙ 和 Ｅｂｅｒｈａｒｔ 于 １９９５ 年提出，作为一种基于

群体智能（ Ｓｗａｒｍ Ｉｎｔｅｌｌｉｇｅｎｃｅ）的优化方法，具有简

单易行，收敛速度快和设置参数少的特点［１１］。 ＰＳＯ
通过在解空间中部署大量粒子来寻优。 粒子仅具有

两个重要属性，速度和位置。 速度代表移动的快慢，
从某种程度上反映了单次移动的步长；位置代表其

作为一个解自身所对应的属性。 一个粒子通过速度

计算出在某维度上的速度，即会发生在该维度上的

移动距离，当所有维度的数据特征聚集在一起就完

成了一个粒子在解空间中的位置改变［１２］。
首先，在解空间中给出大量粒子，每个粒子需要

在解空间具有一个初始位置和速度，这些粒子要求

均匀分布于解空间中，以防止结果陷入局部最优，无
法收敛于全局最优。

粒子的速度更新公式（１）如下：
ｖｉ ＋１ ＝ ω ｖｉ ＋ ｃ１ × ｒａｎｄｏｍ１（） × （Ｐｂｅｓｔｉ － ｘｉ） ＋

ｃ２ × ｒａｎｄｏｍ２（） × （Ｇｂｅｓｔｉ － ｘｉ） （１）
其中， ω 为惯性因子，取值一般为 ０．９，为保持

上一步移动的惯性，来对下一步移动产生影响，决定

了粒子继承先前移动轨迹的权重； ｃ１ 是个体学习因

子，表明自身历史最优值对当前移动的影响； ｃ２ 是

社会学习因子，表明群体最优粒子对当前粒子的吸

引力， ｃ１ 和 ｃ２ 的取值一般为 ２； Ｐｂｅｓｔ 是当前自身历

史最优位置； Ｇｂｅｓｔ 是当前群体最优位置； ｘｉ 就是当

前位置； ｉ 为迭代次数； ｒａｎｄｏｍ１（ ） 和 ｒａｎｄｏｍ２（ ）
为两个随机函数，随机产生范围在［０，１］的值，用于

２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



增强粒子寻优的随机性，防止粒子过早收敛，全局寻

优能力降低，陷于局部最优。
单维度上的粒子的位置更新公式（２）为

ｘｉ ＋１ ＝ ｘｉ ＋ ｖｉ ＋１ （２）
　 　 其中， ｘ 代表相对位置， ｉ 为迭代次数。

由此可见，速度直接决定了位置变化。
ω 越大，当前粒子群的全局搜索能力越强， ω 越

小，当前粒子群的局部搜索能力越强。 所以在实际应

用中，为保证粒子群在迭代前期拥有较好的全局搜索

能力，在后期可以有较强的局部寻优能力从而迅速收

敛， ω 通常是动态的，常用的动态变换公式（３）为

ωｒ＋１ ＝ ωｍａｘ － （ωｍａｘ － ωｍｉｎ） × ｒ
ｒｍａｘ

（３）

　 　 其中， ωｍａｘ 和 ωｍｉｎ 分别代表惯性因子的上下界，
选值通常为 ０．９ 和 ０．４； ｒ 是迭代次数； ｒｍａｘ 为预设的

最大迭代次数，本次取值 ２００。
随着迭代次数的不断增加，惯性因子 ω完成了从

最大值到最小值的线性变化，某种程度上摆脱了固定

惯性因子大小带来的容易陷入局部最优的缺陷。
设置迭代次数后，对初始化粒子的位置还有个

体历史最优位置和全局最优位置进行迭代更新，而
确认个体历史最优位置和全局最优位置的方法就是

通过适应函数计算粒子的适应值，结束条件通常为

结果收敛或已经达到预设迭代次数。

２　 粒子群算法改进与应用研究

２．１　 改进粒子群算法 Ｋｕ－ＰＳＯ
ＰＳＯ 算法通过迭代寻优，具有易于实现，易于理

解，设置参数少等特点，但其仍存在易陷入局部最优

解，难以得到精确的全局最优解等缺陷。 本文对传

统 ＰＳＯ 算法作出改进，改进后的算法称为 Ｋｕ－ＰＳＯ
算法，前期迭代更为依赖个体学习，拥有更好的全局

寻优能力，后期迭代更为依赖社会学习，拥有更好的

局部搜索能力，利于收敛。 在整个搜索过程中，当前

位置适应度较低时给出更大速度，扩展更多可能性，
在当前位置适应度较高时给出相对较高的惯性因

子，提升收敛速度。
公式（１）中 ω，ｃ１ 和 ｃ２， 分别充当了前一次迭代

速度，前一次迭代全局最优位置和自身粒子历史最

优位置参与计算当前迭代速度的权重。
首先，对 ω 作出改进。 ω 较大时，粒子会拥有更

好的全局寻优能力； ω 较小时，粒子会拥有更好的

局部寻优能力，故提出 ω 的动态变化公式（３），使得

ω 完成了由 ωｍａｘ 到 ωｍｉｎ 的线性变化。
此处将ω的线性变化公式由公式（３）替换公式（４）：

ωｒ＋１ ＝ ωｍａｘ － （ωｍａｘ － ωｍｉｎ） × ｒ２

ｒｍａｘ
２ （４）

　 　 借助抛物线，获得更为合理的由 ωｍａｘ 到 ωｍｉｎ 的

非线性变换。 由于粒子群算法易陷入局部最优解，
通过非线性变换使得 ω 在前期迭代中缓慢减小，后
期迭代中快速减小，从而增强前期全局寻优能力和

后期的局部收敛能力。
在此基础上，为增强粒子的全局寻优能力，设计在

粒子适应度较小时，继续维持较大的速度，从而获得更

大的步长，得到更广阔的解空间搜索范围。 因此对 ｃ１
和 ｃ２ 给出式（５）变化，假设公式（１）中 ｃ ＝ ｃ１ ＝ ｃ２。

ｃ ＝
ｃｍｉｎ ＋ （ｃｍａｘ － ｃｍｉｎ） × ｔａｎｈ（

Ｆ － Ｆａｖｇ

Ｆｍａｘ － Ｆａｖｇ

× θ）， Ｆ ≥ Ｆａｖｇ

ｃｍａｘ， Ｆ ＜ Ｆａｖｇ

ì

î

í

ï
ï

ïï

（５）

　 　 其中， ｃｍｉｎ 即为 ｃ的最小值，取值为 １； ｃｍａｘ 即为 ｃ
的最大值，取值为 ３； Ｆ 为当前粒子通过适应函数计

算出的适应度； Ｆｍａｘ 为前一次迭代全局最佳适应度；
Ｆａｖｇ 为前一次迭代的粒子群平均适应度； θ 为曲线

平滑度控制因素，此处取值为 ３。
ｔａｎｈ（ｘ） 为双曲正切函数，其特征 ｘ 在（０，＋∞ ）

的范围内，其值在（０，１）上非线性递增，斜率逐渐降

低。 设置 θ 为 ３，边界更靠近 １，使得 ｃ 完成了从 ｃｍｉｎ

到 ｃｍａｘ 的非线性变换。 随着迭代次数增加，从一定

程度上降低了惯性因子的影响，使得自身收敛特征

更为明显。 通过分段函数使得粒子在自身适应度较

低时，可以通过一个更大的速度移动，从而探索更多

的解空间，而在自身适应度高于均值时，进行正常的

收敛。 这样做防止了粒子过早地陷入局部最优，保
存了种群多样性。

为再次强化前期的全局搜索能力和后期的局部

搜索能力，有必要在前期给个体学习因子 ｃ１ 更高的

权重，在后期将权重逐渐偏向社会学习因子 ｃ２。
于是给出公式（６）和公式（７），使得在前期迭代

中，个体学习因子 ｃ１ 占较大比重，可以增强前期的

全局寻优能力，探索更大的解空间；后期迭代中，社
会学习因子 ｃ２ 比重逐渐升高，可以在基本确定全局

最优范围后迅速收敛。
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ｃ１ ＝ ｃ × （１ － ｒ２

ｒｍａｘ
２） （６）

ｃ２ ＝ ｃ × ｒ２

ｒｍａｘ
２ （７）

　 　 Ｋｕ－ＰＳＯ 针对惯性因子，个体学习因子，社会学

习因子均给出了优化方案，使得前期的寻优能力大

幅提升的同时不影响后期粒子群的收敛速度，基本

解决了粒子群算法容易陷入局部最优的问题，借此

完成均衡调度。
２．２　 Ｋｕ－ＰＳＯ 在 Ｋ８ｓ 资源调度的应用

通过 Ｋｕ－ＰＳＯ 算法针对 Ｋ８ｓ 集群多 Ｐｏｄ 应用部

署创建模型。
将 ｎ个 Ｐｏｄ应用部署到ｍ个负载应用的工作节

点上，设置对应配置矩阵。 部署 Ｐｏｄ 集合为 Ｐｏｄｓ ＝
｛ｐ１，ｐ２，ｐ３，…，ｐｎ｝， 负载节点集合 Ｎｏｄｅｓ ＝ ｛ｎ１，ｎ２，
ｎ３，…，ｎｍ｝， 为 Ｐｏｄｓ 中每个 Ｐ ｉ 在 Ｎｏｄｅｓ 中选择一个

负载节点 ｎ ｊ 进行部署。
配置矩阵如下：

Ｄ ＝

ｄ１１ ｄ１２ ｄ１３ … ｄ１ｍ

ｄ２１ ｄ２２ ｄ２３ … ｄ２ｍ

ｄ３１ ｄ３２ ｄ３３ … ｄ３ｍ

︙ ︙ ︙ … ︙
ｄｎ１ ｄｎ２ ｄｎ３ … ｄｎｍ

é

ë

ê
ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú
ú

　 　 ｄｉｊ 取值为 ０ 或 １，为 １ 代表将第 ｉ个Ｐｏｄ部署到

了第 ｊ 个 Ｎｏｄｅ 上运行，为 ０ 则相反。 一个矩阵 Ｄ 就

是一种调度方案。 在 Ｋｕ－ＰＳＯ 算法中，一个粒子代

表一个配置矩阵，即代表一种调度方案。
Ｋ８ｓ 默认调度算法只将 ＣＰＵ 和内存性能考虑

其中，忽略了网络带宽和磁盘 ＩＯ 对 Ｐｏｄ 部署的影

响。 在网络应用和涉及存储的 Ｐｏｄ 部署时，网络带

宽和磁盘 ＩＯ 也同样重要，此次在考虑 ＣＰＵ 和内存

的基础上将网络带宽和磁盘 ＩＯ 也加入运算，通过时

序数据库 ＩｎｆｌｕｘＤＢ 来获取各个 Ｎｏｄｅ 节点的资源总

量 ｛Ｃｃｐｕ，Ｃｍｅｍ，Ｃｎｅｔ，Ｃｄｉｓｋ｝， 和各个 Ｐｏｄ 的资源

请求数值 ｛Ｒｃｐｕ，Ｒｍｅｍ，Ｒｎｅｔ，Ｒｄｉｓｋ｝。
接下来为粒子群算法设置目标函数，即为适应

函数，式（８），对所有的方案进行筛选和优化比较。

Ｆ ＝ ｍ ／ ［∑
ｍ

ｊ ＝ １
（ Ｕｃｐｕ

ｊ － Ｕｃｐｕ
ａｖｇ ＋ Ｕｍｅｍ

ｊ － Ｕｍｅｍ
ａｖｇ ＋

Ｕｎｅｔ
ｊ － Ｕｎｅｔ

ａｖｇ ＋ Ｕｄｉｓｋ
ｊ － Ｕｄｉｓｋ

ａｖｇ ）］ （８）
其中， Ｕ 代表资源的利用率； ｊ 为 Ｎｏｄｅ 的编号；

Ｕａｖｇ 代表所有工作节点上的平均利用率。
借此式来表示一种部署方案下的集群负载均衡

度，式（９）：

Ｕａｖｇ ＝ １
ｍ∑

ｍ

ｊ ＝ １
Ｕ ｊ （９）

　 　 设置好部署矩阵和评判粒子好坏的适应函数，
接下来需要为配置矩阵设置约束条件，避免 Ｐｏｄ 应

用部署时产生矛盾。
首先，每个 Ｐｏｄ 最多只能部署到一个 Ｎｏｄｅ 上运

行，故存在式（１０）：

∑
ｍ

ｊ ＝ １
ｄｉｊ ＝ １ （１０）

　 　 其次，各 Ｎｏｄｅ 节点上部署到 Ｐｏｄ 请求资源总量

不得超过当前节点上拥有的资源总量。 故存在式

（１１）：

∑ｄｉｊ × Ｒ ＜ Ｃ （１１）

　 　 其中， ｉ 为部署到第 ｊ 个 Ｎｏｄｅ 上的 Ｐｏｄ 编号。
上述过程按照标准的粒子群算法改进，但 Ｋ８ｓ

多 Ｐｏｄ 任务部署过程是一个离散型问题，需要在

Ｋｕ－ＰＳＯ算法的基础上，进行二进制离散粒子群的映

射。 标准粒子群算法使用 ｓｉｇｍｏｉｄ 函数进行映射，通
过映射的方式得到映射概率，可以计算出当前粒子

在该维度突变为 １ 的概率，式（１２）：

ｓ（ｖｉｊ） ＝ １
１ ＋ ｅｘｐ（ － ｖｉｊ）

（１２）

　 　 其中， ｖｉｊ 为标准粒子群计算所得速度。
位置更新公式（１３）：

ｄｉｊ ＝
０
１{
，ｒａｎｄｏｍ（） ≤ ｓ（ｖｉｊ）
，ｒａｎｄｏｍ（） ＞ ｓ（ｖｉｊ）

（１３）

　 　 其中， ｒａｎｄｏｍ（） 为随机函数，计算得值范围为

［０，１］。
然而这种计算方式已被刘建华［１３］等学者证明：

随着迭代次数增加，其突变的随机性会逐渐升高，在
最终迭代次数时达到最大，使得后期需要收敛的结

果产生了更多不确定性，不易收敛到全局最优值。
在此使用刘建华等学者改进的方法，将式（１２）

改为式（１４）：

　 ｓ（ｖｉｊ） ＝
１ － ２

１ ＋ ｅｘｐ（ － ｖｉｊ）
， ｖｉｊ ≤ ０

２
１ ＋ ｅｘｐ（ － ｖｉｊ）

－ １， ｖｉｊ ＞ ０

ì

î

í

ï
ïï

ï
ï

（１４）

　 　 速度在原点左右对称，为偶函数。 速度为正时，
概率函数递增；速度为负时，概率函数递减。

对应的位置变化公式由（１３）改为式（１５） ～ 式

（１６）：
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当 ｖｉｊ ＜ ０ 时，

ｄｉｊ ＝
０
ｄｉｊ

{
，ｒａｎｄｏｍ（） ≤ ｓ（ｖｉｊ）
，ｒａｎｄｏｍ（） ＞ ｓ（ｖｉｊ）

（１５）

　 　 当 ｖｉｊ ＞ ０ 时，

ｄｉｊ ＝
１
ｄｉｊ

{
，ｒａｎｄｏｍ（） ≤ ｓ（ｖｉｊ）
，ｒａｎｄｏｍ（） ＞ ｓ（ｖｉｊ）

（１６）

　 　 为避免 ｓ（ｖｉｊ） 过于接近极值 １，可通过 ｖｉｊ ∈
［ － ｖｍａｘ，ｖｍａｘ］ 进行限制。 通过二进制映射关系，使得粒

子群算法应用到二进制离散的 Ｋ８ｓ 多 ｐｏｄ 部署问题。
对粒子进行初始化，其位置初始化过程，式

（１７）：

ｄｉｊ ＝
０
１{ ，ｒａｎｄｏｍ（） ≤ ０．５
，ｒａｎｄｏｍ（） ＞ ０．５

（１７）

　 　 速度初始化公式（１８）为
ｖｉｊ ＝ ｖｍｉｎ ＋ ｒａｎｄｏｍ（） × （ｖｍａｘ － ｖｍｉｎ） （１８）

　 　 其中， ｖｍｉｎ ＝ － ２，ｖｍａｘ ＝ ２。

３　 实验设计

３．１　 实验过程

实验环境采用 Ｋｕｂｅｒｎｅｔｅｓ１．１８，通过虚拟机的形

式部署在 ＰＣ 上，集群中包括 １ 个 Ｍａｓｔｅｒ 节点和 ３
个用于负载 Ｐｏｄ 的 Ｎｏｄｅ 节点。

构建 ４ 台虚拟机作为 Ｎｏｄｅ 节点，具体参数见

表 １。

表 １　 集群节点配置

Ｔａｂ． １　 Ｃｏｎｆｉｇｕｒａｔｉｏｎ ｏｆ ｃｌｕｓｔｅｒ ｎｏｄｅｓ

Ｎｏｄｅ 名称 操作系统 ＣＰＵ 核数 内存 ／ ＧＢ 网络带宽 ／ Ｍｂｐｓ 磁盘 ＩＯ ／ Ｍｂｐｓ

Ｍａｓｔｅｒ ＣｅｎｔＯＳ７ ２ ２ １００ １００

Ｎｏｄｅ１ ＣｅｎｔＯＳ７ ２ ４ ５０ １００

Ｎｏｄｅ２ ＣｅｎｔＯＳ７ ４ ６ １００ ５０

Ｎｏｄｅ３ ＣｅｎｔＯＳ７ ２ ２ １００ １００

　 　 部署 Ｐｏｄ 描述：本次部署选取应用场景最为丰

富的网络服务 ｗｅｂ 应用，该应用使用 ＳｐｒｉｎｇＢｏｏｔ 开
发，接受无参请求，通过循环从 １００ 到 １ 的阶乘计

算，并在循环中进行当前结果的字符串拼接，并在计

算完成后，存储进入文件中，其结果会返回给前端。
ｗｅｂ 应用打包为 Ｄｏｃｋｅｒ 镜像，该 Ｐｏｄ 名称成为 ｔｅｓｔ－
ｆｏｒｐｓｏ。

测试流程：通过 ｙａｍｌ 文件进行文件部署，镜像

在私有镜像仓库拉取，每个 ｙａｍｌ 文件中定义的 Ｐｏｄ
使用 ＣＰＵ、内存、磁盘的资源请求量见表 ２。

表 ２　 Ｐｏｄ 资源请求量

Ｔａｂ． ２　 Ｒｅｓｏｕｒｃｅ ｒｅｑｕｅｓｔｓ ｆｏｒ Ｐｏｄｓ

资源类型 请求量

ＣＰＵ（核数） ０．２

内存 ／ ＭＢ １００～２００

网络 ／ Ｍｂｐｓ ２

磁盘 ／ Ｍｂｐｓ ２～４

　 　 ｔｅｓｔ－ｆｏｒｐｓｏ 部署数量为 ５ 个，依次递增至 ５０ 个，
每次调度在提升数量的同时，删除已部署的 Ｐｏｄ，借
此计算部署时间。

实验中使用默认调度算法，ＰＳＯ 和 Ｋｕ－ＰＳＯ 分

别进行实验，并对结果进行比较。

３．２　 实验结果分析

通过实验，分别统计 ｔｅｓｔ－ｆｏｒｐｓｏ 不同部署个数

的负载均衡度。 结果如图 １ 所示。
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图 １　 负载均衡度对比

Ｆｉｇ． １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｈａｎｇｅｓ ｉｎ ｌｏａｄ ｅｖａｌｕａｔｉｏｎ

　 　 对比 ３ 种调度方法的负载均衡度，Ｋｕ－ＰＳＯ 明

显更为稳定，且随着调度的 Ｐｏｄ 数目不断增多的过

程中，其全局寻优能力更为明显，反观 ＰＳＯ 算法更

容易陷入局部最优导致负载均衡度降低，而默认的

调度方法在多 Ｐｏｄ 调度时无法观察整个调度过程全

局的特征，因而导致负载均衡度下降严重。
分别统计不同调度个数的时间消耗，结果如

图 ２所示。
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