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基于高维 ＳＩＦＴ 改进隐马尔可夫模型的多目标跟踪

刘艺博， 奚峥皓， 陈健超

（上海工程技术大学 电子电气工程学院， 上海 ２０１６２０）

摘　 要： 针对多目标跟踪领域中出现的遮挡、目标身份互换等问题，本文提出了一种基于尺度不变特征变换（Ｓｃａｌｅ－Ｉｎｖａｒｉａｎｔ
Ｆｅａｔｕｒｅ Ｔｒａｎｓｆｏｒｍ， ＳＩＦＴ）关键点和隐马尔可夫模型的多目标跟踪算法。 首先，在视频序列中逐帧提取每个目标的关键点集，
并对其进行条件约束；其次，以得到的关键点集作为目标的状态建立隐马尔可夫模型，根据模型在时序段内传递状态的规律

求出模型对应的参数；最后，以当前帧的观测状态和参数求出下一帧的隐性状态，实现对目标位置的预测。 为了提升模型的

推理速度，建立了表征全部目标的高维观测状态模型。 与其他先进的算法在 ＭＯＴ１７、ＭＯＴ２０、ＫＩＴＴＩ 数据集上进行了仿真实

验对比，结果表明本算法在跟踪准确度等指标上表现较优，并对遮挡和身份互换问题有较好的鲁棒性。
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０　 引　 言

自然 场 景 下 的 多 目 标 跟 踪 （ Ｍｕｌｔｉ － ｏｂｊｅｃｔ
ｔｒａｃｋｉｎｇ， ＭＯＴ）是计算机视觉的一个重要问题，其
在自动驾驶、军事安全等领域都有广泛的应用。 多

目标跟踪的目的是在一个视频中根据初始帧一些标

定了身份信息的目标，在后续帧中维持这些目标的

身份，并形成有效的轨迹［１－２］。 然而，在复杂的环境

背景下，目标在运动过程中容易被环境障碍物遮挡，
并且，当多个目标相互交错时容易引起跟踪目标身

份的丢失和互换，导致无法从视频中提取到完整的

运动轨迹。
马尔可夫模型在多目标跟踪任务中有显著的优

点，为了解决 ＭＯＴ 中的遮挡问题， Ｌｉｕ 等［３］ 提出了

一种轨迹耦合关联的马尔可夫随机场模型，通过整

合密集人群的位置和运动信息，对其中不完整和偏

差的位置数据进行校正，提高了跟踪器的精度；
Ｘｉａｎｇ 等［４］ 将 ＭＯＴ 表述为马尔可夫决策过程中的

决策，以策略学习的方式加强不同帧目标之间的数

据关联；Ｗｕ 等［５］ 将马尔可夫决策过程与不同频率

的相关滤波器关联，解决了跟踪过程中因为遮挡和

尺度变换造成的目标漂移问题；Ｖｏｊｉｒ 等［６］ 利用隐马



尔可夫模型 （Ｈｉｄｄｅｎ Ｍａｒｋｏｖ Ｍｏｄｅｌ， ＨＭＭ）建立了

一种 ＨＭＭＴｘＤ 方法的跟踪器，将检测结果作为观测

值输入到模型中，并输出估计跟踪的结果，对遮挡问

题有较好的鲁棒性，然而此时模型受观测状态的影

响较大，状态值的选取直接影响了跟踪结果的好坏。
基于马尔可夫在跟踪任务中的优越性，针对

ＨＭＭ 状态选取的问题，本文以 ＳＩＦＴ 算子作为模型

中的状态，建立一种基于 ＳＩＦＴ 的隐马尔可夫模型

（ＳＩＦＴ－ＨＭＭ），并将其应用到多目标跟踪任务中。
针对状态关联问题，利用 ＨＭＭ 设计一种匹配 ＳＩＦＴ
隐性、观测两种状态的方法，从而实现对遮挡目标的

状态估计。 针对马尔可夫模型复杂度较高的问题，

利用 ＳＩＦＴ 关键点设计了一种高维的观测方法，从而

增强模型的推理速度。 实验结果表明，本文的跟踪

器在 ＭＯＴ１７，ＭＯＴ２０、ＫＩＴＴＩ 公共数据集上实现较好

的跟踪性能，高维模型能提高算法的推理速度。

１　 基于 ＳＩＦＴ－ＨＭＭ 的多目标跟踪器

通过 ＨＭＭ 实现多目标跟踪的过程被描述为根

据当前帧的目标状态，获取下一帧目标发生概率最

大的状态。 本文提出了一种以 ＳＩＦＴ 关键点为状态，
建立 ＨＭＭ 跟踪器模型，通过对状态值进行实时预

测实现对多目标的跟踪，ＳＩＦＴ－ＨＭＭ 跟踪器的工作

流程如图 １ 所示。

当前帧

初始化 SIFT

下一帧

跟踪结果 估计状态

当前帧状态
HMM

目标1

目标2

当前帧SIFT关键点
集合

参数训练

λ1 λ2

S1

S2

下一帧SIFT关键点
集合

模型
输出

P(S1｜O1,λ1)

P(S2｜O2,λ2)

二值化

O1

O2

x1

x2

x32

x1

x2

x32

′

′

′

观测状态1

观测状态2

模型输入
参数二值化

图 １　 基于 ＳＩＦＴ－ＨＭＭ 的跟踪器工作流程

Ｆｉｇ． １　 Ｗｏｒｋｆｌｏｗ ｏｆ ｔｈｅ ＳＩＦＴ－ＨＭＭ ｔｒａｃｋｅｒ

１．１　 基于 ＳＩＦＴ 算法的特征关键点提取

同一目标在相邻帧间的传递过程可用 ＳＩＦＴ 关

键点转移来描述。 通过 ＳＩＦＴ 算法对单帧图像处理

提取得到 Ｒ（Ｒ ∈ Ｚ ＋） 个 ＳＩＦＴ 特征关键点， Ｘ′
ｒ 表示

第 ｒ 个关键点的描述子向量，如式（１）所示：
Ｘ′

ｒ ＝ ｘ′
１，ｘ′

２，…，ｘ′
ｎ[ ] ，ｎ ∈ Ｚ ＋ （１）

　 　 其中， ｒ ≤ Ｒ，ｘ′
ｎ 表示向量中每个维度信息的权

值。
在尺度空间中，每个关键点可以通过其附近２×２

邻域内的梯度信息来描述。 同时，每个子域包含 ８ 个

方向的梯度信息，故 Ｘ′
ｒ 可描述为一个 ２×２×８＝ ３２ 维

的向量，即式（１）可改写为 Ｘ′
ｒ ＝ ［ｘ′１，ｘ′２，…，ｘ′３２］。

初始化所得目标由独立的回归框框选，ＳＩＦＴ 算

法从这些回归框中提取关键点，单一回归框中往往

包含多个关键点。 令视频序列由 Ｔ（Ｔ ∈ Ｚ ＋） 帧图

像组成，在第 ｔ（ ｔ≤ Ｔ） 帧图像中有 Ｋ（Ｋ∈ Ｚ ＋） 个目

标，此时第 ｋ 个 （ｋ ≤ Ｋ） 回归框中的 ＳＩＦＴ 状态可表

示为 ｏ′ （ｋ）
ｔ ＝ ［Ｘ′

１，Ｘ′
２，Ｘ′

３…］， 由 Ｋ 个目标组成的

ＳＩＦＴ 状态集合即为第 ｔ 帧时的关键点集合 ｏ′
ｔ ＝

［ｏ′ （１）
ｔ ，ｏ′ （２）

ｔ ，…，ｏ′ （Ｋ）
ｔ ］。

将每帧由 ＳＩＦＴ 直接提取的关键点集合 ｏ′
ｔ 作为

ＨＭＭ 输入的观测状态，输入到模型前，需要对关键

点集合进行二值化处理，从而满足马尔可夫收敛的

约束［７］。
定义 Ω，Ψ两个集合如式（２）所示：

Ω ＝ ｘ′
ｎ ｜ ｘ′

ｎ ≥ ０．８ｘ′
ｍａｘ，ｎ ∈ ［１，３２］{ }

Ψ ＝ ｘ′
ｎ ｜ ｘ′

ｎ ＜ ０．８ｘ′
ｍａｘ，ｎ ∈ ［１，３２］{ }

（２）

　 　 其中， ｘ′
ｍａｘ ＝ ｍａｘ｛ｘ′

１，…，ｘ′
３２｝ 表示 ３２ 维描述符

中权值最大的维度， ｘ′
ｍａｘ ∈｛ｘ′

１，…，ｘ′
３２｝ 二值化后的

权值 ｘｎ， 如式（３）所示：

ｘｎ ＝
１ ｘ′

ｎ ∈ Ω

０ ｘ′
ｎ ∈ Ψ{ （３）
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　 　 二值化后的权值组成的向量 Ｘｒ 是一个只包含 ０
和 １ 的 ３２ 向量，即 Ｘｒ ＝ ［ｘ１，…，ｘ３２］， 二值化后的

ＳＩＦＴ 关键点在 ｔ 帧时第 ｋ 个回归框的 ＳＩＦＴ 状态表

示为 ｏ（ｋ）
ｔ ＝ ［Ｘ１，Ｘ２，Ｘ３…］， 在 ｔ 帧的二值化 ＳＩＦＴ 集

合为 ｏｔ ＝ ［ｏ（１）
ｔ ，…，ｏ（Ｋ）

ｔ ］。
１．２　 基于 ＳＩＦＴ 关键点建立的 ＨＭＭ

ＨＭＭ 由观测状态序列 Ｏ、 隐性状态序列 Ｓ 和参

数 λ 组成。 观测状态是实时状态可以观测的，用
ＳＩＦＴ 提取的关键点集表示观测状态，可得在 ｔ 帧时的

ＳＩＦＴ 关键点集合为 ｏｔ， 那么由 Ｔ 帧序列组成的视频

的观测序列为 Ｏ ＝ ｛ｏ１，ｏ２，ｏ３，…，ｏＴ｝。 隐性状态是

不可被直接观测的未知状态，用 ｔ ＋ １ 帧的估计 ＳＩＦＴ
关键点集表示 ｔ 帧的隐性状态，那么由 Ｔ 帧序列组成

的视频的隐性状态序列为 Ｓ ＝ ｛ｓ１，ｓ２，ｓ３，…，ｓＴ｝，
ＨＭＭ 中模型单帧的状态转移结构，如图 ２ 所示。
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图 ２　 ＨＭＭ 中单帧状态转移的结构图

Ｆｉｇ． ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ｏｎｅ ｆｒａｍｅ ｓｔａｔｅ ｔｒａｎｓｉｔｉｏｎ ｉｎ ＨＭＭ

　 　 此外，视频首帧图像的隐性状态与观测状态都

表现为检测器检测得到的初始化结果，此时 ｓ１ 不具

有实际意义，在数值上 ｓ１ 取值与 ｏ１ 一致；而视频在

最后一帧的图像是跟踪器的终止帧，模型在最后一

帧时的观测状态 ｏＴ 不具有实际意义，在数值上取值

与 ｓＴ 一致，故模型实际输入的两个状态序列为 Ｏ ＝
｛ｏ１，ｏ２，…，ｏＴ－１｝ 和 Ｓ ＝ ｛ｓ２，ｓ３，…，ｓＴ｝。

跟踪器工作时，当前帧的目标状态是由上一帧

的状态决定的，即 ｔ 帧目标的状态 ｓｔ 与 ｔ － １ 帧时的

观测状态 ｏｔ －１ 有关，当 ｔ ∈ ［２，Ｔ］，用 Ｆｔ 表示第 ｔ 帧
时模型的状态向量，如式（４）所示：

Ｆｔ ＝ ［ｏｔ －１，ｓｔ，λ］ （４）
　 　 其中，模型的参数 λ ＝ （Ａ，Ｂ，Π）， 分别表示状

态转移概率矩阵、观测概率矩阵和状态概率向量。
ｔ 帧状态 ｏｔ －１ 所能取到的观测状态数量是有限

的，此时的状态数量为 Ｎ（Ｎ ∈ Ｚ ＋）， 由于 ｏｔ －１ 与 ｓｔ
存在矩阵变换关系，故隐性状态 ｓｔ 所能取到的状态

数量也是有限的，隐性状态数量为 Ｍ（Ｍ ∈ Ｚ ＋）。
用 Ｖ ＝ ｛ｖ１，ｖ２，…，ｖＮ｝ 表示所有的观测状态集合， Ｑ
＝ ｛ｑ１，ｑ２，…，ｑＭ｝ 表示所有的隐性状态集合，则

Ｐ（ ｜ ｏｔ －１ ｜ ＝ ｖｔ） 表示观测状态 ｏｔ －１ 取到 ｖｔ 的概率，如

式（５）所示， Ｐ（ ｜ ｓｔ ｜ ＝ ｑｔ） 表示 ｔ 帧时隐性状态 ｓｔ 取
到 ｑｔ 的概率，如式（６）所示：

Ｐ（ ｜ ｏｔ －１ ｜ ＝ ｖｔ） ＝ ｍａｘ｛Ｐ（ ｜ ｏｔ －１ ｜ ＝ ｖ１），…，Ｐ（ ｜
ｏｔ －１ ｜ ＝ ｖＮ）｝ （５）

Ｐ（ ｜ ｓｔ ｜ ＝ ｑｔ） ＝ ｍａｘ｛Ｐ（ ｜ ｓｔ ｜ ＝ ｑ１），…，Ｐ（ ｜ ｓｔ ｜ ＝
ｑＭ）｝ （６）

其中， ｖｔ ∈ Ｖ，ｑｔ ∈ Ｑ。
状态在相邻帧之间的转移是通过参数 λ 的变

换关系来传递的，且参数包含 ３ 个子参数，即 λ ＝
（Ａ，Ｂ，Π） 分别表示状态转移概率矩阵，观测概率

矩阵，状态概率向量，如式（７） ～式（９）所示：

Ａ ＝

ａ１１ ａ１２ … ａ１Ｍ

ａ２１ ａ２２ … ａ２Ｍ

︙ ︙ … ︙
ａＭ１ ａＭ２ … ａＭＭ

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

Ｍ×Ｍ

（７）

Ｂ ＝

ｂ１１ ｂ１２ … ｂ１Ｎ

ｂ２１ ｂ２２ … ｂ２Ｎ

︙ ︙ … ︙
ｂＭ１ ｂＭ２ … ｂＭＮ

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

Ｍ×Ｎ

（８）

Π ＝ π１，π２，…，πＭ[ ] １×Ｍ （９）
　 　 其中， ａｉｊ 表示 ｔ － １ 帧的状态 ｑｉ 转移到 ｔ 帧的状

态 ｑｊ 的概率， ａｉｊ ＝ Ｐ（ ｜ ｓｔ ｜ ＝ ｑｊ ｜ ｜ ｓｔ －１ ｜ ＝ ｑｉ）；ｂｉｊ 表示

ｔ 帧隐性状态 ｑｉ 产生观测值 ｖｊ 的概率， ｂｉｊ ＝ Ｐ（ ｜ ｏｔ －１

｜ ＝ ｖｊ ｜ ｜ ｓｔ ｜ ＝ ｑｉ）；π ｉ 表示初始帧的状态 ｑｉ 出现的概

率； π ｉ ＝ Ｐ（ ｜ ｓ１ ｜ ＝ ｑｉ）， 下角标 ｉ，ｊ 表示可能状态的

标号。
确定每一帧状态的取值以及帧与帧之间传递关

系后，ＨＭＭ 可以用 Ｏ，Ｓ，λ 之间的关系来表示，如式

（１０）所示：
　 Ｐ（Ｏ，Ｓ ｜ λ）＝ Ｐ（Ｆ１，Ｆ２，…，ＦＴ）＝ Ｐ（Ｆ２，…，ＦＴ－１，
ｏＴ，ｓ１ ｜ λ） ＝ Ｐ（ｏ１，…，ｏＴ－１，ｓ２，…，ｓＴ，ｏＴ，ｓ１ ｜ λ） ＝
π ｓ１ｂｓ１ ｏ１ａｓ１ｓ２ｂｓ２ｏ２…ａｓｔ－１ｓｔｂｓｔｏｔ （１０）
１．３　 ＳＩＦＴ－ＨＭＭ 的高维观测状态

１．３．１　 高维观测状态的描述

基于 ＨＭＭ 建立的多目标跟踪器一般对每个目

标建立独立的 ＨＭＭ，状态表示为每个目标的全部关

键点集，此时的观测维度较低，将其定义为初始的低

维状态模型。
在 ＳＩＦＴ－ＨＭＭ 中，基于 ＳＩＦＴ 关键点得到的观

测序列 Ｏ 的每一个观测状态值 ｏｔ 包含了全部目标

的关键点集，即 ｏｔ 包含了全部 Ｒ ＝∑
Ｋ

ｋ ＝ １
Ｒｋ 个关键点的

信息。 为全部目标建立的 ＨＭＭ 中，状态表示为全
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部目标的全部关键点集，此时的观测维度较高，将其

定义为优化后的高维状态模型，优化高维模型的原

理如图 ３ 所示。

高维模型

低维模型2

低维模型1
初始
低维
模型

优化
高维
模型

图 ３　 优化高维模型的原理图

Ｆｉｇ． ３　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｉｍｐｒｏｖｅｄ ｈｉｇｈ－ｄｉｍｅｎｓｉｏｎａｌ ｍｏｄｅｌ

　 　 高维模型中， ｏｔ 表示 ｔ 帧 Ｋ 个目标的观测状态，
包含目标数量、关键点数量、关键点维度 ３ 重信息。 ｔ
帧时模型的状态向量 Ｆｔ 包含 Ｋ 个目标和 Ｒ 个关键

点，每个关键点在形式上表现为一个 ｍ × ｎ 的二维矩

阵，那么 ｏｔ 在形式上表示为一个 Ｋ × Ｒ × ｍ × ｎ的四维

数组，将高维数组 ｏｔ 进行逐层分解，则有式（１１）：
ｏｔ ＝ ｏｔ

（１），ｏｔ
（２），ｏｔ

（３），…，ｏｔ
（Ｋ）[ ] （１１）

　 　 其中， ｏｔ
（ｋ） 表示 ｔ 帧时第 ｋ 个目标的观测值，表

现为 Ｒ × ｍ × ｎ 的三维数组，如式（１２）所示：
ｏｔ

（ｋ） ＝ ｏｔ
（ｋ） ｜ １，ｏｔ

（ｋ） ｜ ２，ｏｔ
（ｋ） ｜ ３，…，ｏｔ

（ｋ） ｜ Ｒ[ ] Ｔ （１２）
其中， ｏｔ

（ｋ） ｜ ｒ 表示 ｔ帧时第 ｋ 个目标在第 ｒ个关

键点的观测值，表现为 ｍ × ｎ 的二维矩阵，如式（１３）
所示：

ｏｔ
（ｋ） ｜ ｒ ＝

ｘ１１（ ｔ） … ｘ１ｎ（ ｔ）
︙ ．．． ︙

ｘｍ１（ ｔ） ．．． ｘｍｎ（ ｔ）

é

ë

ê
ê
êê

ù

û

ú
ú
úú

（１３）

　 　 关键点由 １ × ３２ 的描述子向量表示，即 ｍ × ｎ ＝
１ × ３２， 故 ｏｔ

（ｋ） ｜ ｒ 可改写为式（１４）：
ｏｔ

（ｋ） ｜ ｒ ＝ ｘ１（ ｔ），ｘ２（ ｔ），…，ｘ３２（ ｔ）[ ] （１４）
　 　 根据式（１１） ～式（１４）， ｔ 帧时 Ｋ × Ｒ × ｍ × ｎ 的

观测状态 ｏｔ 表示为 Ｋ × Ｒ × ｎ（ｎ ＝ ３２） 的三维数组，
如式（１５）所示：

ｏｔ ＝

ｘ（１）
１ （ ｔ） ｜ １ ．．． ｘ（１）

ｎ （ ｔ） ｜ １[ ]

︙
ｘ（１）
１ （ ｔ） ｜ Ｒ１

．．． ｘ（１）
ｎ （ ｔ） ｜ Ｒ１[ ]

é

ë

ê
ê
ê
êê

ù

û

ú
ú
ú
úú

︙

ｘ（Ｋ）
１ （ ｔ） ｜ １ ．．． ｘ（Ｋ）

ｎ （ ｔ） ｜ １[ ]

︙
ｘ（Ｋ）
１ （ ｔ） ｜ ＲＫ

．．． ｘ（Ｋ）
ｎ （ ｔ） ｜ ＲＫ[ ]

é

ë

ê
ê
ê
êê

ù

û

ú
ú
ú
úú

é

ë

ê
ê
ê
ê
ê
ê
ê
ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú
ú
ú
ú
ú
ú
ú
ú

（１５）

１．３．２　 高维观测状态模型的复杂度

低维状态模型和高维状态模型表现在状态维度

的不同，而状态维度决定了参数的计算量，从而影响

跟踪过程的推理速度。 低维状态模型中每帧的状态

模型针对一个目标，多个目标的场景需要多个模型

同时运行，其参数总计算量等于每个模型对应参

数的乘积，用 μ ｌｏｗ 表示模型的复杂度，如式（１６）所

示：

μｌｏｗ ＝ ∏
Ｋ

ｋ ＝ １
∏

Ｔ

ｔ ＝ １
αｋ（ ｔ） （１６）

　 　 其中， α ｋ（ ｔ） 表示第 ｋ 个目标在 ｔ 帧的复杂度。
高维状态模型中，每帧的状态模型针对其全部

目标，多个目标的场景只需要一个模型运行，其参数

计算量等于该模型的参数计算量，用 μ ｈｉｇｈ 表示此时

模型的复杂度如式（１７）所示：

μｈｉｇｈ ＝ ∑
Ｋ

ｋ ＝ １
∏

Ｔ

ｔ ＝ １
αｋ（ ｔ） （１７）

　 　 低维模型的复杂度 μ ｌｏｗ 表现为多个目标复杂度

的积，高维模型复杂度 μ ｈｉｇｈ 表现为多个目标复杂度

的和，则 μ ｈｉｇｈ ≤ μ ｌｏｗ， 表明高维状态模型能一定程度

的降低模型的复杂度。
１．４　 ＳＩＦＴ－ＨＭＭ 的参数训练和求解

Ｂａｕｍ – Ｗｅｌｃｈ 方法是 ＨＭＭ 参数学习的通用

方法之一，使用该方法对 ＳＩＦＴ － ＨＭＭ 的参数训

练［８］。 若视频序列中一共存在 Ｋ 个目标，初始帧图

像中有 ｋ１ 个目标，对这 ｋ１ 个目标建立高维观测状态

模型。 该模型单独训练，得到高维模型的参数。 而

对于在后续帧中出现的 Ｋ － ｋ１ 个目标，初始化每个

目标并建立低维观测状态模型，得到独立的 Ｋ － ｋ１

个模型并进行训练。 综合上述，１ 个高维模型和 Ｋ －
ｋ１ 个低维模型，最终能够得到整个 ＳＩＦＴ－ＨＭＭ 的 Ｋ
－ ｋ１ ＋ １ 个收敛的参数。 对于第 θ 个模型， θ ∈ ［１，
Ｋ － ｋ１ ＋ １］， 该模型收敛的参数 λ η（θ） 可由式（１８）
得到：
ｍａｘ Ａη（θ） ＝

［∑
Ｍ

ｉ ＝１
∑

Ｍ

ｊ ＝１
∑
Ｔ－１

ｔ ＝１
ｌｇａｉｊＰ Ｏ， ｓｔ ＝ ｑｉ， ｓｔ＋１ ＝ ｑｊ ｜ λ（θ）( ) ］丨∑

Ｍ

ｊ ＝１
ａｉｊ ＝ １

ｍａｘ Ｂη（θ） ＝ ∑
Ｍ

ｉ ＝１
∑

Ｔ

ｔ ＝１
ｌｇｂｉｏｔ－１Ｐ Ｏ， ｓｔ ＝ ｑｉ ｜ λ（θ）( )[ ] ｜ ∑

Ｔ

ｔ ＝１
ｂｉｏｔ－１

ｍａｘ Πη（θ） ＝ ∑
Ｍ

ｉ ＝ １
ｌｇπｉＰ Ｏ， ｓ１ ＝ ｑｉ ｜ λ（θ）( )[ ] ｜ ∑

Ｍ

ｉ ＝ １
πｉ ＝ １

（１８）
其中， Ａη（θ），Ｂη（θ），Πη（θ） 表示收敛的 ３ 个

参数； ｍａｘ Ａη（θ），ｍａｘ Ｂη（θ），ｍａｘ Πη（θ） 表示 ３
个参数的极大值； η 表示模型的最大迭代次数。
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将式（１８）得到的 ３ 个参数以及输入观测序列

Ｏ 代入到式（１０）的计算关系式中可以得到隐性状

态 ｓｔ 的最大概率状态值如式（１９）所示：

Ｐ ｓｔ ｜ λ θ( )( ) ＝ πｓ１∏
ｔ

τ ＝ １
ｂｓτｏτａｓτ－１ｓτ （１９）

　 　 该概率最大的状态即是 ｔ 帧时 ｓｔ 的状态，逐帧

计算全部 Ｔ 帧的状态，从而得到整个视频的状态序

列 Ｓ， 将这些估计的状态（ＳＩＦＴ 关键点集）用一个可

视的回归框框选出来，形成关于时序 ｔ 的跟踪轨迹，
即得到 ＳＩＦＴ－ＨＭＭ 的跟踪可视化结果。

２　 基于检测器的初始化预处理方法

ＳＩＦＴ－ＨＭＭ 跟踪算法是根据初始帧选定的目标

框，实现对后续帧中目标的跟踪。 在建立跟踪器之

前，需要对图片序列进行预处理，得到初始化结果。
本文的预处理即建立一个检测器，得到图片序列的

初始化目标框。 选用 ＭＯＴ Ｃｈａｌｌｅｎｇｅ 的 ＤＰＭ 公共

检测器作为检测框架，在输入到跟踪器模型前用该

检测器进行目标的初始化定位， ＤＰＭ 检测器在

ＭＯＴ１７－１０－ＤＰＭ 序列的首帧检测结果如图 ４ 所示。
检测器利用回归框来框选检测到的目标，而在得到

待测目标的同时，图 ４（ａ）中出现了许多错检的回归

框，这些错检的回归框在验证跟踪器效果时不具有

实际意义，因此将第一帧图像中错检的回归框剔除，
剔除异常后的检测结果如图 ４（ｂ）所示，优化后的检

测结果将作为跟踪器首帧的输入。

（ａ） ＤＰＭ 检测器检测结果　 　 　 （ｂ） 剔除异常后的检测结果

图 ４　 ＭＯＴ１７－１０－ＤＰＭ 首帧检测结果

Ｆｉｇ． ４　 Ｄｅｔｅｃｔｅｄ ｒｅｓｕｌｔ ｏｆ ＭＯＴ１７－１０－ＤＰＭ ｉｎ １ｓｔ ｆｒａｍｅ

３　 实验结果分析与算法评估

在 ＭＯＴ１７、ＭＯＴ２０ 和 ＫＩＴＴＩ 公共数据集上对

ＳＩＦＴ－ＨＭＭ 的性能进行评估，并与其他先进的跟踪

算法进行比较分析。 实验环境为一台具有 Ｉｎｔｅｌ
Ｃｏｒｅｉ５－９６００ＫＦ ＣＰＵ 处理器和 １６ ＧＢ 内存的个人电

脑，算法是通过 ｐｙｔｈｏｎ３．８ 在 ６４ 位 Ｗｉｎｄｏｗｓ１０ 操作

系统上实现的。
３．１　 数据集和评价指标

３．１．１　 数据集

选取了 ３ 个数据集中具有各自特点的视频序列

来检验跟踪器的有效性。 ＭＯＴ１７ 数据集是摄像机

在室外环境下拍摄到的行人视频，选取 ＭＯＴ１７－０８－
ＤＰＭ 视频序列用于检验在拥挤、遮挡环境下的跟踪

性能；选取 ＭＯＴ１７－１０－ＤＰＭ 视频序列用于检验在

动态场景下的跟踪性能；ＭＯＴ２０ 数据集中目标数量

较多，选取 ＭＯＴ２０－０１、ＭＯＴ２０－０２ 数据集用于检验

高维模型的优越性；ＫＩＴＴＩ 数据集是针对自动驾驶

的数据集，选取 ＫＩＴＴＩ－０００６ 用于检验以刚体为目标

的跟踪性能。
３．１．２　 评价指标

为了量化跟踪器结果，并且统一与其他对比算

法的评价标准，采用 ＩＤＳ、ＭＯＴＡ、ＭＯＴＰ３ 个指标来

量化多目标跟踪器的性能。 其中，ＩＤＳ 表示在一条

跟踪轨迹跟踪的过程中，目标身份发生交换的次数；
ＭＯＴＡ 表示多目标跟踪的准确率，如式（２０）所示；
ＭＯＴＰ 表示多目标跟踪的精度，反应了预测结果与

标准框的匹配度，如式（２１）所示：

ＭＯＴＡ ＝ １ － ＦＮ ＋ ＦＰ ＋ ＩＤＳ
ＧＴ

（２０）

ＭＯＴＰ ＝
∑
ｔ， ｉ

ｄｔ， ｉ

∑
ｔ
ｃｔ

（２１）

　 　 其中， ＦＮ、ＦＰ、ＧＴ 表示跟踪中漏检的目标数、
错检的目标数、全部目标的实际总数； ｄｔ，ｉ 表示第 ｔ
帧中第 ｉ 个目标对的距离； ｃｔ 表示 ｔ 帧中预测轨迹与

ＧＴ 匹配上的数目。
３．２　 实验结果分析

３．２．１　 可视化结果分析

ＳＩＦＴ－ＨＭＭ 在部分数据集的可视化结果如图 ５
所示。 可视化结果表明，在 ３ 种不同的场景下，
ＳＩＦＴ－ＨＭＭ跟踪器都能对目标实现有效的跟踪。
３．２．２　 优化的高维状态模型结果分析

ＳＩＦＴ－ＨＭＭ 在 ＭＯＴ２０－０２ 第 ２５ 帧的跟踪可视

化结果如图 ６ 所示，该图中目标较多，对初始帧每个

目标建立独立的 ＨＭＭ 会导致此时的跟踪器复杂度

较高。
　 　 为了验证本文提出的优化高维模型的优越性，
控制两个变量来设置消融实验，进而比较优化前的

初始低维模型和优化后的高维观测模型的复杂度。
在同一序列下截取一段视频，比较在相同视频下两

个模型的运行时间，量化运行时间的指标为 ＨＺ，表
示跟踪器在一秒中处理帧数的速度；保持其他条件

不变的情况下，增加截取视频的帧数，比较在增加帧

数之后运行时间的变化。
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(a)MOT17-08-DPM（从左到右为：#55，#103，#203）

（b）MOT17-10-DPM（从左到右为：#5，#245，#405）

（c）KITTI-0006（从左到右为：#50，#102，#151）
图 ５　 ＳＩＦＴ－ＨＭＭ 在部分数据集的可视化结果

Ｆｉｇ． ５　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ＳＩＦＴ－ＨＭＭ ｉｎ ｓｏｍｅ ｓｅｑｕｅｎｃｅｓ

图 ６　 ＭＯＴ２０－０２ 第 ２５ 帧的跟踪可视化结果

Ｆｉｇ． ６　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｒｅｓｕｌｔｓ ｉｎ ＭＯＴ２０－０２， ＃２５ ｆｒａｍｅ

　 　 共选取了 ３ 个视频，分别从每个视频初始帧截

取 ３０ 帧的视频段和 １２０ 帧的视频段做两次测试，测

试的结果见表 １。 实验结果表明，基于高维模型的

ＳＩＦＴ－ＨＭＭ 跟踪器在 ６ 个测试的 ＨＺ 上都表现最

优。 在 ＭＯＴ２０－０１ 数据集的两次测试中，基于高维

模型的跟踪器分别比初始模型在运行速度上提升

９４．１１％和 ６８．７５％；在 ＭＯＴ２０－０２ 数据集的两次测

试中，基于高维模型的跟踪器分别比初始模型在运

行速度上提升 １８３．３３％和 １２６．９２％；在 ＭＯＴ１７－０８－
ＤＰＭ 数据集的两次测试中，基于高维模型的跟踪器

分别比初始模型在运行速度上提升 １９． ２８％ 和

４．５１％。这些结果表明，高维优化模型能够有效的降

低跟踪器的复杂度，提升跟踪器的推理速度。

表 １　 ＳＩＦＴ－ＨＭＭ 高维模型与初始低维模型的消融实验

Ｔａｂ． １　 Ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ ｏｆ ｈｉｇｈ－ｄｉｍｅｎｓｉｏｎａｌ ｍｏｄｅｌ ａｎｄ ｉｎｉｔｉａｌ ｍｏｄｅｌ ｏｆ ＳＩＦＴ－ＨＭＭ

视频序列 初始帧目标数量 方法
测试 １（３０ 帧）

时间 ／ ｓ↓ ＨＺ↑

测试 ２（１２０ 帧）

时间 ／ ｓ↓ ＨＺ↑

ＭＯＴ２０－０１ ２３ 低维 ８７．３２ ０．３４ ３７７．１６ ０．３２

高维 ４５．７３ ０．６６ ２２３．１２ ０．５４

ＭＯＴ２０－０２ ２６ 低维 １２５．７８ ０．２４ ４６９．２３ ０．２６

高维 ４４．１２ ０．６８ ２００．１５ ０．５９

ＭＯＴ１７－０８－ＤＰＭ ８ 低维 １０．７１ ２．８０ ３１．８６ ３．７７

高维 ８．９９ ３．３４ ３０．４３ ３．９４

３．３　 与其他跟踪算法的对比分析

为了验证 ＳＩＦＴ－ＨＭＭ 跟踪器的优越性，本文选

择 与 ＭＯＴ － ＭＤＰ ［４］， ＭＤＰ － ＯＦ［９］， ＨＭＯＴ［１０］，
ＪＤＭＯＴ［１１］跟踪算法进行对比分析，对比结果见表

２。 实验结果表明，对于 ＩＤＳ 指标，本文在这 ３ 个视

频序列上都取得最好的性能，比第二好的跟踪器在

ＭＯＴ 数据集上高出 ３３．３％～７０．５％；在 ＫＩＴＴＩ 数据集

上高出 ６．７％。 这是由于本算法为每个目标建立的

ＨＭＭ，使每个目标的转移通过独立的马尔可夫链来

传递，具有较好的独立性。

２９１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



表 ２　 与其他跟踪算法的对比结果

Ｔａｂ． ２　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｗｉｔｈ ｏｔｈｅｒ ｔｒａｃｋｅｒｓ

视频序列 算法 ＦＮ↓ ＦＰ↓ ＩＤＳ↓ ＭＯＴＡ↑ ／ ％ ＭＯＴＰ↑ ／ ％

ＭＯＴ１７－０８－ＤＰＭ ＭＯＴ－ＭＤＰ［４］ １２ ５０５ １ ２２４ １９５ ３７．７ ７９．８

ＭＤＰ－ＯＦ［９］ １３ ９８８ ５４３ ２３４ ３３．９ ７１．１

ＨＭＯＴ［１０］ ９ ０９１ ７４９ ４６０ ５３．９ ６７．９

ＪＤＭＯＴ［１１］ １１ ２３０ ３７０ ７５ ４７．７ ７２．１

ＳＩＦＴ－ＨＭＭ ９ ４４４ ２９４ ４４ ５６．２ ７５．７

ＭＯＴ１７－１０－ＤＰＭ ＭＯＴ－ＭＤＰ［４］ ４ ２００ ５７４ １２１ ４２．１ ７１．１

ＭＤＰ－ＯＦ［９］ ３ ４５２ ４１１ １４４ ５２．５ ６２．２

ＨＭＯＴ［１０］ ２ ９９９ ５８６ １８２ ５５．４ ６１．３

ＪＤＭＯＴ［１１］ ３ ８９０ ６１６ ３６ ４６．３ ７３．７

ＳＩＦＴ－ＨＭＭ ３ １１３ ３６７ ２７ ５８．５ ６９．８

ＫＩＴＴＩ－０００６ ＭＯＴ－ＭＤＰ［４］ ９２ ２３ １９ ８４．６ ８９．１

ＭＤＰ－ＯＦ［９］ １２２ １８ ２４ ８１．２ ８４．５

ＨＭＯＴ［１０］ ２８ ３２ ２１ ９０．７ ８８．４

ＪＤＭＯＴ［１１］ １１２ ８ １６ ８４．４ ９２．２

ＳＩＦＴ－ＨＭＭ ７６ ２５ １５ ８６．７ ８５．４

　 　 ＭＯＴＡ 受 ＦＮ、ＦＰ、ＩＤＳ ３ 个指标影响。 ＨＭＯＴ
算法在个体关联上引入了细化运动模式的方法，减
少了算法的误阳性数据，在 ＦＮ 指标上有较好的效

果，但在目标轨迹交叉时容易产生误差， ＩＤＳ 指标较

差。 本文的 ＩＤＳ 指标在 ＭＯＴ 数据集上平均比

ＨＭＯＴ 高 ７ 倍，在 ＫＩＴＴＩ 数据集上平均比 ＨＭＯＴ 高

出 ４２．７％。 因此，本文在 ＭＯＴ１７ 的两个序列上取得

最好的性能，而在 ＫＩＴＴＩ－０００６ 序列上取得第二好的

性能，比最好的 ＨＭＯＴ 算法低出 ４．６％。
本文的 ＭＯＴＰ 指标在 ＭＯＴ１７－０８－ＤＰＭ 取得第

二好的性能，而在 ＫＩＴＩＩ 数据集上取得第四的性能，
这是因为以 ＳＩＦＴ 关键点建立 ＨＭＭ 时，模型容易受

背景特征点的干扰，导致框选目标时多框选了背景

的特征点造成目标框与 ＧＴ 的不匹配。

４　 结束语

本文提出了一种 ＳＩＦＴ－ＨＭＭ 的多目标跟踪算

法，该算法能够有效解决多目标跟踪过程的遮挡，以
及目标身份互换的问题，在 ＭＯＴ２０ 数据集上通过实

验检验高维 ＳＩＦＴ 观测状态优越性，实验结果表明在

视频序列首帧图像采用高维观测状态建立的 ＳＩＦＴ－
ＨＭＭ，能够降低模型的复杂度。 在 ＭＯＴ１７ 和 ＫＩＴＴＩ
数据集上与其他跟踪算法进行了对比分析，对比结

果表明，本文算法的 ＩＤＳ 指标在两个数据集上表现

最优，比第二优的算法高出 ３４．３％和 ７６．２％，表明本

文的算法对目标身份互换问题有较好的鲁棒性；
ＭＯＴＡ 指标在 ２ 个数据集上分别取到 ５６． ８４％和

８６．７％的性能，在 ＭＯＴ１７ 数据集上比第二优的算法

高出 ４．７％，表明本文的算法具有较好的跟踪准确

度，并对遮挡问题有较好的鲁棒性。 然而，本文在

ＭＯＴＰ 指标上未能表现最优，因此约束 ＳＩＦＴ 关键点

来提高跟踪的精度会是未来研究的方向。
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