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摘　 要： 随着移动社交平台的发展，基于位置的社交网络服务（Ｌｏｃａｔｉｏｎ－Ｂａｓｅｄ Ｓｏｃｉａｌ Ｎｅｔｗｏｒｋ，ＬＢＳＮ）已进入人们的视野。 在

ＬＢＳＮ 中，根据用户的签到数据进行兴趣点（Ｐｏｉｎｔ－ｏｆ－Ｉｎｔｅｒｅｓｔ，ＰＯＩ）推荐是近年来研究的热点问题。 提出一种基于极限学习

机（Ｅｘｔｒｅｍｅ Ｌｅａｒｎｉｎｇ Ｍａｃｈｉｎｅ， ＥＬＭ）的 ＰＯＩ 推荐算法，提取用户的个人偏好、朋友偏好、类型偏好、流行度偏好等特征，利用

ＥＬＭ 提供的分类方法，使用上述特征向量集合训练 ＥＬＭ 分类器，最终根据分类结果向用户推荐 ＰＯＩ。 本文使用 Ｆｏｕｒｓｑｕａｒｅ 和

Ｔｗｉｔｔｅｒ 数据集的实验结果表明，该方法在精确率和效率方面均有所提高。
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０　 引　 言

近些年，移动通讯设备和个人生活逐渐紧密结

合在一起，人们在现实世界的位置上进行的签到活

动变得流行。 目前，国内外出现了许多位置社交网

络服务的终端应用，如国内的美团、大众点评、微信，
国外的 Ｆｏｕｒｓｑｕａｒｅ、Ｇｏｗａｌｌａ、Ｔｗｉｔｔｅｒ 等。 这些位置服

务平台不仅能让用户在某个位置和时间点进行签到

活动，还能通过社交平台与他人建立社交关系，将用

户的个人签到信息发布到平台上［１－３］。 用户使用这

些社交平台产生签到数据，这些数据也为分析用户

的兴趣和行为习惯带来了新的机遇。 但是，用户往

往很难从成千上万的数据中获得对自己有用的信

息，因此在 ＬＢＳＮ 中挖掘用户未来的兴趣偏好是近

年来的重要研究课题［４］。

用户在社交网络平台签到，产生了用户签到数

据集，用户签到数据集中包含了丰富的用户属性与

ＰＯＩ 属性，如何更精准地通过用户地理位置挖掘用

户的偏好，向用户提供更加适合的 ＰＯＩ 是亟待解决

的关键问题。 ＬＢＳＮ 中的数据呈现出规模化、类型

多样化等特点，所需分类算法处理的数据量增多，如
何选择更高效、快速的分类算法是迫切需要解决的

热点问题。
针对上述问题，本文提取签到数据集中的个人

偏好、朋友偏好、类型偏好、流行度偏好等特征，组成

ＰＯＩ 偏好特征向量，进一步对用户的 ＰＯＩ 偏好进行

分析。 针对复杂多样的大规模数据，利用 ＥＬＭ 分类

器的快速学习速度来训练样本，最终实现精准高效

的 ＰＯＩ 推荐。



１　 相关工作

ＰＯＩ 推荐所采用的主要研究方法分为 ５ 个类

别，本文将对协同过滤、矩阵分解、链接分析、图嵌

入、机器学习的相关研究方法进行分析。
（１）协同过滤。 协同过滤［５－６］ 主要利用用户与

ＰＯＩ 之间的签到记录，寻找用户未去过的 ＰＯＩ 与用

户之前去过的 ＰＯＩ 的相似情况。 该方法主要利用

基于内存的推荐方法［７－８］，一方面认为有类型喜好

的朋友之间将会比较喜欢去相同的地方，另一方面

认为用户倾向于喜欢访问与之前去过的 ＰＯＩ 比较

类似的新 ＰＯＩ。 面对大规模的签到数据，不可避免

地会存在许多噪声数据，但该方法不能消除噪声数

据，影响 ＰＯＩ 的推荐效果。
（２）矩阵分解。 矩阵分解经常用来解决数据稀

疏性问题，能够将用户的签到矩阵从高维空间映射

到低维空间，提取用户与 ＰＯＩ 存在的特征关系，因
此有研究人员将矩阵分解和其改进方法运用到推荐

领域。 Ｃａｏ 等学者［９］ 运用 Ｒａｎｋ－ＦＢＰＲ 模型分析用

户在服务器上的 ＰＯＩ 偏好，并和存储在服务器中的

用户签到地理位置信息进行交互，以聚集 ＰＯＩｓ，再
将用户签到产生的具体位置信息输入到模型中，输
出用户偏好的 ＰＯＩ，该算法有效集成了用户在 ＬＢＳＮ
中签到的序列时间信息和实体位置信息。

（３）链接分析。 链接分析的推荐方法，是通过对

网络结构中节点之间进行链接形成节点关系对，计算

２ 个节点之间的关联程度。 其中，代表性的方法是

ＰａｇｅＲａｎｋ［１０］和 ＨＩＴＳ［１１－１２］。 虽然该方法在推荐领域

有很多应用，但却不能将用户的个人偏好加入到推荐

方法中，因此无法针对不同的用户群体来制定 ＰＯＩ 推
荐。

（４）图嵌入。 随着 ＬＢＳＮ 中用户在终端平台进

行签到活动的数据规模进一步扩大，传统的序列嵌

入方法已不能满足海量的数据分析，而图嵌入的方

法运用到 ＰＯＩ 推荐中成为研究的热点，该方法能够

更加有效地得到用户与 ＰＯＩ 之间的潜在关系。 如：
Ｃｈｅｎ 等学者［１３］提出了一种多任务图嵌入的 ＰＯＩ 推
荐模型，对用户在终端服务平台的历史记录信息进

行建模。 使用图嵌入的方式在用户对、用户和 ＰＯＩ
对以及用户和时间对关系图中，得到影响用户偏好

的因素。 该方法通过加入多任务关系图嵌入的方法

寻找各种影响因素，有效地提高了推荐的性能。
（５）机器学习。 由于传统的推荐算法在构建较

为复杂的推荐模型时训练效果不佳，面对大规模数

据训练时间过长，并且利用矩阵分解算法容易导致

过度拟合。 因此，在近些年来已将机器学习［１４］ 应用

于推荐问题，得到了进一步的发展，且提出了许多好

的方法。 如：Ｚｈａｏ 等学者［１５］ 提出了一种名为 ＧＲ－
ＤＥＬＭ 的分布式极限学习机推荐系统，系统同时考

虑了大规模数据集中的朋友推荐和 ＰＯＩ 推荐，该方

法进一步提高了运用大规模数据进行 ＰＯＩ 推荐和

朋友推荐的准确率和效率。 Ｗｕ 等学者［１６］提出了用

户长期和短期兴趣点偏好模型，通过注意力机制和

ＬＳＴＭ 模型分别获得用户的长期和短期 ＰＯＩ 偏好。
Ｗａｎｇ 等学者［１７］ 利用自适应 ＰＯＩ 图，构建 ＰＯＩ 之间

的复杂地理依赖关系，首次利用图结构为用户推荐

下一个 ＰＯＩ。 Ｙａｎ 等学者［１８］利用时空超图卷积网络

推荐 ＰＯＩ，利用超图来获得当前用户和其他用户的

历史轨迹信息，优点是能够学习全局用户偏好并缓

解冷启动问题。
综上所述，经过对现阶段比较热门的推荐方法

进行分类总结，为进一步对 ＰＯＩ 推荐开展相关研究

提供借鉴与参考。

２　 ＥＬＭ 模型

ＥＬＭ 是由 Ｈｕａｎｇ 等学者［１９］ 提出的一种单隐层

前向神经网络 （ Ｓｉｎｇｌｅ － Ｈｉｄｄｅｎ ｌａｙｅｒ Ｆｅｅｄｆｏｒｗａｒｄ
Ｎｅｔｗｏｒｋ ，ＳＬＦＮ）的训练算法，ＥＬＭ 预测模型结构如

图 １ 所示。 在 ＥＬＭ 中，隐藏节点参数是随机选择，
通常比传统的机器学习方法需要更少的训练时间，
并且倾向于达到最小的训练误差，还有着比其他传

统学习方法更快的学习速度［２０］，其分类性能也优于

基于梯度的学习方法。
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图 １　 极限学习机网络结构
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　 　 假设：利用极限学习机对训练集进行训练， 训

练样本容量为 Ｎ， 每个样本表示为 （ ｘ ｊ， ｔ ｊ）， 其中

ｘ ｊ ＝［ｘ ｊ１， ｘ ｊ２，…， ｘ ｊｎ］ ∈ Ｒｎ， ｔ ｊ ＝ ［ ｔ ｊ１， ｔ ｊ２，…， ｔ ｊｍ］ ∈
Ｒｍ，激活函数为 ｇ（ｘ）， ＳＬＦＮｓ 输出函数如式 （ １）
所示：

　 　 ∑
Ｓ

ｉ ＝ １
β ｉ ｇｉ ｘ ｊ( ) ＝ ∑

Ｓ

ｉ ＝ １
β ｉｇ ｗｉ·ｘ ｊ ＋ ｂｉ( ) ＝ ｏ ｊ，

　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 ｊ ＝ １，…，Ｎ （１）
其中， Ｓ 是隐含层节点数；ｗｉ ＝ ［ｗ ｉ１，ｗ ｉ２，…，

ｗ ｉｎ］ Ｔ 是第 ｉ 个隐含节点的输入权重向量； β ｉ ＝
［β ｉ１，β ｉ２，…，β ｉｍ］ Ｔ 是第 ｉ 个隐含节点的输出权重向

量；ｂｉ 是第 ｉ 个隐含节点的偏置；ｏ ｊ 是输出的预测结

构。
样本的最小输出误差表示为：

∑
Ｓ

ｊ ＝ １
ｔ ｊ － ｏ ｊ ＝ ０ （２）

　 　 存在 β ｉ、ｗ ｉ、ｂｉ 满足式（３）：

∑
Ｓ

ｉ ＝ １
β ｉｇ ｗｉ·ｘ ｊ ＋ ｂｉ( ) ＝ ｔ ｊ，　 ｊ ＝ １，…，Ｎ （３）

　 　 上述公式可以改写为 Ｈβ ＝ Ｔ。
其中：

Ｔ ＝ ［ ｔＴ１，ｔＴ２，…，ｔＴＮ］ Ｔ
ｍ×Ｎ，

β ＝ ［β Ｔ
１， β Ｔ

２，…， β Ｔ
Ｎ］ Ｔ

ｍ×Ｓ

Ｈ ＝
ｈ（ｘ１）
︙

ｈ（ｘＮ）

é

ë

ê
ê
êê

ù

û

ú
ú
úú

＝
ｇ ｗ１ ｘ１ ＋ ｂ１( ) …ｇ ｗ１ ｘ１ ＋ ｂ１( )

︙　 ⋱ 　 ︙
ｇ ｗ１ ｘＮ ＋ ｂ１( ) …ｇ ｗＳ ｘＮ ＋ ｂＳ( )

é

ë

ê
ê
êê

ù

û

ú
ú
úú

Ｎ×Ｓ

（４）
其中， Ｈ 是隐含层输出矩阵，Ｔ 是输出结果

矩阵， 输入权重ｗｉ 和隐含层偏置ｂｉ 随机产生，输出

权重 β 可通过 β ＝ Ｈ†Ｔ 计算，Ｈ† 是 Ｈ 的广义逆矩

阵。

３　 ＰＯＩ 推荐模型

本节将对本文提出的基于 ＥＬＭ 的 ＰＯＩ 推荐

模型展开论述，首先分析基于 ＥＬＭ 的 ＰＯＩ 推荐模型

框架，然后对用户产生的签到数据集，运用特征提取

方法，提取用户的个人偏好、朋友偏好、类型偏好、
流行度偏好等特征，最后使用用户签到数据集中

提取的上述特征，为每一个 ＰＯＩ 形成一个特征向

量，将特征向量集合组成训练样本训练 ＥＬＭ 分类

器，最终根据 ＥＬＭ 分类器输出结果，将 ＰＯＩ 推荐给

用户。
３．１　 模型框架概述

ＰＯＩ 推荐模型如图 ２ 所示。 本文提出的基于

ＥＬＭ 的 ＰＯＩ 推荐框架由 ２ 部分组成：
（１）特征提取部分。 为用户未访问的 ＰＯＩ 提取

用户的个人偏好（ＵＦ）、朋友偏好（ ＳＦ）、类型偏好

（ＣＦ）、流行度偏好（ＰＦ）等特征，这些偏好特征都是

通过用户签到数据集提取得来，最终为每一个 ＰＯＩ
形成一个特征向量，将 ＰＯＩ 特征向量集合作为 ＥＬＭ
的输入层。

（２）ＥＬＭ 分类器训练特征部分。 特征向量组成

的训练样本通过 ＥＬＭ 分类器训练，决定哪些用户未

访问的 ＰＯＩ 应该推荐给当前用户。
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兴趣点推荐

图 ２　 ＰＯＩ推荐模型

Ｆｉｇ． ２　 ＰＯＩ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｍｏｄｅｌ

３．２　 特征提取

个人偏好代表着用户个人对待推荐 ＰＯＩ 的喜

好程度，朋友偏好代表着用户的朋友对该 ＰＯＩ 的喜

好程度，类型偏好代表着该 ＰＯＩ 在其所属相同类型

标签的 ＰＯＩ 集合中的受欢迎程度，流行度偏好代表

该 ＰＯＩ 在该区域人们的喜好程度。 提取到的影响

用户 ＰＯＩ 偏好的 ４ 个相关特征，可以通过图 ３ 对这

些偏好关系进行描述和理解。

个人偏好 朋友偏好

好友关系
签到关系
位置关系

类别偏好 流行度偏好

图 ３　 位置社交网络关系

Ｆｉｇ． ３　 Ｌｏｃａｔｉｏｎ ｓｏｃｉａｌ ｎｅｔｗｏｒｋ ｒｅｌａｔｉｏｎｓｈｉｐｓ
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３．２．１　 个人偏好特征

用户的个人偏好特征 ＵＦ，对该 ＰＯＩ 的偏好起着

重要的作用。 向用户推荐的 ＰＯＩ 是用户没有进行

过签到活动的 ＰＯＩ，想要获取用户对该 ＰＯＩ 的偏好

是比较困难的，因此本文将从 ２ 方面来计算 ＵＦ 的

值。 一方面，是寻找用户历史签到过并且与待推荐

ＰＯＩ 具有相同类型标签的 ＰＯＩ，通过计算用户对上

述 ＰＯＩ 的偏好程度，间接获得用户对当前待推荐

ＰＯＩ 的偏好程度；另一方面，计算用户当前位置与待

推荐 ＰＯＩ 之间的距离评分值，在某一区域用户一般

喜欢访问距离所处位置较近的 ＰＯＩ。 定义 ＵＦ 公式

如下：

ＵＦ ＝
Ｃｐ

ｕ

Ｐｕ ·ｄｉｓ ｌｕ，ｌｐ( )
（５）

　 　 其中， Ｃｐ
ｕ 表示与待推荐 ＰＯＩ 所属同一类型标签

下的 ＰＯＩ，且用户 ｕ 进行过签到活动； Ｃｐ
ｕ 表示签

到的次数； Ｐｕ 表示用户 ｕ 签到的总次数； ｌｕ、ｌｐ 分
别表 示 用 户 ｕ 与 兴 趣 点 ｐ 的 经 纬 度 坐 标；
ｄｉｓ ｌｕ，ｌｐ( ) 表示两者之间的距离。
３．２．２　 朋友偏好特征

用户的行为习惯可能在一定程度上受到朋友的

影响，如用户可能经常与关系较好的朋友一起逛街，
则朋友比较喜欢去的地方用户也可能去。 通过用户

在社交平台的朋友集合 Ｆ 寻找用户的 ＰＯＩ 偏好得

分，由此定义 ＳＦ 公式如下：

ＳＦ ＝
∑
ｆ∈Ｆ

ｐ′ｆ
Ｐ ｆ

·
Ｆｕ∩Ｆ ｆ

Ｆｕ∪Ｆ ｆ

Ｆ
（６）

　 　 其中， ｆ 表示用户朋友集合 Ｆ 中的一个朋友；
ｐ′ｆ 表示 朋 友 ｆ 在 被 推 荐 ＰＯＩ 的 签 到 次 数；
Ｐ ｆ 表示朋友 ｆ 的总签到次数； ｜ Ｆｕ∩Ｆ ｆ ｜ 表示用户

ｕ 与朋友 ｆ 共有的好友数量； ｜ Ｆｕ∪Ｆ ｆ ｜ 表示用户 ｕ
与朋友 ｆ 的朋友数量之和； ｜ Ｆ ｜ 表示用户 ｕ 的朋友

数量。
｜ Ｆｕ∩Ｆ ｆ ｜
｜ Ｆｕ∪Ｆ ｆ ｜

比值越高，说明当前用户 ｕ 与朋

友 ｆ 之间的亲密程度越强。
３．２．３　 类型偏好特征

ＣＦ 用来判断该 ＰＯＩ 在同类型标签下的受欢迎

程度，如在一个区域会有很多餐饮类的 ＰＯＩ，若要推

荐给用户比较受欢迎的、并且认可度比较高的餐饮

类 ＰＯＩ，就需要通过计算来获得每个 ＰＯＩ 在同类型

标签下的得分。 定义 ＣＦ 公式如下：

ＣＦ ＝ ｐ

∑
ｐ′∈Ｃｐ

ｐ′
（７）

　 　 其中， ｐ 表示待推荐 ＰＯＩ 所有用户的总签到

次数， Ｃｐ 表示与待推荐 ＰＯＩ 同类别的 ＰＯＩ。
３．２．４　 流行度偏好特征

ＰＦ 用来判断在该区域待推荐 ＰＯＩ 的受欢迎程

度，如果在一个区域该 ＰＯＩ 签到次数比附近其他

ＰＯＩ 签到次数明显偏多，则说明该 ＰＯＩ 比较受人们

喜欢。 定义 ＰＦ 公式如下：

ＰＦ ＝
ｐ － ｐａ

ｍｉｎ

ｐａ
ｍａｘ － ｐａ

ｍｉｎ

（８）

　 　 其中， ｐ 表示待推荐 ＰＯＩ 所有用户的总签到

次数； ｐａ
ｍａｘ 表示当前待推荐 ＰＯＩ 附近签到次数最多

的 ＰＯＩ； ｐａ
ｍｉｎ 表示当前待推荐 ＰＯＩ 附近签到次数最

少的 ＰＯＩ。

４　 训练 ＥＬＭ 分类器

在特征提取之后，得到每个用户与 ＰＯＩ 生成的

训练样本，用 ｘ( ｊ ，ｔ ｊ） 表示。 其中， ｘ ｊ 由 ＵＦ、ＳＦ、ＣＦ、
ＰＦ 组成；ｔ ｊ 是一个结果向量，其值为 ０ 或 １：若 ｔ ｊ 为 １
则将 ＰＯＩ 推荐给用户；若 ｔ ｊ 为 ０ 则不会将 ＰＯＩ 推荐

给用户。
将样本集合输入 ＥＬＭ 分类器的输入层进行样

本训练，最后通过测试阶段，输出用户的 ＰＯＩ 预测

结果。 ＰＯＩ 推荐算法描述如下。
输入　 训练样本数量 Ｎ，测试样本数量 Ｄ
输出　 ＰＯＩ 推荐结果

１． ｘ，ｔ ← Ø
２． ｆｏｒ ｊ ← １ ｔｏ Ｎ ｄｏ
３．　 ｘ ｊ ← ＵＦ ∪ ＳＦ ∪ ＣＦ ∪ ＰＦ
４． ｅｎｄ ｆｏｒ
５． Ｔｒａｉｎｉｎｇ Ｍ ← ＥＬＭ ｘ( ｊ ，ｔ ｊ）
６． Ｔｅｓｔ Ｒ ← Ｍ（ｘＤ）
７． Ｒｅｔｕｒｎ Ｒ
算法中，输入训练样本数量为Ｎ，测试样本数量

为 Ｄ。
第一阶段进行特征提取，为每个待推荐 ＰＯＩ 生

成一个特征向量（第 ３ 行）；
第二阶段训练 ＥＬＭ 分类器，算法第 ５ 行是将第

一阶段提取的特征与结果向量 ｔ ｊ 组合形成训练样

本；通过训练完成的 ＥＬＭ 分类器，将测试样本 ｘＤ 输

入分类器（第 ６ 行）获得分类结果；最后返回分类

结果。
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５　 实验结果分析

５．１　 实验数据集

本文使用 Ｆｏｕｒｓｑｕａｒｅ 与 Ｔｗｉｔｔｅｒ 中美国纽约的数

据集见表 １。 其中，Ｆｏｕｒｓｑｕａｒｅ 数据集中包括 ４０ ５４３
名用户和 １０３ ２５４ 个签到记录，Ｔｗｉｔｔｅｒ 数据集中包

括３２ ２３７名用户和７８ ６４２个签到记录。 将研究中，数
据集形成 ＜ ｕｓｅｒ，ＰＯＩ ＞ 数据对， 每个签到记录代

表一个 ＰＯＩ 位置。

表 １　 用户和签到数据集

Ｔａｂｌｅ １　 Ｕｓｅｒ ａｎｄ ｃｈｅｃｋ－ｉｎ ｄａｔａｓｅｔｓ

数据来源 用户 签到记录

Ｆｏｕｒｓｑｕａｒｅ ４０ ５４３ １０３ ２５４

Ｔｗｉｔｔｅｒ ３２ ２３７ ７８ ６４２

５．２　 评价标准

本文使用精确率 （ｐｒｅｃｉｓｉｏｎ），召回率（ ｒｅｃａｌｌ） 作

为评价指标，计算公式如下：

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（９）

Ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（１０）

　 　 其中， ＴＰ 表示用户接受被推荐的数量；
ＦＰ 表示用户不接受但被推荐的数量； ＦＮ 表示

用户 接 受 的 ＰＯＩ 没 有 被 推 荐 的 数 量； ＴＰ ＋
ＦＮ 表示用户接受的总数量。

５．３　 实验分析

为了验证本文提出的 ＰＯＩ 推荐模型的准确率

和效率，将其与 ＳＶＭ 模型和误差反向传播算法 ＢＰ
模型进行对比。 利用用户在 Ｆｏｕｒｓｑｕａｒｅ 与 Ｔｗｉｔｔｅｒ 中
产生的签到数据集，生成特征集合，并将特征集合输

入到 ３ 个模型中，采用 ７５％的数据分别训练 ３ 个模

型，２５％的数据作为测试集。 其中，Ｆｏｕｒｓｑｕａｒｅ 数据

集实验结果如图 ４ 所示，Ｔｗｉｔｔｅｒ 数据集实验结果

如图５ 所示。
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图 ４　 Ｆｏｕｒｓｑｕａｒｅ 数据实验结果
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图 ５　 Ｔｗｉｔｔｅｒ 数据实验结果

Ｆｉｇ． ５　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ Ｔｗｉｔｔｅｒ ｄａｔａ

　 　 从图 ４、图 ５ 中可以看出，本文提出的 ＰＯＩ 推荐

模型运用 ＥＬＭ 的分类技术，在精确率和召回率都略

优于传统的 ＳＶＭ 和 ＢＰ 模型，ＳＶＭ 模型略高于 ＢＰ
模型。 模型运行效率如图 ６ 所示。
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图 ６　 运行效率图

Ｆｉｇ． ６　 Ｏｐｅｒａｔｉｏｎ ｅｆｆｉｃｉｅｎｃｙ ｄｉａｇｒａｍ

　 　 从图 ６ 中可以看出，运用 ＥＬＭ 模型的运行速度

比 ＳＶＭ 与 ＢＰ 模型高很多，这是由于 ＥＬＭ 输入权重

和偏置是随机产生的，通常比传统的机器学习方法

需要更少的训练时间，并且倾向于达到最小的训练

误差。
　 　 通过实验对比，证明了本文提出的特征提取方

法与 ＥＬＭ 相结合的 ＰＯＩ 推荐模型，在推荐精度和效

率上都有一定的提升，相比 ＳＶＭ 和 ＢＰ 模型更加适

合 ＰＯＩ 推荐。

６　 结束语

本文提出了一种基于 ＥＬＭ 的 ＰＯＩ 推荐模型，
该模型综合考虑了个人偏好、朋友偏好、类型偏好、
流行度偏好四个相关因素，利用 ＥＬＭ 提供的分类

方法，使用用户签到数据集中提取的 ＵＦ、ＳＦ、ＣＦ、
ＰＦ 特征， 组成特征向量训练 ＥＬＭ 分类器。 实验表

明，与 ＢＰ 和 ＳＶＭ 模型相比，本文提出的 ＰＯＩ 推荐

模型在准确率和效率上都有一定的提高。
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