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摘　 要： 并行 ＲＮＮ 结构或者分组 ＲＮＮ 结构可以显著减少模型中的参数总量，从而有效地降低模型的训练成本并提高训练效

率。 本文提出一种高效的并行 ＲＮＮ 分组策略，该策略不需要对输入数据进行拆分和重组操作，并且可以降低梯度反向传播

的不稳定性对于模型训练造成的负面影响。 在语言建模和命名实体识别的任务中的实验结果表明，本文所提出的并行 ＲＮＮ
分组策略，模型的参数计算总量大幅度减少，在 ２ 个任务中的表现显著提升。
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０　 引　 言

循环 神 经 网 络 （ Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ，
ＲＮＮ）具有强大的序列建模能力，近些年被广泛地

应用在自然语言处理领域中，并取得了大量优秀的

成果，例如语言建模、词性标注、机器翻译、语音识别

等等［１－２］。
为了在多种自然语言处理任务中取得更好的结

果，研究者们倾向于构建隐层更宽、层数更深的

ＲＮＮ 模型来处理复杂任务。 增加隐层单元的数量，
模型能够获得维度更大的参数，从而增强模型的表

达能力；增加隐层的层数，不仅模型的隐层单元总数

量增多，而且还相应地增加了隐层单元中激活函数

的嵌套层数，使模型具备更强大的特征提取能力。
从理论上来看，以上这 ２ 种操作都可以提升模型的

性能，使其在复杂任务中取得更好的结果。 然而，大

尺寸的模型往往会由于过高的参数计算量带来模型

训练成本的提升，同时，模型在训练过程中也可能会

因为层数过多而产生梯度消失或者梯度爆炸的问

题，从而导致训练效率的低下。 因此，在实际应用

中，通过增加模型的尺寸来提升最终结果，除了需要

依靠计算能力更强、内存更高的设备，对模型结构进

行改进也是一种有效的途径。
分组的模型结构最早起源于卷积神经网络，分

组卷积可以使模型并行计算，提高效率。 Ｋｒｉｚｈｅｖｓｋｙ
等学者［３］ 提出 ＡｌｅｘＮｅｔ 结构，运用了分组的概念将

卷积层拆分，在 ２ 个 ＧＰＵ 上进行模型的并行化训

练。 Ｓｚｅｇｅｄｙ 等学者［４］ 指出单纯地加深和加宽神经

网络不仅容易出现过拟合，而且还会占用更多的计

算资源，因此在 Ｉｎｃｅｐｔｉｏｎ 结构中引入了稀疏性来提

高效率。 Ｚｈａｎｇ 等学者［５］ 提出 ＳｈｕｆｆｌｅＮｅｔ，也运用了

逐点分组卷积方法来减少计算量，以实现移动端的



模型加速。 Ｚｈａｎｇ 等学者［６］提出交错组卷积神经网

络（Ｉｎｔｅｒｌｅａｖｅｄ Ｇｒｏｕｐ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ，
ＩＧＣＮｅｔｓ）也使用一种全新的交错组卷积方法，提高

了模型整体的计算效率。 宋一格等学者［７］ 在分组

卷积的基础上引入了简化的双注意力机制，进一步

增强了模型的特征提取能力。 赵昊天等学者［８］ 也

运用了分组卷积的方法提高了隐写分析模型的准确

率。 以上这些研究都是分组结构在卷积神经网络中

的应用，取得了较好的结果。
许多研究者们以此为启发，将分组结构应用在

ＲＮＮ 模型中。 Ｈｉｄａｓｉ 等学者［９］ 最早在推荐系统中

应用了并行 ＲＮＮ 结构，该结构中的每条 ＲＮＮ 都单

独负责某一类数据（图像或文本）特征的提取。 Ｚｈｕ
等学者［１０］指出使用并行 ＲＮＮ 结构可以减少循环连

接中一些不相干特征的互相干扰，并且可以在大幅

度减少模型中的参数计算总量的同时提高模型的效

果。 Ｋｕｃｈａｉｅｖ 等学者［１１］ 将输入数据和长短期记忆

模型（Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ， ＬＳＴＭ）的隐层单元

都拆分成若干不相关的分组进行模型的训练，并将

这种结构称为 Ｇｒｏｕｐ ＬＳＴＭ，由于 Ｇｒｏｕｐ ＬＳＴＭ 的分

组之间是相互独立的，该结构非常适用于并行化。
Ｇａｏ 等学者［１２］将输入数据拆分后，Ｇｒｏｕｐ ＬＳＴＭ 无法

学习到组与组之间数据特征的相互关系，需要添加

一个重组操作去进行补充学习，并且在语言建模、机
器翻译等任务中对此方法进行了验证。 Ｙｉ 等学

者［１３］利用并行 ＬＳＴＭ 结构生成来自不同子空间的

词语表示，用来增强字符级词向量的表达能力，在命

名实体识别实验中取得了较好的结果。 彭井桐等学

者［１４］ 针对门控递归单元 （ Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ，
ＧＲＵ）进行了并行加速优化，对数组做了列维度上

的切割，使权重参数能在列维度上并行读取。 王茂

发等学者［１５］也采用了并行 ＧＲＵ 和双向 ＲＮＮ 的组

合架构，缩短了 ＲＮＮ 的序列长度，大幅度减少了模

型的计算量。
在以上这些研究中，研究者们均在特征维度上

对输入数据进行了拆分，再把拆分后的数据分别输

入到多组小尺寸的并行 ＲＮＮ 中进行数据特征的提

取。 和传统 ＲＮＮ 相比较，在隐层单元总数量相等的

情况下，并行 ＲＮＮ 结构可以有效降低模型参数的维

度大小，从而大幅度减少参数计算总量，提高模型的

训练效率。 然而，拆分输入数据会不可避免地导致

信息的丢失，每组并行 ＲＮＮ 只能接收到输入数据的

一小部分，并且完全独立地进行训练，互相之间没有

任何关联，这使得任意 ２ 组 ＲＮＮ 接收到的输入数据

无法产生联系，模型也就无法学习到之前丢失的信

息，需要通过额外的操作来进行弥补。 此外，以上研

究也没有对并行 ＲＮＮ 的分组设置进行更深入的讨

论，绝大多数都是采用较为简单直接的分组，没有提

出如何进行分组才可以使模型获得最佳效果。
针对以上问题，本文提出一种便捷高效的并行

ＲＮＮ 分组策略，没有将输入数据进行拆分，而是将

全部的输入数据都传递给每一组并行 ＲＮＮ。 虽然

输入数据的尺寸相比于拆分后的数据有所增大，导
致模型的参数计算总量相应增加，但是可以使模型

不再需要利用任何的后续操作去学习由于数据拆分

而丢失的部分信息，相比于传统 ＲＮＮ 仍然显著降低

了参数计算总量。 自由设定模型每一层的分组数

量，层与层之间的分组数量不固定。 对于多层模型

的训练来说，梯度在跨层反向传播时的不稳定性

（梯度消失或梯度爆炸）会导致每一层神经元的学

习速率不一致，影响最终的训练效果。 而通过在每

一层设定不同的并行 ＲＮＮ 分组数量，可以把梯度的

传播从原来的单一路径增加至多条路径，每组并行

ＲＮＮ 参数的梯度大小可以通过分组数量进行控制。
当传递到某一层的梯度较大时，在该层设置较多的

分组数量，使该层每组并行 ＲＮＮ 参数的梯度不至于

过高。 传递到某一层的梯度较小时，在该层设置较

少的分组数量，使该层每组并行 ＲＮＮ 参数的梯度不

至于过低。 这种自由设定每一层分组数量的策略可

以保证模型中所有的神经元按照相对一致的速率进

行学习，从而提升模型的训练效果。
本文在语言建模和命名实体识别任务中运用所

提出的并行 ＲＮＮ 分组策略进行了实验。 在语言建

模实验中利用 Ｐｅｎｎ Ｔｒｅｅ Ｂａｎｋ（ＰＴＢ）数据集，采用

本文方法构建的并行 ＬＳＴＭ，相比于标准 ＬＳＴＭ 和

Ｇｒｏｕｐ ＬＳＴＭ 参数计算量更少，效果更好；在命名实

体识别实验中利用 ＣｏＮＬＬ－２００３ 英文数据集，本文

提出的方法也取得了较好的结果。

１　 并行 ＲＮＮ 的分组策略

１．１　 传统 ＲＮＮ 的弊端

ＲＮＮ 是一种常用的对序列信息进行建模的神

经网络结构，所特有的循环递归结构使其在理论上

可以沿着时间维度处理任意长度的序列数据，可以

有效地利用之前的信息来计算当前时刻的输出［１６］。
利用当前时刻的输入结合上一时刻的输出计算得到

当前时刻的输出，用式（１）表示：
ｈｔ

ｌ ＝ ｔａｎｈ（Ｗ［ｈｔ －１
ｌ ，ｘｔ

ｌ］ ＋ ｂ） （１）
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　 　 其中， ｈｔ
ｌ 表示第 ｌ 层的神经元在 ｔ 时刻的输出；

ｘｔ
ｌ 表示第 ｌ层的神经元在 ｔ时刻接收到的输入；Ｗ和

ｂ 是线性变换时用到的权重和偏置项；ｔａｎｈ 是双曲

正切激活函数。
在模型的训练过程中， 需要不断计算更新线性

变换中用到的参数 Ｗ 和 ｂ。 在只考虑 Ｗ 的情况下，
假设 ｈｔ －１

ｌ 和 ｈｔ
ｌ都是ｍ维向量，ｘｔ

ｌ是 ｎ维向量，则Ｗ的

维度可表示为［ｍ， ｍ ＋ ｎ］，那么，该层神经元中需要

用式（２） 来求得参数总量 ＲＮＮ＿Ｐａｒｍ：
ＲＮＮ＿Ｐａｒｍ ＝ ｍ∗（ｍ ＋ ｎ） ＝ ｍ２ ＋ ｍｎ （２）

　 　 对于 ＲＮＮ 的一些变体，例如 ＬＳＴＭ 和 ＧＲＵ，由
于其神经元内部存在多个门结构，控制信息的保存

与丢弃，因此参数计算量将会随着门结构数量的增

长而倍增［１７－１８］。
传统 ＲＮＮ 中需要计算的参数量随着隐层宽度

ｍ 的增加进行二次方增长，如果构建的模型结构中

包含较多的隐层单元，那么参数计算量将会急剧增

加，这无疑将会大幅度增加训练成本。
此外，传统 ＲＮＮ 利用梯度的反向传播来进行模

型的训练。 为了简化问题，这里仅考虑垂直方向上

层与层之间的梯度变化情况，省略了水平方向上 ｔ
个时间步的梯度传递，则第 ｌ 层神经元的输出 ｈｌ 可

以简化为式（３）：
ｈｌ ＝ ｔａｎｈ（ ｚｌ） ＝ ｔａｎｈ（Ｗｌ ｈｌ －１ ＋ ｂｌ） （３）

　 　 令代价函数为 Ｃ，则第 ｌ 层参数 Ｗｌ 上的梯度δ ｌ，
其定义公式为：

δ ｌ ＝
∂Ｃ
∂Ｗｌ

＝ ∂Ｃ
∂ｈｌ

·
∂ｈｌ

∂ｚｌ
·

∂ｚｌ
∂Ｗｌ

＝ ∂Ｃ
∂ｈｌ

·ｔａｎｈ′ ｚｌ( )·ｈｌ －１

（４）
可以继续推导出第 ｌ － ｋ 层参数 Ｗｌ －ｋ 上的梯度

δ ｌ －ｋ， 具体如下：

δ ｌ －ｋ ＝
∂Ｃ
∂ｈｌ

·ｔａｎｈ′（ ｚｌ －ｋ）·ｈｌ －ｋ－１·∏
ｋ－１

ｉ ＝ ０
ｔａｎｈ′（ ｚｌ －ｉ）·

Ｗｌ －ｉ （５）
从式（５）中可以看出，梯度在进行反向传播时，

每经过一层都要乘以上一层输出的偏导和参数。 当

这些数值在 ０ 和 １ 之间时，由于累乘的效果，梯度会

越来越小；反之，当这些数值大于 １ 时，梯度则越来

越大，这就是梯度消失和梯度爆炸的根本原因。 这

种梯度反向传播的不稳定性会使得多层 ＲＮＮ 每一

层神经元的学习速率不一致，失去了模型深度的意

义，可能会导致模型在训练过程中无法有效收敛，从
而影响最终的结果。

１．２　 多层并行 ＲＮＮ 结构

针对传统 ＲＮＮ 的问题，本文现提出一种并行

ＲＮＮ 的分组策略，将模型结构中的每一层神经元都

划分为若干独立的组，每一层中的大尺寸 ＲＮＮ 将会

被划分为若干组并行的小尺寸 ＲＮＮ，每组并行 ＲＮＮ
之间相互独立地计算；将这些并行 ＲＮＮ 的输出进行

拼接，作为该层的最终输出传入下一层。 设模型层

数为 ２，每一层神经元数量为 ｍ， 现将模型第一层分

为 ｇ 组并行 ＲＮＮ，则每组 ＲＮＮ 的神经元数量为

ｍ ／ ｇ， 第一层的输出 ｈｔ
１ 由该层每组 ＲＮＮ 的输出

ｈ１ｔ
１， ｈ２ｔ

１， …，ｈｇｔ
１ 拼接而成，第一层的输出将作为第

二层的输入继续进行计算。 同样，将第二层分为 ｋ
组并行 ＲＮＮ，每组 ＲＮＮ 的隐层单元数量变为 ｍ ／ ｋ，
该模型的最终输出 ｈｔ

２ 由第二层每组 ＲＮＮ 的输出

ｈ１ｔ
２， …，ｈｋｔ

２ 拼接而成，多层并行 ＲＮＮ 结构如图 １
所示。

ht
2

hjt2h1t
2

拼接

神经元数量=n/j 神经元数量=n/j

ht
1

hit1h2t
1h1t

1

拼接

ht
0

神经元
数量=n/i

神经元
数量=n/i

神经元
数量=n/i

图 １　 多层并行 ＲＮＮ 结构

Ｆｉｇ． １　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ｍｕｌｔｉ－ｌａｙｅｒ ｐａｒａｌｌｅｌ ＲＮＮ

　 　 该结构具有以下优势：
（１）可以显著减少模型中的参数计算总量。 将

分组数量用 ｇ 表示，那么根据参数数量计算公式

（２），将神经元数量 ｍ 替换为 ｍ ／ ｇ，则参数计算量公

式将更新为式（６）：

　 ＲＮＮ＿Ｐａｒｍ＿ ｇ ＝ ｇ∗
ｍ
ｇ

＋ ｎæ

è
ç

ö

ø
÷ ∗ ｍ

ｇ
æ

è
ç

ö

ø
÷ ＝

ｍ
ｇ

＋ ｎæ

è
ç

ö

ø
÷ ∗ｍ ＝ ｍ２

ｇ
＋ ｍｎ （６）

假设输入的维度和每层神经元的数量相等， 即

ｍ ＝ ｎ，则可以计算得出在不同的分组数量 ｇ下，参数

计算总量的减少比例，可由式（７） 计算求得：
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Ｐａｒｍ＿ｒｅｄ ＝ １ －

ｍ２

ｇ
＋ ｍ２

ｍ２ ＋ ｍ２
＝ ｇ － １

２ｇ
（７）

　 　 不同分组数量下的参数计算总量减少比例见

表 １。
表 １　 各分组数量下参数计算总量减少比例

Ｔａｂｌｅ １　 Ｒｅｄｕｃｔｉｏｎ ｒａｔｉｏ ｏｆ ｐａｒａｍｅｔｅｒ ｃａｌｃｕｌａｔｉｏｎ

分组数量 减少比例 ／ ％

２ ２５．０

３ ３３．３

４ ３７．５

５ ４０．０

６ ４１．６

７ ４２．９

８ ４３．８

　 　 与现有的相关研究相比，本文提出的分组策略

并没有对输入数据在特征维度上进行拆分，因此在

参数计算总量上的减少比例要低；如果对输入数据

进行拆分，参数总量会降低得更多。
（２）可以使梯度在反向传播时保持相对稳定。

根据 Ｂｅｎｇｉｏ 等学者［１９］研究，梯度爆炸和梯度消失是

指模型在训练过程中梯度的范数大幅度增加或趋近

于 ０，这种梯度的不稳定性会导致模型的学习能力

低下。 本文使用的并行 ＲＮＮ 结构每一层的输出是

由该层所有并行 ＲＮＮ 的输出拼接而成，第 ｌ 层的输

出 ｈｌ，的定义公式为：
ｈｌ ＝ ｃｏｎｃａｔ（ｈ１ｌ，ｈ２ｌ，…，ｈｇｌ） （８）

　 　 因为该层神经元的总数量不变，所以并行 ＲＮＮ
输出 ｈｌ 的维度和传统 ＲＮＮ 相比并没有变化，梯度

在反向传播时， ｈｌ 上的梯度也等于每组并行 ＲＮＮ
上梯度的拼接，可由式（９）表示为：

∂Ｃ
∂ｈｌ

＝ ｃｏｎｃａｔ（ ∂Ｃ
∂ｈ１ｌ

， ∂Ｃ
∂ｈ２ｌ

，…， ∂Ｃ
∂ｈｇｌ

） （９）

　 　 此时，梯度的反向传播由传统 ＲＮＮ 中的单一路

径变为并行 ＲＮＮ 中分组后的 ｇ 条路径，如图 ２ 所

示。 每一条路径传递部分梯度信息至第 ｉ 组并行

ＲＮＮ 的参数 Ｗｉｌ 上，推得的公式为：

δＷｉｌ
＝ ∂Ｃ
∂Ｗｉｌ

＝ ∂Ｃ
∂ｈｉｌ

·
∂ｈｉｌ
∂ｚｉｌ

·
∂ｚｉｌ
∂Ｗｉｌ

（１０）

　 　 在每层输出维度大小不变的情况下，传递到每

一层的梯度大小也相对保持一致，因此，每组并行

ＲＮＮ 参数上获得的梯度大小将随着该层分组数量

的多少而发生变化。 该层分组数量越多，则每组并

行 ＲＮＮ 参数获得的梯度就越小；该层分组数量越

少，则每组并行 ＲＮＮ 参数获得的梯度就越大。 虽然

从模型较高层传递至较低层的总梯度大小仍然会由

于跨层传播存在着不稳定的情况，但是由于本文提

出的并行 ＲＮＮ 结构可以自由地设置每一层的分组

数量，因此，可以手动地对每组并行 ＲＮＮ 参数的梯

度大小进行控制。

h1l-1 h2l-1 hil-1

W1l W2l Wil

h1l h2l hil

损失值损失值

hl

Wl

hl-1

C
Wl

累
累 C

W1l

累
累

C
W2l

累
累

C
Wil
累
累

　 　 （ａ） 传统 ＲＮＮ　 　 　 　 　 　 　 （ｂ） 并行 ＲＮＮ
图 ２　 信息前向传输和梯度反向传播

Ｆｉｇ． ２ 　 Ｉｎｆｏｒｍａｔｉｏｎ ｆｏｒｗａｒｄ ｔｒａｎｓｍｉｓｓｉｏｎ ａｎｄ ｇｒａｄｉｅｎｔ ｂａｃｋ
ｐｒｏｐａｇａｔｉｏｎ

　 　 本文提出的并行 ＲＮＮ 分组策略：首先，在不分

组的情况下训练模型一个 ｅｐｏｃｈ， 计算每一层并行

ＲＮＮ 参数的梯度范数，当梯度范数较大时，设置较

多的分组数量，梯度范数较小时，设置较少的分组数

量；多次尝试不同的设置，以获取最优的分组数量；
最后，选择最佳的分组设置对模型重新进行训练，可
以保证模型每一层每组并行 ＲＮＮ 的参数都获得相

对一致的梯度大小，从而减少梯度不稳定带来的负

面影响，提高模型的训练效率。

２　 实验

２．１　 语言建模

语言模型是自然语言处理领域中很多重要任务

的基础和关键，通过给定的上下文，语言模型可以预

测下一个词语出现的概率。 通常使用困惑度

（ｐｅｒｐｌｅｘｉｔｙ） 来衡量语言模型效果，困惑度越低，语
言模型的效果就越好。 Ｐｅｎｎ Ｔｒｅｅ Ｂａｎｋ（ＰＴＢ）数据

集是目前语言模型训练中使用最广泛的数据集之

一，数据质量较高，可以用来评测语言模型的准确

性，同时数据量不大，训练速度也比较快。 因此，本
文将采用 ＰＴＢ 数据集作为本次的实验数据。

ＬＳＴＭ 模型作为一种带有门控结构的 ＲＮＮ，可
以有效解决长期依赖问题，通常被用来进行语言建

６３１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



模。 因此，本文构建并行 ＬＳＴＭ 模型来进行语言建

模的实验，将其和标准 ＬＳＴＭ 模型以及拥有类似并

行结构的 Ｇｒｏｕｐ ＬＳＴＭ 模型进行对比实验。 所有的

实验都使用一个双层 ＬＳＴＭ 模型，每一层的神经元

数量以及词向量维度都设置为 １ ５００，文本截断的长

度为 ３５， ｂａｔｃｈ 的大小为 ２０， 初始化状态为 ０，每个

ｂａｔｃｈ 计算后得到的最终状态将作为下一个 ｂａｔｃｈ 的

初始状态，参数的初始化服从 ［－０．０４， ０．０４］的随机

均匀分布，梯度裁剪参数设置为 ５．０，在每一层的输

出上应用概率为 ０． ５ 的 ｄｒｏｐｏｕｔ， 使用 Ｓｔｏｃｈａｓｔｉｃ
Ｇｒａｄｉｅｎｔ Ｄｅｓｃｅｎｔ （ＳＧＤ）方法训练所有的模型 ５５ 轮，
初始学习率设置为 １．０，并将在第 ２０ 轮后按照每轮

０．８ 的比例进行衰减。
对并行 ＬＳＴＭ 模型的分组数量进行最优的设

置，以参数的梯度范数大小差值作为衡量分组的标

准，差值越小，表明梯度的传播越稳定，该分组数量

最佳。 通过多次尝试，本文将按照表 ２ 给出的分组

数量进行实验。 对于本文所使用的并行 ＬＳＴＭ 模

型，用 Ｐ－ＬＳＴＭ 表示，括号内的数字从左至右分别

表示第一层到最后一层的分组数量。

表 ２　 双层 ＬＳＴＭ 模型中参数 Ｗ的梯度范数大小

Ｔａｂｌｅ ２　 Ｇｒａｄｉｅｎｔ ｎｏｒｍ ｏｆ ｐａｒａｍｅｔｅｒ Ｗ

模型 第一层的梯度范数 第二层的梯度范数

标准 ＬＳＴＭ １．３５ １．１１

Ｐ－ＬＳＴＭ（２－４） ０．６９ ０．６２

　 　 语言建模实验结果见表 ３。 由表 ３ 可以看出，
与标准 ＬＳＴＭ 模型相比较，本文所使用的并行 ＬＳＴＭ
模型（第一层分 ２ 组，第二层分 ４ 组）参数计算总量

下降了 ３１．２５％，在 ＰＴＢ 验证集和测试集上的表现

均有所提升，测试集的困惑度值下降了 ２．０。 Ｇｒｏｕｐ
ＬＳＴＭ 结构参数总量相比于标准 ＬＳＴＭ 下降了 ２７％，
但是并没有提升最终的实验结果，其在 ＰＴＢ 数据集

上的表现基本等价于标准 ＬＳＴＭ。 本文所使用的并

行 ＬＳＴＭ 结构，在参数计算量最小的情况下，取得了

最佳的语言建模实验结果。

表 ３　 语言建模实验结果

Ｔａｂｌｅ ３　 Ｒｅｓｕｌｔｓ ｏｆ ｌａｎｇｕａｇｅ ｍｏｄｅｌｉｎｇ ｅｘｐｅｒｉｍｅｎｔ

模型 验证集困惑度 测试集困惑度 参数减少比例 ／ ％

标准 ＬＳＴＭ ８２．２ ７８．４ －

２ Ｇｒｏｕｐ ＬＳＴＭ ８２．０ ７８．６ ２７．００

Ｐ－ＬＳＴＭ（２－４） ８１．１ ７６．４ ３１．２５

２．２　 命名实体识别

命名实体识别的主要任务是用正确的实体类型

标注文本序列中的每一个词语，实体的类型通常包括

人物、地点、组织等等。 通常采用 Ｆ１ 得分来衡量命名

实体识别的效果，Ｆ１ 得分越高，表示命名实体识别的

效果越好。 本文利用 ＣｏＮＬＬ－２００３ 共享任务中提供

的英文数据集进行实验，该数据集来自路透社语料

库，已经预先划分好训练集、验证集和测试集。
本文参考了 Ｌａｍｐｌｅ 等学者［２０］ 的研究，使用了

相同的数据预处理方式以及预训练词向量。 在模型

结构方面，利用一组 Ｂｉ－ＬＳＴＭ 生成字符级的词语表

示，将其与预训练词向量拼接后再次输入到另外一

组 Ｂｉ－ＬＳＴＭ 中对语句建模，并后接一个条件随机场

进行最终的命名实体标注。 生成字符级词语表示和

对语句建模的 Ｂｉ－ＬＳＴＭ 隐层单元数量分别设置为

２５ 和 １００，字符向量的初始化服从 ［－０．５， ０．５］的随

机均匀分布，梯度裁剪参数设置为 ５．０，在每一层的

输出上应用概率为 ０．５ 的 ｄｒｏｐｏｕｔ， 初始学习率设置

为 ０．１，每一轮训练结束后按照 ０．９７ 的比例进行衰

减。 训练时监控模型在验证集的表现，并保存在验

证集表现最佳的模型进行最终的测试。
针对每一种模型分别进行 ５ 次试验，并输出验

证集和测试集实验结果的均值和标准差，见表 ４。
本文只进行了分 ２ 组和分 ４ 组的并行 Ｂｉ－ＬＳＴＭ 模

型进行实验，从结果可以看出，当并行 Ｂｉ－ＬＳＴＭ 分

组数量为 ２ 时，模型效果最佳，测试集上的 Ｆ１ 得分

提升了 ０．１９，与此同时，参数总量下降了 ２５％。

表 ４　 命名实体识别实验结果

Ｔａｂｌｅ ４　 Ｒｅｓｕｌｔｓ ｏｆ ｎａｍｅｄ ｅｎｔｉｔｙ ｒｅｃｏｇｎｉｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔ

模型 验证集 Ｆ１ 得分 测试集 Ｆ１ 得分 参数减少比例 ／ ％

ＢｉＬＳＴＭ － ９０．９４ －

Ｐ－ＢｉＬＳＴＭ（２） ９４．０８（±０．１８） ９１．１３（±０．２３） ２５．０

Ｐ－ＢｉＬＳＴＭ（４） ９３．９４（±０．１４） ９１．０８（±０．１８） ３７．５

　 　 将用来对语句建模的 Ｂｉ－ＬＳＴＭ 增加至 ２ 层再

次进行实验。 由于模型的复杂度提高，本次实验将

训练集和验证集数据合并进行训练，之后利用测试

集数据进行模型效果的评估，实验结果见表 ５。 由

表 ５ 可以看出，本文所使用的并行 Ｂｉ－ＬＳＴＭ 模型

（第一层分 ２ 组，第二层不分组，Ｐ－ＢｉＬＳＴＭ（２－１））
在参数总量减少的情况下，提升了最终的实验结果，
相比于传统的双层 Ｂｉ－ＬＳＴＭ 模型， Ｆ１ 得分提高了

０．１６。
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表 ５　 双层模型的命名实体识别实验结果

Ｔａｂｌｅ ５　 Ｒｅｓｕｌｔｓ ｏｆ ｎａｍｅｄ ｅｎｔｉｔｙ ｒｅｃｏｇｎｉｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔ ｏｆ ｔｗｏ－ｌａｙｅｒ ｍｏｄｅｌ

模型
第一层参数梯度范数

前向 ＬＳＴＭ 反向 ＬＳＴＭ

第二层参数梯度范数

前向 ＬＳＴＭ 反向 ＬＳＴＭ
测试集 Ｆ１ 得分

ＢｉＬＳＴＭ １．２６ １．１４ ０．９９ ０．８９ ９１．４６（±０．２４）

Ｐ－ＢｉＬＳＴＭ（２－１） ０．９０ ０．８６ ０．９９ ０．９５ ９１．６２（±０．１４）

２．３　 消融实验

本文提出的并行 ＲＮＮ 分组策略可以大幅度减

少模型的参数计算总量，并且通过在每一层设定不

同的分组数量，可以稳定模型各层参数的梯度大小，
从而提升模型性能。 本文再次利用语言建模任务进

行消融实验，以验证所提出的并行 ＲＮＮ 分组策略是

否按照预想的方式对最终结果产生影响。 在本次实

验中，使用隐层单元数量为 ２００ 的双层 ＬＳＴＭ 模型，
在每一层的输出上应用了概率为 ０．２ 的 ｄｒｏｐｏｕｔ， 初

始学习率为 １．０，在第 ４ 轮后按照 ０．５ 的比例进行衰

减，共训练 １３ 轮。 针对每一种模型（详细模型设置

见表 ６、表 ７）进行 ５ 次试验，并输出测试集结果的均

值和标准差。
首先，对每一种模型设置了不同的分组数量，观

察这些不同的分组数量对于模型性能的影响，见表

６。 随着每一层分组数量的增多，模型的参数计算总

量和训练一个 ｅｐｏｃｈ 所需要花费的训练时间逐渐降

低。 在分组数量为 ４ 时，模型在测试集上的表现最

佳，相比于标准 ＬＳＴＭ，困惑度下降了 ２．６９，进一步

将分组数量提升到 ８ 组时，模型的效果下降。 由此

可以看出，在合适的分组数量下，ＬＳＴＭ 模型可以从

分组结构中获益，但是当分组数量过多时，单组并行

ＬＳＴＭ 的隐层单元数量过少，不足以从数据中提取

到足够的信息，从而对最终结果造成负面影响。
表 ６　 不同分组数量的模型实验结果

Ｔａｂｌｅ ６　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｇｒｏｕｐ ｎｕｍｂｅｒ

模型 测试集困惑度
参数减少

比例 ／ ％
训练一个 ｅｐｏｃｈ 的

时间 ／ ｓ

标准 ＬＳＴＭ ９９．７７（±０．２４） － ３８．３０

Ｐ－ＬＳＴＭ（２－２） ９７．８７（±０．３２） ２５．０ ３２．８４

Ｐ－ＬＳＴＭ（４－４） ９７．０８（±０．４８） ３７．５ ２７．３４

Ｐ－ＬＳＴＭ（８－８） ９７．２３（±０．４０） ４３．８ ２６．２５

　 　 对模型每一层设置不同的分组数量，观察分组

数量对于各层参数梯度范数的影响，以及对于模型

性能的影响，见表 ７。 按照每一层分组数量相等、递
增和递减这 ３ 种方式构建模型并与标准 ＬＳＴＭ 进行

对比，当分组数量为 ２－４ 时，模型第一层和第二层

参数的梯度范数最为接近，在测试集上的效果也达

到了最佳，相比于标准 ＬＳＴＭ，困惑度下降了 ２．９９。
当分组数量为 ４－２ 时，模型第一层和第二层参数的

梯度范数相差最大，在所有模型中也取得了最差的

效果。 由此可以看出，在并行 ＬＳＴＭ 结构的每一层

中设置不同的分组数量，可以控制反向传播至该层

参数的梯度大小，选择最佳的分组数量，可以有效地

稳定模型整体的梯度反向传播，从而提升模型的最

终性能。
表 ７　 每一层不同分组数量的模型实验结果

Ｔａｂｌｅ ７ 　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｇｒｏｕｐ ｎｕｍｂｅｒ ｉｎ ｅａｃｈ
ｌａｙｅｒ

模型
参数梯度范数

第一层 第二层
测试集困惑度

标准 ＬＳＴＭ ０．７１ ０．９１ ９９．７７（±０．２４）

Ｐ－ＬＳＴＭ（２－２） ０．４７ ０．６１ ９７．８７（±０．３２）

Ｐ－ＬＳＴＭ（２－４） ０．４７ ０．４２ ９６．７８（±０．３７）

Ｐ－ＬＳＴＭ（４－２） ０．２８ ０．６１ ９８．１０（±０．３３）

Ｐ－ＬＳＴＭ（４－４） ０．２６ ０．４４ ９７．０８（±０．４８）

　 　 最后，本文比较了标准 ＬＳＴＭ 和 Ｐ－ＬＳＴＭ（２－４）
在训练时的收敛速度，如图 ３ 所示。 由图 ３ 可以看

出，由于 Ｐ－ＬＳＴＭ（２－４）在训练时具有较为稳定的

梯度传播，因此该模型的收敛速度要快于标准

ＬＳＴＭ，训练效果更佳。
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图 ３　 标准 ＬＳＴＭ 和（２－４） Ｐａｒａｌｌｅｌ ＬＳＴＭ 在训练集上的收敛曲线

Ｆｉｇ． ３　 Ｃｏｎｖｅｒｇｅｎｃｅ ｃｕｒｖｅｓ ｏｆ ｓｔａｎｄａｒｄ ＬＳＴＭ ａｎｄ （２－４） Ｐａｒａｌｌｅｌ
ＬＳＴＭ ｏｎ ｔｒａｉｎｉｎｇ ｄａｔａｓｅｔｓ

３　 结束语

本文提出了一种并行 ＲＮＮ 的分组策略，可以大

幅度减少模型的参数计算总量，从而有效降低模型
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的训练成本。 此外，该策略通过在模型每一层设置

不同的分组数量，降低了梯度反向传播时的不稳定

性，可以显著提高模型的训练效率，获得更好的效

果。 在语言建模和命名实体识别任务中应用了本文

所提出的分组策略，相比于传统模型均有显著提高，
并且参数计算总量也大幅度减少；实证研究也显示

了并行 ＲＮＮ 模型中不同的分组设置对于参数梯度

大小以及模型性能的影响，从而证明了本文提出的

分组策略是行之有效的。 针对并行 ＲＮＮ 还有很多

研究工作，比如：每组并行 ＲＮＮ 参数的梯度大小虽

然很接近，但是仍然存在着些许差异，是否可以进一

步缩小这种差异；针对隐层单元的分组是否可以不

采用平均分组的方式；以及利用多个 ＧＰＵ 分别训练

每组并行 ＲＮＮ 是否可以提高训练效率等等。
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