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基于 ＤＣＦ－ＤｅｅｐＬａｂ 网络的图像语义分割研究
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摘　 要： 针对 ＤｅｅｐＬａｂｖ３ 中存在的图像小目标信息易丢失、训练时效长、目标边界分割粗糙等问题，提出了一种基于双注意力

交叉融合的 ＤＣＦ－ＤｅｅｐＬａｂ 图像语义分割网络。 该网络设计了基于注意力机制的特征融合模块，分别在 ２、４、８ 倍下采样特征

图上使用该模块，融合浅层特征以弥补深层特征的不足；在主干特征提取网络部分引入轻量级网络 ＭｏｂｉｌｅＮｅｔＶ３－Ｌａｒｇｅ，减少

模型推理时间；在 ＡＳＰＰ 模块嵌入多个注意力模块和串联结构，增强网络细节特征提取能力。 通过在 ＰＡＳＣＡＬ ＶＯＣ ２０１２ 数

据集上的实验结果表明，该网络可有效提升图像语义分割性能，具有一定应用潜力。
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０　 引　 言

随着计算机视觉技术的飞速发展，图像语义分

割已成为该领域研究的热点之一。 基于深度学习的

语义分割方法相较于传统图像处理方法，性能得到

了极大的提升，被广泛应用于自动驾驶、医学图像处

理、人脸识别等领域。 Ｌｏｎｇ 等［１］ 提出的全卷积网络

（ＦＣＮ）是一种端到端的语义分割网络，可以有效应

用于图像语义分割研究。 然而，连续的池化和下采

样操作容易引起浅层语义信息丢失，进而导致小目

标信息丢失和边界分割模糊。 Ｒｏｎｎｅｂｅｒｇｅｒ 等［２］ 提

出了 Ｕｎｅｔ 语义分割模型，该模型引入编码器－解码

器结构，利用上采样和下采样过程进行跳跃连接，实
现了更高精确的分割。 Ｆｕ 等［３］ 提出了引入空间注

意力和通道注意力的分割网络 ＤＡＮｅｔ，有效提升了

模型的性能。 后续，相关研究者又陆续提出了更好

的兼 顾 精 度 和 速 度 的 图 像 语 义 分 割 模 型， 如

ＨＭＡＮｅｔ［４］、 ＳＴＬＮｅｔ［５］ 等。 Ｃｈｅｎ 等［６］ 在 ＤｅｅｐＬａｂｖ１
基础上提出了 ＤｅｅｐＬａｂｖ２， 并引入 ＡＳＰＰ （ Ａｔｒｏｕｓ
Ｓｐａｔｉａｌ Ｐｙｒａｍｉｄ Ｐｏｏｌｉｎｇ）模块实现多尺度的特征提

取。 之 后 又 相 继 提 出 了 基 于 ＡＳＰＰ 模 块 的



ＤｅｅｐＬａｂｖ３ 和采用编码器－解码器结构的 ＤｅｅｐＬａｂｖ３
＋，实现了更好的图像语义分割。

到目前为止，ＤｅｅｐＬａｂ 系列都是在降采样 ８ 倍

尺度上进行预测的， 边界分割效果不甚理想。
ＤｅｅｐＬａｂｖ３ 网络并没有包含过多的浅层特征，不仅

在语义信息和位置信息的平衡上存在连续池化和下

采样导致的小目标信息丢失的问题，并且由于该网

络是通过多层卷积叠加而成的，存在训练时效长、目
标边界分割粗糙等问题。 为此，Ｚｈｕ 等［７］ 通过注意

力式可分离卷积的编码器－解码器结构，在多尺度

特征上有效均衡了训练效率和分割精度。 Ｗａｎｇ
等［８］利用基于注意力机制的优势，较好地克服了因

下采样导致的浅层细节信息丢失的问题，但模型参

数量大，训练时效长，实用性较低。
针对以上问题，本文提出了融合多模块的 ＤＣＦ

－ＤｅｅｐＬａｂ（Ｄｏｕｂｌｅ Ｃｒｏｓｓ－ａｔｔｅｎｔｉｏｎ Ｆｕｓｉｏｎ ＤｅｅｐＬａｂ）
语义分割网络。 首先，设计了基于双注意力交叉融

合的 特 征 融 合 ＤＡＦＭ （ Ｄｏｕｂｌｅ Ａｔｔｅｎｔｉｏｎ Ｆｕｓｉｏｎ
Ｍｏｕｄｌｅ）模块，以融合浅层特征弥补深层特征的不

足，并将其应用于主干特征提取网络的 ２、４、８ 倍下

采样的特征图上，充分提取小目标特征信息，实现特

征图跨模块的融合；其次，在主干特征提取部分引入

轻量级网络 ＭｏｂｉｌｅＮｅｔＶ３－Ｌａｒｇｅ，加速整体网络的训

练速率；最后，通过嵌入 ＤＡＦＭ 模块、注意力模块和

串联结构得到 ＭＡ－ＡＳＰＰ（Ｍｕｌｔｉｐｌｅ Ａｔｔｅｎｔｉｏｎ ＡＳＰＰ）
模块，实现多尺度信息编码，增强图像目标边缘的细

节特征提取能力。 ＤＣＦ － ＤｅｅｐＬａｂ 语义分割网络

从整体上精细了语义分割结果，提升了语义分割性

能。

１　 ＤＣＦ－ＤｅｅｐＬａｂ 网络

１．１　 ＤｅｅｐＬａｂｖ３ 网络

ＤｅｅｐＬａｂｖ３ 网络主要由两部分组成：
（１）在编码端使用 Ｒｅｓｎｅｔ１０１［９］ 残差网络模型

作为基本特征提取的主干网络，得到有效特征图，再
利用 ＡＳＰＰ 模块（由 １ 个 １×１ 卷积、１ 个全局池化层

以及 ３ 个不同空洞率的空洞卷积共同组成）进一步

提取特征得到多尺度特征图；
（２）在解码端将多尺度特征图进行拼接和 １×１

的卷积操作得到特征图（该特征图与基本特征提取

主干网络下采样得到的特征图的通道数相同），最
后通过上采样，将所得特征图还原回与原始图像大

小相同的尺寸，得到语义分割的结果。 ＤｅｅｐＬａｂｖ３
整体结构如图 １ 所示。
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图 １　 ＤｅｅｐＬａｂｖ３ 整体结构

Ｆｉｇ． １　 Ｏｖｅｒａｌｌ ｓｔｒｕｃｔｕｒｅ ｏｆ ＤｅｅｐＬａｂｖ３

１．２　 ＭｏｂｉｌｅＮｅｔＶ３＿ｌａｒｇｅ 网络

为了使 ＤＣＦ－ＤｅｅｐＬａｂ 网络高效地训练出预期

的结果，提升网络训练参数的速度，解决因训练时间

过长可能导致目标分割结果不佳的问题。 本文采用

具有高效且网络参数量、运算量小的 ＭｏｂｉｌｅＮｅｔＶ３＿
ｌａｒｇｅ 作为本文网络在编码端的主干特征提取网络。
ＭｏｂｉｌｅＮｅｔＶ３＿Ｌａｒｇｅ 网络结构见表 １。

表 １　 ＭｏｂｉｌｅＮｅｔＶ３＿Ｌａｒｇｅ 网络结构

Ｔａｂ． １　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＭｏｂｉｌｅＮｅｔＶ３＿Ｌａｒｇｅ ｎｅｔｗｏｒｋ

Ｉｎｐｕｔ Ｏｐｅｒａｔｏｒ Ｅｘｐ ｓｉｚｅ ＃ｏｕｔ ＳＥ ＮＬ ｓ

２２４２×３ Ｃｏｎｖ２ｄ － １６ － ＨＳ ２

１１２２×１６ ｂｎｅｃｋ， ３×３ １６ １６ － ＲＥ １

１１２２×１６ ｂｎｅｃｋ， ３×３ ６４ ２４ － ＲＥ ２

５６２×２４ ｂｎｅｃｋ， ３×３ ７２ ２４ － ＲＥ １

５６２×２４ ｂｎｅｃｋ， ５×５ ７２ ４０ √ ＲＥ ２

２８２×４０ ｂｎｅｃｋ， ５×５ １２０ ４０ √ ＲＥ １

２８２×４０ ｂｎｅｃｋ， ５×５ １２０ ４０ √ ＲＥ １

２８２×４０ ｂｎｅｃｋ， ３×３ ２４０ ８０ － ＨＳ ２

１４２×８０ ｂｎｅｃｋ， ３×３ ２００ ８０ － ＨＳ １

１４２×８０ ｂｎｅｃｋ， ３×３ １８４ ８０ － ＨＳ １

１４２×８０ ｂｎｅｃｋ， ３×３ １８４ ８０ － ＨＳ １

１４２×８０ ｂｎｅｃｋ， ３×３ ４８０ １１２ √ ＨＳ １

１４２×１１２ ｂｎｅｃｋ， ３×３ ６７２ １１２ √ ＨＳ １

１４２×１１２ ｂｎｅｃｋ， ５×５ ６７２ １６０ √ ＨＳ ２

７２×１６０ ｂｎｅｃｋ， ５×５ ９６０ １６０ √ ＨＳ １

７２×１６０ ｂｎｅｃｋ， ５×５ ９６０ １６０ √ ＨＳ １

７２×１６０ ｃｏｎｖ２ｄ， １×１ － ９６０ － ＨＳ １

７２×９６０ ｐｏｏｌ， ７×７ － － － － １

１２×９６０ ｃｏｎｖ２ｄ， １×１

，ＮＢＮ － １ ２８０ － ＨＳ １

１２×１ ２８０ ｃｏｎｖ２ｄ， １×１

，ＮＢＮ － ｋ － － １

　 　 在 ＭｏｂｉｌｅＮｅｔＶ３＿ｌａｒｇｅ 网络结构中，“Ｉｎｐｕｔ”表示

输入当前层特征矩阵的尺寸；“Ｏｐｅｒａｔｏｒ”表示输入

特征矩阵在本层中进行的操作，主要由普通二维卷
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积操作、多个倒残差模块（ｂｎｅｃｋ）操作以及池化操

作组成，其中“ＮＢＮ”表示不包含 ＢＮ 层；“Ｅｘｐ ｓｉｚｅ”
表示利用 １×１ 的卷积核扩展后的通道数；“＃ｏｕｔ”表
示输出特征矩阵的通道数，其中 ｋ 表示类别数量；
“ＳＥ”表示通道注意力机制；“ＮＬ” 表示激活函数，其
中“ＨＳ”为 Ｈ－Ｓｗｉｓｈ 激活函数、“ＲＥ”为 ＲＥＬＵ 激活

函数； “ ｓ” 表示步距。
１．３　 注意力模块

在计算机视觉领域，通道注意力机制［１０］被广泛

应用于各类研究。 ＳＥＮｅｔ （ Ｓｑｕｅｅｚｅ － ａｎｄ －Ｅｘｃｉｔａｔｉｏｎ
Ｎｅｔｗｏｒｋ）模块针对不同语义信息的属性特征，在通

道上实现了更好的信息获取和分割效果。 ＳＥＮｅｔ 模
块结构如图 ２ 所示。

全局平均池化
空间特征压缩 通道注意力信息

通道特征学习
卷积

激励操作

图 ２　 ＳＥＮｅｔ 模块结构

Ｆｉｇ． ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＳＥＮｅｔ ｍｏｄｕｌｅ

　 　 在全局平均池化中将全局空间信息转换成通道

统计信息，并执行压缩操作得到空间特征压缩量。
假设输入特征统计量 Ｕ ＝ ｛ｕ１，ｕ２，…，ｕｋ，…，ｕα－１，
ｕα｝， 其中特征通道量 ｕｋ ∈ ＲＨ×Ｗ， 输出特征统计量

经过全局平均池化得到，其中第 ｋ 个元素值为

ｚｋ ＝ Ｆｓｑ（ｕｋ） ＝ １
Ｈ × Ｗ∑

Ｈ

ｉ ＝ １
∑
Ｗ

ｊ ＝ １
ｕｋ（ ｉ， ｊ） （１）

　 　 为了利用压缩操作中聚合的信息，完全捕获依

赖通道的信息，执行激活操作。 实现上，通过引入全

连接层对输出特征统计量 Ｚ 进行通道依赖关系编

码，学习通道之间的非线性交互作用， 并结合

Ｓｉｇｍｏｉｄ 函数进行通道赋权，获取通道注意力信

息［１１］。 最后，将得到的权重系数应用于输入特征

中，得到通道注意力的输出 Ｘ
～
其计算关系为

Ｘ
～
＝ σ（Ｐ ｆｃｌＺ）Ｕ （２）

　 　 其中， σ（·） 为 Ｓｉｇｍｏｉｄ 激活函数， Ｐ ｆｃｌ 为全连接

层参数。
ＣＢＡＭ（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｂｌｏｃｋ Ａｔｔｅｎｔｉｏｎ Ｍｏｄｕｌｅ）模

块分别在通道和空间维度上进行注意力操作，以获

得全面的注意力信息，引导模型进行权重分配和信

息指引。 ＣＢＡＭ 模块结构如图 ３ 所示。

图 ３　 ＣＢＡＭ 模块结构

Ｆｉｇ． ３　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＣＢＡＭ ｍｏｄｕｌｅ

　 　 假设 Ｆ ∈ ℝ Ｈ×Ｗ×Ｃ 表示输入的特征图， Ｍｃ ∈
ℝ １×１×Ｃ 表示一维的通道注意力， Ｍｓ ∈ ℝ Ｈ×Ｗ×１ 表示

二维的空间注意力。 经过 ＣＢＡＭ 模块依次推导出

通道注意力和空间注意力的映射，计算过程如下：
Ｆ′ ＝ Ｍｃ（Ｆ）  Ｆ （３）
Ｆ″ ＝ Ｍｓ（Ｆ′）  Ｆ′ （４）

　 　 式（３）中，将原始特征图 Ｆ 与其经过通道注意

力模块操作后的结果进行元素相乘得到 Ｆ′； 式（４）
中，将输出 Ｆ′ 与经过空间注意力模块做特征提取后

的结果进行元素相乘，得到最终的输出结果 Ｆ″。
为了提高通道注意力模块中网络的表征能力，

首先，对输入的特征进行最大池化操作（ＭａｘＰｏｏｌ）
和平均池化操作（ＡｖｇＰｏｏｌ）聚合特征图的空间信息；
其次，将池化后的特征信息输入到共享全连接层中

以生成通道注意力图［１２］，其中共享全连接层由具有

隐藏层的多层感知器（ＭＬＰ）组成，并将输出的特征

进行相加融合；最后，利用 Ｓｉｇｍｏｉｄ 函数进行激活操

作，得到输入特征层中每一个通道的权重值。 通道

注意力模块结构如图 ４ 所示。

共享全连接层

图 ４　 通道注意力模块结构

Ｆｉｇ． ４　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ｃｈａｎｎｅｌ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ

　 　 假设 Ｆ∈ℝ Ｈ×Ｗ×Ｃ 表示输入的特征图，其经过通

道注意力模块的计算过程为

　 Ｍｃ（Ｆ） ＝ σ（ＦＭＬＰ（ＭａｘＰｏｏｌ（Ｆ） ＋
ＦＭＬＰ（ＡｖｇＰｏｏｌ（Ｆ））） ＝ σ（Ｗ１（Ｗ０（Ｆｃ

ｍａｘ）） ＋
Ｗ１（Ｗ０（Ｆｃ

ａｖｇ））） （５）
式中： σ（·） 表示 Ｓｉｇｍｏｉｄ 激活函数， ＦＭＬＰ 表示全连

接层， Ｗ０ ∈ ℝ Ｃ ／ ｒ×Ｃ，Ｗ１ ∈ ℝ ｃ×ｃ ／ ｒ， 其中 ｒ 为缩减比

率， Ｆｃ
ｍａｘ、Ｆｃ

ａｖｇ 分别表示最大池化特征和平均池化特

征，ＭＬＰ 权重 Ｗ０、Ｗ１ 对于两个输入都是共享的。
在空间注意力模块中，为了计算空间关注度并

聚合空间特征信息［１３］，在通道轴上应用平均池化操

作和最大池化操作，并将其连接起来生成有效的特
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征描述，再利用通道数为 １ 的卷积核进行降维，最后

利用 Ｓｉｇｍｏｉｄ 函数进行激活操作，获得输入特征层

的每一个特征点的权重值。 空间注意力模块结构如

图 ５ 所示。

降维

最大池化
平均池化

输出每个
特征点权值

图 ５　 空间注意力模块结构

Ｆｉｇ． ５　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ｓｐａｔｉａｌ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ

　 　 空间注意力模块的计算过程为

Ｍｓ（Ｆ） ＝ σ（ ｆ（［ＡｖｇＰｏｏｌ（Ｆ）；ＭａｘＰｏｏｌ（Ｆ）］）） ＝
σ（ ｆ（［Ｆｓ

ａｖｇ； Ｆｓ
ｍａｘ］）） （６）

式中： σ（·） 表示 ｓｉｇｍｏｉｄ 激活函数， ｆ 表示滤波器的

卷积运算， Ｆｓ
ｍａｘ、Ｆｓ

ａｖｇ 分别表示最大池化特征和平均

池化特征。
１．４　 ＤＡＦＭ 模块

ＳＥＮｅｔ 模块给每个特征通道上的信号都赋予了

一定的权重，对特征通道上的背景信息和前景目标

信息有了更明确的选择，强化了感兴趣的特征，增强

了特征通道下特定语义的响应能力。 ＣＢＡＭ 模块在

通道和空间维度上对不同位置元素间的关系进行建

模，其兼顾通道注意力和空间注意力的优势，获得更

可靠的权重信息，增强了模型的表征能力。
计算机视觉领域常用的特征融合方式，是在同

一张特征图上分别进行两种注意力机制操作，并进

行结果的融合［１４］，其主要不同之处在于特征融合方

式。 考虑到语义分割任务中对图像分辨率的影响，
通常情况下，分辨率低的深层特征图采取通道注意

力操作，其关注点放在相关的特征通道上；分辨率高

的浅层特征图采取空间注意力操作，提取特征图中

关于空间位置的关键信息。 因此，本文综合注意力

机制对不同分辨率的深浅层特征图提取特征的优

势，通过嵌入 ＳＥＮｅｔ 和 ＣＢＡＭ 模块，得到有效融合浅

层空间细节信息和深层高级语义线索的 ＤＡＦＭ 模

块，如图 ６ 所示。
假设：在 ＤＡＦＭ 模块中，输入的低分辨率深层

特征图为 ＵＬＲ， 尺寸大小为 Ｈ１ × Ｗ１； 高分辨率浅层

特征图的输入为 ＵＨＲ， 尺寸大小为 Ｈ × Ｗ。 首先，根
据公式（７），将 ＵＬＲ 进行上采样操作得到 Ｕ′

ＬＲ 使得

Ｕ′
ＬＲ 尺寸大小与 ＵＨＲ 相同，均为 Ｈ × Ｗ。

Ｕ′
ＬＲ ＝ ＦＵＰ（ＵＬＲ）　 Ｕ′

ＬＲ ∈ Ｈ × Ｗ × Ｃ （７）

式中： ＦＵＰ（·） 表示采用双线性插值方法的上采样操

作，其次，对 ＵＨＲ 进行 ＣＢＡＭ 注意力操作，得到

Ｕ′
ＣＨＲ。 并根据公式（２），对 Ｕ′

ＬＲ 通过 ＳＥＮｅｔ 注意力操

作得到权重 Ｗｓ， 其计算公式为

　 Ｗｓ ＝ ｛σ（ ｓ１，１），σ（ ｓ１，２），…，σ（ ｓｉ，ｊ），…，σ（ ｓＨ，Ｗ）｝
（８）

再将权重 Ｗｓ 与 Ｕ′
ＣＨＲ 相乘，即根据公式（９），得

到 Ｕ′
Ｗ：

Ｕ′
Ｗ ＝ ｛σ（ ｓ１，１）Ｕ１，１

ＣＨＲ，σ（ ｓ１，２）Ｕ１，２
ＣＨＲ，…，σ（ ｓＨ，Ｗ）ＵＨ，Ｗ

ＣＨＲ｝
（９）

最后，将 Ｕ′
Ｗ 与 ＵＨＲ 相加，并进行 １×１ 的卷积核

降维操作，得到最终的输出特征图，即
ＵＦ ＝ ｃ（Ｕ′

Ｗ ＋ ＵＨＲ） （１０）
式中： ｃ 表示 １ × １ 卷积操作。

1?1
卷积上采样

图 ６　 ＤＡＦＭ 模块结构

Ｆｉｇ． ６　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＤＡＦＭ ｍｏｄｕｌｅ

　 　 在 ＤＡＦＭ 模块中，浅层特征图和深层特征图为

ＤＡＦＭ 模块的输入，深层特征图经过上采样完成，并
经过 ＳＥＮｅｔ 注意力模块处理后，与经过 ＣＢＡＭ 注意

力模块处理后的浅层特征图进行像素级的相乘操

作，最后经过相加以及 １×１ 卷积降维操作，得到最

终融合后的输出特征图。
１．５　 ＭＡ－ＡＳＰＰ 模块

ＤｅｅｐＬａｂｖ３ 网络中的 ＡＳＰＰ 模块是由 １ 个 １×１
卷积、１ 个全局平均池化层和不同空洞率的空洞卷

积［１５］简单拼接而成的，存在易失去图像中被忽略的

小尺度目标信息的问题，进而降低特征提取能力，导
致分割精度不高。 因此，在空洞率不变的前提下，提
取目标多尺度信息并获得足够大的感受野变得尤为

重要。
针对存在的问题，对 ＡＳＰＰ 模块进行了一系列

的改进。 首先，受 ＤｅｎｓｅＡＳＰＰ ［１６］ 网络结构的启发，
将 ３ 个不同空洞率的空洞卷积由简单的堆叠变为密

集连接的形式，即在原有 ３ 个空洞卷积并行的基础

上增加了串联结构，将空洞率较小的空洞卷积输出

和主干网络的输出级联，再依次送入空洞率较大的

空洞卷积中。 由逐级递增的并行操作，实现更密集
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化的像素级采样，增强提取细节特征的能力；其次，
对于另外两个分支的卷积和全局平均池化操作，通
过嵌入 ＣＢＡＭ 模块以获取更多浅层特征的细节信

息；最后，将融合 ５ 个分支后的特征信息输送到

ＤＡＦＭ 模块中，加强对重要目标信息和细节信息的

选择性注意，并结合 １×１ 卷积操作，构成了具有强

大特征提取能力的像素级 ＭＡ－ＡＳＰＰ 模块。 ＭＡ－
ＡＳＰＰ 模块结构如图 ７ 所示。

全局
池化

CBAM
模块

DAFM
模块

3?3卷积
空洞率：18

3?3卷积
空洞率：12

3?3卷积
空洞率：6

CBAM
模块

1?1
卷积

图 ７　 ＭＡ－ＡＳＰＰ 模块结构

Ｆｉｇ． ７　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＭＡ－ＡＳＰＰ ｍｏｄｕｌｅ

　 　 ＭＡ－ＡＳＰＰ 模块中的 ３ 个空洞卷积分支以密集

连接的方式组织，其中任意一层的空洞卷积层输出

可表示为

ｙｎ ＝ Ｈｋ， ｒｎ（［ｙｎ－１， ｙｎ－２，…，ｙ０］） （１１）
式中： ｋ 表示卷积核的大小， ｒｎ 表示第 ｎ 层的空洞

率， ［…］ 表示拼接操作，［ｙｎ－１， ｙｎ－２， …， ｙ０］ 表示

将所有前一层的输出拼接起来形成的输出。
密集连接的方式不仅可以获得更密集的像素级采

样，还可以提供更大的感受野［１７］，其计算过程如下：
ＲＦｎ ＝ ｋｎ，　 　 　 　 　 　 　 　 　 ｎ ＝ １
Ｓｎ ＝ Ｓｎ－１ × ｓ， 　 　 　 　 　 　 　 ｎ ≥ ２
ＲＦｎ ＝ ＲＦｎ－１ ＋ （ｋｎ － １） × Ｓｎ－１

ì

î

í

ï
ï

ïï

（１２）

式中： ＲＦｎ 表示第 ｎ层感受野大小， ｋｎ 表示第 ｎ层卷

积核大小， Ｓｎ 表示前 ｎ 层的总步长， Ｓｎ 表示当前层

步长。
由于所采取的空洞卷积步长为 １，因此 Ｓｎ 的值

恒等于 １，有：
ＲＦｎ ＝ ＲＦｎ－１ ＋ ｋｎ － １ （１３）

　 　 在 ＤｅｅｐＬａｂｖ３ 网络的 ＡＳＰＰ 模块中，采取空洞

卷积 ｒａｔｅｓ ＝ ｛６，１２，１８｝ 并联连接方式的最大感受野

大小为

　 ＲＦｎ ＝ ｍａｘ［ｋｄ ＝ ６，ｋｄ ＝ １２，ｋｄ ＝ １８］ ＝ ｋｄ ＝ １８ ＝ ３７ （１４）
通过叠加空洞卷积，采取串联并行的连接方式，

其所能获得的最大感受野大小为

ＲＦｍａｘ ＝ ＲＦｎ ＝ ∑
Ｎ

ｎ ＝ １
ｋｎ － （ｎ － １） （１５）

　 　 因此，可以计算出 ＤＡ－ＡＳＰＰ 模块采取 ｒａｔｅｓ ＝
｛６，１２，１８｝ 的空洞卷积所对应的 ＲＦｍａｘ 大小为

　 ＲＦｍａｘ ＝ ｋｄ ＝ ６ ＋ ｋｄ ＝ １２ ＋ ｋｄ ＝ １８ － （３ － １） ＝ ７２ （１６）
　 　 通过计算，由式（１４）和式（１６）已知，ＤＡ－ＡＳＰＰ
模块中的 ＲＦｍａｘ 值明显大于 ＡＳＰＰ 模块中的 ＲＦｍａｘ

值。 ＤＡ－ＡＳＰＰ 模块通过逐层连接实现信息共享，不
同空洞率的空洞卷积相互补充，使其细节信息更加

丰富，并增大了感受野的范围，有利于增强特征提取

能力。
１．６　 ＤＣＦ－ＤｅｅｐＬａｂ 网络结构

本文将主干特征提取网络 ＭｏｂｉｌｅｎｅｔＶ３＿Ｌａｒｇｅ
中 ２、４、８ 倍下采样获得的浅层特征图与 ＤＡＦＭ 模块

连接，并与后续通过多个模块获得的深层特征图

进行融合。 ＤＣＦ － ＤｅｅｐＬａｂ 整体网络结构如图 ８
所示。
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Large
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图 ８　 ＤＣＦ－ＤｅｅｐＬａｂ 整体网络结构

Ｆｉｇ． ８　 Ｏｖｅｒａｌｌ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｏｆ ＤＣＦ－ＤｅｅｐＬａｂ

２　 实验

２．１　 实验环境与数据集

本文各项实验均在 ＧＰＵ 上完成，软硬件环境配

置说明见表 ２。

表 ２　 实验环境配置

Ｔａｂ． ２　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｅｎｖｉｒｏｎｍｅｎｔ ｃｏｎｆｉｇｕｒａｔｉｏｎ

实验环境 配置

ＣＰＵ Ｉｎｔｅｌ Ｃｏｒｅ ｉ７－７７００Ｋ ＠ ４．２ ＧＨＺ
ＧＰＵ ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＧＴＸ １０８０Ｔｉ

编程语言 Ｐｙｔｈｏｎ
操作系统 Ｕｂｕｎｔｕ １６．０４

深度学习框架 Ｐｙｔｏｒｃｈ
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　 　 本文在公开的 ＰＡＳＣＡＬ ＶＯＣ ２０１２ 数据集上进

行了一系列的实验，以验证 ＤＣＦ－ＤｅｅｐＬａｂ 网络的有

效性。 ＰＡＳＣＡＬ ＶＯＣ ２０１２ 数据集包括人物、动物、
室内外场景、交通工具等 ２０ 个具体前景类别，外加

背景共 ２１ 类。 分别采用训练集上 １ ４６４ 张训练图

像、验证集上 １ ４４９ 张验证图像以及测试集上 ４４９
张图像进行网络的性能评估。 为了加速实验结果的

收敛性，在训练阶段采用了基于 ＣＯＣＯ 数据集

（ＣＯＣＯ 数据集是提供 ８０ 个目标类别、９１ 个材料类

别的大型常用数据集）训练得到的预训练权重，且
训练时只针对和 ＰＡＳＣＡＬ ＶＯＣ ２０１２ 相同的类别进

行训练。
２．２　 训练细节及参数设置

本文采用了在 ＣＯＣＯ 数据集上预先训练得到的

预训练模型 ＭｏｂｉｌｅＮｅｔＶ３＿Ｌａｒｇｅ 和 ＲｅｓＮｅｔ＿５０ 的模

型权重，分别对网络 ＤＣＦ－ＤｅｅｐＬａｂ 和 ＤｅｅｐＬａｂｖ３ 进

行初始化，以加速收敛。
训练参数设置如下：图像预处理过程中随机水

平翻转概率为 ０．５，图像训练块大小为 ４８０×４８０ 像

素，在验证阶段采取的大小为 ５２０×５２０ 像素；批量

大小设置为 ６，初始学习率为 ０．００１，动量设置为０．９，
权重衰减为 １０－４，模型训练的迭代次数为 ５００ 次。

采用 Ｐｏｌｙ 学习率策略［７］， 其作为一种指数变

换的策略，具体计算公式如下：

ｌｐｏｌｙ ＝ ｌｒ × （１ － ｉｔｅｒ
ｍａｘ＿ｉｔｅｒ

）
ｐｏｗｅｒ

（１７）

式中： ｌｒ 表示初始学习率， ｉｔｅｒ 表示当前迭代步数，
ｍａｘ＿ｉｔｅｒ 表示最大迭代步数， ｐｏｗｅｒ 取 ０．９。

启用混合精度训练，以减少显存占用，加快网络

训练速度。 使用交叉熵损失函数［１８］ 计算主输出上

的损失，并结合使用全卷积网络分割头辅助训

练［１９］，得到的网络总输出损失为主输出和辅助分类

器上的损失加权代数和，比率为 ２ ∶ １。
２．３　 消融实验

为了验证 ＤＡＦＭ 模块、ＭＡ－ＡＳＰＰ 模块和特征

融合模块对网络性能的影响，设置了一系列相关的

消融实验。 所有实验均在 ＰＡＳＣＡＬ ＶＯＣ ２０１２ 数据

集上进行， 以语义分割中常用的标准度量平均交并

比（ＭＩｏＵ） 作为衡量评估指标，定义为真实值和预

测值的交集和并集之比， 其计算公式如下：

ＭＩｏＵ ＝ １
Ｎ ＋ １∑

Ｎ

ｉ ＝ ０

ｐｉｉ

∑
Ｎ

ｊ ＝ ０
ｐｉｊ ＋ ∑

Ｎ

ｊ ＝ ０
ｐ ｊｉ － ｐｉｉ

（１８）

式中： Ｎ表示前景目标类别个数，Ｐ ｉｊ 表示真实值 ｉ被

预测为 ｊ 的数量。
２．３．１　 ＤＡＦＭ 模块

为了验证本文所提出的 ＤＡＦＭ 模块对网络性

能的影响，通过与 ＳＥＮｅｔ 模块和 ＣＢＡＭ 模块基于

ＤｅｅｐＬａｂｖ３ 进行对比实验，实验结果见表 ３。
表 ３　 注意力机制对模型性能的影响

Ｔａｂ． ３　 Ｅｆｆｅｃｔ ｏｆ ａｔｔｅｎｔｉｏｎａｌ ｍｅｃｈａｎｉｓｍ ｏｎ ｍｏｄｅｌ ｐｅｒｆｏｒｍａｎｃｅ

基准模型 原始网络 ＳＥＮｅｔ ＣＢＡＭ ＤＡＦＭ ＭＩｏＵ ／ ％

ＤｅｅｐＬａｂｖ３ √ × × × ７４．２

√ √ × × ７４．６

√ × √ × ７４．８

√ × × √ ７５．１

　 　 从表 ２ 可看出，ＳＥＮｅｔ 模块和 ＣＢＡＭ 模块均可

提升网络整体的分割性能， ＭＩｏＵ 值较原始网络分

别提高了 ０．４％和 ０．６％。 ＤＡＦＭ 模块结合了两者的

优势，分割性能效果最好， ＭＩｏＵ 值达到 ７５．１％。 因

此，本文考虑选取多个 ＤＡＦＭ 模块作为网络解码

部分的主体框架，以使网络达到更好的特征表达效

果。
２．３．２　 ＭＡ－ＡＳＰＰ 模块

实验采用 ＤｅｅｐＬａｂｖ３ 作为基准模型，对 ＡＳＰＰ
模块、ＭＡ－ＡＳＰＰ 模块以及 ＤＡＦＭ 模块进行组合实

验，以验证 ＭＡ－ＡＳＰＰ 模块的有效性。 实验结果见

表 ４。
表 ４　 不同模块组合对模型性能的影响

Ｔａｂ． ４　 Ｅｆｆｅｃｔ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｕｌｅｓ ｏｎ ｍｏｄｅｌ ｐｅｒｆｏｒｍａｎｃｅ

基准模型 ＡＳＰＰ ＭＡ－ＡＳＰＰ ＤＡＦＭ ＭＩｏＵ ／ ％

ＤｅｅｐＬａｂｖ３ √ × × ７２．３

× √ × ７３．２

× × √ ７３．０

√ × √ ７３．３

× √ √ ７４．１

　 　 从表 ４ 可看出，对比 ＡＳＰＰ 模块，ＭＡ－ＡＳＰＰ 模

块和 ＤＡＦＭ 模块均可提升网络整体的分割性能，
ＭＩｏＵ 值分别提高了 ０．９％和 ０．７％。 而将 ＭＡ－ＡＳＰＰ
模块和 ＤＡＦＭ 模块同时组合进网络，融合浅层特征

和深层特征，提取出了更多关键的目标特征信息，网
络效果提升显著， ＭＩｏＵ 值达到 ７４．１％。 因此，本文

最终选择将 ＭＡ－ＡＳＰＰ 模块和 ＤＡＦＭ 模块同时组合

进网络。
２．３．３　 特征融合模块

在编码端使用不同尺度采样所得的特征图对网

络解码端 ＤＡＦＭ 模块特征提取效果有不同程度的

影响，本实验在 ＤＡＦＭ 模块和 ＭＡ－ＡＳＰＰ 模块的基
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础上，对 ＤＡＦＭ 模块结合主干特征提取网络不同下

采样率所得特征图的网络整体组合效果进行实验。
实验结果见表 ５。

表 ５　 不同尺度特征图对模型性能的影响

Ｔａｂ． ５　 Ｅｆｆｅｃｔ ｏｆ ｄｉｆｆｅｒｅｎｔ ｆｅａｔｕｒｅ ｓｃａｌｅｓ ｏｎ ｍｏｄｅｌ ｐｅｒｆｏｒｍａｎｃｅ

基准模型
ＤＡＦＭ＋

ＭＡ－ＡＳＰＰ
ＭＲ（２，４） ＭＲ（２，８） ＭＲ（２，４，８） ＭＩｏＵ ／ ％

ＤｅｅｐＬａｂｖ３ × √ × × ７２．１

× × √ × ７２．３

× × × √ ７２．８

√ √ × × ７５．３

√ × √ × ７５．５

√ × × √ ７５．８

　 　 注：ＭＲ（）表示使用的多尺度倍率（Ｍｕｌｔｉｓｃａｌ Ｒａｔｅ）

　 　 从表 ５ 可看出，在 ＤｅｅｐＬａｂｖ３ 的基础上，对主干

特征提取网络采取不同尺度的下采样，均可提升网

络性能，其中使用 ＭＲ（２，４，８）对 ＤｅｅｐＬａｂｖ３ 的分割

效果最优，达到 ７２．８％。 在结合 ＤＡＦＭ 模块和 ＭＡ－
ＡＳＰＰ 模块的基础上，当对主干网络使用 ＭＲ（２，４）
下采样特征图进行组合时， ＭＩｏＵ 值为 ７５．３％；当使

用 ＭＲ（２，８）下采样特征图进行组合时， ＭＩｏＵ 值为

７５． ５％；当使用 ＭＲ （２， ４， ８） 下采样特征图输入

ＤＡＦＭ 模块时，网络的整体性能最佳， ＭＩｏＵ 值达到

７５．８％。 因此，本文还基于多尺度下采样倍率 ＭＲ
（２，４，８）结合 ＤＡＦＭ 模块来改进原始网络，实现了

更密集化的像素级采样，使得 ＤＣＦ－ＤｅｅｐＬａｂ 网络具

有更好的分割性能。
２．４　 实验结果分析

ＤｅｅｐＬａｂｖ３ 与 ＤＣＦ － ＤｅｅｐＬａｂ 在 ＰＡＳＣＡＬ
ＶＯＣ２０１２ 验证集上包括背景的 ２１ 个类别的测试结

果见表 ６。 从表中可看出，相比于基础语义分割网

络 ＤｅｅｐＬａｂｖ３ 在 ＰＡＳＣＡＬ ＶＯＣ２０１２ 验证集上的测

试结果，基于 ＤＡＦＭ 模块的 ＤＣＦ－ＤｅｅｐＬａｂ 在其中

１８ 个类别上的检测精度都有所提升，尤其在自行

车、瓶子、沙发这 ３ 个类别上检测精度提高了 ２％ ～
４％。 总体上， ＭＩｏＵ 值由 ６９．７％提高到 ７０．６％，提升

了 ０．９％。
　 　 为了进一步验证本文提出的 ＤＣＦ－ＤｅｅｐＬａｂ 网

络的有效性，在 ＰＡＳＣＡＬ ＶＯＣ ２０１２ 数据集上将 ＤＣＦ
－ＤｅｅｐＬａｂ 网络与其它经典语义分割网络的实验对

比结果见表 ７。
　 　 从表 ７ 可看出，ＤＣＦ－ＤｅｅｐＬａｂ 在融合多尺度语

义信息的基础上， ＭＩｏＵ 达到 ７５． ８％，优于其他以

ＶＧＧＮｅｔ 和 ＲｅｓＮｅｔ５０ 为主干特征提取网络的语义分

割模型。 同时，ＤＣＦ－ＤｅｅｐＬａｂ 在模型参数量和分割

时间上取得了较好的平衡，其模型参数量大小为

４８．９ ＭＢ，每张分割时间为 ０．１２３ ｓ，明显优于对比网

络。 ＤＣＦ－ＤｅｅｐＬａｂ 和 ＤｅｅｐＬａｂｖ３ 在 ＰＡＳＣＡＬ ＶＯＣ
２０１２ 数据集上的部分可视化结果如图 ９ 所示。

表 ６　 不同类别检测性能对比

Ｔａｂ． ６ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｅｔｅｃｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｏｎ ｄｉｆｆｅｒｅｎｔ
ｃａｔｅｇｏｒｉｅｓ

类别
ＭＩｏＵ ／ ％

ＤｅｅｐＬａｂｖ３ ＤＣＦ－ＤｅｅｐＬａｂ

Ｂａｃｋｇｒｏｕｎｄ ９２．４ ９２．７

Ａｒｅｏｐｌａｎｅ ８４．９ ８４．６

Ｂｉｃｙｃｌｅ ４５．７ ４８．５

Ｂｉｒｄ ８０．８ ８１．２

Ｂｏａｔ ６６．５ ６５．３

Ｂｏｔｔｌｅ ６４．２ ６７．８

Ｂｕｓ ８６．５ ８６．８

Ｃａｒ ７９．４ ８０．２

Ｃａｔ ８１．３ ８２．２

Ｃｈａｉｒ ２８．１ ２９．０

Ｃｏｗ ８１．８ ８２．２

Ｄｉｎｉｎｇｔａｂｌｅ ５８．４ ５８

Ｄｏｇ ７１．８ ７３．６

Ｈｏｒｓｅ ７６．１ ７６．８

Ｍｏｔｏｒｂｉｋｅ ７８．６ ７８．８

Ｐｅｒｓｏｎ ７９．８ ８０．２

Ｐｏｔｔｅｄ ｐｌａｎ ５３．６ ５５．３

Ｓｈｅｅｐ ７８．２ ７８．３

Ｓｏｆａ ３５．８ ３８．７

ｔｒａｉｎ ８２．４ ８２．８

Ｔｖ ／ ｍｏｎｉｔｏｒ ５７．５ ５９．２

ＭＩｏＵ ／ ％ ６９．７ ７０．６

表 ７　 不同网络模型测试结果对比

Ｔａｂ． ７　 Ｔｅｓｔ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｎｅｔｗｏｒｋ ｍｏｄｅｌｓ

模型 骨干网络
ＭＩｏＵ ／

％
参数量 ／

ＭＢ
每张分割

时间 ／ ｓ

Ｆｃｎ ＶＧＧＮｅｔ ６２．２ １２５．５ ０．１５３

Ｕｎｅｔ ＶＧＧＮｅｔ ６９．８ １５３．６ ０．１９９

Ｕ２ｎｅｔ ＲｅｓＮｅｔ５０ ７１．２ １６２．５ ０．１７４

Ｌｒａｓｐｐ ＲｅｓＮｅｔ５０ ７２．２ ５２．６ ０．１３４

ＤｅｅｐＬａｂｖ３ ＲｅｓＮｅｔ５０ ７４．３ １９８．６ ０．１８６

ＤＣＦ－ＤｅｅｐＬａｂ ＭｏｂｉｌｅＮｅｔＶ３＿Ｌａｒｇｅ ７５．８ ４８．９ ０．１２３
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　 （ａ） 原始图像 （ｂ） ＤｅｅｐＬａｂｖ３ （ｃ） ＤＣＦ－ＤｅｅｐＬａｂ （ｄ） 标注图像

图 ９　 部分可视化结果图

Ｆｉｇ． ９　 Ｖｉｓｕａｌｉｚａｔｉｏｎｓ ｏｆ ｓｅｖｅｒａｌ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ

　 　 从图 ９ 可见，ＤＣＦ－ＤｅｅｐＬａｂ 的分割性能整体上

优于 ＤｅｅｐＬａｂｖ３，尤其对精细的小目标进行分割时，
其能够更好地捕捉小尺度细节语义特征，使目标边

缘分割更加精细、光滑且完整。 如：可视化结果中飞

机的轮子和绵羊脚部位的轮廓分割等，较好地改善

了 ＤｅｅｐＬａｂｖ３ 分割目标时存在的图像边界响应丢失

及远距离小目标信息和目标边缘分割粗糙的问题。

３　 结束语

本文针对 ＤｅｅｐＬａｂｖ３ 中存在的图像小目标信息

易丢失等问题，提出了基于注意力机制的 ＤＡＦＭ 模

块，融合浅层特征弥补深层特征的不足，实现特征图

跨模块的融合。 同时，为了减少训练时长，在主干特

征提取网络部分引入轻量级网络 ＭｏｂｉｌｅＮｅｔＶ３ ＿
Ｌａｒｇｅ。 针对目标边界分割粗糙等问题，通过引入注

意力模块和串联结构改进 ＡＳＰＰ 模块，以增强局部

特征提取的连贯性，进而从整体上提升语义分割

性能。
消融实验表明，ＤＡＦＭ 模块和 ＭＡ－ＡＳＰＰ 模块

对原始网络的语义分割性能有一定程度的提升；对
比实验表明，ＤＣＦ－ＤｅｅｐＬａｂ 网络在参数量大小和分

割效率等方面都取得了一定成效，验证了本文设计

网络的有效性。
在后续的研究中考虑将网络的小目标分割特性

拓展到其他领域（如：苗族服饰图像分割、医学图像

分割、建筑物裂缝等工程问题），以提高网络的泛

化性。
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