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摘　 要： 针对传统卷积神经网络在图像语义分割领域进行特征提取时未能充分利用上下文信息的问题，提出一种基于视觉

Ｔｒａｎｓｆｏｒｍｅｒ 的多级特征聚合图像语义分割方法。 首先，将输入图像分割成一系列切片进行线性投影，并加入可学习的位置嵌

入，获得编码输入序列；通过一个基于视觉 Ｔｒａｎｓｆｏｒｍｅｒ 的编码器，将图像编码为一系列补丁，从而在整个网络中建模全局上下

文。 Ｔｒａｎｓｆｏｒｍｅｒ 编码器可与一个简单的线性解码器组合来获得优秀的效果，通过多级特征聚合解码器能进一步提升性能。
大量实验表明，所提出的方法能够有效建模全局上下文信息，以进行图像特征提取。 实验在 ３ 个公开数据集（ＡＤＥ２０Ｋ
（４９． ９７％ ｍＩｏＵ）、Ｐａｓｃａｌ Ｃｏｎｔｅｘｔ（５５．４３％ ｍＩｏＵ）、Ｃｉｔｙｓｃａｐｅｓ（８２．０３％ ｍＩｏＵ））的语义分割任务中达到了良好的分割精度。 设

计的消融实验结果也充分证明了所提方法的有效性，能够更好地运用在高精度的图像语义分割领域。
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０　 引　 言

语义分割是计算机视觉领域的一个重要的研究

任务，具有广泛的应用，如自动驾驶、视频监控、增强

现实、机器人技术等等。 语义分割通过给图像的每

个像素分配语义标签，进而为目标任务提供高级图

像表示， 如在自动驾驶场景中识别行人和车辆以进

行规避。 Ｌｏｎｇ 等人［１］ 开创性地使用完全卷积网络

（Ｆｕｌｌ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋ，ＦＣＮ）进行图像语义分

割任务，并取得良好的效果，这激发了许多后续的工

作，并成为语义分割的主要范式。
图像分类与语义分割有着密切的联系，许多先

进的语义分割框架是在 ＩｍａｇｅＮｅｔ 上流行的图像分

类体系结构的变种。 因此，主干框架设计一直是语

义分割的重要活跃领域。 从早期的 ＶＧＧ［２］ 到具有

更深层、更强大的主干方法，主干网络的进步极大地

推动了语义分割性能的提升。 通过可学习的堆叠卷

积，可以捕获语义丰富的信息。 然而，卷积滤波器的



局部性质限制了对图像中的全局信息的分享，但这

些信息对图像分割十分重要。 为了避免这个问题，
Ｆｉｓｈｅｒ 等人［３］ 引入了扩张卷积，通过在内核上“膨
胀”空洞来增加感受野；Ｃｈｅｎ 等人［４］ 更进一步地使

用具有空洞卷积和空洞空间金字塔池化进行特征聚

合，扩大卷积网络的感受野并获得多尺度的特征。
自 Ｔｒａｎｓｆｏｒｍｅｒ 网络在自然语言领域取得巨大成

功后，研究人员开始尝试将 Ｔｒａｎｓｆｏｒｍｅｒ 网络引入视

觉任务中，Ｄｏｓｏｖｉｔｓｋｉｙ 等人［５］提出了用于图像分类的

视觉 Ｔｒａｎｓｆｏｒｍｅｒ（Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ，ＶＩＴ），按照 ＮＬＰ
中的转换器设计，把原始图像分割成多个切片，展平

成序列，输入到标准的 Ｔｒａｎｓｆｏｒｍｅｒ 网络中，最后使用

全连接层对图片进行分类，在 ＩｍａｇｅＮｅｔ 上获得了令

人印象深刻的性能表现。 ＶＩＴ 虽然拥有良好的性能，
但是也存在一些不足，如：需要庞大的训练数据集；对
于高分辨率图像，计算成本高等。 为了突破上述局

限，Ｈｕｇｏ 等人［６］ 提出了一种基于蒸馏的训练策略

Ｄｅｉｔ，仅使用 １２０ 万张图像就可实现高效训练，并取得

良好的表现。 Ｗａｎｇ 等人［７］提出一种用于密集预测的

金字塔视觉 Ｔｒａｎｓｆｏｒｍｅｒ（Ｐｙｒａｍｉｄ Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ，
ＰＶＴ），可以显著减少计算量，并且在语义分割方面有

很大的改进。 然而，包括 Ｃｓｗｉｎ［８］、Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ［９］

等新的方法均着重考虑编码器设计部分，却忽略了解

码器部分对进一步提升性能的贡献。
基于此，本文提出了一种基于视觉 Ｔｒａｎｓｆｏｒｍｅｒ

的多级特征聚合图像语义分割方法 （ Ｍｕｌｔｉｌｅｖｅｌ
Ｆｅａｔｕｒｅ Ａｇｇｒｅｇａｔｉｏｎ ｗｉｔｈ Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ，
ＭＦＡＶＴ），将原始图像分割成切片后，使用线性切片

嵌入作为 Ｔｒａｎｓｆｏｒｍｅｒ 网络编码器的输入序列；解码

器将编码器生成的上下文词符序列上采样到逐像素

类分数。 关键思想是利用 Ｔｒａｎｓｆｏｒｍｅｒ 网络的感应

特性，即较低层注意力倾向停留在局部，而高层的注

意则高度非局部。 通过聚合来自不同层的信息，解
码器结合了来自局部和全局的注意，从而有效地提

升分割精度，实现分割目标。

１　 ＭＦＡＶＴ

ＭＦＡＶＴ 主要由编码器和解码器模块组成，模型

结构如图 １ 所示。 在编码器部分，是将图像分块并

投影到一系列嵌入位置，并使用 Ｔｒａｎｓｆｏｒｍｅｒ 网络进

行编码；解码器部分，是将编码器的输出作为输入进

行多层聚合，来预测分割掩膜。

线
性
映
射

Transform
er编

码
器

卷积重塑尺寸

4倍上采样

切片嵌入
位置嵌入
切片编码

归
一
化

归
一
化

多
头
注
意
力

多
层
感
知
器

4倍上采样

图 １　 ＭＦＡＶＴ 结构示意图

Ｆｉｇ． １　 Ｔｈｅ ｉｌｌｕｓｔｒａｔｉｏｎ ｏｆ ＭＦＡＶＴ

１．１　 编码器

标准的 Ｔｒａｎｓｆｏｒｍｅｒ 网络编码器接收一维的序

列词符作为输入，但二维图像和一维序列之间存在

不匹配的问题，因此需要将二维图像重塑为一维序

列。 具体而言，将输入图像 ｘ ∈ ℝ Ｈ×Ｗ×Ｃ 分割成一系

列切片 ｘ ＝ ｘ１，…，ｘＮ[ ] ∈ℝ Ｎ×Ｐ２×Ｃ。 其中，（Ｈ，Ｗ） 是

原始图像的分辨率，Ｃ 是图像的通道数，（Ｐ，Ｐ） 是每

个图像切片的分辨率，Ｎ ＝ ＨＷ ／ Ｐ２ 是生成的切片数

量，且是 ｔｒａｎｓｆｏｒｍｅｒ 有效序列输入长度。 将每个切

片展平为一个序列，使用线性投影函数将其映射到

切片嵌入， 得到图像 Ｘ 的一维切片嵌入序列 ｘ０ ＝

Ｅｘ１，…，ＥｘＮ[ ] ∈ℝ Ｎ×Ｄ，其中 Ｅ∈ℝ Ｄ× Ｐ２Ｃ( ) 。 为了

对切片的空间信息进行编码，添加一个可学习的位

置嵌入 ｐ ＝ ｐ１，…，ｐＮ[ ] ∈ℝ Ｎ×Ｄ 到序列切片中，以形

成最终的输入序列 ｇ０ ＝ ｘ０ ＋ ｐ。
以一维嵌入序列 ｇ０ 作为输入，采用基于纯

ｔｒａｎｓｆｏｒｍｅｒ［１０］ 网 络 的 编 码 器 学 习 特 征 表 示。
Ｔｒａｎｓｆｏｒｍｅｒ 网络层由多头自注意力 （ Ｍｕｌｔｉ － ｈｅａｄ
Ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ， ＭＳＡ） 块和多层感知器 （ Ｍｕｌｔｉｌａｙｅｒ
Ｐｅｒｃｅｐｔｉｏｎ，ＭＬＰ）块组成。 在每个块之前使用层归

一化（Ｌａｙｅｒ Ｎｏｒｍａｌｉｚａｔｉｏｎ， ＬＮ），在每个块之后添加

残差链接，计算过程如式（１）所示。
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ｃｉ －１ ＝ ＭＳＡ ＬＮ ｇｉ －１( )( ) ＋ ｇℓ－１，
ｇｉ ＝ ＭＬＰ ＬＮ ｃｉ －１( )( ) ＋ ｃｉ －１

（１）

　 　 其中， ｉ ∈ ｛１，…， Ｌ｝。
ＭＳＡ 由多个独立的 ＳＡ 操作组成，并投射其级

联输出。 自注意力层通过查询（Ｑｕｅｒｙ）与键（Ｋｅｙ）－
值（Ｖａｌｕｅ）对之间的交互，实现信息的动态聚合。 对

输入序列， 通过线性映射矩阵将其映射到 Ｑ、Ｋ、
Ｖ（Ｑ，Ｋ，Ｖ∈ℝ Ｎ×Ｄ）３ 个向量，计算 Ｑ和 Ｋ间的相似

度，并对 Ｖ 进行加权处理。 自注意力计算公式如式

（２）所示：
ＳＡ（Ｑ，Ｋ，Ｖ） ＝ ｓｏｆｔｍａｘ ＱＫＴ ／ ｄ( ) Ｖ （２）

　 　 Ｔｒａｎｓｆｏｒｍｅｒ 网络编码器将带位置信息的切片嵌

入连续序列 ｇ０ ＝ ［ｇ０， １， …， ｇ０，Ｎ］， 编码成一个供

解码器使用的、带有丰富语义信息的序列 ｇＬ ＝ ［ｇＬ，
１， …， ｇＬ， Ｎ］。
１．２　 解码器

解码器的目标是将切片编码序列 ｇＬ ∈ℝ Ｎ×Ｄ 解

码成分割图 Ｓｅｇ ∈ ℝ Ｈ×Ｗ×Ｋ。 其中，Ｋ 是类别数量。
解码器来自编码器的切片级编码映射到切片级别类

分数，通过双线性插值将这些切片级别的类分数向

上采样到像素级别的分数。 下面将描述一个线性解

码器作为基线对比，以及介绍 ＭＦＡＶＴ 解码器。
（１）线性解码器：首先使用了一个逐点线性层（１

× １ 卷积 ＋ 同步批归一化 （ＲｅＬＵ） ＋ １ × １ 卷积）将
Ｔｒａｎｓｆｏｒｍｅｒ 网络特征 ｇＬ ∈ ℝ Ｎ×Ｄ 投影到切片类维度

ｇｂａｓ ∈ℝ Ｎ×Ｋ （例如对 Ｐａｓｃａｌ Ｃｏｎｔｅｘｔ 数据集是 ５９），然
后将序列重整为二维特征图 Ｓｅｇｂａｓ ∈ℝ Ｈ／ Ｐ×Ｗ／ Ｐ×Ｋ 并双

线性上采样到原始图像大小 Ｓｅｇ ∈ ℝ Ｈ×Ｗ×Ｋ， 最后在

类维度上应用一个像素级交叉熵损失的分类层。 当

使用这种解码器时，称其为 Ｓｅｇ－Ｂａｓｉｃ。
（２）ＭＦＡＶＴ 解码器：采用多级特征融合的方式

设计编码器，核心思想类似于特征金字塔网络。 具体

地说，将 Ｔｒａｎｓｆｏｒｍｅｒ 网络编码器的特征表示均匀分

布在 ４ 层中，到达解码器；然后部署 ４ 个流，每个流聚

焦于一个特定的选定层；在每个流中，将特征编码从

２Ｄ 特征
ＨＷ
ＰＰ

× Ｄ 转换为 ３Ｄ 特征
Ｈ
Ｐ

× Ｗ
Ｐ

× Ｄ。 采用

３ 层（卷积核大小为 １×１、３×３ 和 ３×３）网络，第一层和

第三层分别将特征通道减半，第三层之后通过双线性

运算将空间分辨率提升 ４ 倍，通过元素添加引入自上

而下的聚合设计，来增强不同流之间的交互；按元素

添加后，再使用一个 ３×３ 卷积；最后使用通道级联获

得所有流的融合特征，通过 ４ 倍双线性上采样操作恢

复图像到原始分辨率，形成最终的分割图。 当使用这

种解码器时，称其为 Ｓｅｇ－ＭＦＡＶＴ。

２　 实验结果与分析

２．１　 数据集

实验在 ３ 个公开数据集上进行。 其中，ＡＤＥ２０Ｋ［１１］

是最具挑战性的语义分割数据集之一，该训练集包

含 ２０ ２１０ 幅图像，１５０ 个语义类。 验证集和测试集

分别包含 ２ ０００ 和 ３ ３５２ 幅图像。 Ｐａｓｃａｌ Ｃｏｎｔｅｘｔ［１２］

数据集为整个场景提供像素级语义标签，包含 ４ ９９８
（最常见的 ５９ 个类和背景类）和 ５ １０５ 张用于训练

和验证的图像。 Ｃｉｔｙｓｃａｐｅｓ［１３］ 数据集侧重于从汽车

角度对城市街道场景进行语义理解。 该数据集分为

训练集、验证集和测试集，分别有 ２ ９７５、５００ 和１ ５２５
张图像；注释包括 ３０ 个类，其中 １９ 类用于语义分割

任务；数据集的图像具有 ２ ０４８×１ ０２４ 的高分辨率，
本文实验采用其中的精细标注图像数据集。
２．２　 实验设置

２．２．１　 实验环境

实验运行环境为 Ｗｉｎ１０ 专业版操作系统，处理

器为 Ｉｎｔｅｌ Ｃｏｒｅ ｉ９－９９００ｋ，内存 ３２ ＧＢ，图形处理卡

为一张 Ｎｖｉｄｉａ ＧｅＦｏｒｃｅ ＧＴＸ１０８０ Ｔｉ（１１ ＧＢ），Ｃｕｄａ
版 本 为 １０． ２， 数 据 处 理 使 用 Ｐｙｔｈｏｎ３． ６ 和

Ｍａｔｌａｂ２０２０ａ。
２．２．２　 数据增强

训练期间，遵循语义分割库 ＭＭＳｅｇｍｅｎｔａｔｉｏｎ［１４］

中的标准流程，使用比例因子（０．５、０．７５、１．０、１．２５、
１．５、１．７５）对图像执行多比例缩放以及随机的水平

翻转。 随机裁剪大图像，并将小图像填充到固定尺

寸大小：ＡＤＥ２０Ｋ 为 ５１２×５１２，Ｐａｓｃａｌ Ｃｏｎｔｅｘｔ 为 ４８０×
４８０，Ｃｉｔｙｓｃａｐｅｓ 为 ７６８×７６８。 辅助分割损失有助于

模型训练，每个辅助损失头遵循 ２ 层网络，辅助损失

和主损失头共同使用，此外在解码器和辅助损失头

使用同步批归一化操作。
２．２．３　 优化

使用标准的像素级交叉熵损失对语义分割任务

的预训练模型进行微调，而无需重新平衡权重。 使

用随机梯度下降（ＳＧＤ） ［１５］作为优化器，基本学习率

β ０， 并将权重衰减设置为 ０。 采用“ｐｏｌｙ”学习率衰

减 β ＝ β ０ １ －
Ｎｉｔｅｒ

Ｎｔｏｔａｌ

æ

è
ç

ö

ø
÷

０．９

， 其中 Ｎｉｔｅｒ 和 Ｎｔｏｔａｌ 表示当前

迭代次数和总迭代次数。 对于 ＡＤＥ２０Ｋ，其基本学

习率 β ０ 设置为 １０－４，并以 １６ 个批量进行 １６０ Ｋ 次迭

代；Ｐａｓｃａｌ Ｃｏｎｔｅｘｔ，将 β ０ 设置为 １０－４，并训练 １６０ Ｋ
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迭代，批量大小为 １６；Ｃｉｔｙｓｃａｐｅｓ，将 β ０ 设置为 １０－３，
并以 ８ 的批量进行 １６０ Ｋ 迭代。
２．２．４　 预训练

使用 ＶＩＴ［５］和 Ｄｅｉｔ［６］（一种 ＶＩＴ 的变体）提供的

预训练权重，初始化模型中的所有 Ｔｒａｎｓｆｏｒｍｅｒ 网络

层和输入线性投影层。 将 Ｓｅｇ－ＭＦＡＶＴ－Ｄｅｉｔ 表示为

利用 Ｄｅｉｔ 中预训练模型的同时，使用 ＭＦＡＶＴ 作为

解码器。 所有未经预训练的层均随机初始化。
２．２．５　 推理

使用平均交并比（ｍｅａｎ Ｉｎｔｅｒｓｅｃｔｉｏｎ ｏｖｅｒ Ｕｎｉｏｎ，
ｍＩｏＵ）作为语义分割性能的评估指标。 实验报告了

单尺度（Ｓｉｎｇｌｅ Ｓｃａｌｅ，ＳＳ）和多尺度（Ｍｕｌｔｉ Ｓｃａｌｅ，ＭＳ）
推理。 对于多尺度推理，使用比例因子（０．５、０．７５、
１．０、１．２５、１．５、１．７５）对图像执行多比例缩放和随机

水平翻转。 测试采用滑动窗口（例如，Ｐａｓｃａｌ 上下文

为 ４８０×４８０）。 如果图像尺寸的短边长度小于滑动

窗口，则在保持纵横比的同时，将短边长度调整为滑

动窗口的大小（例如 ４８０）。
２．３　 消融实验

本节将在 Ｃｉｔｙｓｃａｐｅｓ 验证集上进行消融实验，
评估了 Ｔｒａｎｓｆｏｒｍｅｒ 网络层大小、补丁大小、预训练

集数据大小、模型性能、与 ＦＣＮ 卷积网络的比较，并
验证了不同的解码器。 除非另有说明，否则使用 ８
批次处理，８０ Ｋ 迭代次数，并使用单尺度推断报告

结果。 表 １ 中“Ｒ”代表随机初始化权重。
表 １　 不同分割模型变体的性能比较

Ｔａｂ． １　 Ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ｓｅｇｍｅｎｔａｔｉｏｎ ｖａｒｉａｎｔｓ

Ｍｅｔｈｏｄ Ｐｒｅｔｒａｉｎｉｎｇ Ｂａｃｋｂｏｎｅ Ｐａｔｃｈ ｓｉｚｅ Ｐａｒａｍｓ ｍＩｏＵ
ＦＣＮ １Ｋ Ｒｓｅｎｅｔ－１０１ － ６８．６１Ｍ ７５．５１
ＦＣＮ ２１Ｋ Ｒｓｅｎｅｔ－１０１ － ６８．６１Ｍ ７７．０２

Ｓｅｇ－Ｂａｓｉｃ ２１Ｋ Ｔ－ｂａｓｅ ３２ ８８．６７Ｍ ７６．５７
Ｓｅｇ－ＭＦＡＶＴ ２１Ｋ Ｔ－ｂａｓｅ ３２ ９１．７３Ｍ ７６．７１
Ｓｅｇ－Ｂａｓｉｃ ２１Ｋ Ｔ－ｂａｓｅ １６ ８８．６７Ｍ ７７．０１

Ｓｅｇ－ＭＦＡＶＴ ２１Ｋ Ｔ－ｂａｓｅ １６ ９１．７３Ｍ ７７．４３
Ｓｅｇ－ＭＦＡＶＴ Ｒ Ｔ－ｂａｓｅ １６ ９１．７３Ｍ ４４．１４
Ｓｅｇ－Ｂａｓｉｃ ２１Ｋ Ｔ－ｌａｒｇｅ １６ ３１０．３４Ｍ ７８．３５

Ｓｅｇ－ＭＦＡＶＴ ２１Ｋ Ｔ－ｌａｒｇｅ １６ ３２０．０１Ｍ ７８．９２
Ｓｅｇ－Ｂａｓｉｃ－ Ｄｅｉｔ １Ｋ Ｔ－ｌａｒｇｅ １６ ３１０．３４Ｍ ７９．２８

Ｓｅｇ－ＭＦＡＶＴ－ Ｄｅｉｔ １Ｋ Ｔ－ｌａｒｇｅ １６ ３２０．０１Ｍ ７９．５１

　 　 观察表 １ 中数据，可以得出如下结论：
（１）Ｓｅｇ－ＭＦＡＶＴ－Ｄｅｉｔ 在所有的变体中取得了最

佳的性能表现。
（２）使用 Ｔ－ｌａｒｇｅ 的变体优于 Ｔ－ｂａｓｅ 的对照物，

这与实验预期一样，即 Ｔｒａｎｓｆｏｒｍｅｒ 网络层数加深会

相对应的增强模型性能。 如：Ｓｅｇ－ＭＦＡＶＴ 使用的主

干网络（Ｂａｃｋｂｏｎｅ）从 Ｔ－ｂａｓｅ 转换到 Ｔ－ｌａｒｇｅ，获得了

１．９２％的提升。

（３）切片尺寸（ｐａｔｃｈ ｓｉｚｅ）是语义分割性能的关

键因素，切片尺寸从 ３２ 到 １６，Ｓｅｇ －ＭＦＡＶＴ 提高了

０．７２％。可见，当图像用切片表示时，较大的切片尺寸

会使模型获得有意义的全局分割，但是会产生较差的

边界；而使用较小的切片尺寸会使图像边界更清晰。
这一结果表明，减少切片尺寸是一个能够获得强大性

能的改进来源，其不会引入任何参数，但是需要在更

长的序列中计算注意力，从而增加计算时间和成本。
（４）预训练模型对于模型性能的表现至关重要。

随机初始化权重的 Ｓｅｇ －ＭＦＡＶＴ 只达到了 ４４．１４％
ＭＩｏＵ，显著低于其它变体。 在 Ｉｍａｇｅｎｅｔ－１Ｋ 上用 Ｄｅｉｔ
预先训练好的模型略优于在 Ｉｍａｇｅｎｅｔ－２１Ｋ 上用 ＶＩＴ
预先训练出的模型。

（５）为了与 ＦＣＮ 基线进行公平比较，使用分类任

务，在 Ｉｍａｇｅｎｅｔ－２１Ｋ 和 １Ｋ 上对 Ｒｅｓｎｅｔ１０１ 进行预训

练，然后在 Ｃｉｔｙｓｃａｐｅｓ 上采用预训练权重进行 ＦＣＮ 训

练。 与在 Ｉｍａｇｅｎｅｔ － １Ｋ 上的预训练变体相比，在
Ｉｍａｇｅｎｅｔ－２１Ｋ 上预训练的 ＦＣＮ 基线得到了明显地改

善。 但是，本文方法在很大程度上优于 ＦＣＮ 方法，体
现了所提出的多层聚合策略方法的有效性，而不是更

大的预训练数据。
２．４　 对比分析

为了 验 证 ＭＦＡＶＴ 的 有 效 性 与 先 进 性， 将

ＭＦＡＶＴ 与一些对比方法在 Ｃｉｔｙｓｃａｐｅｓ、ＡＤＥ２０Ｋ 和

Ｐａｓｃａｌ Ｃｏｎｔｅｘｔ 数据集上进行性能比较。 测试结果

在表 ２～表 ４ 中进行展示。 在数据可视化中，为方便

直观地展现分割效果，将分割结果图与原图像进行

叠加并采用一定的透明化处理 ，以 ＤｅｅｐｌａｂＶ３＋分割

结果代表其他方法作为锚定参照对象，与 ＭＦＡＶＴ
分割结果进行突出化对比，结果如图 ２～图 ４ 所示。

表 ２　 在 ＡＤＥ２０Ｋ 验证集上的性能表现

Ｔａｂ． ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｎ ＡＤＥ２０Ｋ ｖａｌｉｄａｔｉｏｎ ｓｅｔ

Ｍｅｔｈｏｄ Ｐｒｅｔｒａｉｎｉｎｇ Ｂａｃｋｂｏｎｅ ｍＩｏＵ

ＯＣＲＮｅｔ［１６］ １Ｋ ＲｅｓＮｅｔ－１０１ ４５．６１
ＣＣＮｅｔ［１７］ １Ｋ ＲｅｓＮｅｔ－１０１ ４５．５１
ＤＡＮｅｔ［１８］ １Ｋ ＲｅｓＮｅｔ－１０１ ４５．３２
ＤＲＡＮｅｔ［１９］ １Ｋ ＲｅｓＮｅｔ－１０１ ４６．１７
ＣＰＮｅｔ［２０］ １Ｋ ＲｅｓＮｅｔ－１０１ ４６．２５
ＵｐｅｒＮｅｔ［２１］ １Ｋ ＲｅｓＮｅｔ－１０１ ４４．９２

Ｄｅｅｐｌａｂｖ３＋［２２］ １Ｋ ＲｅｓＮｅｔ－１０１ ４６．３９
Ｓｅｇ－Ｂａｓｉｃ（ＳＳ） ２１Ｋ ＶＩＴ－Ｌ ／ １６ ４７．８９
Ｓｅｇ－Ｂａｓｉｃ（ＭＳ） ２１Ｋ ＶＩＴ－Ｌ ／ １６ ４８．７８
Ｓｅｇ－ＭＦＡＶＴ（ＳＳ） ２１Ｋ ＶＩＴ－Ｌ ／ １６ ４８．０１
Ｓｅｇ－ＭＦＡＶＴ（ＭＳ） ２１Ｋ ＶＩＴ－Ｌ ／ １６ ４９．９７

Ｓｅｇ－Ｂａｓｉｃ－Ｄｅｉｔ（ＳＳ） １Ｋ ＶＩＴ－Ｂ ／ １６ ４６．４１
Ｓｅｇ－Ｂａｓｉｃ－Ｄｅｉｔ（ＭＳ） １Ｋ ＶＩＴ－Ｂ ／ １６ ４７．３５
Ｓｅｇ－ＭＦＡＶＴ－Ｄｅｉｔ（ＳＳ） １Ｋ ＶＩＴ－Ｂ ／ １６ ４６．５３
Ｓｅｇ－ＭＦＡＶＴ－Ｄｅｉｔ（ＭＳ） １Ｋ ＶＩＴ－Ｂ ／ １６ ４７．６５
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表 ３　 在 Ｐａｓｃａｌ Ｃｏｎｔｅｘｔ 验证集上的性能表现

Ｔａｂ． ３　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｎ Ｐａｓｃａｌ Ｃｏｎｔｅｘｔ ｖａｌｉｄａｔｉｏｎ ｓｅｔ

Ｍｅｔｈｏｄ Ｐｒｅｔｒａｉｎｉｎｇ Ｂａｃｋｂｏｎｅ ｍＩｏＵ

ＤＡＮｅｔ［１８］ １Ｋ ＲｅｓＮｅｔ－１０１ ５２．５９
ＡＰＣＮｅｔ［２３］ １Ｋ ＲｅｓＮｅｔ－１０１ ５４．７０
ＳＶＣＮｅｔ［２４］ １Ｋ ＲｅｓＮｅｔ－１０１ ５３．１９
ＣＦＮｅｔ［２５］ １Ｋ ＲｅｓＮｅｔ－１０１ ５４．０５
ＡＣＮｅｔ［２６］ １Ｋ ＲｅｓＮｅｔ－１０１ ５４．１１
ＥＭＡＮｅｔ［２７］ １Ｋ ＲｅｓＮｅｔ－１０１ ５３．１０

ＤｅｅｐｌａｂＶ３＋［２２］ １Ｋ ＲｅｓＮｅｔ－１０１ ４８．５１
Ｓｅｇ－Ｂａｓｉｃ（ＳＳ） ２１Ｋ ＶＩＴ－Ｌ ／ １６ ５２．３５
Ｓｅｇ－Ｂａｓｉｃ（ＭＳ） ２１Ｋ ＶＩＴ－Ｌ ／ １６ ５３．６２
Ｓｅｇ－ＭＦＡＶＴ（ＳＳ） ２１Ｋ ＶＩＴ－Ｌ ／ １６ ５４．１６
Ｓｅｇ－ＭＦＡＶＴ（ＭＳ） ２１Ｋ ＶＩＴ－Ｌ ／ １６ ５５．４３

Ｓｅｇ－Ｂａｓｉｃ－Ｄｅｉｔ（ＳＳ） １Ｋ ＶＩＴ－Ｂ ／ １６ ５２．０２
Ｓｅｇ－Ｂａｓｉｃ－Ｄｅｉｔ（ＭＳ） １Ｋ ＶＩＴ－Ｂ ／ １６ ５３．１３
Ｓｅｇ－ＭＦＡＶＴ－Ｄｅｉｔ（ＳＳ） １Ｋ ＶＩＴ－Ｂ ／ １６ ５３．７４
Ｓｅｇ－ＭＦＡＶＴ－Ｄｅｉｔ（ＭＳ） １Ｋ ＶＩＴ－Ｂ ／ １６ ５４．１８

表 ４　 在 Ｃｉｔｙｓｃａｐｅｓ验证集上的性能表现

Ｔａｂ． ４　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｎ Ｃｉｔｙｓｃａｐｅｓ ｖａｌｉｄａｔｉｏｎ ｓｅｔ

Ｍｅｔｈｏｄ Ｐｒｅｔｒａｉｎｉｎｇ Ｂａｃｋｂｏｎｅ ｍＩｏＵ

ＤｅｅｐｌａｂＶ３＋［２２］ １Ｋ ＲｅｓＮｅｔ－１０１ ７９．３２

ＣＣＮｅｔ［１７］ １Ｋ ＲｅｓＮｅｔ－１０１ ８０．２０

ＰＳＰＮｅｔ［２８］ １Ｋ ＲｅｓＮｅｔ－１０１ ７８．５１

ＧＣＮｅｔ［２９］ １Ｋ ＲｅｓＮｅｔ－１０１ ７８．１０

ＡＮＮ［３０］ １Ｋ ＲｅｓＮｅｔ－１０１ ７９．９０

ＥＮｃＮｅｔ［３１］ １Ｋ ＲｅｓＮｅｔ－１０１ ７６．９０

ＤＮＬ ［３２］ １Ｋ ＲｅｓＮｅｔ－１０１ ８０．５０

Ｓｅｇ－Ｂａｓｉｃ（ＳＳ） ２１Ｋ ＶＩＴ－Ｌ ／ １６ ７８．３５

Ｓｅｇ－Ｂａｓｉｃ（ＭＳ） ２１Ｋ ＶＩＴ－Ｌ ／ １６ ８１．２１

Ｓｅｇ－ＭＦＡＶＴ（ＳＳ） ２１Ｋ ＶＩＴ－Ｌ ／ １６ ７９．４２

Ｓｅｇ－ＭＦＡＶＴ（ＭＳ） ２１Ｋ ＶＩＴ－Ｌ ／ １６ ８２．０３

（a）Deeplabv3+方法分割结果

（b）MFAVT方法分割结果
图 ２　 在 ＡＤＥ２０Ｋ 上定性的可视化结果

Ｆｉｇ． ２　 Ｑｕａｌｉｔａｔｉｖｅ ｖｉｓｕａｌｉｚａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｎ ＡＤＥ２０Ｋ

（a）Deeplabv3+方法分割结果

（b）MFAVT方法分割结果
图 ３　 在 Ｐａｓｃａｌ Ｃｏｎｔｅｘｔ 上定性的可视化结果

Ｆｉｇ． ３　 Ｑｕａｌｉｔａｔｉｖｅ ｖｉｓｕａｌｉｚａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｎ Ｐａｓｃａｌ Ｃｏｎｔｅｘｔ
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（a）Deeplabv3+方法分割结果

（b）MFAVT方法分割结果
图 ４　 在 Ｃｉｔｙｓｃａｐｅｓ上定性的可视化结果

Ｆｉｇ． ４　 Ｑｕａｌｉｔａｔｉｖｅ ｖｉｓｕａｌｉｚａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｎ Ｃｉｔｙｓｃａｐｅｓ

　 　 表 ２ 展示了在最具挑战性的 ＡＤＥ２０Ｋ 数据集上

的结果，Ｓｅｇ－ＭＦＡＶＴ 在单尺度推理下（ＳＳ），取得了

４８．０１％的 ｍＩｏＵ 分数，在多尺度推理（ＭＳ）下取得了

最佳的 ４９．９７％的 ｍＩｏＵ 分数，优于所有的卷积网络

方法，比 ＤｅｅｐｌａｂＶ３＋的 ｍＩｏＵ 分数高出 ３．５８％。 图 ２
展示了在 ＡＤＥ２０Ｋ 上定性的可视化结果。
　 　 表 ３ 比较了在 Ｐａｓｃａｌ Ｃｏｎｔｅｘｔ 上的分割结果。
在单尺度推理时， Ｓｅｇ －ＭＦＡＶＴ 得到了 ５４． １６％的

ｍＩｏＵ 分数，而在多尺度推理时获得了最佳的 ５５．
４３％ｍＩｏＵ 分数，超过了所有 ＦＣＮ 方法。 与最有竞

争力的 ＡＰＣＮｅｔ 相比，ｍＩｏＵ 分数提高了 ０．７３％。 图

３ 展示了在 Ｐａｓｃａｌ Ｃｏｎｔｅｘｔ 上定性的可视化结果。
　 　 在 Ｃｉｔｙｓｃａｐｅｓ 验证集上的比较结果见表 ４。 Ｓｅｇ
－ＭＦＡＶＴ 在单尺度推理下取得了 ７９．４２％的 ｍＩｏＵ 分

数，而在多尺度推理下取得了令人印象深刻的

８２．０３％ｍＩｏＵ 分数。 需要注意的是相比于一些方法

在训练中采用全尺寸图像分辨率（２ ０４８×１ ０２４）输
入，ＭＦＡＶＴ 的图像输入尺寸为 ７６８×７６８，训练过程

有一定劣势，但最终的性能表现超过了其他有竞争

力的方法。 与 ＤｅｅｐｌａｂＶ３＋相比提高了 ２．７１％ｍＩｏＵ，
与最有竞争力的 ＤＮＬ 相比提高了 １．５３％ｍＩｏＵ。 图 ４
展示了在 Ｃｉｔｙｓｃａｐｅｓ 上定性的可视化结果。

３　 结束语

本文介绍了一种基于视觉 Ｔｒａｎｓｆｏｒｍｅｒ 的序列

到序列的分割方法，为语义分割任务提供了一种新

的视角。 现有的基于 ＦＣＮ 的方法通常使用扩张卷

积和注意力模块来扩大感受野，与之相比，本文的编

码器部分采用当下流行的视觉 Ｔｒａｎｓｆｏｒｍｅｒ 主干网

络，对图像切片进行编码。 基于视觉 Ｔｒａｎｓｆｏｒｍｅｒ 的
编码器很好地建模了全局上下文信息，随着一组不

同的复杂性的解码器设计，建立了强大的分割模型。
简单的线性解码器就取得了非常好的效果，使用

ＭＦＡＶＴ 进行解码进一步提高了性能。 大量的实验

表 明， 本 文 方 法 在 ＡＤＥ２０Ｋ、 Ｐａｓｃａｌ Ｃｏｎｔｅｘｔ 和

Ｃｉｔｙｓｃａｐｅｓ 数据集测试上展示了最佳的性能表现。
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