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基于文本融合特征的突发事件子话题聚类研究

芦子涵， 郑中团

（上海工程技术大学 数理与统计学院， 上海 ２０１６００）

摘　 要： 突发事件具有突发性、公共性、传播范围广等特点，研究同一突发事件中更细粒度的子话题聚类，对舆情管控部门实现

精准化管控具有重要意义。 针对以往话题聚类方法忽略了同一事件下更细粒度的子话题聚类，且为了更有效地表达微博文本的

语义信息，提出一种基于 ＬＤＡ 文档－主题分布与 Ｄｏｃ２Ｖｅｃ 句向量融合的文本特征表示方法与文本相似度计算方法，应用 Ｓｉｎｇｌｅ－
Ｐａｓｓ 增量聚类算法实现同一突发事件下子话题聚类，并根据 Ｆ１ 值与单一文本特征子话题聚类实验结果进行对比。 结果表明，本
文方法子话题聚类效果更佳， Ｆ１ 值为 ７２．４％，表明该方法能够有效地表达文本特征，进而提高子话题聚类的准确度。
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０　 引　 言

话题检测与追踪（Ｔｏｐｉｃ Ｄｅｔｅｃｔｉｏｎ ａｎｄ Ｔｒａｃｋｉｎｇ，
ＴＤＴ） 是 美 国 国 防 高 级 研 究 计 划 局 （ Ｄｅｆｅｎｓｅ
Ａｄｖａｎｃｅｄ Ｒｅｓｅａｒｃｈ Ｐｒｏｊｅｃｔｓ Ａｇｅｎｃｙ，ＤＡＲＰＡ）于 １９９６
年开展的语言信息研究项目［１］，曾在评测会议上对

话题等相关要素进行了定义，认为话题是由一个种

子事件或活动，和全部与之直接关联的后续事件和

活动构成［２］。 而在国内，曾有学者定义子话题为话

题内一组相关事件的集合，是话题内所有事件集合

的一个子集［３］。 近年来，突发事件时有发生。 譬如

２０２２ 年“３·２０”东航航班坠机等事故灾难事件、

２０２２ 年 ６ 月河北唐山打人等社会安全事件、２０２１ 年

“７·２０”河南特大暴雨等自然灾害事件与至今仍时

有发生的 ２０２０ 年新冠肺炎疫情等公共卫生事件。
与此同时，随着网民规模的扩大与社交平台的普及，
像新浪微博这样传播范围广、普及率高的社交网络

平台逐渐成为突发事件的曝光口。 社会大众可自由

地在网络平台上发表自身对突发事件的看法或评

论，从而形成网络舆情。 由于突发事件具有不确定

性、危害性等特点［４］，通常会给社会大众带来负面

的心理冲击。 如若不能针对性地根据社会大众对于

某一突发事件所关注的不同子话题来引导积极的舆

论走向，并建立舆情治理机制，则会放大社会大众的



负面情绪，引起不必要的激进言论，甚至会对政府机

构造成不良影响。 现有研究大多基于事件这一粒度

进行话题聚类，而忽略了同一事件下不同侧面的更

细粒度子话题的研究。 因此，如何有效地挖掘某一

事件中的潜在子话题，逐渐成为了新兴研究热点，也
对舆情管控相关部门实现舆情精准化管控具有重要

现实意义。
本文针对以往话题聚类大多基于事件这一层

次，而忽略了同一事件下更细粒度子话题的研究，且
文本特征表示上缺乏上下文语义信息的缺陷，提出

一种基于 ＬＤＡ 文档－主题分布与 Ｄｏｃ２Ｖｅｃ 句向量融

合的文本表示方法与文本相似度计算方法，最后通

过 Ｓｉｎｇｌｅ－Ｐａｓｓ 增量聚类算法实现同一突发事件下

子话题聚类。

１　 相关研究

目前，在话题挖掘领域，多以基于概率主题模型

的话题发现、基于文本特征表示的话题聚类两种为

主要途径与方法。 概率主题模型是对文本中隐含主

题的一种非监督建模方法，其认为一篇文档中的每

个词都是通过以一定概率选择某个主题，并从这个

主题中以一定概率选择某个词的方式得到的。 早

期，为解决 ＴＦ－ＩＤＦ 文本模型的缺陷，利用奇异值分

解将高维共现矩阵映射到低维潜在语义空间的潜在

语义分析模型（Ｌａｔｅｎｔ Ｓｅｍａｎｔｉｃ Ａｎａｌｙｓｉｓ，ＬＳＡ）被提

出。 因 其 计 算 复 杂 度 高 且 缺 乏 概 率 基 础，
Ｈｏｆｍａｎｎ［５］在 １９９９ 年将 ＬＳＡ 的思想引入到概率模

型中，提出概率潜在语义分析模型 （ Ｐｒｏｂａｂｉｌｉｓｔｉｃ
Ｌａｔｅｎｔ Ｓｅｍａｎｔｉｃ Ａｎａｌｙｓｉｓ，ＰＬＳＡ）。 ２００３ 年，Ｂｌｅｉ 等［６］

基于贝叶斯思想，认为文档－主题概率分布是服从

狄利克雷概率分布的随机变量，提出了潜在狄利克

雷模型（Ｌａｔｅｎｔ Ｄｉｒｉｃｈｌｅｔ Ａｌｌｏｃａｔｉｏｎ，ＬＤＡ）。 在话题挖

掘领域，ＬＤＡ 主题模型也成为目前最为成熟的概率

主题模型。 由于概率主题模型以词袋模型为基础，
通常忽略了单词与单词之间的语义信息，导致语义

缺失、主题可解释性差等问题。 基于此，赵林静

等［７］通过 ＨｏｗＮｅｔ 常识知识库计算单词间的语义相

似度，来调整 ＬＤＡ 主题模型中的超参数 β， 提出 ＳＳ
－ＬＤＡ 模型以提高主题挖掘的精度。 居亚亚等［８］ 为

解决 ＬＤＡ 主题模型语义连贯性较差等问题，在 ＬＤＡ
框架下引入 ＧＲＵ 模型加入单词—单词和文档—单

词语义相似度来引导建模，提出了 ＳＤＳ－ＴＭ 模型。
闫盛枫［９］利用词嵌入技术进行语义向量编码，以此

来合并同语义信息主题词并调整主题词分布及权

重，增强了主题模型的语义表达性。 也有学者通过

优化 ＬＤＡ 主题建模结果实现子话题的挖掘。 如：周
楠等［１０］基于 ＰＬＳＡ 模型得到每个子话题下不同的

词频分布，通过相似子话题合并、子话题更新优化主

题建模结果，解决了传统方法的子话题区分度差等

缺陷。 夏丽华等［１１］ 将概率主题模型融合词共现关

系，提出 ＧＰＬＳＡ 方法对原始子话题进行合并与更

新，解决了描述同一产品的文档十分相似，难以保证

子话题差异性的问题。
聚类是一种十分重要的非监督学习技术，其任

务是按照某种标准或数据的内在性质及规律实现样

本的聚类［１２］。 在话题挖掘领域，话题聚类基于文本

的特征表示或文本间的相似度，将目标文档分为若

干个簇，使得每个簇内文本间的相似度尽可能高，不
同簇间文本的相似度尽可能低。 因而，众多研究者

基于文本特征表示或文本相似度进行话题发现。 史

剑虹等［１３］利用隐主题模型挖掘微博内容中隐含主

题—文档分布作为文本特征表示，并基于 Ｋ－ｍｅａｎｓ
＋＋聚类实现话题发现。 颜端武等［１４］ 针对微博文本

高维稀疏与上下文语义缺失等问题，以 ＬＤＡ 文档—
主题分布特征和加权 Ｗｏｒｄ２Ｖｅｃ 词向量特征构建文

本融合特征，并通过 Ｋ－ｍｅａｎｓ 聚类实现主题聚类。
肖巧翔等［１５］ 提出一种基于 Ｗｏｒｄ２Ｖｅｃ 扩充文本和

ＬＤＡ 主题模型的 Ｗｅｂ 服务聚类方法，将短文本主题

建模转化为长文本主题建模，进而通过 Ｋ－ｍｅａｎｓ 算

法更准确地实现了服务内容主题聚类。 赵爱华

等［１６］针对子话题间文本相似度高的特点，引入主题

特征词相关性分析，提出一种改进的文本相似度计

算方法，并基于 Ｓｉｎｇｌｅ－Ｐａｓｓ 增量聚类实现新闻话题

子话题挖掘。 李湘东等［１７］ 针对 ＬＤＡ 建模结果较泛

化的缺陷，将 ＬＤＡ 建模结果主题—特征词分布作为

文本较粗粒度的特征，将 ＴＦ－ＩＤＦ 向量作为文本较

细粒度的特征来融合表示文档，采用知网语义词典

得到文本相似度，通过 Ｓｉｎｇｌｅ－Ｐａｓｓ 聚类实现国内各

地时事新闻子话题划分。
综上，子话题挖掘多以 ＬＤＡ 主题模型建模、

ＬＤＡ 主题模型建模结果优化、基于文本特征表示的

话题聚类为主要方法。 其中，对于评论短文本 ＬＤＡ
主题模型具有文本向量高维稀疏、缺乏上下文语义

信息等缺陷；改进的 ＬＤＡ 主题模型以引入外部知识

库来修改超参数 β 来引导建模，通用性低且计算复

杂度高。 基于文本特征表示的话题聚类多以事件为

层次进行主题发现，而忽略了同一事件下更细粒度、
更深层次的子话题聚类研究。 基于此，本文提出一
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种基于 ＬＤＡ 文档－主题分布与 Ｄｏｃ２Ｖｅｃ 句向量融合

的文本特征表示方法与文本相似度计算方法，通过

Ｓｉｎｇｌｅ－Ｐａｓｓ 增量聚类算法实现同一突发事件下子

话题聚类。 一方面，上述文本融合特征不仅通过

ＬＤＡ 文档—主题分布提取了全局主题信息，同时也

通过句向量的构建提取了局部上下文语义信息以补

充 ＬＤＡ 主题模型语义信息的缺乏。 另一方面，不同

于大多话题所基于的事件层次，针对同一事件下子

话题相似度高、区分度低的问题，本文给出了一种同

一事件下更细粒度、更深层次的子话题聚类方法。

２　 预备知识

２．１　 ＬＤＡ 主题模型

主题模型是一种用来发现一系列文档中隐含主

题的无监督统计模型，认为一篇文档中的每个词都

是以一定概率而选择某个主题，并从该主题中以一

定概率而选择某个词所生成的。 如图 １ 所示，ＬＤＡ
主题模型是 ２００３ 年被 Ｂｌｅｉ 等人［６］ 提出的文档—主

题—单词的三层贝叶斯主题模型。 该模型以词袋模

型为基础，认为一篇文档是由词所组成的集合，而词

与词之间没有语义联系与顺序。 其能够将一篇文档

表示为隐含主题的多项分布，即该文档属于每个主

题的概率；将主题表示为词集上的多项分布，即该主

题下各个词出现的概率。 与其他概率主题模型不同

的是，ＬＤＡ 主题模型基于贝叶斯思想，认为文档—
主题分布 θｄ 的先验分布为 Ｄｉｒｉｃｈｌｅｔ 分布，即 θｄ ＝

Ｄｉｒｉｃｈｌｅｔ（α
→
）。 主题—词分布 βｋ 的先验分布为

Ｄｉｒｉｃｈｌｅｔ 分布，即 βｋ ＝ Ｄｉｒｉｃｈｌｅｔ（η
→
）。

Dirichlet
先验向量

主题一词
概率分布求解目标文档-主题

概率分布

Dirichlet
先验向量

D
N

K

βk ηθdα Wd,nZd,n

图 １　 ＬＤＡ 主题模型

Ｆｉｇ． １　 ＬＤＡ ｔｏｐｉｃ ｍｏｄｅｌ

　 　 在 ＬＤＡ 主题模型中，通常使用 Ｇｉｂｂｓ 采样算

法［１８］来进行求解。 α，η 作为已知的先验输入，目标

是得到各个 ｚｄ，ｎ、ｗｄ，ｎ 对应的整体文档—主题分布与

主题—词分布。
２．２　 Ｄｏｃ２Ｖｅｃ 模型

为表达整条文本评论或整篇文档的特征，常将

由 Ｗｏｒｄ２Ｖｅｃ 得到的词向量进行向量拼接，此方法

导致信息损失较大，得到的新向量不能涵盖丰富语

义信息内容［１９］；或将由 Ｗｏｒｄ２Ｖｅｃ 得到的词向量进

行平均求和，但此方法未考虑到词与词之间的语序

信息，一定程度上忽略了文本上下文语义信息。
Ｍｉｋｏｌｏｖ 等 人［２０］ 在 Ｗｏｒｄ２Ｖｅｃ 的 基 础 上 提 出 了

Ｄｏｃ２Ｖｅｃ 模 型， 以 期 构 建 文 档 的 向 量 化 表 示。
Ｗｏｒｄ２Ｖｅｃ 模型本质上一个具有输入层、隐藏层、输
出层的三层神经网络结构，其包含 ＣＢＯＷ（Ｃｏｎｔｉｎｕｅ
Ｂａｇ ｏｆ Ｗｏｒｄｓ）与 Ｓｋｉｐ－Ｇｒａｍ 两种学习模型。 ＣＢＯＷ
模型根据所输入的目标词上下文单词的 Ｏｎｅ－Ｈｏｔ
向量表示来输出对目标词的预测，而 Ｓｋｉｐ－Ｇｒａｍ 则

是输入当前词来预测上下文词。
与 Ｗｏｒｄ２Ｖｅｃ 不同的是，Ｄｏｃ２Ｖｅｃ 模型在训练过

程中增加了段落向量 Ｐａｒａｇｒａｐｈ ｉｄ，进而可以结合上

下文词训练文本，从而得到句向量和文本向量［２１］。
在 Ｄｏｃ２Ｖｅｃ 模型中，段落向量与单词一样首先将被

映射成一个句向量 Ｐａｒａｇｒａｐｈ Ｖｅｃｔｏｒ，其次将段落向

量与上下文词语所映射成的向量累加或拼接起来，
作为输出层的输入。 由于 Ｐａｒａｇｒａｐｈ Ｖｅｃｔｏｒ 在同一

个文档的每一次训练中是共享的，因此随着文档每

次滑动窗口取上下文单词训练的过程中，Ｐａｒａｇｒａｐｈ
Ｖｅｃｔｏｒ 作为输入层向量的一部分每次都将被训练，
向量所储存的段落信息将会越来越准确。 Ｄｏｃ２Ｖｅｃ
模型同样包含 ＰＶ－ＤＭ（Ｄｉｓｔｒｉｂｕｔｅｄ Ｍｅｍｏｒｙ）与 ＰＶ－
ＤＢＯＷ（Ｄｉｓｔｒｉｂｕｔｅｄ Ｂａｇ ｏｆ Ｗｏｒｄｓ）两种学习模型。 本

文拟采用 ＰＶ－ＤＭ 模型，如图 ２ 所示。 ＰＶ－ＤＭ 模型

根据所输入目标词的上下文单词来预测目标词，而
ＰＶ－ＤＢＯＷ 则是输入当前词来预测上下文词。

Wn-2 Wn-1 Wn+1 Wn+2

Wn预测

向量相加求平均/
向量拼接

词向量

Paragraphid

词向量

图 ２　 Ｄｏｃ２Ｖｅｃ 模型

Ｆｉｇ． ２　 Ｔｈｅ ｍｏｄｅｌ ｏｆ Ｄｏｃ２ｖｅｃ

３　 基于文本主题与语义融合特征的子话题聚类

３．１　 思路与流程

本文针对同一突发事件下子话题具有相似度高

而区分度低的特点，同时考虑到 ＬＤＡ 主题模型以词

袋模型为基础，其构建的单一主题特征常忽略文本
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语义信息的问题，重点构建基于文本主题特征与文

本语义特征的文本融合特征向量，并对上述两种不

同特征的文本相似度进行线性结合，从而通过

Ｓｉｎｇｌｅ－Ｐａｓｓ 增量聚类实现突发事件下子话题聚类。
首先，以新浪微博平台为数据来源，爬取突发事件评

论文本构建语料库，并对数据进行清洗、分词、去停

用词等预处理；其次，在全局主题层面通过 ＬＤＡ 主

题模型提取文档—主题分布以表达文本主题特征，
在局部语义层面通过 Ｄｏｃ２Ｖｅｃ 模型提取文档句向

量以表达文本语义特征，从而构建文本融合特征；然
后将基于 ＫＬ 距离与余弦相似度线性结合计算融合

特征相似度，以度量文本相似度；最后通过 Ｓｉｎｇｌｅ－
Ｐａｓｓ 增量聚类实现子话题聚类。 具体流程如图 ３ 所

示。

单一特征Single-Pass聚类算法

Single-Pass增量聚类算法聚类
效果
评估

数据清洗
人工标注
文本分词
去停用词

评论语料库 模型搭建

LDA
主题模型

Doc2Vec
模型

文本主题
特征

文本语义
特征

特
征
拼
接

文
本
相
似
度

KL距离
特征提取与文本相似度

余弦
相似度

图 ３　 研究思路与流程

Ｆｉｇ． ３　 Ｒｅｓｅａｒｃｈ ｐｒｏｃｅｓｓ

３．２　 文本融合特征的构建

假设预处理后的突发事件评论文本语料库 Ｄ ＝
｛ｄ１，ｄ２，…，ｄｎ｝， 其中 ｎ 为语料库中评论文本的数

目。 首先，通过 ＬＤＡ 主题模型提取文本主题特征。
ＬＤＡ 主题模型所提取的主题信息为 Ｔ ＝ ｛ ｔ１，ｔ２，…，
ｔｋ｝，Ｋ 为主题个数， 通常由人为自主设定，本文将采

用困惑度这一指标来确定最优主题个数。 本文采用

Ｇｉｂｂｓ 采样算法求解 ＬＤＡ 主题模型，在初始时刻为

每个单词随机地赋予主题，其次，对于每个文本 ｄ 中

的每个词，通过 Ｇｉｂｂｓ 采样公式获取其所对应的主

题。 Ｇｉｂｂｓ 采样公式如式（１）所示：

ｐ ｚｉ ＝ ｋ ｜ ｗ
→
， ｚ
→

－ｉ( ) ＝
ｎｋ
ｄ，－ｉ ＋ αｋ

∑
Ｋ

ｓ ＝ １
ｎｓ
ｄ，－ｉ ＋ αｓ

ｎｔ
ｋ，－ｉ ＋ ηｔ

∑
Ｖ

ｆ ＝ １
ｎｆ
ｋ，－ｉ ＋ ηｆ

（１）

其中， ｎ（ｋ）
ｄ 表示在第 ｄ个文本中第 ｋ个主题词的

个数，ｎ（ｖ）
ｋ 表示第 ｋ 个主题中第 ｖ 个词的个数。

重复上述采样过程直至 Ｇｉｂｂｓ 采样收敛，即可

得到所有词的采样主题。 通过统计每个文本 ｄ 对应

词的 主 题 计 数， 每 个 文 本 ｄ 可 表 示 为 θｄ ＝

ｔ１，θｔ１
( ) ， ｔ２，θｔ２

( ) ，…， ｔｋ，θｔｋ
( ){ } 的文 档—主 题 分

布，完成文本主题特征的提取。 其次，通过 Ｄｏｃ２Ｖｅｃ
模型提取文本语义特征。 本文采用 Ｄｏｃ２Ｖｅｃ 中的

ＰＶ－ＤＭ 模型，使用 Ｐｙｔｈｏｎ 中 Ｇｅｎｓｉｍ 库的 Ｄｏｃ２Ｖｅｃ
接口来训练语料库，从而得到语料库中每个文本 ｄ
的句向量表示 Ｓｄ ＝ ｓ（ｄ，１），ｓ（ｄ，２），…，ｓ（ｄ，ｍ）[ ] ．

由于基于词袋模型的 ＬＤＡ 主题模型所提取的

主题特征往往忽略了文本语义信息，而 Ｄｏｃ２Ｖｅｃ 模

型所训练的文本句向量能够补充性地提取上下文语

义信息，弥补 ＬＤＡ 主题特征的这一缺陷。 因此，本
文将基于 ＬＤＡ 主题模型与 Ｄｏｃ２Ｖｅｃ 模型所提取文

本主题特征与文本语义特征进行横向拼接，构建文

本融合特征矩阵 ＳＴ。
ＳＴ ＝
θ１， ｔ１ θ１， ｔ … θ１， ｔｋ ｓ（１，１） ｓ（１，２） … ｓ（１，ｍ）
θ２， ｔ１ θ２， ｔ２ … θ２， ｔｋ ｓ（２，１） ｓ（２，２） … ｓ（２，ｍ）
︙ ︙ ︙ ︙ ︙ ︙ ︙ ︙

θｎ－１， ｔ１ θｎ－１， ｔ２ … θｎ－１， ｔｋ ｓ（ｎ－１，１） ｓ（ｎ－１，２） … ｓ（ｎ－１，ｍ）
θｎ， ｔ１ θｎ， ｔ２ … θｎ， ｔｋ ｓ（ｎ，１） ｓ（ｎ，２） … ｓ（ｎ，ｍ）

é

ë

ê
ê
ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
ú
ú
úú

３．３　 文本相似度计算

文本相似度的计算是子话题聚类的前提，本文

将基于 ＫＬ 散度与余弦相似度计算文本主题概率分

布相似度与句向量相似度，并将二者进行线性组合，
从而得到本文所构建的融合特征相似度，即文本相

似度，式（２）：
　 ｓｉｍ（ｄｉ，ｄ ｊ） ＝ ｓｉｍＬＤＡ ｄｉ，ｄ ｊ( ) ＋ ｓｉｍＤｏｃ２Ｖｅｃ ｄｉ，ｄ ｊ( ) ＝

ＫＬ ｐθｄｉ
，ｐθｄｊ

( ) ＋ ｃｏｓ＿ｄｉｓｔａｎｃｅ ｓｄｉ，ｓｄｊ( )

（２）
其中， ｄｉ 与 ｄ ｊ 表示评论文本。

３．３．１　 基于 ＫＬ 距离的文本主题特征相似度

ＫＬ 距离（Ｋｕｌｌｂａｃｋ－Ｌｅｉｂｌｅｒ Ｄｉｖｅｒｇｅｎｃｅ，ＫＬ）用来

衡量相同事件空间里的两个概率分布的差异情况，
又被称为相对熵。 在本文中，评论文本 ｄｉ 的文档 —
主题分布表示为 ｐ（ ｔ），评论文本ｄ ｊ 的文档—主题分

布表示为 ｑ（ ｔ），ｐ（ ｔ） 与 ｑ（ ｔ） 的概率分布越相似，则
两者之间的 ＫＬ 距离越小［１６］。 ｐ（ ｔ） 与 ｑ（ ｔ） 之间的

ＫＬ 距离如式（３） 所示：

ＫＬ ｐθｄｉ
‖ｐθｄｊ

( ) ＝ ∑
ｔ∈Ｔ

ｐ（ ｔ）·ｌｏｇ ｐ（ ｔ）
ｑ（ ｔ）

（３）

　 　 考虑到 ＫＬ 距离具有非对称性，交换 ｐ（ ｔ） 与

ｑ（ ｔ） 的位置后结果大不相同，参考文献［９］的做法，
可采用公式（４）计算文档—主题概率分布之间的距

离：

８４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



ｓｉｍＬＤＡ ｄｉ，ｄ ｊ( ) ＝ ＫＬ ｐθｄｉ
，ｑθｄｊ

( ) ＝

　 　 １
２

ＫＬ ｐθｄｉ
‖ｑθｄｊ

( )( ) ＋ ＫＬ ｑθｄｊ
‖ｐθｄｉ

( )( )( ) （４）

３．３．２　 基于余弦相似度的文本语义特征相似度

针对通过 Ｄｏｃ２Ｖｅｃ 模型训练所提取的表征文

本语义特征的句向量，采用余弦相似度来计算文本

语义特征相似度，如式（５）所示。
ｓｉｍＤｏｃ２Ｖｅｃ ｄｉ，ｄ ｊ( ) ＝ ｃｏｓ＿ｄｉｓｔａｎｃｅ ｓｄｉ，ｓｄｊ( ) ＝

ｓｄｉ·ｓｄｊ
｜ ｓｄｉ ｜ × ｜ ｓｄｊ ｜

（５）

其中， Ｓｄｉ、Ｓｄｊ 为评论文本 ｄｉ、ｄ ｊ 的文本语义特

征。
３．４　 子话题聚类算法流程

本文采用 Ｓｉｎｇｌｅ－Ｐａｓｓ 增量聚类［２２］ 实现子话题

聚类，该算法是话题检测中一种常用算法，又称单通

道法。 在 Ｓｉｎｇｌｅ－Ｐａｓｓ 算法中，需要自主预设一个聚

类阈值，对于所输入的评论文本，计算当前评论文本

与已有话题聚类簇之间的相似度，若相似度大于预

设的聚类阈值，则将该评论文本判为已有话题聚类

簇；否则，将该评论文本作为簇核心创建新的话题

簇。 本文将所构建的文本融合特征与文本相似度计

算嵌入 Ｓｉｎｇｌｅ －Ｐａｓｓ 聚类算法中，具体算法流程见

表 １。
表 １　 子话题聚类算法流程

Ｔａｂ． １　 Ｔｈｅ ｐｒｏｃｅｓｓ ｏｆ ｓｕｂ－ｔｏｐｉｃ ｃｌｕｓｔｅｒｉｎｇ ａｌｇｏｒｉｔｈｍ

输入：文本语料库 Ｄ ＝ ｛ｄ１，ｄ２，…，ｄｎ｝

输出：各个子话题簇 Ｃ１，Ｃ２，…，Ｃｍ

Ｓｔｅｐ １　 训练 ＬＤＡ 主题模型，提取文本主题特征文档—主题分布

θｄ

Ｓｔｅｐ ２　 训练 Ｄｏｃ２Ｖｅｃ 模型，提取文本语义特征句向量 Ｓｄ

Ｓｔｅｐ ３　 构建文本融合特征矩阵 ＳＴ

Ｓｔｅｐ ４　 顺序读入评论文本 ｄ 的融合特征表示

Ｓｔｅｐ ５　 遍历计算评论文本 ｄ与每个子话题簇 Ｃｉ 簇核心之间的相

似度 ｓｉｍ（ｄ，ｄｃｉ
）

Ｓｔｅｐ ６　 寻找与评论文本 ｄ 相似度值最大的簇 Ｃ
令 ｉｄ ＝ ａｒｇｍａｘ（ ｓｉｍ（ｄ，ｄｃｉ

） 获取簇 ｉｄ

Ｓｔｅｐ ７　 若 ｍａｘ（ ｓｉｍ（ｄ，ｄｃｉ
）） ≥ σ （聚类阈值），则将 ｄ 加入子话

题簇 Ｃ

Ｓｔｅｐ ８　 否则，则以当前文本为簇核心创建新簇

Ｓｔｅｐ ９　 转入 Ｓｔｅｐ ４，直至所有评论文本特征循环结束

４　 实验与分析

本文将以新浪微博为数据来源，以“郑州地铁

７．２０ 事件”为突发事件评论语料库进行 ３ 组实验。
第一组实验采用困惑度（Ｐｅｒｐｌｅｘｉｔｙ）评价指标，得出

１～１０ 个主题下的困惑度值，从而确定最优主题数；
第二组实验采用 Ｆ１ 值寻找能够使 Ｆ１ 值达到最高

的聚类阈值，从而确定最佳聚类阈值 σ； 第三组实

验生成 ３ 种评论文本特征向量，其中包括 ＬＤＡ 文

档—主题分布向量、Ｄｏｃ２Ｖｅｃ 句向量以及本文的融

合特征向 量， 采 用 查 准 率 （Ｐｒｅｃｉｓｉｏｎ）、 召 回 率

（Ｒｅｃａｌｌ） 与 Ｆ１ 值对比 ３ 种文本特征向量子话题聚

类效果，以验证基于本文融合特征子话题聚类的有

效性。
４．１　 突发事件概述与数据预处理

２０２１ 年 ７ 月 ２０ 日，河南郑州发生罕见特大暴

雨。 当日晚 １９ 时左右，据郑州本地广播官方微博＠
ＭｙＲａｄｉｏ 发布的微博称，郑州地铁 ５ 号线雨水倒灌，
车厢内积水已到达乘客胸部，数名乘客被困。 随后

该条微博被澎湃新闻官方微博＠ 澎湃新闻转发，转
发人次 ５．２ 万，评论人次 ３．７ 万，事件爆发。 截至当

日晚间 ２２ 时左右，消防救援人员陆续疏散被困人员

５００ 余人。 ７ 月 ２１ 日上午，郑州地铁官方发布称此

次事件导致 １２ 人遇难。 随后，两名个人用户发布博

文称有乘客邹某、沙某仍失联。 ２６ 日，乘客邹某、沙
某确认遇难。 ２７ 日上午，郑州官方发布此次事件最

终导致 １４ 人遇难，再次引起一波舆论高潮。 ２０２２
年 １ 月 ２１ 日，国务院调查组调查认定郑州地铁 ５ 号

线亡人系责任事件，是造成重大人员伤亡与财产损

失的突发事件。
本文以“郑州地铁 ５ 号线”、“多人被困”等为关

键词，以 ２０２１ 年 ７ 月 ２０ 日 １９ 时—２０２１ 年 ７ 月 ３１
日 ２２ 时为时间区间，每 ２ 小时为一个时间段，利用

Ｇｏｏｓｅｅｋｅｒ 集搜客数据抓取器采集数据，共采集到

６ ６５７条评论文本作为语料库。 每条评论文本包含 ５
个字段：用户 ＩＤ、发布时间、评论内容、点赞数与评

论数。 对语料库进行以下预处理操作：
（１）数据清洗。 去除与话题不相关的评论文

本，剔除特殊字符如表情、评论图片等；
（２）人工标注。 结合郑州地铁 ５ 号线事件期间

微博热搜内容，对评论文本进行话题标注，以便后续

有效性验证；
（３）分词。 采用 Ｐｙｔｈｏｎ 中 Ｊｉｅｂａ 库对评论文本

进行分词，同时加载分词词典以识别该事件特定词；
（４）去停用词。 根据停用词表去除标点符号、

语气助词等词语。
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４．２　 评估指标

本文采用查准率 （Ｐｒｅｃｉｓｉｏｎ）、召回率（Ｒｅｃａｌｌ）、
Ｆ１ 值来对比 ３ 种文本特征向量子话题聚类效果，其
值越高，说明方法效果越好。

查准率（Ｐｒｅｃｉｓｉｏｎ） 是指预测为属于子话题 Ｃ ｉ

的评论文本中，实际属于子话题 Ｃ ｉ 的评论文本比

例；召回率（Ｒｅｃａｌｌ） 为实际属于子话题 Ｃ ｉ 的评论文

本中，被预测为属于子话题 Ｃ ｉ 的评论文本比例。

Ｆ１ｃ ＝
２ × Ｐｒｅｃｉｓｉｏｎ × Ｒｅｃａｌｌ
Ｐｒｅｃｉｓｉｏｎ ＋ Ｒｅｃａｌｌ

（６）

Ｆ１ ＝ １
ｎ∑

ｎ

ｃ ＝ １
Ｆ１ｃ （７）

　 　 其中， Ｃ 为子话题簇个数。
整体聚类效果采用 Ｆ１ 对各个子话题的聚类效

果求平均的方式来度量。
４．３　 实验结果与分析

４．３．１　 实验 １ 确定最优话题个数

在 ＬＤＡ 主题模型提取文本主题特征中，主题个

数的选取能够直接影响到特征提取效果。 若仅依赖

人为设定，ＬＤＡ 主题模型的性能将无法保证。 因此，
本实验采用困惑度（Ｐｅｒｐｌｅｘｉｔｙ）评价指标来确定最优

主题个数。 困惑度常被用来衡量概率分布或概率模

型样本的优劣性［２３］。 在自然语言处理中，可用于

ＬＤＡ 主题模型，确定最优主题个数，如式（８）所示：

Ｐｅｒｐｌｅｘｉｔｙ Ｖ( ) ＝ ｅｘｐ
∑
Ｎ

ｄ ＝ １
ｌｏｇ ｐ Ｗｄ( )

∑
Ｎ

ｄ ＝ １
Ｍｄ

（８）

　 　 其中， Ｖ表示语料库 Ｄ中所有词的集合；Ｎ表示

语料库中评论文本的数量；Ｗｄ 表示评论文本 ｄ 中的

词；Ｍｄ 表示每个评论文本 ｄ 中的词数；ｐ（Ｗｄ） 表示

文本中词出现的概率。
实验中根据“郑州地铁 ７．２０ 事件”期间新浪微

博热搜词条，拟定 １ ～ １０ 区间内的整数为实验主题

数，得到困惑度变化如图 ４ 所示。
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图 ４　 确定最优主题个数

Ｆｉｇ． ４　 Ｔｈｅ ｄｅｔｅｒｍｉｎａｔｉｏｎ ｏｆ ｔｈｅ ｏｐｔｉｍａｌ ｎｕｍｂｅｒ ｏｆ ｔｏｐｉｃｓ

　 　 通常情况下，困惑度随着主题数量的增加而呈

现递减的规律。 困惑度越小，意味着主题模型的生

成能力越强［２４］。 通过图 ４ 可以看出，当 Ｔ ＝ ８ 时

ＬＤＡ 主题模型困惑度最小，因此本文将主题个数 Ｔ
设定为 ８。
４．３．２　 实验 ２ 确定最佳聚类阈值

实验中采用 ４．２ 节所描述的 Ｆ１ 值来计算不同

聚类阈值下聚类效果的优劣。 经多次实验，当聚类

阈值小于 ０．３ 时，所有评论文本被聚类为同一簇，聚
类阈值过小。 因此，本实验中拟定聚类阈值在 σ ∈
０．３，１( ) 这一区间内，分别进行 ６ 次实验，得到 Ｆ１

值变化如图 ５ 所示。 可以看出，当聚类阈值 σ ＝
０．５２时，聚类效果最好，此时的 Ｆ１ 值为０．７２４，因此

本文将确定聚类阈值 σ 为０．５２。

1.0

0.8

0.6

0.4

0.2

0
0.30 0.35 0.40 0.45 0.50 0.55

阈值

划
分

准
确

率

图 ５　 确定最佳聚类阈值

Ｆｉｇ． ５　 Ｔｈｅ ｄｅｔｅｒｍｉｎａｔｉｏｎ ｏｆ ｔｈｒｅｓｈｏｌｄ ｖａｌｕｅ ｉｎ ｃｌｕｓｔｅｒｉｎｇ

４．３．３　 实验 ３ 对比实验与分析

为验证本文基于融合特征表示的子话题聚类方

法的有效性，对于 ＬＤＡ 主题模型所提取单一文本主

题特征文档—主题分布、Ｄｏｃ２Ｖｅｃ 模型提取单一文

本语义特征句向量、３．２ 节所表述的文本融合特征

分别进行 Ｓｉｎｇｌｅ－Ｐａｓｓ 子话题聚类实验，并采用精确

率、召回率、 Ｆ１ 值来度量聚类效果的优劣。 实验结

果见表 ２。
表 ２　 实验 ３ 结果对比

Ｔａｂ． ２　 Ｔｈｅ ｒｅｓｕｌｔ ｏｆ ｔｅｓｔ ３

子话题聚类方法 精确率 召回率 Ｆ１ 值

Ｄｏｃ２Ｖｅｃ 句向量＋Ｓｉｎｇｌｅ－Ｐａｓｓ ０．７２２ ０．６７７ ０．６７３

ＬＤＡ 文档－主题特征＋Ｓｉｎｇｌｅ－Ｐａｓｓ ０．６６２ ０．７５０ ０．６４４

文本融合特征＋Ｓｉｎｇｌｅ－Ｐａｓｓ ０．７８３ ０．６７４ ０．７２４

　 　 依据表 ２ 中数据分析可知：
（１）基于单一文本语义特征的子话题聚类的 Ｆ１

值为 ６７．３％。 Ｄｏｃ２Ｖｅｃ 模型通过三层神经网络根据

所输入的目标词来预测目标词的上下文单词，从而

得到副产物句向量与词向量。 一方面，相比将一条

评论文本中每个词的词向量进行求和或加权平均求

和来表示整条文本评论的方法，Ｄｏｃ２Ｖｅｃ 能够给出
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整条文本评论的文档向量化表示，能够避免前者忽

略单词在句子中的语序问题；另一方面，相比于

ＬＤＡ 主题模型基于词袋模型，Ｄｏｃ２Ｖｅｃ 模型能够有

效提取文本中的语序及上下文语义信息。 但未考虑

文本的全局信息，因而在 Ｆ１ 值位于另外两种特征

子话题聚类之间。
（２）基于单一文本主题特征的子话题聚类的 Ｆ１

值为 ６４．４％，相较于另外两种特征 Ｆ１ 值最低。 ＬＤＡ
主题模型将文本表示为维数为主题个数的多项分

布，从而提取文本全局主题特征。 ＬＤＡ 主题模型所

基于的词袋模型忽视了文本中单词的语序与语义表

达，对于同一突发事件下相似度高、区分度差的评论

文本而言，虽能够提取文本的主题特征，但仅用

ＬＤＡ 主题特征来进行相似背景子话题聚类，则难以

发挥 ＬＤＡ 主题模型的优势与作用。
（３）基于融合特征的子话题聚类方法相较于单

一特征聚类效果最佳， Ｆ１ 值达 ７２．４％。 融合特征考

虑到同一突发事件下子话题具有相似背景词而导致

区分度差的特点，且 ＬＤＡ 主题模型所提取主题特征

基于词袋模型，缺乏语义信息，从文本主题层面与语

义层面融合 ＬＤＡ 文档—主题分布与 Ｄｏｃ２Ｖｅｃ 句向

量，改善了单一特征进行子话题聚类的缺陷，能更加

全面有效地表达文本特征，从而提高同一突发事件

下子话题聚类效果。

５　 结束语

本文提出的基于文本融合特征的子话题聚类方

法，结合 ＬＤＡ 主题模型提取的文本主题特征与

Ｄｏｃ２Ｖｅｃ 模型提取的文本语义特征构建一种文本融

合特征，并通过 Ｓｉｎｇｌｅ－Ｐａｓｓ 增量聚类实现子话题聚

类。 研究中使用本文方法，以新浪微博为数据来源

平台，对“郑州地铁 ７．２０ 事件”这一突发事件评论文

本进行实验分析。 在对比实验中，采用 Ｆ１ 值与两

种单一特征子话题聚类进行聚类效果评估。 实验结

果表明，融合特征能更加全面地表达文本特征，改善

了单一特征进行子话题聚类缺乏上下文语义信息及

忽略语序的问题，有效地提高了突发事件中子话题

聚类的准确率。
受各方面因素所限，本文还存在一定的局限与

不足。 在突发事件网络舆论中，网民往往带有浓烈

的正向或负向的情感色彩。 因此，在文本的特征表

达中，如何提取评论文本的情感特征并将其进行融

合处理，从而更有效地进行子话题挖掘，在后续的研

究中仍有待进一步深入和突破。
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