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基于用户行为及知识传播的图神经网络推荐系统

杨中金

（上海理工大学 光电信息与计算机工程学院， 上海 ２０００９３）

摘　 要： 协同过滤算法存在数据稀疏和冷启动问题，当前的推荐方法普遍引入知识图谱来缓解协同过滤算法的缺陷，但这些

方法大都专注于利用知识图谱来构建用户及物品的特征表示，忽略了对用户交互信息的有效利用。 本文提出了一种基于用

户行为和知识图谱的推荐方法，该方法由交互传播以及知识传播两部分组成。 前者通过图神经网络，利用用户－物品交互图

来构建用户物品的高阶交互特征；后者利用知识图谱中传播得到相关实体来补充对物品的描述。 在两个基准数据集上的大

量实验表明，相对于基线模型，本文提出的基于用户行为及知识传播的图神经网络推荐系统具有较好的推荐效果以及泛化能

力。
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０　 引　 言

互联网飞速发展，商业应用对于个性化推荐的

需求愈发强烈。 用户希望从海量的内容中得到个性

化的服务，平台商也希望能妥善处理海量的数据，合
理地分发内容，增加用户的粘性。 在这个背景下，用
于信息过滤的推荐系统（ＲＳ）被广泛应用于个性化

推荐任务中。 推荐系统基于用户的交互历史，对用

户的特征、属性建模，构建用户的兴趣画像，并推送

其可能感兴趣的内容。 协同过滤（ＣＦ）技术因强大

的利用用户行为捕捉用户偏好的优势，已成为推荐

系统中最常见、应用最为广泛的策略［１］。 但是 ＣＦ

方法存在数据稀疏和冷启动问题，导致其无法对所

有用户或物品进行特征建模［２］。 因此，将知识图谱

（ＫＧ）作为辅助信息引入推荐系统来缓解当前协同

过滤算法缺陷［３］。
引入 ＫＧ的推荐方法相对于传统的 ＣＦ 方法更

准确、泛化能力更强，更适应不同的推荐场景，但这

些知识感知的方法着重于利用 ＫＧ 来构建推荐系统

中节点的特征表示，却忽略了对推荐更重要的用户

交互记录的有效利用［４］。 协作感知的知识图谱传

播方法（ＣＫＡＮ）强调了潜藏在用户物品交互中协作

信号的重要性，将被推荐的用户交互过的物品，以及

与被推荐物品存在共同消费者的物品视为协作信



号，将这些协作信号作为传播实体在知识图谱中多

次传播获取知识关联，却忽略了交互信息中潜藏的

高阶交互特征［５］。
对于用户交互数据以及 ＫＧ的同时利用不仅能

够更充分的构建用户物品的特征表示，而且能够增

强推荐系统的泛化能力。 知识图谱在稀疏程度不同

的数据集上作用并不相同，在用户交互频繁的数据

集上，知识图谱作为辅助信息的作用几乎失效，而在

稀疏的数据集上，知识图谱因为补充了大量关联信

息，在很大程度上有利于特征的建模。 在这两种图

结构信息上分别构建交互特征以及知识特征，并通

过超参数来调整其对模型的影响，可能会使模型取

得更好的推荐效果。
本文提出了一种基于用户行为以及知识传播的

推荐系统（ＧＰＵＩ），旨在利用用户行为和 ＫＧ 预测特

定的用户与物品交互的概率。 模型由两部分组成，
即交互传播以及知识传播，前者通过图神经网络

（ＧＮＮ）利用交互数据来构建用户物品的高阶交互

特征；后者利用知识图谱中传播得到相关实体来补

充物品的描述。 在 Ｌａｓｔ．ＦＭ、ＭｏｖｉｅＬｅｎｓ－１Ｍ 两个基

准数据集上进行的实验结果证明，与其他方法相比，
ＧＰＵＩ在推荐性能以及泛化能力上都具有一定优势。

１　 相关工作

１．１　 知识图谱

利用知识图谱的推荐方法，通过学习知识图谱

中相关实体、关系及路径的向量嵌入，来辅助增强用

户物品的特征表示［６］。 根据对知识图谱利用方式

的不同，可以分为基于嵌入、基于路径以及基于传播

的方法［５］。 基于嵌入的方法通过知识图嵌入算法，
例如 ＴａｎｓＲ，ＴｒａｎｓＤ 等，将知识图谱中的实体的向

量，预训练到一个低维的向量空间中，并将学习好的

实体嵌入融入到推荐任务中；基于路径的方法通过

学习 ＫＧ中实体间连接的多种路径的嵌入来提高推

荐结果的准确性；基于路径的方法是当前较为热门

的推荐方法，通过获取 ＫＧ 中的高阶的关系信息来

构建更精细的用户物品的表示。 将相关的物品在

ＫＧ上迭代传播得到多跳邻居实体，通过聚合其向

量增强用户物品的特征表示。
用户物品交互图（ＵＩＧ）及知识图谱（ＫＧ）的结

构如图 １所示，可知结合用户的交互历史在 ＫＧ 中

多次传播获取相关三元组的过程。 以用户 ｕ２ 为例，
物品 ｖ３，ｖ５ 是其交互过的物品，通过 ＵＩＧ－ＫＧ的对应

关系 ｖ３( ，ｅ１ ) 以及 ｖ５( ，ｅ２ ) 可知，在 ＫＧ上传播的初

始实体是 ｅ１，ｅ２ 。 在第一跳的传播中搜索 ＫＧ 中的

三元组 （ ｅ１，ｒ１３，ｅ３）、（ ｅ１，ｒ１４，ｅ４）、（ ｅ２，ｒ２６，ｅ６）， 这些

三元组的头部实体是 ｅ１ 或 ｅ２， 下一次传播的，将三

元组中的尾部实体集合 ｛ ｅ３，ｅ４，ｅ６｝ 作为传播实体。
如此，在 ＫＧ上多次传播可以得到相关的三元组集

合，用于构建知识特征。
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图 １　 用户物品交互图及知识图谱

Ｆｉｇ． １　 Ｕｓｅｒ－Ｉｔｅｍ Ｉｎｔｅｒａｃｔｉｏｎ Ｇｒａｐｈ ａｎｄ Ｋｎｏｗｌｅｄｇｅ Ｇｒａｐｈ

１．２　 图神经网络

传统的方法在处理图结构信息时，会将图预处

理成一组平面向量，再利用机器学习方法去完成下

游的任务，这种方式无疑会丢失图中重要的拓扑信

息，影响模型的准确性及泛化能力［７］。 由于 ＧＮＮ在

大规模的图数据上学习的独特优势，当前的推荐方

法大多利用 ＧＮＮ来构建节点的特征表示［８］。
ＧＮＮ的核心是特征聚合，通过聚合节点本身的

特征以及邻居节点的特征来生成节点新的特征表

示，并且通过迭代聚合的过程来得到节点的高阶表

示［９］。 神经图协同过滤方法（ＮＧＣＦ）是一种基于

ＧＮＮ的协同过滤方法，主要利用用户的交互数据来

构建节点的特征向量，并且将聚合邻域特征的过程

反复迭代，以获得节点的高阶交互特征［１０］。 轻量级

的神经图协同过滤方法（ＬｉｇｈｔＧＣＮ）在 ＮＧＣＦ 的基

础上提出了一个简单，易于训练的模型，只保留了

ＧＮＮ方法中最重要的部分－领域特征聚合，通过在

用户物品交互图上迭代传播来学习用户物品的特征

表示［１１］。
对于 ＫＧ上的领域信息，聚合相类似，将物品自

身以及物品在 ＫＧ中方式与 ＮＧＣＦ的相关节点的特

征聚合，得到物品的知识特征。 相对于用户的交互

数据，ＫＧ中实体间的关系更加多样，强弱不同，许
多方法会使用图注意力机制来区分节点的重要性，
得到关系权重，再对实体的特征进行加权求和。 知

识图注意力网络推荐方法（ＫＧＡＴ）将用户物品交互

图（ＵＩＧ）和知识图谱（ＫＧ）结合成一个统一的图
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（ＣＫＧ），首先利用 ｔｒａｎｓＲ 来预训练 ＫＧ 中实体和关

系的向量表示，之后使用注意力机制来衡量不同邻

居节点的重要性，在每一层传播中，通过迭代聚合节

点在 ＫＧ中的邻域特征信息，来更新节点的特征表

示。

２ 　 问题定义

给定一个推荐场景， ＵＵ ＝ ｛ｕ１，ｕ２，…，ｕＭ｝ 和 ＶＶ ＝
｛ｖ１，ｖ２，…，ｖＮ｝ 分别表示用户以及物品集合。 用户

和物品之间的历史交互数据可以描述为一个二部

图，称为用户物品交互图（ＵＩＧ），用 Ｉｇ ＝ ｛ ＜ ｕ，ｖ，ｙｕｖ

＞ ｜ ｕ∈ＵＵ ，ｖ∈ ＶＶ ，ｙｕｖ∈ＲＲ ｝ 表示，其中 ｙｕｖ 是一个表

明用户 ｕ 与物品 ｖ 是否存在交互关系的标签。 从 Ｉｇ
中提取出一个 Ｍ × Ｎ 的二进制矩阵 Ｙ，对于矩阵中

的每一对 （ ｉ，ｊ），当用户 ｕｉ 与物品 ｖｊ 产生了交互时，
矩阵 Ｙ 中的元素 ｙｉｊ ＝ １， 否则 ｙｉｊ ＝ ０。 设 Ｇ ＝
ｈ，ｒ，ｔ( ) ｈ，ｔ∈ ＥＥ ，ｒ∈ ＲＲ } 表示 ＫＧ，其中 ＥＥ 表示

ＫＧ中的实体的集合， ＲＲ 表示 ＫＧ 中边的集合，即实

体间关系的集合。 对于任意一个三元组（ ｈ，ｒ，ｔ） ∈
Ｇ，ｈ 表示头实体， ｔ 表示尾实体， ｒ 表示关系实体，表
明实体 ｈ 与实体 ｔ 之间存在着关系 ｒ。 本文引入了

一个二元组集合 Ａ ＝ ｛ ＜ ｅ，ｖ ＞ ｜ ｅ∈ＥＥ ，ｖ∈ ＶＶ ｝ 来表

明实体集 ＥＥ中的实体与物品集 ＶＶ中物品之间的对应

关系。

本文研究的目的是预测特定的用户和物品之间

存在交互的可能性。 给定知识图谱 Ｇ 以及部分用

户－物品交互矩阵 Ｙ′ 作为训练集，通过学习一个函

数 ｙ^ｕｖ ＝ ｆ ｅｕ，ｅｖ，Ｇ，Ｙ′； Θ( ) 来预测用户 ｕ与物品 ｖ是
否会发生交互，其中 ｅｕ 和 ｅｖ 表示用户 ｕ 与物品 ｖ 的
嵌入向量， Θ 表示模型的参数集合。 为了得到最优

的预测函数 ｆ·( ) ， 需要最小化训练损失来确定 Θ
中参数的最优值，公式（１）：

　 Θ ＝ ａｒｇｍｉｎ
Θ

１
Ｍ′ × Ｎ′ ∑

ｕ∈ＵＵＹ′，ｖ∈ＶＶＹ′

Ｌ ｙｕｖ，ｙ^ｕｖ( ) （１）

其中， ＵＵＹ′ 和 ＶＶＹ′ 表示在训练矩阵 Ｙ′ 中的用户和

物品集合； Ｍ′ 和 Ｎ′ 是 ＵＵＹ′ 和 ＶＶＹ′ 集合的大小； Ｌ·( ) 是

训练的损失函数。

３　 方法

本文提出一种基于用户行为以及知识传播的推

荐方法（ＧＰＵＩ），目标是预测特定用户以及物品之间

发生交互的概率，模型总体框架如图 ２ 所示。 输入

用户物品交互矩阵和知识图谱后，通过交互传播和

知识传播两个过程来完成模型的计算。 在交互传播

中，利用 ＧＮＮ，通过迭代聚合交互节点的特征来构

建用户及物品的交互特征。 为了丰富物品的描述，
利用知识传播，在知识图谱中沿着链接扩展多个相

关三元组集合，获取知识特征。
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图 ２　 模型总体框架

Ｆｉｇ． ２　 Ｏｖｅｒａｌｌ ｆｒａｍｅｗｏｒｋ ｏｆ ｔｈｅ ｍｏｄｅｌ

３．１　 交互传播

用户的特征表示通过用户交互过的物品的特征

获得；同理，与物品交互过的用户可以帮助构建该物

品的嵌入向量。 运用这个思想，交互传播通过迭代

聚合用户物品交互图上节点的领域特征来获得节点

的高阶交互特征。
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３．１．１　 初阶特征聚合

在初阶交互特征传播的过程中，用户及物品的

初阶交互特征是通过聚合其交互节点第 ０阶的嵌入

向量得来。 而这些交互节点第 ０阶的嵌入向量是直

接通过其 ｉｄ 随机初始化得来。 初阶特征聚合见式

（２）和式（３）：

ｅ１ｕ ＝
∑
ｖ∈ＶＶｕ

ｅ０ｖ ＋ ｅ０ｕ( )

ＶＶｕ ＋ １( )
（２）

ｅ１ｖ ＝
∑
ｕ∈ＵＵｖ

ｅ０ｕ ＋ ｅ０ｖ( )

ＵＵｖ ＋ １( )
（３）

　 　 其中， ＶＶｕ 表示用户 ｕ 交互过的物品的集合； ＵＵ ｖ

表示物品 ｖ 交互过的用户集合； ＶＶｕ 和 ＵＵｖ 表示

的是集合 ＶＶｕ 及 ＵＵｖ 的大小。
３．１．２　 高阶特征聚合

构建用户及物品初阶的交互特征后，高阶的特

征聚合过程将会反复地应用在节点上，节点特征聚

合的过程如图 ３ 所示，可知节点第 ｌ 层的传播过程

需要用到第 ｌ －１ 层的邻居节点的向量嵌入。 高阶

特征聚合见式（４）和式（５）：

ｅｌ
ｕ ＝
∑
ｖ∈ＶＶｕ

ｅｌ －１ｖ

ＶＶｕ
（４）

ｅｌ
ｖ ＝
∑
ｕ∈ＵＵｖ

ｅｌ －１ｕ

ＵＵｖ
（５）

i1 i2 i3 i4

u1

el-11 el-12 el-13 el-14

Interacteditemsofu1

eL�AveragePool

LayerL

图 ３　 交互特征聚合

Ｆｉｇ． ３　 Ｆｕｓｉｏｎ ｏｆ ｉｎｔｅｒａｃｔｉｏｎ ｆｅａｔｕｒｅ

　 　 迭代更新的目的是为了获取节点高阶的交互特

征，迭代的次数越高，每次聚合所关联的节点越多，
更接近获得全局的特征［１２］。 同时，本方法以对邻域

特征求平均的方式来处理节点特征聚合的过程；其
次，减少非线性激活函数的使用，以只对邻域特征求

平均的方式简化特征聚合的模块，减少节点的特征

在多次转换中的损失。
３．１．３　 交互特征结合

多层传播后，将每一层聚合得到的嵌入向量相加，

得到用户及物品最终的交互特征表示，式（６）和式（７）：
ｅｕ ＝ ｅ１ｕ ＋ ｅ２ｕ ＋ … ＋ ｅｍｌ

ｕ （６）
ｅｖ ＝ ｅ１ｖ ＋ ｅ２ｖ ＋ … ＋ ｅｍｌ

ｖ （７）
　 　 其中， ｍｌ 表示传播的最后一层。
３．２　 知识传播

当前的推荐方法在 ＫＧ中的传播目的是获得相

关的扩展三元组，然后捕获其中的知识特征，用于构

建用户或物品的知识表示。
３．２．１　 知识三元组

对于物品 ｖ， 在 ＫＧ 中传播的初始实体是与其

存在共同消费者的物品在 ＫＧ中对应的实体。 给定

物品－实体对应集合 Ａ 及用户物品交互矩阵 Ｙ′， 用

户 ｕ 与物品 ｖ 的传播初始实体集合表示为式（８）和
式（９）：

ＥＥ ０
ｖ ＝ ｅ ｜ ｖ′，ｅ( ) ∈ Ａ ａｎｄ ｖ′ ∈ ＶＶ ｖ{ } （８）
ＶＶｖ ＝ ｖ′ ｜ ｕ′ ∈ ＵＵｖ， ａｎｄ ｙｕ′ｖ′ ＝ １{ } （９）

　 　 其中， ｕ′ 表示与被推荐的物品 ｖ 交互过的用

户； ｖ′ 表示与 ｕ′ 交互过的物品；（ ｖ′，ｅ ）表示一个对

应关系。
在 ＫＧ中的实体 ｅ 能够与用户物品交互图中的

物品 ｖ′ 相对应， ＶＶｖ 表示与物品 ｖ 存在共同消费者的

物品集合。 基于初始的传播实体，第 ｎ 跳的传播实

体集可定义为式（１０）：
ＥＥ ｎ

ｖ ＝ ｔ{ ｈ，ｒ，ｔ( ) ∈ Ｇ ａｎｄ ｈ∈ ＥＥ ｎ－１
ｖ ｝ （１０）

　 　 得到第 ｎ － １跳的传播实体，物品 ｖ 第 ｎ 跳知识

传播得到的三元组集合 ＳＳ ｎ
ｖ ，式（１１）：

ＳＳ ｎ
ｖ ＝ ｈ，ｒ，ｔ( ){ ｈ，ｒ，ｔ( ) ∈ Ｇ ａｎｄ ｈ∈ Ｅｎ－１

ｖ ｝ （１１）
　 　 跳数 ｎ 意味着与初始传播实体的距离。 通常在

ＫＧ上 ｎ 次传播后，得到的三元组的数量会呈指数级

增长，通过随机抽样的方法将三元组集合控制在一

个固定的数量。
３．２．２　 知识特征聚合

给定任意三元组 ｈｉ，ｒｉ，ｔｉ( ) ， 定义相关系数 ｐｉ

来衡量物品 ｖ 与尾部实体 ｔｉ 在关系 ｒｉ 上的相似性。
得到第 ｌ 跳的三元组集合 Ｓｌ

ｖ 后，通过非线性激活函

数 ｓｏｆｔｍａｘ对集合中每个三元组（ ｈｉ，ｒｉ，ｔｉ）中ｈｉ，ｒｉ 与
物品 ｖ 的特征表示的乘积归一化得到相关系数，
式（１２）：

　 ｐｉ ＝ ｓｏｆｔｍａｘ ｖＴ Ｒｉ ｈｉ( ) ＝
ｅｘｐ （ｖＴ Ｒｉ ｈｉ）

∑
（ｈ，ｒ，ｔ）∈ｓｓｌｖ

ｅｘｐ ｖＴＲｈ( )
（１２）

其中， ｖ 和 ｈｉ 是物品 ｖ 和头部实体 ｈｉ 的嵌入向

量， Ｒｉ 是度量 ｖ 和 ｈｉ 之间关系的嵌入矩阵。
计算每个实体 ｔｉ 相关系数 ｐｉ，表示项目 ｖ 和实
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体 ｔｉ 之间的相似的程度。 在不同的关系 ｒｉ 上，实体

ｔｉ 与物品 ｖ具有不同的相似之处。 例如，在音乐推荐

中，“ｆａｎｔａｓｙ”和“Ｔｒｙ”音乐相似，因为其拥有共同的

作者周杰伦，而本文认为“ ｆａｎｔａｓｙ”和“Ｖａｌｅｎｔｉｎｅ”音
乐相似，因为其都是流行音乐。

得到了相关系数 ｐｉ，物品 ｖ 第 ｎ 次传播得到的

知识特征可以表示为式（１３）：

ｅｌ
ｖ
′ ＝ ∑

ｈｉ，ｒｉ，ｔｉ( ) ∈ＳＳｌｖ

ｐｉ ｔｉ （１３）

３．２．３　 知识特征结合

与交互传播中交互特征结合的方式相同，将每

跳传播得到的知识特征简单相加，就得到了物品 ｖ
最终的知识特征，式（１４）：

ｅｖ
′ ＝ ｅ１ｖ ′ ＋ ｅ２ｖ ′ ＋ … ＋ ｅｎｌ

ｖ
′ （１４）

　 　 其中， ｎｌ 表示知识传播的最后一跳。
物品 ｖ 最终的表示由其交互特征 ｅｖ 以及知识特

征 ｅｖ
′ 相加得到，式（１５）：

ｅ ｖ ＝ ｅｖ ＋ ｅｖ
′ （１５）

３．３　 模型预测

将用户 ｕ和物品 ｖ的特征向量 ｅｕ 和 ｅ ｖ 的内积施

加 Ｓｉｇｍｏｉｄ函数，得到模型的预测分数，得到的分数

将作为用户 ｕ 和物品 ｖ 交互的概率，式（１６）：

ｙ^ｕｖ ＝ σ（ｅｕ ｅｖ） （１６）
　 　 其中， σ 表示非线性激活函数 Ｓｉｇｍｏｉｄ。

４　 实验与分析

４．１　 数据集与基线模型

实验使用 Ｌａｓｔ．ＦＭ 及 ＭｏｖｉｅＬｅｎｓ－１Ｍ 两个数据

集。 数据集的详细数据见表 １。 指标 ｄｅｎｓｉｔｙ是指数

据集的稀疏程度，由交互数除以用户数与物品数的

乘积得出。 由表 １中数据可知，ＭｏｖｉｅＬｅｎｓ－１Ｍ 数据

集相对密集，其知识图谱也相对更庞大；Ｌａｓｔ．ＦＭ 数

据集相对稀疏，其知识图谱相对小一些。
表 １　 数据集统计数据

Ｔａｂｌｅ １　 Ｄａｔａｓｅｔ ｓｔａｔｉｓｔｉｃｓ

图 指标 Ｌａｓｔ．ＦＭ ＭｏｖｉｅＬｅｎｓ－１Ｍ

用户物品交互图 用户 １ ８７２ ６ ０３６

物品 ３ ８４６ ２ ４４５

交互 ４２ ３４６ ７５３ ７７２

稠密度 ０．００５ ８８ ０．０５０ １０

知识图谱 实体 ９ ３６６ １８２ ０１１

关系 ６０ １２

　 　 为了验证模型的性能，将 ＧＰＵＩ 与以下基线模

型做比较：
（１） ＲｉｐｐｌｅＮｅｔ 沿着 ＫＧ 中的链接多次传播，拓

展用户的偏好［４］；
（２） ＫＧＡＴ是一个基于 ＧＮＮ的模型，将 ＵＩＧ和

ＫＧ结合为一个统一的图 ＣＫＧ［６］；
（３） ＫＧＣＮ使用 ＧＮＮ 结合知识图谱中的邻居

信息来聚合节点的表示［９］；
（４） ＫＣＲｅｃ是一个捕捉用户间及物品间关联的

知识感知的推荐系统［１３］；
（５） ＨＲＳ 是一个基于知识图嵌入和注意力机

制的混合推荐系统［１４］；
（６） ＳＴ＿ＲｉｐｐｌｅＮｅｔ 是当前领先的推荐模型，利

用 ＫＧ获取用户潜在的兴趣，并利用三元组注意力

机制来挖掘 ＫＧ中的有效信息［１５］；
（７） ＲＫＡＣ 是当前最先进的基于传播的模型，

减少了聚集知识图谱中领域信息过程中不相关的实

体，以获得用户和物品的准确表示［１６］。
数据集按 ６ ∶ ２ ∶ ２ 的比例随机分为训练集、验

证集和测试集，每个实验重复 ５次，取平均性能。
将 ＧＰＵＩ 应用到点击预测（ＣＴＲ）的推荐任务

中：预测测试集中每条记录的用户与物品交互的概

率。 在 ＣＴＲ预测中， 评价指标为准确率（ＡＣＣ），受
试者工作特征曲线下的面积（ＡＵＣ）。
４．２　 推荐性能

在不同数据集下，将 ＧＰＵＩ 与基线模型的性能

做对比，实验结果见表 ２。
表 ２　 推荐性能比较

Ｔａｂｌｅ ２　 Ｏｖｅｒａｌｌ ｐｅｒｆｏｒｍａｎｃｅ

模型
Ｌａｓｔ．ＦＭ

ＡＵＣ ＡＣＣ

ＭｏｖｉｅＬｅｎｓ－１Ｍ

ＡＵＣ ＡＣＣ

ＫＧＣＮ（２０１９） ０．７４４ ０．６７３ ０．８０１ ０．７４２

ＲｉｐｐｌｅＮｅｔ（２０１８） ０．８１０ ０．７４４ ０．９２０ ０．８４２

ＫＧＡＴ（２０１９） ０．７７３ ０．７２４ ０．９２２ ０．８３３

ＫＣＲｅｃ（２０２１） ０．８００ ０．７３２ ０．９１６ ０．８４０

ＨＲＳ（２０２１） ０．８１８ ０．７５４ ０．９２１ ０．８４７

ＳＴ＿ＲｉｐｐｌｅＮｅｔ（２０２１） ０．８２８ ０．７６１ ０．９２２ ０．８４３

ＲＫＡＣ（２０２２） ０．８５４ ０．７６４ ０．９２２ ０．８４７

ＧＰＵＩ ０．８５９ ０．８０４ ０．９２６ ０．８５２

　 　 实验结果表明，在 ＣＴＲ推荐中，ＧＰＵＩ 在两个基

准数据集上都优于对比模型。 特别是与近年来最好

的两个模型 ＳＴ＿ＲｉｐｐｌｅＮｅｔ 和 ＲＫＡＣ 相比，本文提出

的 ＧＰＵＩ 模型在两个数据集上， ＡＣＣ 分别比 ＲＫＡＣ
提高了 ４．０％和 ０．５％， ＡＵＣ 分别比 ＳＴ＿ＲｉｐｐｌｅＮｅｔ 提
高了 ３．１％和 ０．４％。
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所有的方法在相对密集的数据集上的表现都优

于其在稀疏数据集上的表现。 ＧＰＵＩ 模型在数据集

Ｌａｓｔ．ＦＭ上表现最好，大幅超越了其他模型。 在交互

数据较少的情况下，模型对于节点特征的构建不够

充分，知识图谱中的实体能够帮助模型缓解数据稀

疏和冷启动问题，此时挖掘实体中的知识特征对提

升推荐性能有很大帮助。 在相对密集的数据集

ＭｏｖｉｅＬｅｎｓ上，ＧＰＵＩ也有最好的性能，说明当交互数

据较多时，充分地挖掘交互数据中的交互特征对于

节点特征向量的构建最为重要。 ＧＰＵＩ 迭代聚合用

户物品交互图上的领域信息来构建用户及物品高阶

的交互信息，能够更好地细化用户及物品的表示，促
进了推荐性能。

５　 结束语

当前基于知识图谱的推荐方法大都专注于利用

ＫＧ来构建用户及物品的特征表示，忽略了对用户

交互信息的有效利用。 本文提出了一种推荐模型

ＧＰＵＩ，同时利用了来自两个图的结构信息。 ＧＰＵＩ
由两个主要模块组成：一个是交互传播模块，使用

ＧＮＮ通过迭代聚合 ＵＩＧ 上邻居节点向量来更新当

前节点的特征表示；二是知识传播模块，对传播得到

的多层知识关联进行编码，丰富了项目的特征表示。
在两个公开可用的真实数据集上的实验结果证实，
本文提出的 ＧＰＵＩ模型在推荐效果和泛化能力方面

优于竞争基线。
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