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基于全局搜索策略 ＷＯＡ 优化 ＥＬＭ 的 ＲＵＬ 预测性维护

郑晓雨， 樊重俊
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摘　 要： 实时掌握设备的剩余使用寿命（ＲＵＬ），有助于降低工业互联网制造业中事故成本。 为提高预测性维护准确度，使用

基于全局搜索策略的鲸鱼优化算法（ Ｉｍｐｒｏｖｅｄ Ｗｈａｌｅ Ｏｐｔｉｍｉｚａｔｉｏｎ Ａｌｇｏｒｉｔｈｍ，ＩＷＯＡ）确定极限学习机（Ｅｘｔｒｅｍｅ Ｌｅａｒｎｉｎｇ Ｍａ⁃
ｃｈｉｎｅ，ＥＬＭ）的参数，提出一种新型剩余使用寿命预测模型（ ＩＷＯＡ－ＥＬＭ）。 将该模型应用于膜过滤器剩余使用寿命的电子涂

层超滤维护数据集，结果表明：与 ＥＬＭ、ＷＯＡ－ＥＬＭ 预测模型相比，本文提出的 ＩＷＯＡ－ＥＬＭ 模型极大地提高了预测精度，泛
化能力更强，能有效地预测膜过滤器剩余使用寿命，以便提前计划维护。
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０　 引　 言

现代工业化发展趋势下，制造质量控制的应用

和需求获得爆发式增长，设备安全运营和维护保障

问题日益突出［１］。 为避免设备出现故障造成生产

事故，需要对设备制定有效维护计划，以保证制造质

量。 如何准确地做好设备预测性维护，对于最大化

发挥设备性能、减少安全隐患、降低设备维护成本、
提高技术人员的作业效率、提升企业整体效益具有

极为重要的现实意义。
机器学习在对象识别和图像分类等领域表现出

卓越的性能，在金融等其他领域也越来越受欢迎，在
这些领域中，时间序列数据起着重要作用。 在预测

性维护中，根据时间的推移收集数据以监控资产状

态，目的是找到预测故障，从而可以从某些机器学习

算法中受益。 机器学习能够处理多维数据，并能够

在复杂和动态环境中提取数据之间的隐藏关系，在
预测性维护中具有很好的应用前景［２］。 传统的预

测性维护机器学习模型基于特征工程，存在提取特

征能力不足、长期预测能力不足和难以表征非线性

函数映射关系的问题。
针对上述问题，许多学者进行了研究与讨论，建

立了一系列较为可靠的、适用于预测性维护的理论

与模型。 Ｓｈｅｎｇ 等［３］ 针对齿轮寿命预测问题，创新

地提出了一种基于权值放大的长短时记忆神经网

络，通过注意机制将隐藏层中的输入权重和递归权

重放大到不同程度，对比实验表明该预测方法具有

更高的预测精度；Ｒｅｎ 等［４］ 针对锂离子电池剩余使



用寿命预测问题，提出了一种将自动编码器与深度

神经网络集成的学习方法，该方法可以独立于离线

训练数据进行预测，可以提高预测电池剩余寿命的

准确性；戴邵武等［５］提出了一种基于时域特征和粒

子群算法的支持向量机模型的滚动轴承性能退化趋

势预测的方法，可以准确地预测滚动轴承全寿命故

障周期；Ｚｏｕ 等［６］ 针对航空铅酸电池的剩余使用寿

命预测问题，创新地提出了一种将基于遗传算法的

混合粒子群算法应用于最小二乘支持向量机的参数

优化和反向传播神经网络的初始权值选择的预测模

型，改进后的最小二乘支持向量机模型更适合预测

该类问题；Ｋｉｍ 等［７］ 提出了一种通过跟踪频率数据

簇的中值来预测晶圆运输机器人故障的方法，减少

噪音数据对聚类模型的影响，提升剩余寿命预测的

准确性；Ｓｕ 等［８］为检测数据中心将会发生的硬盘驱

动器故障，开发了一个基于伯克利数据分析栈

（Ａｐａｃｈｅ Ｓｐａｒｋ）的实时预测维护系统，系统过程包

括两个阶段：使用历史数据生成并训练随机森林模

型和使用从终端用户设备收集的数据来进行实时预

测，结果表明该系统方法的实时预测准确性达到

８５％；Ｋｕｌｋａｒｎｉ 等［９］针对早期制冷和冷藏系统故障的

预测问题，将时间序列预测问题转化为一个分类问

题，采用随机森林模型来预测，正确率能够达到 ８９％；
Ｃｈｅｎ 等［１０］提出一种通用的剩余使用寿命预测两步解

决方案：第一步，基于核主成分分析对输入数据进行

非线性特征提取；第二步，基于门控循环单元对 ＲＵＬ
进行预测，该方法训练时间少且预测精度高；Ｗｕ
等［１１］提出了一种基于动态差分技术的长短期记忆网

络模型对航空涡扇发动机的健康检测数据进行处理，
该方法实现了较好的 ＲＵＬ 预测。 这些模型虽然具有

一定的有效性与适用性，但存在模型参数难以确定、
选择合适的核函数困难、数据输入顺序影响最终结果

等问题，因此导致模型存在一定的局限性。
改进后的鲸鱼优化算法具有寻优能力强和全局

搜索的优点，极限学习机模型在保证学习精度的前

提下比传统的学习算法速度更快，本文将两者的优

势融合，提出了一种基于算法的改进后鲸鱼优化极

限学习机的预测性维护的综合分析方法。 首先，对
历史数据进行预处理，清除噪声等干扰，修正异常

点，将预处理后的历史数据作为模型输入；其次，利
用改进后的全局搜索策略的鲸鱼优化算法进行快速

寻优，建立基于全局搜索策略的鲸鱼优化算法的极

限学习机的预测性维护模型，可以更为可靠地掌握

膜过滤器的剩余使用寿命，更有效地避免设备故障。

１　 相关算法

１．１　 鲸鱼优化算法

鲸鱼优化算法模拟了鲸鱼泡泡网觅食的方法，
每头鲸鱼的位置代表一个可行解，座头鲸觅食的行

动轨迹可以看作相应解的更新方式，将算法分为 ３
步：包围捕食、螺旋更新、搜寻猎物。
１．１．１　 包围捕食

鲸鱼寻找猎物的时候，需要整个鲸鱼群体通过不

断地交流，向距离猎物最近的鲸鱼个体最优位置移动，
并且目前离猎物最近的鲸鱼再以随机尝试的方式试图

更加靠近猎物，从而使鲸鱼间接地不断靠近猎物。
设鲸鱼种群规模为 Ｎ，第 ｉ 只鲸鱼在 Ｄ 维空间的

位置为 Ｘｉ ＝ （ｘ１
ｉ ，ｘ２

ｉ ，…，ｘｄｉ ）（ｉ ＝ １，２，…，Ｎ）， 猎物位

置表示问题的全局最优解。 在鲸鱼优化算法中，座头

鲸包围猎物时行动轨迹的数学表达如式（１）和式

（２）：
Ｄ ＝｜ Ｃ·Ｘｐ（ ｔ） － Ｘ（ ｔ） ｜
Ｘ（ ｔ ＋ １） ＝ Ｘｐ（ ｔ） － Ａ·Ｄ{ （１）

Ａ ＝ ２ａ·ｒ１ － ａ
Ｃ ＝ ２·ｒ２

ａ（ ｔ） ＝ ２ － ２ｔ
ｍａｘ＿ｉｔｅｒ

ì

î

í

ï
ïï

ï
ïï

（２）

　 　 其中， ｔ 表示当前迭代次数； Ｘ（ ｔ） 表示个体位

置； Ｘｐ（ ｔ） 表示猎物位置，即当前最优解； ｒ１ 和 ｒ２ 为

０～１ 之间的随机数； Ａ与 Ｃ 为系数向量；收敛因子 ａ
随着 ｔ 的增加由数值 ２ 线性递减为 ０；ｍａｘ＿ｉｔｅｒ 表示

最大迭代次数。
１．１．２　 螺旋更新

发现猎物时，鲸鱼会以猎物为中心通过螺旋方

式逼近猎物，达到捕获猎物的目的。 算法螺旋更新

阶段模仿鲸鱼逼近猎物的数学表达式（３）：
Ｄ ＝｜ Ｃ·Ｘｐ（ ｔ） － Ｘ（ ｔ） ｜

Ｘ（ ｔ ＋ １） ＝ Ｄ·ｅｂｌ·ｃｏｓ（２πｌ） ＋ Ｘｐ（ ｔ）
{ （３）

　 　 其中， ｂ 表示对数螺旋形状的常数； ｌ表示－１～１
之间的随机数，当 ｌ ＝ －１ 时，鲸鱼与猎物距离最近，
当 ｌ ＝ １ 时，鲸鱼与猎物距离最远。

假设鲸鱼个体均以 ０．５ 的概率选择收缩包围机

制和螺旋更新机制，则其数学模型为式（４）：

Ｘ（ｔ ＋ １） ＝
Ｘｐ（ｔ） － Ａ·Ｄ， ｐ ＜ ０．５

Ｄ·ｅｂｌ·ｃｏｓ（２πｌ） ＋ Ｘｐ（ｔ）， ｐ ≥０．５{ （４）

１．１．３　 搜寻猎物

为了扩大搜索范围，鲸鱼不再根据最优猎物的位
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置来更新自己的位置，而是根据随机选取的鲸鱼位置

进行更新。通过 ｜ Ａ ｜ 的值来确定进入搜寻猎物阶段还

是进入包围捕食阶段，当 ｜ Ａ ｜≥１ 时，算法模拟鲸鱼扩

大搜索范围来增强全局搜索能力，其数学表达式（５）：
Ｄ ＝｜ Ｃ·Ｘｒａｎｄ（ ｔ） － Ｘ（ ｔ） ｜
Ｘ（ ｔ ＋ １） ＝ Ｘｒａｎｄ（ ｔ） － Ａ·Ｄ{ （５）

　 　 其中， Ｘｒａｎｄ（ ｔ） 表示当前随机选取的鲸鱼个体

的位置向量。
１．２　 改进后的鲸鱼优化算法

由于鲸鱼优化算法容易出现局部最优、收敛速

度和求解精度低的问题，为解决这些问题，对模型进

行改进。 改进后的算法通过准反向学习法进行种群

初始化，提高种群的多样性；其次，将线性的收敛因

子改为非线性，平衡全局搜索和局部开发能力；最
后，引入自适应权重来改进算法的局部搜索能力，提
高收敛精度，并通过随机差分变异策略及时调整算

法，避免出现局部最优的问题。
１．２．１　 准反向学习初始化种群

基本鲸鱼优化算法的种群初始化采用纯随机策

略，即已知某一项基因的上下限，初始化是在上下限

之间进行随机取值，最终结果不能保证初始种群的

多样性和收敛速度。 为克服这些缺点，采用准反向

学习初始化种群策略，使用准反向点代替实际的反

向点，其中反向点是指关于中心点的对称点，准反向

点是指反向点和中心点之间产生的随机点。
设种群中有 Ｎ 个鲸鱼，第 ｉ 只鲸鱼在 Ｄ 维空间

中的位置为 Ｘ ｉ ＝ （ｘ１
ｉ ，ｘ２

ｉ ，…，ｘＤ
ｉ ）， 其中 ｉ ＝ １，２，…，

Ｎ，ｘ ｊ
ｉ ∈ ［ａ ｊ

ｉ，ｂ ｊ
ｉ］（ ｊ ＝ １，２，…，Ｄ），ａ ｊ

ｉ 和 ｂ ｊ
ｉ 分别表示 ｘ ｊ

ｉ

的下界和上界，其对应反向点可由式（６）计算：

ｘ^ ｊ
ｉ ＝ ａ ｊ

ｉ ＋ ｂ ｊ
ｉ － ｘ ｊ

ｉ （６）
　 　 为得到更好的效果，采用其对应准反向点可由

式（７）计算：

ｘ^ ｊ
ｉ ＝

ｒａｎｄ（ａｖｇ ｊ
ｉ，ｘ^ ｊ

ｉ），ｘ ｊ
ｉ ≤ ａｖｇ ｊ

ｉ

ｒａｎｄ（ ｘ^ ｊ
ｉ，ａｖｇ ｊ

ｉ），ｘ ｊ
ｉ ＞ ａｖｇ ｊ

ｉ
{ ， ａｖｇ ｊ

ｉ ＝
ｂ ｊ
ｉ － ａ ｊ

ｉ

２
（７）

通过最大化种群多样性筛选机制， 在初始群体

随机产生的Ｎ个个体和准反向学习获得的Ｎ个个体

合并成的 ２Ｎ个个体，选择能够使种群多样性最大的

Ｎ 个个体。 该筛选机制也能够使种群较快收敛到全

局最优解，其数学模型如式（８） 所示：

ｆｉｔ（Ｘ） ＞ ｆｉｔ（Ｘ

⌒

）？ Ｘ，Ｘ

⌒

（８）

　 　 其中， ｆｉｔ（Ｘ） 为适应度函数； Ｘ 和 Ｘ

⌒

分别表示

随机产生的个体和准反向学习获得的个体。

１．２．２　 非线性收敛因子

在基本鲸鱼优化算法中，参数 ｜ Ａ ｜ 影响鲸鱼是

进入全局搜索阶段还是进入局部搜索阶段，当参数

｜ Ａ ｜ ≥ １ 时，鲸鱼个体可能远离猎物，算法以 ０．５ 的

概率保持较好的全局搜索能力；当 ｜ Ａ ｜ ＜ １时，鲸鱼

个体向最优鲸鱼的位置移动，提高寻优精度和局部

开发能力。 基本算法中的线性收敛因子 α 使得算法

收敛速度过慢，不能很好地调节全局搜索和局部开

发能力。 为了加快算法收敛速度，提高寻优精度，本
文使用如式（９） 所示的非线性收敛因子：

α ＝ ２ － ２ｓｉｎ（μ ｔ
ｍａｘ＿ｉｔｅｒ

π ＋ φ） （９）

　 　 其中， ｍａｘ＿ｉｔｅｒ 为最大迭代次数； ｔ 为当前迭代

次数；相关参数 μ 和 φ 取值为 μ ＝ １
２
，φ ＝ ０。

１．２．３　 自适应权重与随机差分法变异策略

在基本鲸鱼优化算法中，前期线性部分的权重

较小，可以使鲸鱼个体与最佳鲸鱼位置保持一定的

搜索距离，避免出现早熟收敛现象；但在算法后期线

性部分的权重和距离最佳鲸鱼位置较近的鲸鱼个体

自适应部分的权重均逐渐增大，使得算法在局部开

发时易陷入局部最优。 为了使算法能够更好地随机

探索搜索空间，并能够及时跳出局部最优，本文采用

一种自适应权重和随机差分变异策略。
自适应权重策略数学表达式（１０）和式（１１）：

ω ＝ １ －

ｔ
ｅｍａｘ＿ｉｔｅｒ

－ １

ｅ － １
Ｘ（ ｔ ＋ １） ＝ ω·Ｘｐ － Ａ·Ｄ

ì

î

í

ï
ï

ï
ï

（１０）

Ｘ（ｔ ＋ １） ＝ ω·Ｘｐ（ｔ） ＋ Ｄ·ｅｂｌ·ｃｏｓ（２πｌ） （１１）
　 　 随机差分变异策略如式（１２）所示：
　 Ｘ（ ｔ ＋ １） ＝ ｒ１ × （Ｘｐ（ ｔ） － Ｘ（ ｔ）） ＋ ｒ２ × （Ｘ′（ ｔ） －

Ｘ（ ｔ）） （１２）
　 　 其中， ｒ１ 和 ｒ２ 均为 ０ ～ １ 之间的随机数， Ｘ′（ ｔ）
为随机选取的个体。

个体采用自适应权重策略去包围捕食或螺旋更

新位置，通过随机差分变异策略对其进行再次更新，
取其变化前后的最优位置。 这种改进方法不仅加快

了收敛速度，还能够有效防止陷入局部最优，具有更

好的寻优效果。
１．３　 极限学习机（ＥＬＭ）

极限学习机是在单隐藏层前馈神经网络的基础

上改进的一种以风险最小化为目标的新型智能学习

模型。 该模型由输入层、隐藏层和输出层组成，没有
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负反馈等过多迭代产生的复杂运算，通过产生权值

和偏差，并在训练过程中保持不变，极大地提高了训

练速度，同时满足了隐藏层进行非线性运算的需求。
极限学习机模型基本结构如图 １ 所示。

xj

yj

输入层
隐藏层

输出层

图 １　 极限学习机模型

Ｆｉｇ． １　 Ｅｘｔｒｅｍｅ ｌｅａｒｎｉｎｇ ｍａｃｈｉｎｅ ｍｏｄｅｌ

　 　 对于 Ｎ 个不同的训练样本，当隐藏层有 Ｌ 个神

经元时，则 ＥＬＭ 的输出函数可以表示为式（１３）：

ｙｊ ＝ ｙ（ｘｊ）＝ ∑
Ｌ

ｉ ＝１
β ｉｈ（ωｉ × ｘｊ ＋ ｂｉ）， ｊ ＝ １，２，…，Ｎ （１３）

　 　 其中， ｘ ｊ 表示第 ｊ个样本的输入向量； β ｉ 为隐藏

层与输出层之间的权重矩阵； ｈ（·） 表示隐藏层的

激活函数； ω ｉ 表示输入层与隐藏层之间的连接权

值； ｂｉ 表示神经元阈值。
ＥＬＭ 的损失函数为式（１４）：

　 　 Ｅ ＝ ∑
Ｎ

ｊ ＝ １
ε ｊ， ε ｊ ＝ ∑

Ｌ

ｊ ＝ １
β ｉｈ（ω ｉ × ｘ ｊ ＋ ｂｉ） － ｙ ｊ，

　 　 　 　 　 　 　 　 　 ｊ ＝ １，２，…，Ｎ （１４）
　 　 其中， ε ｊ 表示第 ｊ 个样本的误差向量。
　 　 通常采用梯度下降法，但存在陷入局部最优解

的问题，ＥＬＭ 求解目标函数最小值则是通过寻找网

络最优参数。

　 　 式（１３）的行列式形式为式（１５）：
Ｙ ＝ Ｈβ （１５）

　 　 其中， Ｈ 表示隐藏层的输出矩阵， Ｙ 表示目标

期望的输出矩阵。
则输出权值矩阵，式（１６）：

β ＝ Ｈ －１Ｙ （１６）
　 　 ＥＬＭ 训练过程就是通过不断寻找非线性最优

解，最终求得使目标函数最小化的最小二乘解 β 的

过程。
ＥＬＭ 将输入向量映射到具有随机设置和非线

性激活函数的随机特征空间中，比训练参数的映射

效率更高；ＥＬＭ 在隐藏层中使用随机参数连接权值

和阈值，并在训练过程中保持不变，学习速度快，实
现方式简单；ＥＬＭ 具有非线性分段连续激活函数，
具有普遍的逼近能力和泛化能力，适合应用于各种

分类、回归预测问题。
１．４　 组合模型

由于初始化的权值和阈值对训练结果存在较大

影响，为降低极限学习机参数选择的随机性，提高预

测的准确性，本文将改进的鲸鱼优化方法与极限学

习机相结合构建 ＩＷＯＡ－ＥＬＭ 模型。 在历史数据预

处理的基础上，通过改进后的鲸鱼算法优化极限学

习机的权值和阈值。 ＩＷＯＡ 的适应度函数，式（１７）：

ｆｉｔ（Ｘ） ＝ ｍｉｎ １
Ｎ∑

Ｎ

ｉ ＝ １
ｘｔ － ｘ^ｔ( ) ２é

ë
êê

ù

û
úú （１７）

　 　 其中， ｘｔ 表示实际值； ｘ^ｔ 表示预测值； Ｎ 表示样

本容量。
ＩＷＯＡ－ＥＬＭ 的模型流程如图 ２ 所示。

结束

优化后的ELM模型预测

ELM模型训练

获得最优权值和阈值

构建ELM模型，并随机
产生连接权值和阈值

输入历史数据、进行
归一化处理

开始

输出预测结果

设置改进鲸鱼优化算法参数

在解空间中利用准反向学习初始化种群，令t=1

计算每个个体的适应度值，并记录最优个体及位置

t<max_iter
否

否

是

是
否

p<0.5

计算收敛因子a，并更新A和C

产生一个随机数p，p∈[0,1]

根据式(10）
更新个体位置

根据式(4）
更新个体位置

根据式(9）
更新个体位置

对种群进行随即差分变异扰动，令t=t+1

｜A｜<1

是

图 ２　 ＩＷＯＡ－ＥＬＭ 的模型流程图
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１．５　 模型评价指标

为了验证 ＩＷＯＡ－ＥＬＭ 模型的预测性能，用均方根

误差（ＲＭＳＥ）、平均绝对误差（ＭＡＥ） 和拟合优度（Ｒ２）
对预测结果进行评价，计算如式（１８） ～ 式（２０）：

ＲＭＳＥ ＝ １
Ｎ ∑

Ｎ

ｎ ＝ １
ｙｎ － ｙ^ｎ( )

２
（１８）

ＭＡＥ ＝ １
Ｎ∑

Ｎ

ｎ ＝ １
ｙｎ － ｙ^ｎ （１９）

Ｒ２ ＝ １ －
∑
Ｎ

ｎ ＝ １
ｙｎ － ｙ^ｎ( )

２

∑
Ｎ

ｎ ＝ １
ｙｎ － ｙ－ ｎ( )

２
（２０）

　 　 其中， ｙｎ、ｙ^ｎ、 ｙ－ ｎ 分别表示真实值、预测值和真

实值的平均值，Ｎ 为样本数量。

２　 实验分析

２．１　 样本数据预处理

由电泳涂装厂工业物联网系统中采集到的数

据，在 ２０１３ 年 ９ 月 １６ 日至 ２０２０ 年 １ 月 ７ 日的

１１０ ６４１条电子涂层超滤维护数据集中选取前

５０ ０００条作为研究样本，所有数据特征均为制造过

程中的健康指标。 经过剔除冗余数据、插值补全数

据、插值数据二次修正、特征提取，并在预测前对数

据进行归一化处理，式（２１）：

ｘ∗ ＝
ｘ － ｘｍｉｎ

ｘｍａｘ － ｘｍｉｎ
（２１）

　 　 其中， ｘｍｉｎ、ｘｍａｘ 分别表示样本数据的最小值和

最大值。
２．２　 网络参数设置

对样本数据归一化处理后，取数据中前 ８０％作

为模型的训练集，剩余的 ２０％作为测试集。 输入变

量为超滤子系统的输入压力 ＰＥ１、超滤子系统的输

出压力 ＰＥ２、循环子系统的输入压力 ＰＥ３、循环子系

统的输出压力 ＰＥ４、油漆罐体温度 ＴＰ１、Ｕｎｉｘ 时间，
输出变量为超滤子系统膜过滤器剩余使用寿命

ＦＭ１。 输入层节点个数设置为 ５，输出层节点个数设

置为 １。 通常，隐藏层数越多其非线性拟合能力越

强，但隐藏层节点数过大，就会出现过拟合现象，进
而影响预测结果。 经过多次模型训练，发现当隐藏

层节点数设置为 １０ 可以获得较好的性能，所以

ＩＷＯＡ－ＥＬＭ 模型的网络拓扑结构为 ５－１０－１，其中

ＩＷＯＡ 算法的鲸鱼种群数量为 ２０，最大迭代次数为

２００；ＥＬＭ 隐藏层的激活函数为 ｓｉｇｍｏｉｄ 函数。

２．３　 预测结果对比分析

为验证 ＩＷＯＡ－ＥＬＭ 模型在剩余使用寿命预测

性维护中的可靠性和有效性，对原始样本数据分别

建立 ＥＬＭ 模型和 ＷＯＡ－ＥＬＭ 模型，并对 ３ 种模型的

预测结果进行分析。 ＷＯＡ 与 ＩＷＯＡ 优化模型预测

的迭代过程如图 ３ 所示，ＥＬＭ、ＷＯＡ－ＥＬＭ 与ＩＷＯＡ－
ＥＬＭ 模型的预测结果如图 ４ 所示。
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图 ３　 不同模型的迭代过程曲线对比
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图 ４　 膜过滤器剩余使用寿命预测结果对比

Ｆｉｇ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｅｄ ｒｅｓｕｌｔｓ ｏｆ ｒｅｍａｉｎｉｎｇ ｓｅｒｖｉｃｅ ｌｉｆｅ ｏｆ

ｍｅｍｂｒａｎｅ ｆｉｌｔｅｒ

　 　 本文以均方误差最低作为适应度值，由图 ３ 可

知，ＩＷＯＡ－ＥＬＭ 的适应度值比 ＷＯＡ－ＥＬＭ 小，说明

ＩＷＯＡ 比 ＷＯＡ 具有更强的跳出局部最优的能力，即
ＩＷＯＡ 的全局搜索性能更好， 并且相较于使用

ＷＯＡ－ＥＬＭ 模型，使用 ＩＷＯＡ－ＥＬＭ 模型的收敛速度

更快，收敛效率更高。 由图 ４ 可知，点虚线与实线基

本重合，即 ＩＷＯＡ－ＥＬＭ 模型的预测值与真实值基本

重叠，说明在相同的条件下，ＩＷＯＡ－ＥＬＭ 模型预测

精度更高。
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　 　 为了验证 ＩＷＯＡ －ＥＬＭ 模型的预测精度，与

ＥＬＭ 模型、ＷＯＡ－ＥＬＭ 模型进行比较对比实验。 采

用均方根误差、平均绝对误差和拟合优度作为评判

指标，结果见表 １。 由表 １ 可知，ＩＷＯＡ－ＥＬＭ 模型的

均方根误差和平均绝对误差分别为 ０．０００ ４ 和

０．０００ ０４，优于其他模型；另外，该预测模型的拟合

优度达到 ９９％，比 ＥＬＭ 模型的和 ＷＯＡ－ＥＬＭ 模型

的 Ｒ２ 更接近于 １，反映出 ＩＷＯＡ－ＥＬＭ 模型拟合度更

高，预测精度更好，证明 ＩＷＯＡ 成功地优化了 ＥＬＭ
的参数。

表 １　 各模型评价指标结果

Ｔａｂｌｅ １　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ ｒｅｓｕｌｔｓ ｏｆ ｅａｃｈ ｍｏｄｅｌ

模型 均方根误差 平均绝对误差 拟合优度

ＥＬＭ ０．１４４ ９ ０．１０７ ８ ０．７６０ １３

ＷＯＡ－ＥＬＭ ０．０５０ ６ ０．０３５ ９ ０．９５１ ４

ＩＷＯＡ－ＥＬＭ ０．０００ ４ ０．０００ ０４ ０．９９９ ９９

３　 结束语

本文提出了一种 ＩＷＯＡ－ＥＬＭ 模型用于剩余使

用寿命的预测性维护。 利用电子涂层超滤维护数据

集来验证以上模型的性能。 根据实验对比结果，总
结如下：

（１）使用 ＩＷＯＡ 算法对 ＥＬＭ 的参数进行寻优，
能够解决 ＥＬＭ 参数选取的随机性、盲目性、容易陷

入局部最优、收敛速度慢等问题，能够提高模型的学

习能力和泛化能力，使得预测值更加贴近于真实值；
（２）应用实例的结果表明，ＩＷＯＡ－ＥＬＭ 模型的

各评价指标均优于 ＥＬＭ 和 ＷＯＡ－ＥＬＭ 模型，可以

明显地降低预测误差，为剩余使用寿命预测性维护

提供了一种更为可行的新思路。
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