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摘　 要： 高校录取分数线预测受到许多动态因素影响，传统的 ＳＶＭ 算法在预测高校录取分数线方面存在难以衡量输入特征

序列对目标特征的影响程度，而注意力机制可以动态分配权重给重要特征，且基于注意力机制的长短期记忆网络（ＬＳＴＭ－
ＡＴＴＥ），在高校录取分数线方面有显著成效。 综合考虑多种因素，利用 ＳＶＭ 可以把高维空间中的非线性问题转化为线性问

题，以及 ＬＳＴＭ－ＡＴＴＥ 能解决时间序列数据长期依赖的问题，提出将 ＳＶＭ 模型与 ＬＳＴＭ－ＡＴＴＥ 方法相结合的组合模型，来构

建高校录取分数线预测模型，并通过网格搜索寻找组成 ＬＳＴＭ－ＡＴＴＥ 最优参数组合。 实验证明，本文提出的组合模型在误差

范围为 ３ 分的情况下，相比于其他模型准确率最高提升了 １３％。
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０　 引　 言

高校录取分数线是衡量学生是否能够进入高校

的重要标准，通过分析历年的高校录取分数线数据，
不仅可以为教育政策制定者和高校提供决策依据，
还可以为考生报考院校提供重要的数据支撑。 高校

录取分数线作为学生选拔的重要依据，对学生的发

展和未来职业道路具有重要影响。
高校录取分数线预测是指在知晓高校的最低投

档分数线、平均分、最低投档位次、录取人数等信息

的基础上，对该高校的录取分数进行预测，精准的高

校录取分数线是为考生进行院校推荐的基础。 由于

每年高考试题难度和政策都可能发生变化，对于依

赖历史数据的预测模型构成了挑战。 新的政策和难

度调整可能会导致录取分数线的不确定性，使预测

模型的准确性受到一定局限，并且高中毕业生人数

的波动，也会导致不同年份的竞争激烈程度发生变

化，从而影响录取分数线的预测。 与此同时，投档位

次的波动范围也是难以把握的，因此仅考虑单一因

素进行高校分数线的预测，其结果往往是预测精度



不高且适用性差。
高校录取分数线的预测是一个复杂的问题，受

到多种动态因素的影响。 为了提高预测准确性，需
要不断更新模型，及时调整参数，以适应不断变化的

环境和政策。 综合考虑多种数据源和因素，提出将

ＳＶＭ 模型与 ＬＳＴＭ 方法相结合的组合模型来构建高

校录取分数线预测模型。 针对上述研究问题，采用

２０１７－２０２３ 年各高校在贵州的投档数据，对高校录

取分数线的预测方法进行了深入研究。

１　 相关工作

基于分数线的预测一般是依据往年各校的投档

分数，通过分数线与年份的对应关系，以此确定两者

之间的相互依赖关系。 近年来，诸多学者在高考录

取分数线方面做了大量研究。
李诚等［１］ 考虑到高校录取分数线受到的影响

因素较多且准确率不高的情况，使用支持向量机

（ＳＶＭ）理论，并结合高考录取模式，建立了针对高

校录取分数线预测的 ＳＶＭ 模型，通过实验结果证明

了该预测方法的预测效果较为理想，其预测的平均

误差为 ７．６ 分，验证了 ＳＶＭ 在高校录取分数线预测

中的可行性。 为了提高分数线预测模型的预测精

度，郭孝文等［２］提出了一种符合分数线变化规律的

反向传播神经网络分数线预测模型，并对该模型进

行了改进。 结果表明，该模型能有效提高分数线预

测精度。 王泽卿等［３］采用 ＢＰ 神经网络进行各高校

最低投档位次以及最低投档分数线的预测，并在此

基础上运用多特征方法计算院校的录取概率。 通过

实验验证，证明了基于 ＢＰ 神经网络的高校录取分

数预测算法在不同误差线下表现优于其他算法，不
仅在平均录取率方面取得提升，而且在平均位次上

也取得显著改善。 王宏利等［４］ 使用长短期记忆网

络并结合线上百分位作为录取测度，构建预测高校

高考录取分数模型。 该模型通过实验，证明了基于

ＬＳＴＭ 方法能较为准确的预测高校录取分数的未来

趋势，从而提高录取分数预测的准确度。 胡如明［５］

提出基于注意力机制的 ＬＳＴＭ 网络模型 （ ＬＳＴＭ －
ＡＴＴＥ），该模型利用注意力机制，在输入时间序列之

间建立长距离的依赖关系，能够动态生成不同连接

的权重。 经实验证明，在高校高考分数预测方面，
ＬＳＴＭ－ＡＴＴＥ 模型的预测结果与实际值之间分数在

５ 分之内的的准确度能够达到 ９３．５６％。

２　 问题描述

由于高校录取分数受到许多因素影响，只有充

分考虑历年分数、排名、省控线、招生人数等因素以

及相互之间的非线性影响［４］，才能更为精确地预测

高校高考分数线。 为此，在考虑上述因素后，通过融

合多个特征以构建以下几个相关特征：最低分线上

百分位、最高分线上百分位、平均分线上百分位、最
低位次线上百分位、高校最低位次对应参加高考人

数标准差。
２．１　 线上百分位

线上百分位作为衡量高校录取分波动的指标，
具备有效解决因不同考试难度引起分数波动的优

势。 设 ｓ ＝ ｐ（ ｒ） 为将排名反向映射为分数的函数，
其中 ｒ 为院校最低位次， ｓ 为院校最低录取分数线，
则线上百分位的计算公式如下：

ａｌ ＝

ｐ ｌ１( ) － ｐ ｌ( )

ｐ ｌ１( )
× １００％， 　 ｌ ＞ ｌ１

ｐ ｌ２( ) － ｐ ｌ( )

ｐ ｌ２( ) － ｐ ｌ１( )
× １００％，　 ｌ１ ＞ ｌ ＞ ｌ２
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（１）

　 　 其中， ｐ（·） 表示将位次映射为分数的函数；ｌ１
表示本科一批分数线；ｌ２ 表示本科二批分数线；ａ１ 表

示根据给定条件计算出的一个百分比值。 最低分线

上百分位、最高分线上百分位、平均分线上百分位、
最低位次线上百分位在计算时，只要将公式（３） 中

的 ｌ 替换为最低分、最高分、平均分、最低位次，即可

计算得到。
２．２　 人数标准差

高校的最低投档位次反映了其在全国高考人数

中的相对位置，而参加高考人数的标准差可用于度

量高校录取学生的位置分布离散程度。 采用标准差

作为度量工具的好处在于，其有助于减小个别极端

数据对整体结果的影响，确保结果的稳定性，计算公

式为

ｄ ＝ ｅｉ － ｖ( ) ２ （２）
　 　 其中， ｅｉ 为各院校第 ｉ 年的最低位次在该年参

加高考人数的占比；ｖ为近 ｎ（ｎ ＝ ６） 年内该校理科最

低位次在参加高考人数占比的平均值；ｄ 为高校最

低投档位次与当年参加高考人数之间差值的标

准差。

３　 ＳＶＭ－ＬＳＴＭ－ＡＴＴＥ 组合预测模型

３．１　 支持向量回归模型

支持向量机（ Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ，ＳＶＭ） ［６］

是一种广泛用于分类和回归问题的监督学习算法，
其主要目标是找到一个能够在特征空间中划分不同
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类别的超平面，同时最大化分类间隔，以获得良好的

泛 化 性 能。 支 持 向 量 回 归 （ Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ
Ｒｅｇｒｅｓｓｉｏｎ，ＳＶＲ） ［７］ 是 ＳＶＭ 的回归方法，通过找到

最好的拟合数据函数，从而预测位置数据的输出值，
其目标是找到一个尽可能平滑的函数，使得函数预

测的结果与真实值之间的误差最小。 ＳＶＲ 的基本

回归模型可以表示为

ｙ ＝ ｆ（ｘ） ＝ ｗＴφ（ｘ） ＋ ｂ （３）
　 　 其中， ｙ 是目标变量； φ（ｘ） 是输入特征经过函

数映射后的高维特征向量； ｗ 是权重向量； ｂ 是

偏置。
ＳＶＲ 的目标是最小化模型预测与真实目标值

之间的误差，同时确保在容忍误差范围内使这些误

差最小化，其目标函数表示为

ｍｉｎ １
２

‖ｗ‖２ ＋ ｃ∑（ｙ － ｆ（ｘ））
２

（４）

　 　 其中， ‖ｗ‖２ 是权重质量的范数平方； ｃ 是正

则化参数；∑（ｙ － ｆ（ｘ））
２
是误差项和。

ＳＶＲ 允许一些样本点出现超平面的偏差范围

内，引入松弛变量来阻止这种偏差。 松弛变量的引

入允许模型承受一些噪声和丢失群点。 在 ＳＶＲ 中，
引入松弛变量后的目标函数可以表示为：

ｍｉｎ １
２

‖ｗ‖２ ＋ ｃ∑ ξ ＋ ξ∗( ) （５）

ｙ － ｆ（ｘ） ≤ ε ＋ ξ
ｆ（ｘ） － ｙ ≤ ε ＋ ξ∗

ε，ξ∗ ≥ ０

ì

î

í

ïï

ïï

（６）

　 　 其中，公式（５）引入了松弛变量 ξ 和 ξ∗， 分别

对应于样本点落在超平面上方和下方的误差；公式

（６）是 ＳＶＲ 的约束条件， ε 是容差范围。
３．２　 ＬＳＴＭ－ＡＴＴＥ 预测模型

３．２．１　 ＬＳＴＭ 神经网络

循 环 神 经 网 络 （ Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，
ＲＮＮ） ［８］是一类神经网络，具有内部状态或记忆，用
以处理序列数据。 然而，传统的 ＲＮＮ 在处理长序列

时，容易出现梯度消失或梯度爆炸的情况，导致难以

捕捉长期依赖关系。 为了克服这个问题，长短时记

忆网络（Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ，ＬＳＴＭ） ［９］被引入。
ＬＳＴＭ 是一种特殊的 ＲＮＮ，其引入了更复杂的结构，
以实现长期依赖关系的捕捉。 ＬＳＴＭ 的独特之处在

于其具有 ３ 种门控制机制：输入门、遗忘门和输出

门，这些门允许网络更精细地控制其内部状态，从而

有效地处理长序列，具体表示如下：

输入门值：
ｉｔ ＝ σ（Ｗｉ［ｘｔ，ｈｔ －１］ ＋ ｂｉ） （７）

　 　 候选值：

Ｃ
～

ｔ ＝ ｔａｎｈ［ＷＣ［ｘｔ，ｈｔ －１］ ＋ ｂＣ］ （８）
　 　 更新记忆细胞：

Ｃ ｔ ＝ ｆｔ☉Ｃ ｔ －１ ＋ ｉｔ☉Ｃ
～

ｔ，ｈｔ ＝ ｏｔ☉ｔａｎｈ Ｃ ｔ( ) （９）
　 　 遗忘门：

ｆｔ ＝ σ（Ｗｆ［ｘｔ，ｈｔ －１］ ＋ ｂｆ） （１０）
　 　 输出门：

ｏｔ ＝ σ（Ｗｏ［ｘｔ，ｈｔ －１］ ＋ ｂｏ） （１１）
ｈｔ ＝ ＬＳＴＭ（ｘｔ，ｈｔ －１） （１２）

　 　 其中， ｘｔ 是 ｔ 时刻的输入信息；ｈｔ －１ 是上一时刻

的隐藏状态； ｆｔ 为 ｔ时刻遗忘门的输出信息；Ｗｆ 为遗

忘门权重系数；ｂｆ 为遗忘门偏置系数；σ 为 ｓｉｇｍｏｉｄ
激活函数；Ｗｉ、Ｗｏ、Ｗｆ、ＷＣ、ｂｉ、ｂｏ、ｂｆ、ｂｃ 是可学习参

数；Ｃ ｔ －１ 是上一时刻的细胞状态。
这些门的结合，使 ＬＳＴＭ 网络能够更好地处理

长期依赖性，允许其存储和检索距离较远的信息，从
而解决了传统 ＲＮＮ 的短期记忆问题，ＬＳＴＭ 的基本

模型如图 １ 所示。

ct-1

ht

xt

ht-1

tanh

σ σ σtanh
ft it ot

ct

ht

图 １　 ＬＳＴＭ 模型结构

Ｆｉｇ． １　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＬＳＴＭ

３．２．２　 ＬＳＴＭ－ＡＴＴＥ 预测模型

ＬＳＴＭ－ＡＴＴＥ 模型主要由输入层、ＬＳＴＭ 层、注
意力机制模块、全连接层和输出层组成。 在 ｔ 时刻

的 ＬＳＴＭ－ＡＴＴＥ 模型示意如图 ２ 所示，引入注意力

机制对经 ＬＳＴＭ 层处理后的时间序列数据进行加权

处理，以便更关注重要的时间步骤，再通过全连接层

进行预测，其具体实现过程如下：
输入层：输入层接收原始的数据 Ｘ ＝ ［ｘｉ， ｊ］ Ｎ×ｍ，

输入数据维度为 Ｎ × ｍ，即每个样本有 ｍ 个特征。
Ｘ ｔ ＝ Ｘ１，Ｘ２，…，ＸＮ[ ] （１３）

　 　 其中， Ｘ ｔ 表示第 ｉ 所院校的 ｍ 个特征，在 ｔ 时刻

将 Ｘ 输入到输入层。
ＬＳＴＭ 层： 设 Ｈ ＝ ＬＳＴＭ（Ｘ） 为 ＬＳＴＭ 的输出，
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ＬＳＴＭ（·） 是 ＬＳＴＭ 层的计算过程。
注意力层：注意力机制的作用是对 ＬＳＴＭ 层的

输出进行加权处理，以便更加关注输入序列中的重

要部分。 注意力机制通过计算每个时间步的注意力

权重，将重要的时间步加权求和，从而生成一个上下

文向量 Ｏ， 该向量将用于后续层的输入，以提取更

有信息量的特征。 注意力机制可以帮助模型更好地

理解输入序列中的关键信息，提高模型的性能和泛

化能力，其计算过程如式（１４）所示：
ｈｔ ＝ ＬＳＴＭ Ｘ ｔ，ｈｔ －１( )

ａｔ ＝ ｓｏｆｔｍａｘ Ｗａ∗ｈ ｔ ＋ ｂａ( )

ｏ ＝ ∑ａｔ∗ｈｔ

ｙ ＝ ｔａｎｈ Ｗｙ∗ ｏ，ｈｔ[ ] ＋ ｂｙ( )

ì

î

í

ï
ï
ï

ï
ïï

（１４）

　 　 其中， Ｘ ｔ 是 ｔ 时刻的输入特征； ａｔ 是注意力权

重； Ｗａ 和 ｂａ 是全连接层的权重和偏置；∗是矩阵乘

法。
输出层：ＬＳＴＭ－ＡＴＴＥ 层的输出是通过注意力

机制，对输入序列的隐藏状态进行加权求和得到的

上下文向量 Ｏ， 并将上下文向量与最后一个隐藏状

态 ｈｔ 进行拼接，然后通过全连接层进行处理得到预

测结果。 最后的输出可以通过式（１５）表示：
ｙ ＝ ｙ１，ｙ２，．．．，ｙｔ －１，ｙｔ[ ] （１５）

　 　 其中， ｙ 是模型的最终输出，表示对整个输入序

列的预测结果，ｙｔ 是模型对输入序列 Ｘ ｔ 的预测

结果。

LSTMt+1LSTMt

LSTMt-1

预测y 输出层

注意力层

LSTM层

输入层
Xi,1 Xi,m

di,1 di,1 di,m-1 di,m
t t t t

图 ２　 ＬＳＴＭ－ＡＴＴ 模型结构

Ｆｉｇ． ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＬＳＴＭ－ＡＴＴ ｍｏｄｕｌｅ

３．３　 基于 ＳＶＭ－ＬＳＴＭ－ＡＴＴＥ 组合预测模型

ＳＶＲ 模型可以处理非线性的时间序列问题，其
可以使用核函数将数据映射到高维特征空间中，从
而可以更好地捕捉数据之间的非线性关系，并且由

于 ＳＶＲ 是基于支持向量的方法，其只依赖于少数支

持向量样本，因此对于离群值的影响较小。 但是，在
遇到预测方面的问题时，ＳＶＲ 难以解释预测结果，
无法衡量特征变量对目标变量的影响程度。

结合了注意力机制的 ＬＳＴＭ 模型可以学习和关

注输入特征中的重要部分，Ａｔｔｅｎｔｉｏｎ［１０］ 可以提供对

不同时间步的不同权重，从而更加集中地处理序列

中的关键信息。 但是，ＬＳＴＭ－ＡＴＴＥ 模型的性能高

度依赖各种参数的选择和调优，如 ＬＳＴＭ 单元的数

量、注意力机制的类型和超参数等。
基于上述问题，本文结合 ＳＶＲ 和 ＬＳＴＭ－ＡＴＴＥ

模型组成 ＳＶＭ－ＬＳＴＭ－ＡＴＴＥ 模型，其高校录取分数

线预测的组合模型框架描述如下：
首先， 初步构建 ＬＳＴＭ － ＡＴＴＥ 时 使 用 创 建

ＧｒｉｄＳｅａｒｃｈＣＶ［１１］对象，对 ＬＳＴＭ－ＡＴＴＥ 神经元个数、
ｄｒｏｐｏｕｔ 丢弃率、全连接层的神经元个数等超参数进

行搜索，ＧｒｉｄＳｅａｒｃｈＣＶ 执行交叉验证，以选择产生最

小均方误差（ＭＳＥ）的超参数组合，从而确定 ＬＳＴＭ－
ＡＴＴＥ 模型的最佳超参数组合。

然后使用 ＳＶＲ 模型对输入的数据训练 ＳＶＲ 模

型，并通过不断调整 ＳＶＲ 的超参数以获得最佳性

能。 最佳的 ＬＳＴＭ－ＡＴＴＥ 模型和 ＳＶＲ 模型分别训

练，并用于预测测试集的目标值。
最后，组合模型将两种模型的预测结果结合在

一起，该模型使用两个模型的预测结果作为输入，并
采用线性支持向量机回归，以最小化均方误差来优

化预测，从而产生更准确的最终预测。

４　 实验结果分析

４．１　 实验数据

实验所用数据均来自贵州省招生考试院，选择

２０１７－２０２３ 年全国各高校在贵州的投档数据，每条

数据包含了每所院校对应的年份以及该院校的最低

投档分数、最低投档位次、最高投档分数、投档数、平
均投档分数、线差、录取人数、录取率等特征。
４．２　 评价指标

４．２．１　 平均绝对误差

平均绝对误差 （ Ｍｅａｎ Ａｂｓｏｌｕｔｅ Ｅｒｒｏｒ， ＭＡＥ）
是衡量模型预测结果准确性的指标之一，平均绝

对误差越小，则模型预测的准确度越高。 计算公式

为

ＭＡＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
ｙ^ｉ － ｙｉ （１６）

４．２．２　 均方根误差

均方根误差（Ｒｏｏｔ Ｍｅａｎ Ｓｑｕａｒｅ Ｅｒｒｏｒ， ＲＭＳＥ）

０８１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



能够准确地反映预测值与实际测量值之间的绝对误

差偏差水平，数值越小表示模型的预测精度越高。
计算公式为

ＲＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
ｙ^ｉ － ｙｉ( ) ２ （１７）

４．２．３　 Ｒ 平方

Ｒ２（Ｒ － ｓｑｕａｒｅｄ，Ｒ２） 用于评估回归模型性能的

统计指标，其提供了有关模型对数据拟合程度的信

息。 当 Ｒ２ 接近 １ 时，表示回归模型能够很好地解释

目标变量的方差，即模型所预测的值与实际观测值

非常接近，意味着模型对数据的拟合程度非常高，大
部分方差都能够由模型解释。 计算公式为

Ｒ２ ＝
∑

ｎ

ｉ ＝ １
ｗ ｉ ｙ^ｉ － ｙ－ ｉ( ) ２

∑
ｎ

ｉ ＝ １
ｗ ｉ ｙｉ － ｙ－ ｉ( ) ２

（１８）

４．２．４　 准确率

准确率 （Ａｃｃｕｒａｃｙ） 是用来衡量预测结果与真

实结果差异的指标，其值越接近 １ 表明预测结果越

准确。 计算公式为

Ａｃｃｕｒａｃｙ ≤ ｅ( ) ＝
ｙｉ － ｙ^ｉ ＜ ｅ( )

ｙｉ － ｙ^ｉ

（１９）

４．３　 结果分析

为比较所提 ＳＶＭ－ＬＳＴＭ－ＡＴＴＥ 模型的有效性，
实验选取 ＳＶＲ 模型、ＢＰ 模型、ＬＳＴＭ 模型、ＬＳＴＭ－
ＡＴＴＥ 模型来验证所提模型的有效性， 并采用ＭＡＥ、
ＲＭＳＥ、Ｒ２ 和 Ａｃｃｕｒａｃｙ 作为模型性能的评价指标， 分

别选取 ３ 个区间分值段进行验证，如图 ３ 所示。 为

保证模型的可比性，实验均在自建数据集上进行模

拟，各算法中的 ＬＳＴＭ 部分网络的拓扑结构、优化

器、迭代次数均保持一致，各模型预测结果见表 １。
由表 １ 可知，其他模型与本文提出的 ＳＶＭ －

ＬＳＴＭ－ＡＴＴＥ 模型的 Ｒ２ 相差不大，其结果都接近于

１，表明 ５ 个模型较好地拟合了数据信息。
误差范围在 ３ 分以内的性能评估中， ＳＶＭ －

ＬＳＴＭ－ＡＴＴＥ 模型在平均绝对误差和均方根误差的

结果优于另外 ４ 个模型，其准确率为 ０．７０，表明该模

型在三分以内的预测值和真实值之间的误差较小。
ＢＰ 模型在所有评估指标下的准确性相对较低，仅为

０．５７，ＬＳＴＭ 和 ＬＳＴＭ－ＡＴＴＥ 预测准确率较为接近，
而 ＳＶＭ－ＬＳＴＭ－ＡＴＴＥ 模型在 ３ 分以内的准确率评

估中表现最好，相比于最差的 ＢＰ，准确率提升了

０．１３。
表 １　 各模型预测结果

Ｔａｂｌｅ １　 Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

Ｍｏｄｅｌ Ｉｎｄｅｘ ≤３ ≤５ ≤１０

ＳＶＲ ＭＡＥ １．１８ １．４９ ２．１３

ＲＭＳＥ １．３６ １．９５ ３．０４

Ｒ２ ０．９９ ０．９９８ ０．９９７

Ａｃｃｕｒａｃｙ ０．５９ ０．７９ ０．９３

ＢＰ ＭＡＥ １．３３ １．８７ ２．５０

ＲＭＳＥ １．３８ ２．８９ ３．２８

Ｒ２ ０．９９ ０．９９８ ２ ０．９９７

Ａｃｃｕｒａｃｙ ０．５７ ０．７９ ０．９４

ＬＳＴＭ ＭＡＥ １．４８ １．８１ １．９８

ＲＭＳＥ １．７０ ２．１３ ３．１２

Ｒ２ ０．９９８ ０．９９７ ０．９９５

Ａｃｃｕｒａｃｙ ０．６６ ０．７７ ０．９４

ＬＳＴＭ－ＡＴＴ ＭＡＥ １．４３ １．６３ ３．０９

ＲＭＳＥ １．３１ ２．１１ ３．１０

Ｒ２ ０．９９７ ０．９９６ ０．９９０

Ａｃｃｕｒａｃｙ ０．６８ ０．８６ ０．９５

ＳＶＭ－ＬＳＴＭ－ＡＴＴ ＭＡＥ １．５４ １．５６ ２．１１

ＲＭＳＥ １．３８ １．９２ ３．０２

Ｒ２ ０．９９９ ０．９９８ ７ ０．９９８ １

Ａｃｃｕｒａｃｙ ０．７０ ０．８８ ０．９６

　 　 在 ５ 分以内的准确性评估中，ＳＶＲ、ＢＰ 和 ＬＳＴＭ
的准确率都低于 ０． ８，只有 ＳＶＭ－ＬＳＴＭ－ＡＴＴＥ 和

ＬＳＴＭ－ＡＴＴ 模型预测准确率表现最好，分别达到了

０．８６ 和 ０．８８，最高的 ＳＶＭ－ＬＳＴＭ－ＡＴＴＥ 相比于最低

的 ＬＳＴＭ，其误差在 ５ 分以内的准确率提高了 ０．１１。
误差在 １０ 分以内的评估中，５ 个模型的准确率

相差不大，都超过了 ０．９。 其中 ＳＶＭ－ＬＳＴＭ－ＡＴＴＥ
模型的准确率最高，为 ０． ９６，最低的 ＳＶＲ 模型为

０．９３。两者相比， ＳＶＭ － ＬＳＴＭ － ＡＴＴＥ 模型提高了

０．０３。
综上所述，ＳＶＲ 在处理大规模数据集时可能面

临计算复杂度和内存消耗的问题，而 ＢＰ 神经网络

虽然具备一定的通用性，但在处理序列数据方面可

能不如 ＬＳＴＭ、ＬＳＴＭ－ＡＴＴＥ 和 ＳＶＭ－ＬＳＴＭ－ＡＴＴＥ 模

型有效。
即 ＳＶＭ－ＬＳＴＭ－ＡＴＴＥ 模型在所有评估指标下

表现最佳，通过预测结果可知，ＳＶＭ－ＬＳＴＭ－ＡＴＴＥ
模型在分数线预测方面具有一定的可靠性。
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图 ３　 模型评估结果
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图 ４　 模型拟合效果

Ｆｉｇ． ４　 Ｍｏｄｅｌ ｆｉｔｔｉｎｇ ｅｆｆｅｃｔ

　 　 选取 ２０２３ 年在贵州投档的 ２００ 所院校进行验

证，效果如图 ４ 所示。 可以看出，ＬＳＴＭ－ＡＴＴ 模型的

预测值与真实值之间的拟合效果最好。 总而言之，
ＳＶＭ－ＬＳＴＭ－ＡＴＴＥ 将 ＳＶＭ 和 ＬＳＴＭ－ＡＴＴＥ 结合起

来，利用 ＳＶＭ 的线性特性和 ＬＳＴＭ－ＡＴＴＥ 的非线性

建模能力，可以更好地处理具有复杂关系的数据，继
承了 ＳＶＭ 的鲁棒性和泛化能力，从而提高模型的整

体性能以及模型的预测准确率。

５　 结束语

针对高校录取分数线的精准预测问题，本文提

出一种融合多特征的录取分数线预测模型，该模型

将注意力机制应用于 ＬＳＴＭ 模型中，能够有效捕捉

序列之间的交互信息，从而提升 ＬＳＴＭ 预测时间序

列数据的准确性，并提出将 ＳＶＭ 和 ＬＳＴＭ－ＡＴＴＥ 组

合构成 ＳＶＭ－ＬＳＴＭ－ＡＴＴＥ 组合预测模型，该模型既

保留了 ＳＶＲ 处理小样本数据的优点，又解决了对序

列数据权重分配不均的问题。 实验结果证明，ＳＶＭ－
ＬＳＴＭ－ＡＴＴＥ 模型在误差为 ３ 分的范围内的准确率

最高提升了 ０． １３，在误差为 ５ 分的范围内提高了

０．１１，在误差为 １０ 分的范围内提升了 ０．０３，证明了

ＳＶＭ－ＬＳＴＭ－ＡＴＴＥ 在高校录取分数线预测方面的

有效性。
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