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基于注意力机制的动态手势识别方法
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摘　 要： 实时识别动态手势是一项艰巨的任务，因为系统永远无法知道手势在视频流中何时或从何处开始和结束。 由于其各

种应用，许多研究人员一直致力于基于视觉的手势识别。 提出了一种基于 ３Ｄ 卷积神经网络（３Ｄ－ＣＮＮ）和长短期记忆

（ＬＳＴＭ）网络相结合的深度学习框架，整个架构同时融合了注意力机制（ＣＢＡＭ）。 所提出的架构从视频序列输入中提取时空

信息，同时避免大量计算。 ３Ｄ－ＣＮＮ 用于提取光谱和空间特征，然后将特征图像提供给注意力机制模块，在增强图像特定区

域的表征能力的同时加强特征的表达，最后通过 ＬＳＴＭ 网络进行分类。 实验结果表明，所提方法能很好地识别动态手势，识
别率达到了 ９５．５８％，验证了所提方法的有效性和可能性。
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０　 引　 言

人机交互系统是人与机器之间进行交流和信息

传递的桥梁［１］。 手势是人类有效表达自身想法的

主要工具，其从简单到复杂的不同动作，使之能够与

他人交流。 随着科学技术的发展和人们对智能设备

的应用需求的不断增加，通过机器识别肢体动作，成
为研究热点之一［２］。

学习时空特征对于人类手势或动作识别的性能

稳定至关重要。 Ｌｉ 等人［３］提出了一种具有注意力

机制技术的三维卷积神经网络（３Ｄ－ＣｏｎｖＮｅｔｓ），用

于学习时空特征。 该模型在特征的时空学习方面优

于简单的 ２Ｄ－ＣＮＮ。 Ｈａｋｉｍ 等人［４］提出使用 ３Ｄ－
ＣＮＮ模型和 ＬＳＴＭ提取 ２３个手势的时空特征，在分

类阶段之后，将有限状态机 （ ＦＳＭ）与 ３Ｄ － ＣＮＮ、
ＬＳＴＭ模型融合，以监督分类决策。 从上述的研究

中可以得出：时间信息和 ＬＳＴＭ 对于处理动态手势

时获得准确的手势预测非常重要。 因此，许多研究

者开始利用混合模型来学习和进行动态手势识别任

务［５］。
近年来，注意力机制作为深度学习领域的重大

突破，通过计算特征信息的重要程度并分配权重来



增强模型对重要特征的关注度。 对此，本文提出了

一种基于注意力机制的动态手势识别方法，结合

３Ｄ－ＣＮＮ、ＣＢＡＭ 和 ＬＳＴＭ 的混合模型使用，并在

２０ＢＮ－Ｊｅｓｔｅｒ数据集上进行实验。

１　 基础理论

１．１　 ３Ｄ 卷积神经网络（３Ｄ－ＣＮＮ）
在 ２Ｄ ＣＮＮ中，卷积层执行 ２Ｄ 卷积，从前一层

特征图上的局部邻域中提取特征，应用加性偏差，结
果通过 ｓｉｇｍｏｉｄ 函数传递。 卷积应用于 ２Ｄ 特征图，
仅从空间维度计算特征；当应用于视频分析问题时，
需要捕获编码在多个连续帧中的运动信息，为此在

ＣＮＮ 的卷积阶段执行 ３Ｄ 卷积，以计算空间和时间

维度的特征［６］。 将多个连续帧堆叠在一起形成立

方体，将该立方体与 ３Ｄ内核进行 ３Ｄ卷积。
通过这种构造，卷积层中的特征图连接到前一

层中的多个连续帧， 从而捕获运动信息。 形式上，
第 ｉ 层中第 ｊ 个特征图上位置 （ｘ，ｙ，ｚ） 的值由式

（１） 给出：

ｖｘｙｚｉｊ ＝ ｔａｎｈ（ｂｉｊ ＋∑
ｍ
∑
Ｐｉ－１

ｐ ＝ ０
∑
Ｑｉ－１

ｑ ＝ ０
∑
Ｒｉ－１

ｒ ＝ ０
ｗｐｑｒ

ｉｊｍｖ（ｘ
＋ｐ）（ｙ＋ｑ）（ ｚ＋ｒ）

（ ｉ －１）ｍ ）

（１）
式中： ｔａｎｈ是双曲正切函数， ｂｉｊ 是该特征图的偏差，
ｍ 是与当前特征图相连的第（ ｉ － １） 层中特征图集

上的索引数， ｗｐｑｒ
ｉｊｍ 是连接到前一层中第 ｍ 个特征图

内核的第 （ｐ，ｑ，ｒ） 个值， Ｒ ｉ 是 ３Ｄ 内核沿时间维度

的大小， Ｐ ｉ 和 Ｑｉ 分别是内核的高度和宽度。
在子采样层中，通过在前一层的特征图上对局

部邻域进行池化，来降低特征图的分辨率，从而增强

输入失真的不变性。 可以通过以交替方式堆叠多层

卷积和二次采样，来构建 ＣＮＮ 架构，ＣＮＮ 的参数

（如偏差 ｂｉｊ 和核权重 ｗｐｑｒ
ｉｊｍ） 通常使用有监督或无监

督方法来学习。
因为核权重会在整个立方体中复制，３Ｄ卷积核

只能从框架立方体中提取一种类型的特征。 ＣＮＮ
的一般设计原则是通过从同一组较低级别的特征图

生成多种类型的特征，来增加后期层的特征图数量。
与 ２Ｄ卷积情况类似，可以通过将具有不同内核的

多个 ３Ｄ卷积，应用到前一层的相同位置来实现［７］。
１．２　 长短时记忆网络（ＬＳＴＭ）

长短期记忆网络（ ＬＳＴＭ）是对神经网络的扩

展。 ＬＳＴＭ单元结构由输入门、输出门和遗忘门组

成，其控制学习过程，内部结构如图 １所示。 这些门

是在 ｓｉｇｍｏｉｄ函数的帮助下调整，以控制学习过程中

的打开和关闭［８］。 ＬＳＴＭ 中的长期记忆称为细胞状

态，负责控制上一个 ＬＳＴＭ单元格状态的信息，如果

遗忘门输出状态为 ０，则告诉单元门忘记信息，如果

为 １，则告诉单元门将其保持在单元状态。

ht

Ct

ht

tanh

tanh

Ct-1

ht-1

xt

ft it ot

Ct
~

σ σ σ

图 １　 ＬＳＴＭ 网络单元

Ｆｉｇ． １　 ＬＳＴＭ ｎｅｔｗｏｒｋ ｕｎｉｔ

　 　 ＬＳＴＭ单元内的学习过程如式（２） ～式（７）：
ｆｔ ＝ σ（Ｗｆ［ｈｔ －１，ｘｔ］ ＋ ｂｆ） （２）
ｉｔ ＝ σ（Ｗｉ［ｈｔ －１，ｘｔ］ ＋ ｂｉ） （３）

Ｃ
～

ｔ ＝ ｔａｎｈ（ＷＣ［ｈｔ －１，ｘｔ］ ＋ ｂＣ） （４）

Ｃ ｔ ＝ ｚｔ∗Ｃ ｔ －１ ＋ ｉｔ∗Ｃ
～

ｔ （５）
ｏｔ ＝ σ（Ｗｏ［ｈｔ －１，ｘｔ］ ＋ ｂｏ） （６）

ｈｔ ＝ ｏｔ ＋ ｔａｎｈ（Ｃ ｔ） （７）
　 　 其中， ｉｔ 是输入门； ｆｔ 是遗忘门； ｏｔ 是输出门； σ
为 ｓｉｇｍｏｉｄ激活函数； ｘｔ 为 ｔ 时刻的输入向量；ｗｘ 为

相应门的权重； ｂｘ 为相应门的偏差； ｈｔ 为 ｔ时刻的隐

藏层状态向量； Ｃ ｔ 是 ｔ 时刻 ＬＳＴＭ单元的细胞状态。
遗忘门经由激活函数，输出一个 ０～ １ 之间的数

值，１表示完全保留，０ 表示完全舍弃。 输入门通过

ｔａｎｈ层创建候选状态，经由激活函数同样输出 ０ ～ １

之间的数值，决定候选状态 Ｃ ｔ 需要存储多少信息。
更新记忆单元将更新旧的细胞状态，将 Ｃ ｔ －１ 更新为

Ｃ ｔ，遗忘掉由 ｆｔ 确定的需要遗忘的信息，然后加上

ｉｔ∗ Ｃ ｔ，确定新的记忆单元 Ｃ ｔ。 输出门将内部状态

的信息传递给外部状态 ｈｔ，经由激活函数层确定需

要被传递出去的信息，将细胞状态通过 ｔａｎｈ 层进行

处理并于输出门的输出相乘，最终外部状态会获取

到输出门确定输出的那部分［９］。
１．３　 ＣＢＡＭ 网络

在人类视觉大脑皮层中，使用注意力机制能够

更快捷、高效地分析复杂场景信息，后来这种机制被

研究人员引入到计算机视觉中来提高性能。 注意力

在告诉网络模型该注意是什么的同时也增强图像特

定区域的表征能力［１０］。 Ｗｏｏ 等人［１１］提出了一种结
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合空间（ｓｐａｔｉａｌ）和通道（ ｃｈａｎｎｅｌ）的注意力机制模

块，被称为 ＣＢＡＭ，相较于单一的注意力机制，混合

注意力机制显得更加全面。 ＣＢＡＭ模块能够针对一

张特征图从通道和空间两个维度上产生注意力特征

图信息，经过自适应修正产生最后的特征图。
　 　 如图 ２ 所示，通道注意力机制，通过特征内部之

间的关系来获取最终的通道注意力值，特征图的每

个通道都被视作一个特征检测器。 通过同时采用平

均池化和最大池化来压缩特征图的空间维度，实现

更高效地计算通道注意力特征；将特征输入多层感

知机（ＭＬＰ）生成最终的通道注意力机制特征图

Ｍｃ。 综上，通道注意力计算公式总结为式（８）：
　 　 ＭＣ（Ｆ） ＝ σ（ＭＬＰ（ＡｖｇＰｏｏｌ（Ｆ）） ＋

ＭＬＰ（ＭａｘＰｏｏｌ（Ｆ））） ＝
σ（Ｗ１（Ｗ０（Ｆｃ

ａｖｇ）） ＋
Ｗ１（Ｗ０（Ｆｃ

ｍａｘ）））
　 　 其中， σ 为 ｓｉｇｍｏｉｄ 函数； Ｗ１、Ｗ０ 为 ＭＬＰ 权重；
Ｆｃ
ａｖｇ 和 Ｆｃ

ｍａｘ 分别代表平均池化特征和最大池化特征。

最大池化

输入特征图F

均值池化

MLP
通道注意力Mc（F）

图 ２　 通道注意力模型

Ｆｉｇ． ２　 Ｃｈａｎｎｅｌ ａｔｔｅｎｔｉｏｎ ｍｏｄｅｌ

　 　 如图 ３所示，空间注意力机制是通过特征图空

间内部的关系，来产生空间注意力特征图。 为了计

算空间注意力，首先在通道进行维度平均池化和最

大池化，然后将其产生的特征图拼接起来，对拼接后

的特征图中进行卷积操作，来产生空间注意力特征

图 Ｍｓ。 最终实现过程如式（９）：
　 Ｍｓ（Ｆ）＝ σ（ｆ ７×７（［ＡｖｇＰｏｏｌ（Ｆ）；ＭａｘＰｏｏｌ（Ｆ）］））＝

σ（ｆ ７×７（Ｆｃ
ａｖｇ； Ｆｃ

ｍａｘ）） （９）
其中， σ 为 ｓｉｇｍｏｉｄ函数， ｆ ７×７为 ７×７ 大小的卷

积核。

空间注意力Ms(F)

卷积

输入特征图F′[最大池化，均值池化]

图 ３　 空间注意力模型

Ｆｉｇ． ３　 Ｓｐａｔｉａｌ ａｔｔｅｎｔｉｏｎ ｍｏｄｅｌ

　 　 ＣＢＡＭ注意力机制模块结构如图 ４ 所示，其完

整计算过程可以概括为如下公式：

Ｆ′ ＝ ＭＣ（Ｆ）  Ｆ （１０）
Ｆ″ ＝ ＭＣ（Ｆ′）  Ｆ′ （１１）

　 　 其中， Ｆ 为输入特征图， Ｆ″ 为输出特征图。

优化后的特征F″

空间
注意力

通道注意力

输入特征图F

图 ４　 ＣＢＡＭ 完整结构

Ｆｉｇ． ４　 ＣＢＡＭ ｃｏｍｐｌｅｔｅ ｓｔｒｕｃｔｕｒｅ

２　 基于注意力机制的动态手势识别模型

２．１　 模型提出

本文构建的是动态手势识别方法，数据集均为

动态手势视频帧图像所组成的集合。 由于数据采集

环境不受限制，视频帧图像可能存在环境背景复杂、
光线强弱等方面的问题，因此对模型的特征提取能

力和抗干扰能力要求较高。 传统卷积神经网络

（ＣＮＮ）模型虽然拥有较强的深层特征提取能力，但
是空间信息特征提取能力不足，同时无法捕捉时间

序列信息的前后关系。 学习空间和时间特征的结合

是动态手势分类的必要要求。 为了实现这一点，本
研究使用了 ５层 ３Ｄ－ＣＮＮ 模型，其可以通过保留视

频帧的空间信息来提取时间特征。 但是，仅仅使用

３Ｄ－ＣＮＮ模型进行动态手势识别还不足以从视频数

据中学习长期的时空信息。 ＬＳＴＭ 作为 ＲＮＮ 的改

进体，使用了一种特定的学习机制，明确了信息中需

要被记住、需要被更新以及需要被注意的那些部分，
以一种非常精准的方式来传递记忆，有助于在更长

的时间内追踪信息。 基于此，本文将 ３Ｄ－ＣＮＮ 与

ＬＳＴＭ结合，使模型可以从空间和时间两个维度提

取特征，使提取到的特征更加全面并且更具有代表

性。
此外，在 ３Ｄ－ＣＮＮ层后加入 ＣＢＡＭ，这种融合网

络不会影响信息传输，同时模型可以自动学习得到

图像的空间特征和通道特征的重要程度，根据重要

程度来增强有用特征，自适应校准特征图像的空间

和通道信息。 相比于未添加注意力机制模块的网络

模型，添加 ＣＢＡＭ注意力机制模块对整体的网络结

构影响不大，同时网络可以学习图像中更加重要的

空间特征和通道特征。
２．２　 模型结构

基于注意力机制的动态手势识别模型主要由

３Ｄ－ＣＮＮ 层、注意力层、ＬＳＴＭ 层、Ｄｒｏｐｏｕｔ 层以及

３１１第 ９期 黄圣， 等： 基于注意力机制的动态手势识别方法



Ｓｏｆｔｍａｘ层组成，模型结构如图 ５所示。

Conv3D-3?3?3?32

MaxPooling-1?2?2

Conv3D-3?3?3?64

MaxPooling-2?2?2

Conv3D-3?3?3?128

MaxPooling-2?2?2

Conv3D-3?3?3?128

Conv3D-3?3?3?128

MaxPooling-2?2?2

Attention-CBAM

LSTM

Dropout

Softmax

图 ５　 模型框架

Ｆｉｇ． ５　 Ｍｏｄｅｌ Ｆｒａｍｅｗｏｒｋ

　 　 其中，３Ｄ－ＣＮＮ层由 ５ 个三维卷积层、４ 个最大

池化层组成，通过视频帧图像提取时空特征。 每个

３维卷积核大小均为 ３×３×３，考虑到更好的保留时

间细节，将第一卷积层和第一池化层的步幅和池化

大小设置为 １×２×２，其余各层的步幅和池化大小设

置为 ２×２×２。 特征图分别设置有 ３２、６４、１２８ ３ 种不

同的过滤深度。 池化方式采用最大池化，用于保留

主要特征信息。
将 ３Ｄ－ＣＮＮ 层提取到的特征图直接输入注意

力层，ＣＢＡＭ模块会根据输入的特征图，序列化的生

成通道注意力机制特征图和空间注意力机制特征

图，两种特征图信息与原特征图相乘进行自适应修

正，产生最后的特征图。
将最终提取到的特征输入 ＬＳＴＭ 层，获取序列

特征间的长期依赖关系。 在 ＬＳＴＭ 层后添加一个值

为 ０．５的 Ｄｒｏｐｏｕｔ层，保证输出的稀疏性，然后使用

Ｓｏｆｔｍａｘ函数计算概率结果，实现动态手势的分类识

别。

３　 实验结果与分析

３．１　 运行环境

本次实验环境的硬件配置为 Ｉｎｔｅｌ Ｃｏｒｅ ｉ７ －
１１８００Ｈ ＣＰＵ，显卡为 ＮＶＩＤＩＡ ＲＴＸ ３０７０。 软件环境

为 ６４ 位 Ｕｂｕｎｔｕ ２０． ０４ 操作系统，深度学习框架

ＰｙＴｏｒｃｈ，Ｐｙｔｈｏｎ版本为 ３．８．１０。
３．２　 数据预处理

实验使用 ２０ＢＮ－Ｊｅｓｔｅｒ 大规模真实数据集，该

数据集由 １ ３７６个不同的参与者在不同的约束环境

中生成。 其中包含约 １４８ ０９２ 个 ３ 秒长的短视频片

段，每个视频至少由 ２７帧视频图像组成。 由于时间

及内存资源限制，这项工作仅使用了 ２７个手势中的

１２个。 在原始数据集中，视频序列具有不同的长

度，从 ２７帧到 ４６帧不等。 对于数据预处理，首先统

一所有视频帧数，将每个视频片段统一为 ３０帧视频

图像来训练模型。 对于每帧视频图像均调整为

１１２×１１２ 像素。 整个数据集中包含 １２ 个类共计

６ ０００个样本，每个类有 ５００ 个样本。 数据集按照

８ ∶ ２分为训练集和验证集，其中 ８０％为训练集和

２０％为验证集。
３．３　 实验结果讨论

为了证明本文方法的有效性，实验对比了

ＬＳＴＭ网络、３Ｄ－ＣＮＮ 网络、３Ｄ－ＣＮＮ－ＬＳＴＭ 混合网

络在同一数据集上的识别效果，各个方法的输入均

为经过预处理后的数据集。 ＬＳＴＭ 方法其模型主要

由 ３ 个 ＬＳＴＭ 层、１ 个全连接层和 Ｓｏｆｔｍａｘ 层组成，
ＬＳＴＭ单元数为 １２８，全连接层节点数为 ６４；３Ｄ －
ＣＮＮ网络模型包含 ５ 个三维卷积层、４ 个最大池化

层、一个全连接层和 Ｓｏｆｔｍａｘ 层；３Ｄ－ＣＮＮ－ＬＳＴＭ 混

合网络模型包含 ５个三维卷积层、４ 个最大池化层、
１个 ＬＳＴＭ 层、１ 个 Ｄｒｏｐｏｕｔ 层和 Ｓｏｆｔｍａｘ 层，卷积核

尺寸为 ３×３×３，ＬＳＴＭ单元数为 １２８。
　 　 测试集数据包含 １２个动态手势类，每个类别分

别包含 １００个文件。 表 １ 显示了使用 ２０ＢＮ－Ｊｅｓｔｅｒ
数据集中 １２个类在准确率方面对提出的混合模型

与其它模型的比较结果。
表 １　 数据训练集和测试集实验结果

Ｔａｂ． １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｄａｔａ ｔｒａｉｎｉｎｇ ａｎｄ ｔｅｓｔｉｎｇ ｓｅｔｓ

方法
训练集

准确率 ／ ％ 损失

测试集

准确率 ／ ％ 损失

３Ｄ－ＣＮＮ ９６．４５ ０．１３３ ７ ８８．０８ ０．４６２ ８

ＬＳＴＭ ９４．０２ ０．２８１ ６ ８８．９４ ０．３４２ ７

３Ｄ－ＣＮＮ ＋ＬＳＴＭ ９８．５８ ０．０３２ ２７ ９１．２２ ０．３７８ ９

３Ｄ－ＣＮＮ＋ＣＢＡＭ ＋ＬＳＴＭ ９７．２８ ０．０８０ ６１ ９５．５８ ０．１６５ ６

　 　 其中，本文提出模型对于动态手势实现了

９５．５８％的验证准确率，相比较于不包含注意力机制

模块的模型，在准确率方向提高了 ４．３６％；相比较于

单一模型的动态手势识别方法，准确率都有明显提

升，该模型在取自 ２０ＢＮ－ｊｅｓｔｅｒ 数据集中 １２ 个类上

产生了良好的结果。
　 　 如图 ６、图 ７所示，从模型精度和模型损失曲线

来看，由于模型是从头开始训练的，因此本次设置了

４１１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３卷　



１００个 ｅｐｏｃｈ 来达到所需要的损失。 对于前 ５ 个

ｅｐｏｃｈ，精度上升明显，损失非常高。 后来，经过 １０
个 ｅｐｏｃｈ，模型达到了较高的准确率。 经过 １００ 个

ｅｐｏｃｈ的训练，模型的验证准确率达到 ９５．５８％且损

失达到 ０．１６５ ６。
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图 ６　 模型准确率
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图 ７　 模型 ｌｏｓｓ
Ｆｉｇ． ７　 Ｍｏｄｅｌ ｌｏｓｓ

　 　 在总共 １ ２００ 个视频剪辑中，有 １００ 个被归类

为“向左滑动”手势。 实际上，有 ９８ 个视频片段属

于向左滑动类，因此模型正确预测了 ９８ 个片段，但
有 ２个视频片段被预测为其他类别，因此该类别的

识别准确率为 ９８％。 所有类别中相对简单的手势

如“竖起大拇指”手势，其识别准确率为 １００％。 同

样对于所有剩余的类，分类结果显示在如图 ８ 所示

的混沌矩阵中。
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图 ８　 混沌矩阵

Ｆｉｇ． ８　 Ｃｈａｏｔｉｃ ｍａｔｒｉｘ

４　 结束语

本文提出了一种新的深度学习模型，该模型可

以学习视频流中动态手势序列的时空特征。 该模型

由 ３Ｄ－ＣＮＮ网络、ＬＳＴＭ 网络和注意力机制网络组

成，该网络在复杂的背景和照明条件下学习所有视

频帧的空间和时间特征。 在模型中，动态手势数据

的特征由 ３维卷积神经网络（３Ｄ－ＣＮＮ）自动提取；
使用 ＣＢＡＭ注意力机制网络增强特征关注度；使用

长短期记忆（ＬＳＴＭ）网络来学习时间序列数据的相

关优势；最后采用 ＳｏｆｔＭａｘ 分类器对动态手势进行

分类。
经在 ２０ＢＮ－Ｊｅｓｔｅｒ数据集的一个子集上进行训

练，与单一模型和不包含注意力机制的混合模型相

比，所提出的组合模型提供了更好的结果，动态手势

识别性能更好。 为了实现该算法的实际应用，后续

工作会对算法的效率进行分析和提高。
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