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摘　 要： 针对大学校园信息过载，专业培养方案缺乏个性化与自主学习培养等问题，本文基于学生自主学习推荐的研究，提出

了基于麻雀算法改进 ＤＮＮ 分类推荐算法的设计，以实现更利于学生自主学习推荐培养。 经对 ４ 种激活函数的训练集结果进

行对比实验，选择使用 Ｓｉｇｍｏｉｄ 验证集作为激活函数；在梯度下降验证集的结果对比试验，得出需要采用 Ａｄａｍ 优化器；通过

常见目标函数对麻雀算法的适应性研究，得出麻雀算法适用于 ＤＮＮ 模型的寻找最优。 实验研究结论表明，基于麻雀算法优

化后的 ＤＮＮ 模型，实现了更为精准有效的推荐，很好地实现了智慧校园中基于用户画像特性化推荐自主学习的培养目标。
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０　 引　 言

在智慧校园建设中，信息过载现象越来越严重，
而学生培养方案存在过于单一规范问题，无法反映

不同学生擅长的领域，更无法针对性推荐引导自主

学习，无法充分发挥不同学生真正的学习能力。 基

于用户画像的自主学习推荐，是根据学生人才培养

方案课程学习情况数据分析，对学生学情进行画像

描述与分析，进而实施个性化推荐，提供适合学生的

学习领域和职业课程知识。 基于画像，可以根据学

生的特点，深入了解适合学生的特定领域，让学生学

习真正有用的技能，为学生将来进入社会打下坚实

的基础。
用户画像是通过分析用户行为特征、消费习惯

和其他有关用户行为的信息而构建的一种用户特

征［１］。 根据用户的特点，公司对其进行精准营销，



为改善用户体验、吸引用户注意力奠定基础。 例如：
淘宝和抖音等互联网公司，通过分析购物记录和浏

览用户数据，为每个用户构建一幅画像。 当用户再

次登录时，其会根据用户画像推荐专属商品，以方便

用户购物。 在高校，智能图书馆可以根据用户画像

为学生提供准确的知识服务，并为研究团队提供学

科知识服务。 用户画像的构建方法包括：基于用户

兴趣偏好、用户行为、动机、个性特征和角色情绪等

等。
推荐算法是推荐系统的重要组成部分，该算法

通过收集用户特征、行为和推荐元素的特征，计算出

最接近用户偏好的元素。 推荐算法分为 ３ 类：基于

内容的推荐（Ｃｏｎｔｅｎｔ－Ｂａｓｅｄ， ＣＢ）、基于协同过滤的

推荐 （ Ｃｏｌｌａｂｏｒａｔｉｖｅ Ｆｉｌｔｅｒｉｎｇ， ＣＦ ） 和 混 合 推 荐

（Ｈｙｂｒｉｄ Ｒｅｃｏｍｍｅｎｄａｔｉｏｎ）算法［２］。 其中，基于内容

的推荐算法是通过用户特点，推荐其喜欢的特征项

目；基于协作过滤的推荐算法是就目前最有效的推

荐算法，其假设两个用户有相似的兴趣，那么当前用

户很可能会喜欢另一个用户喜欢的项目；混合推荐

算法结合了两种或两种以上的算法，最大限度地发

挥每种算法的优势，并使最终的推荐结果更接近用

户的偏好。
目前，推荐系统通常根据用户画像特征，推荐与

用户偏好标签匹配的商品，但此方式存在信息茧房

问题，即不能推荐提供用户更多弱关联信息。 如：用
户标签显示不喜欢或者弱需要的，或者推荐对象的

某些属性被忽略等问题。 造成这种情况的主要原

因，是获得用户兴趣和喜好的方法以及提取特征的

方法不是非常适用，该系统难以获取用户的兴趣和

偏好，无法匹配推荐对象的内容特点，更难以获得用

户满意的推荐结果［３－４］。 因此有必要引入更准确、
更合适的用户和对象特征。 模型持续改进的前提和

关键，是找到更多的应用场景进行测试和修正；同时

应考虑到多变的环境和利用用户认知能力，避免技

术过程崩溃的可能性。 因此，目前在理论和技术上

存在很大差距，主要表现在缺乏多种应用场景，导致

模型技术及其转化应用的能力缺乏持续改进。
深度学习方法最常用的分类器为卷积神经网

络，卷积神经网络是含有卷积层、池化层等多个层次

的深度神经网络模型，在数据训练时很容易产生过

拟合现象，同样存在致使准确率降低的问题［５］。 而

麻雀搜索算法的搜索过程中引入随机性，其并不是

一种确定性算法（Ｄｅｔｅｒｍｉｎｉｓｔｉｃ ａｐｐｒｏａｃｈｅｓ），所以其

很好的解决了确定性算法在复杂问题上陷入局部最

优的缺陷，所以麻雀算法在求解全局优化问题的最

优解方面具有重要的现实意义。 但是，在实际研究

中发现，麻雀搜索算法在处理复杂问题上仍然容易

处于局部最优，但全局搜索能力稍有改善。
综上 所 述， 本 文 基 于 Ａｎａｃｏｎｄａ 环 境， 使 用

Ｐｙｔｈｏｎ 和 ＰｙＴｏｒｃｈ 框架，在 ＧＰＵ 处理支持下，对模

型进行加速训练验证。 首先对数据集进行了训练分

割，然后研究了神经网络模型和最新的麻雀算法，并
进行基于麻雀算法改进 ＤＮＮ 分类推荐算法的设计，
最后开展模型实验以及优化，寻找出麻雀算法的适

用范围，并对深度神经网络模型的推荐性能进行优

化分析，最终实现基于麻雀算法的神经网络模型的

推荐性能研究优化提升。

１　 相关研究工作

１．１　 神经网络与麻雀算法

深度神经网络，又称多层感知机，是以人类神经

元之间的协作学习为模型的复杂网络结构［６］。 网

络分为 ３ 层：输入层、隐藏层和输出层。 输入层将数

据传递给模型，让模型进行研究；隐藏层为中间表示

层；输出层负责输出模型学习结果。 网络结构示意

如图 １ 所示。

输入层 输出层

隐藏层

图 １　 深度神经网络结构示意图

Ｆｉｇ． １　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｄｅｅｐ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 群优化算法根据模仿机制的不同，可分为生物

现象模仿和确定性物理定律设计的启发式模拟。 常

见的生物现象的模仿算法有：模拟人类社会进化的

遗传算法（Ｇｅｎｅｔｉｃ Ａｌｇｏｒｉｔｈｍ）、热带雨林生长的雨林

算法（Ｒａｉｎ Ｆｏｒｅｓｔ Ａｌｇｏｒｉｔｈｍ，ＲＦＡ）、蚂蚁觅食行为的

蚁群算法（Ａｎｔ Ｃｏｌｏｎｙ Ｏｐｔｉｍｉｚａｔｉｏｎ，ＡＣＯ）、鸟群觅食

行为的粒子群算法 （ Ｐａｒｔｉｃｌｅ Ｓｗａｒｍ Ｏｐｔｉｍｉｚａｔｉｏｎ，
ＰＳＯ）、 蜜 蜂 觅 食 行 为 的 蜂 群 算 法 （ Ｂｅｅ Ｃｏｌｏｎｙ
Ａｌｇｏｒｉｔｈｍ， ＢＣＡ）、 细菌觅食优化算法 （ Ｂａｃｔｅｒｉａｌ
Ｆｏｒａｇｉｎｇ Ｏｐｔｉｍｉｚａｔｉｏｎ， ＢＦＯ）、麻雀觅食分层思想的

麻雀算法（Ｓｐａｒｒｏｗ Ｓｅａｒｃｈ Ａｌｇｏｒｉｔｈｍ，ＳＳＡ）等［７］。 其

中，麻雀搜索算法的搜索过程中引入随机性，其并不

６９ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



是一种确定性算法（Ｄｅｔｅｒｍｉｎｉｓｔｉｃ ａｐｐｒｏａｃｈｅｓ），因此

在求解全局优化问题的最优解具有重要的现实意

义。 但是在实际研究中发现，麻雀搜索算法在处理

复杂问题上仍然容易处于局部最优，但全局搜索能

力稍有改善。
１．２　 神经网络模型设计

深度神经网络的显著特点是其神经元的多层次

结构，与其它神经网络一样，也有输入层和输出

层［８］。 在输入和输出之间，可以任意地设置多个隐

藏层，而隐藏层的数量取决于所要解决问题的大小。
深度神经网络是完全连接的，这和其它的神经网络

有很大的区别。 如图 ２ 所示，在每个神经元的输入

信号中，首先由神经网络进行线性转换，然后通过激

活函数进行非线性转换，最后经过多层隐藏层之后

进入输出层输出。 若要解决分类问题，则要将输出

归一化或者经过其他形式的激活函数进一步处理。

输入层 隐藏层 隐藏层 隐藏层 输出层

图 ２　 深度神经网络结构图

Ｆｉｇ． ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ｄｅｅｐ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

　 　 经过上述分析，本文模拟的函数本质上属于分

类问题，基于对标签的观察，需要对输出进行归一

化。 通过神经网络将输入的数据输入到神经网络

中，然后通过与标签的比较，来确定适合的梯度下降

算法。 本文系统采用了 ５ 层神经网络结构，其中包

括 １ 个输入层、１ 个输出层和 ３ 个隐藏层。
１．２．１　 激活函数的选择

激活函数又称传递函数，可以把数据训练过程

转换为非线性运算，来更好的求解复杂的问题［９］。
激活函数具有非线性、单调性、可微性的特点。 因为

对激活函数的优化有梯度性，所以可微是必不可少

的一个特性。 正是由于激活函数增加神经网络模型

的非线性，同时使得梯度优化更为稳定、模型训练更

为高效，因此选择合适的激活函数可以提升神经网

络性能。 常见的几种激活函数如下：
１．２．１．１　 Ｓｉｇｍｏｉｄ 函数［１０］

输入的数据通过 Ｓｉｇｍｏｉｄ 功能进行处理，则输

出的数值在 ０～１ 之间。 若输入的数据非常大，则输

出为 ０；如果输入数据的绝对数值很小，输出就是 １。
Ｓｉｇｍｏｉｄ 函数公式如式 （ １），函数图像如图 ３

所示。

Ｓｉｇｍｏｉｄ（ｘ） ＝ １
１ ＋ ｅ －ｘ （１）

1.0
0.9
0.8
0.7
0.6
0.5
0.4
0.3
0.2
0.1
0
-8 -6 -4 -2 0 2 4 6 8

X轴

Y
轴

图 ３　 Ｓｉｇｍｏｉｄ 函数图像

Ｆｉｇ． ３　 Ｓｉｇｍｏｉｄ ｆｕｎｃｔｉｏｎ ｉｍａｇｅ

　 　 一般情况下，Ｓｉｇｍｏｉｄ 激活函数能够很好的应用

于二分类问题，通过计算输出的概率进行结果的判

决。 但 Ｓｉｇｍｏｉｄ 函数也存在一定的局限性，当需要

大量计算时，会影响函数的收敛速率，导致训练速度

下降；当输入值过大和过小时，梯度会向 ０ 逼近，而
数据反向传输时，容易导致模型梯度的消失。
１．２．１．２　 Ｔａｎｈ 函数［１１］

Ｔａｎｈ 函数是一种基于 Ｓｉｇｍｏｉｄ 函数的转换，公
式如式（２），函数图像如图 ４ 所示。

ｆ（ｘ） ＝ ｅｘ － ｅ －ｘ

ｅｘ ＋ ｅ －ｘ （２）

1.0
0.8
0.6
0.4
0.2
0

-0.2
-0.4
-0.6
-0.8
-1.0

-5 -4 -3 -2 -1 0 1 2 3 4 5
X轴

Y
轴

图 ４　 Ｔａｎｈ 函数图像

Ｆｉｇ． ４　 Ｔａｎｈ ｆｕｎｃｔｉｏｎ ｉｍａｇｅ

　 　 同 Ｓｉｇｍｏｉｄ 函数相比，Ｔａｎｈ 函数输出值映射范

围在－１～ １ 之间，函数图像如图 ４ 所示。 由于 Ｔａｎｈ
函数输出均值为 ０，因此网络训练的收敛性更强。
但是，如果输入值变大或变小，梯度也会随之消失。
１．２．１．３　 ＲｅＬＵ 函数［１２］

如图 ５ 所示 ＲｅＬＵ 激活函数的映射规则为：当
输入值为负数时，映射结果为 ０，其余数值不进行映

射。 由于 ＲｅＬＵ 函数在 ｘ ＞ ０ 的情况下梯度不会发
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生变化，因此很好的解决了 Ｓｉｇｍｏｉｄ 与 Ｔａｎｈ 函数存

在的局限性问题。 该方法不仅计算方法简单，而且

收敛速度较快。 但此函数也存在因为梯度过高而被

置 ０，导致神经元可能再也无法被数据激活。

ｈ（ｘ） ＝
ｘ，ｘ ≥ ０
０，ｘ ＜ ０{ （３）

5
4
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2
1
0
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-2
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-4

-4 -3 -2 -1 0 1 2 3 4 5
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Y
轴

-5

图 ５　 ＲｅＬＵ 函数图像

Ｆｉｇ． ５　 ＲｅＬＵ ｆｕｎｃｔｉｏｎ ｉｍａｇｅ

１．２．１．４　 ＲｅＬＵ６ 函数［１３］

由于 ＲｅＬＵ 函数的梯度是 １，当输入数据是一个

很大值时，对应的输出值受其影响也会很大，导致网

络不稳定。 为了避免这一情况，可通过使用 ＲｅＬＵ６
函数来消除该函数的线性增长。 ＲｅＬＵ６ 表达式如

式（４），ＲｅＬＵ６ 函数与导函数如图 ６ 所示。
ｆ（ｘ） ＝ ｍｉｎ（ｍａｘ（ｘ，０），６） （４）
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图 ６　 ＲｅＬＵ６ 函数图像

Ｆｉｇ． ６　 ＲｅＬＵ６ ｆｕｎｃｔｉｏｎ ｉｍａｇｅ

　 　 本文针对激活函数的选择实验中，采用控制变

量对比法，选择最佳激活函数，参数设定见表 １。 实

验针对上述 ４ 种激活函数进行，比较结果如图 ７ 所

示。
　 　 由图 ７ 可见，Ｓｉｇｍｏｉｄ 激活函数在训练集趋于收

敛的情况下，验证集并未发散，未出现过拟合情况，
因此本文选择 Ｓｉｇｍｏｉｄ 激活函数作为 ＤＮＮ 神经元的

激活函数。

表 １　 激活函数对比实验参数设定

Ｔａｂ． １　 Ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇ ｏｆ ａｃｔｉｖａｔｉｏｎ ｆｕｎｃｔｉｏｎ ｃｏｍｐａｒｉｓｏｎ

模型 参数 说明

ｎ＿ｈｉｄｄｅｎ ［１００，２００，１００］ 隐含层每层神经元个数

ｌｏｓｓ ｎｎ．ＭＳＥＬｏｓｓ（） 损失函数

ａｃｔｉｖａｔｉｏｎ ｎｎ．ＲｅＬＵ（）、ｎｎ．Ｓｉｇｍｏｉｄ（）、
ｎｎ．ＲｅＬＵ６（）、ｎｎ．Ｔａｎｈ（）

４ 种激活函数

ｏｐｔｉｍｉｚｅｒ Ａｄａｍ 优化器

Ｌｒ ０．００１ 学习率

ｅｐｏｃｈｓ １ ０００ 迭代次数

激活函数：ReLU的验证集
激活函数：Sigmoid的验证集
激活函数：ReLU6的验证集
激活函数：Tanh的验证集
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图 ７　 ４ 种激活函数验证数据集结果比对实验

Ｆｉｇ． ７ 　 Ｃｏｍｐａｒｉｓｏｎ ｅｘｐｅｒｉｍｅｎｔ ｏｆ ｆｏｕｒ ａｃｔｉｖａｔｉｏｎ ｆｕｎｃｔｉｏｎ
ｖａｌｉｄａｔｉｏｎ ｄａｔａｓｅｔｓ

１．２．２　 梯度下降优化器的选择［１４］

梯度下降是一种寻找函数极小值的优化方法，
在模型训练中学习率控制着每次更新参数的幅度，
是比较重要的模型超参，过高或过低的学习率都可

能对模型结果带来不良影响。 为了使学习率对模型

训练过程起到良性促进作用，需要不断调整学习率，
根据本文模型对以下两种梯度优化算法进行比对选

择。
１．２．２．１　 Ａｄａｍ－自适应矩估计［１５］

Ａｄａｍ 首先计算梯度一阶矩 Ｅ（ｘ） 和二阶矩

Ｅ（ｘ２） 估计， 并据此为不同参数设置独立的自适应

学习率。 传统的随机梯度下降中，是按照固定学习

率更新所有参数权重，而在 Ａｄａｍ 策略中，其为每一

个参数保留一个学习率，以提升在稀疏梯度上的性

能。 当初始化的梯度和衰减率都很低时，Ａｄａｍ 使

用梯度的一阶矩估计和二阶矩估计来修正梯度，提
高梯度在参数空间内的稳定性，如下所示：

ｍ^ｔ ＝
ｍｔ

１ － βｔ
１

（５）

ｖ^ｔ ＝
ｖｔ

１ － βｔ
２

（６）

　 　 所以 Ａｄａｍ 梯度下降算法的参数更新公式为

θｔ ＋１ ＝ θｔ －
η

ｖ^ｔ ＋ ε
ｍ^ｔ （７）
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１．２．２．２　 ＲＭＳｐｒｏｐ［１６］

为了解决 Ａｄａｇｒａｄ 学习率下降太快的问题，在
文献［２１］中作者采用 Ｇｅｏｆｆ Ｈｉｎｔｏｎ 提出了 ＲＭＳｐｒｏｐ
梯度下降法，参数更新公式如下：

Ｅ ｇ２[ ] ｔ ＝ ０．９Ｅ ｇ２[ ] ｔ －１ ＋ ０．１ｇ２
ｔ （８）

θｔ ＋１ ＝ θｔ －
η

Ｅ ｇ２[ ] ｔ ＋ ε
∗ｇｔ （９）

　 　 由此可见，ＲＭＳｐｒｏｐ 梯度下降法是将学习率分

解成平方梯度指数衰减的平均。
本文采用控制变量对比法，选择最佳梯度下降

优化器，参数见表 ２。 优化器选择中，针对 Ａｄａｍ 和

ＲＭＳｐｒｏｐ 梯度下降优化器进行比较，学习率设定为

０．００１，并且在此参数下进行了对比实验。
表 ２　 梯度下降优化器对比的参数设定

Ｔａｂ． ２　 Ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ ｆｏｒ ｇｒａｄｉｅｎｔ ｄｅｓｃｅｎｔ ｏｐｔｉｍｉｚｅｒ ｃｏｍｐａｒｉｓｏｎ

模型 参数 说明

ｎ＿ｈｉｄｄｅｎ ［１００，２００，１００］ 隐含层每层神经元个数

ｌｏｓｓ ｎｎ．ＭＳＥＬｏｓｓ（） 损失函数

ａｃｔｉｖａｔｉｏｎ ｎｎ．Ｓｉｇｍｏｉｄ（） ４ 种激活函数

ｏｐｔｉｍｉｚｅｒ Ａｄａｍ、ＲＭＳｐｒｏｐ 优化器

Ｌｒ ０．００１ 学习率

ｅｐｏｃｈｓ １０００ 迭代次数

　 　 在表 ２ 参数下，对 ＤＮＮ 模型进行训练，图 ８ 记

录了模型训练过程中训练集的 ＭＳＥ 损失函数值。
可以清晰发现，当梯度下降优化器为 Ａｄａｍ 时，ＤＮＮ
模型训练集的损失值下降速度最快，且收敛平稳；而
ＲＭＳｐｒｏｐ 前期损失函数值下降快，但却不收敛，迭代

后期不平稳。

梯度下降:Adam的训练集
梯度下降:RMSprop的训练集
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图 ８　 两种梯度下降训练集结果对比

Ｆｉｇ． ８　 Ｃｏｍｐａｒｉｓｏｎ ｅｘｐｅｒｉｍｅｎｔ ｏｆ ｔｗｏ ｇｒａｄｉｅｎｔ ｄｅｓｃｅｎｔ ｔｒａｉｎｉｎｇ ｓｅｔｓ

　 　 在设置优化参数下，对 ＤＮＮ 模型进行训练，图
９ 记录了模型训练过程中验证集的 ＭＳＥ 损失函数

值。 由图可见，当梯度下降优化器为 Ａｄａｍ 时，ＤＮＮ
模型验证集的损失值下降速度最快，且收敛平稳；而
ＲＭＳｐｒｏｐ 前期损失函数值下降快、不收敛，迭代后期

不平稳。

梯度下降:Adam的训练集
梯度下降:RMSprop的训练集
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图 ９　 两种梯度下降验证集结果对比

Ｆｉｇ． ９　 Ｃｏｍｐａｒｉｓｏｎ ｅｘｐｅｒｉｍｅｎｔ ｏｆ ｒｅｓｕｌｔｓ ｏｆ ｔｗｏ ｇｒａｄｉｅｎｔ ｄｅｓｃｅｎｔ
ｖｅｒｉｆｉｃａｔｉｏｎ ｓｅｔｓ

　 　 通过对以上实验结果分析，故选择 Ａｄａｍ 梯度

下降优化器作为本文中 ＤＮＮ 网络的优化器。 对此，
单独对 Ａｄａｍ 进行训练集与验证集的损失函数值随

迭代变化实验。 Ａｄａｍ 梯度下降优化器下的训练集

和验证集的实验结果如图 １０ 所示。

梯度下降:Adam的训练集
梯度下降:Adam的验证集
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图 １０　 Ａｄａｍ 梯度优化器下的实验结果

Ｆｉｇ． １０　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｕｎｄｅｒ Ａｄａｍ ｇｒａｄｉｅｎｔ ｏｐｔｉｍｉｚｅｒ

１．３　 麻雀算法设计

　 　 麻雀算法的搜索机制，是在一次搜索结束后，都
会更新麻雀所在位置；而在每一次更新位置之前，先
根据麻雀当前觅食处的食物总量进行分配身份，食
物总量多的分配成发现者，剩余的分配成跟随

者［１７－１９］。 在发现者与跟随者麻雀搜索完毕后，通过

随机抽取的方式，分配警惕者身份，更新警惕者位

置。
基于此，本文提出了一种改进的麻雀搜索算法，

具体改进如下：
（１）融合鸟群搜索算法中发现者位置更新策

略，在寻优过程中代入上一代全局最优解，提升搜索

充分性；
（２）在跟随公式中增加自适应因子，提高跟随

者麻雀搜索范围，提升寻优能力。
发现者麻雀位置更新见式（１０），虽然 ＳＴ 固定

警惕阈值∈［０．５，１］，但一般取值 ０．８。
由式（１０）中判断条件可知， Ｒ２ ＜ ＳＴ 概率大于

Ｒ２ ≥ ＳＴ， 发现者麻雀群落中的大部分麻雀位置更

新机制是基于在原有位置基础上再做跳跃。
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由公式 ０ ＜ ｅｘｐ
－ ｉ

α·ｉｔｅｍｍａｘ

æ

è
ç

ö

ø
÷ ＜ １ 可知，下一次

更新的位置是在原点与当前位置之间的某个位置。
小部分麻雀的位置更新机制是基于原有位置上在不

同维度的小幅度位移。

ｘｔ ＋１
ｉ，ｄ ＝

ｘｔ
ｉ，ｄ·ｅｘｐ

－ ｉ
α·ｉｔｅｍｍａｘ

æ

è
ç

ö

ø
÷ ｉｆ Ｒ２ ＜ ＳＴ

ｘｔ
ｉ，ｄ ＋ Ｑ 　 　 　 　 ｉｆ Ｒ２ ≥ ＳＴ

ì

î
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ïï
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（１０）

跟随者麻雀位置更新见式（１１），从公式的判断

条件可知，跟随者麻雀中满足 ｉ ＞ ｎ ／ ２ 条件的位置属

于较差位置，这些麻雀可称作乞丐麻雀（食物少的

麻雀）。 乞丐麻雀的更新位置机制是每一维度在原

点左右跳跃，试图找到食物更好的地方。 非乞丐麻

雀在更新位置时，每一维度都往发现者麻雀中的最

佳位置靠近。
ｘｔ ＋１
ｉ，ｄ ＝

Ｑ·ｅｘｐ
ｘｗｏｒｓｔｔｄ － ｘｔ

ｉ，ｄ

ｉ２
æ

è
ç

ö

ø
÷ 　 　 ｉｆ ｉ ＞ ｎ ／ ２

ｘｔ ＋１
ｐ，ｄ ＋ １

Ｄ∑
Ｄ

ｄ ＝ １
ｒａｎｄ｛ － １，１｝·｜ ｘｔ

ｉ，ｄ － ｘｔ ＋１
ｐ，ｄ ｜ ｏｔｈｅｒｗｉｓｅ

ì

î

í

ï
ïï

ï
ï

（１１）
警惕者位置更新见式（１２），更新原则是发现者

麻雀与跟随者麻雀更新完毕后，对更新后的麻雀群

落随机抽取麻雀的方式，分配警惕者麻雀群落。
由公式（１１）中判断条件可知，满足条件的警惕

者麻雀数量为极少部分（几乎仅为一只）。 这只幸

运的麻雀会逃离自身位置，更新的位置是在基于自

身原有位置上位移，位移距离由自身距离和最差距

离的差值与自身食物和最差食物的差的比值。 剩余

麻雀几乎占据所有警惕者麻雀的群落，在更新位置

上，朝着最佳位置大幅度位移。

　 ｘｔ ＋１
ｉ，ｄ ＝

ｘｂｅｓｔｔｄ ＋ β ｘｔ
ｉ，ｄ － ｘｂｅｓｔｔｄ( ) 　 ｉｆ ｆｉ ≠ ｆｇ

ｘｔ
ｉ，ｄ ＋ Ｋ·

ｘｔ
ｉ，ｄ － ｘｗｏｒｓｔｔｄ

｜ ｆｉ － ｆｗ ｜ ＋ ε
æ

è
ç

ö

ø
÷ ｉｆ ｆｉ ＝ ｆｇ

ì

î

í

ï
ï

ï
ï

（１２）

１．４　 基于麻雀算法改进 ＤＮＮ 分类推荐算法设计

１．４．１　 深度神经网络模型推荐性能分析

１．４．１．１　 交叉熵损失函数［２０］

由于模型预测值和真实值之间存在差距，为此

引入交叉熵进行描述，具体表达如式（１３）所示：
Ｈ（ｐ，ｑ） ＝ Ｈ（ｐ） ＋ ＤＬ（ｐ‖ｑ） （１３）

式中 ＤＬ（ｐ ｜ ｜ ｑ） 为相对熵，代表了 ｐ 与 ｑ 存在的差

异大小。 相对熵越大代表两者之间的差异性越大；
反之，相对熵越小说明两者之间的差异性越小；而当

相对熵等于 ０ 时，意味着两者之间的概率分布是一

致的。 在进行分类问题的处理时，该函数的表达如

式（１４）所示。

ｆ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
Ｈ（ｙｉ，ｙｉ） ＝ １

Ｎ
（∑

Ｎ

ｉ ＝ １
Ｈ（ｙｉ） ＋ ＤＬ（ｙｉ‖ ｙ－ ｉ））

（１４）
式中 ｙｉ ＝ （０，０，…，０，１，０，…） 为 ｙｉ ＝ｍ的独热编码，
代表第 ｉ 个样本的数据输出。 其中，第 ｍ 维为 １，而
在该误差评判标准下，标签归属于第 ｍ 类别； ｙｉ 为

网络输出数据； Ｎ 为样本的数量。
由于 ｙｉ 概率分布是确定的，即熵的值确定，则

不会对网络的优化训练造成影响，若样本数据的类

别是 ｍ，则 ｙｉ
ｊ ＝

１， ｊ ＝ ｍ
０， ｊ ≠ ｍ{ ；样本中类别数量为 Ｃ，则

损失函数变换如式（１５）所示：

ｆ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
ＤＬ（ｙｉ‖ｙｉ） ＝ － １

Ｎ
（∑

Ｎ

ｉ ＝ １
∑
Ｃ

ｊ ＝ １
ｙｉ
ｊ ｌｏｇ ｙｉ ＝

－ １
Ｎ∑

Ｎ

ｉ ＝ １
ｌｏｇ ｙｉ （１５）

若神经网络选用 Ｓｉｇｍｏｉｄ 作为激活函数，当网

络梯度下降时，交叉熵能够利用误差控制网络学习

速率，以解决使用均方误差损失函数时学习速率下

降的问题。
１．４．１．２　 均方误差损失函数［２１］

在解决回归问题时，均方误差代表了神经网络

的预测输出与真实标签之间误差的平方，函数公式

如式（１６）所示：

ｆ ＝ １
Ｎ ∑

Ｎ

ｉ ＝ １
（ｙｉ － ｙｉ）

２
（１６）

式中： Ｎ 代表训练样本中的数据量， ｙｉ ∈ Ｒ 代表第 ｉ
个样本的真实值， ｙｉ 代表神经网络的预测输出。 其

中，预测输出与标签的数据格式保持一致，即标签为

具体数值时，相应的预测结果也是特定的数值。
本文研究表明，所提出的神经网络所需的捕获

算法都是一种回归问题，故选用均方误差作为损失

函数。
１．４．２　 基于麻雀算法改进的 ＤＮＮ 分类推荐算法流程

基于麻雀算法改进 ＤＮＮ 分类推荐算法的流程

如图 １１ 所示。 首先设置迭代次数，初始化麻雀算法

中每一个个体的适应度值，进行搜索迭代；将每一只

麻雀位置的四维数据传入 ＤＮＮ 模型进行训练，训练

完毕后将测试集放入模型进行预测， 并得出均方误

差 ＭＳＥ；将 ＭＳＥ 作为每一只麻雀的适应度值， 发现

者麻雀、跟随者麻雀、警戒者麻雀位置更新完毕后，

００１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



迭代次数加 １，若未达到迭代次数，则进行新一轮的

搜索。

初始化每个个体
的适应度值

传入个体四维向量，
模拟DNN模型参数

DNN模型训练

测试集进行预测
得到MSMSE

预测结果与原测试
集之间的均方误差

发现者，跟随者，警
戒者麻雀位置更新

t=t+1

开始

判断是
否达到迭代

次数
最优结果 结束

Y

N

图 １１　 基于麻雀算法改进 ＤＮＮ 分类推荐算法流程图

Ｆｉｇ． １１　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ｉｍｐｒｏｖｅｄ ＤＮＮ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ

ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ｓｐａｒｒｏｗ ａｌｇｏｒｉｔｈｍ

２　 模型实验与优化

２．１　 数据集

本文提出的基于麻雀算法改进的模型推荐算法

涉及数据集主要来源于学院和教务系统的学生学情

数据。 该数据集中包含学院 ４ 个专业，共计１ ２８１个
学生的学情评价数据，评分从 １ ～ １０ 的整数。 根据

前面的数据信息，根据相应动态学情评分，验证本文

所提算法的性能和传统推荐算法性能对比分析。
２．２　 基于麻雀算法改进的神经网络模型的推荐性

能分析

本文采用基于麻雀算法改进的神经网络模型作

为推荐算法，在该算法中参数设定见表 ３。 目标函

数是模型训练后验证集的损失最小值；种群数量为

２０，迭代次数 ２０ 次，麻雀在发现者的比例设置为

０．２， 神 经 网 络 中 神 经 元 的 搜 索 范 围 分 别 为

［１００，３００］、［２００，５００］、［１００，３００］，学习率搜索范

围［０．０００ １，０．０１］。
　 　 表 ４ 是麻雀算法中优化的 ＤＮＮ 网络参数，其中

隐含层的神经元参数及学习率由麻雀算法传入。
　 　 表 ５ 是本次实验中作为对比实验的 ＤＮＮ 网络

参数，其中隐含层的神经元设置为［１００，２００，１００］，
学习率设置为 ０．０１。

表 ３　 麻雀算法参数设定

Ｔａｂ． ３　 Ｓｐａｒｒｏｗ ａｌｇｏｒｉｔｈｍ ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇ

麻雀算法参数 参数 说明

ｆｕｎ 目标函数 模型训练后验证集的损失值

ｄｉｍ ４ 损失函数

ｐｏｐ ２０ 种群数量

Ｍ ２０ 迭代次数

Ｐ＿ｐｅｒｃｅｎｔ ０．２ 麻雀在发现者的比例

ｌｂ ［１００，２００，１００，０．０００ １］ 下边界

ｒｂ ［３００，５００，３００，０．０１］ 上边界

表 ４　 麻雀算法中优化的 ＤＮＮ 网络参数

Ｔａｂ． ４　 ＤＮＮ ｎｅｔｗｏｒｋ ｐａｒａｍｅｔｅｒｓ ｏｐｔｉｍｉｚｅｄ ｉｎ ｓｐａｒｒｏｗ ａｌｇｏｒｉｔｈｍ

模型 参数 说明

ｎ＿ｈｉｄｄｅｎ 麻雀算法传入 隐含层每层神经元个数

ｌｏｓｓ ｎｎ．ＭＳＥＬｏｓｓ（） 损失函数

ａｃｔｉｖａｔｉｏｎ ｎｎ．Ｓｉｇｍｏｉｄ（） ４ 种激活函数

ｏｐｔｉｍｉｚｅｒ Ａｄａｍ 优化器

Ｌｒ 麻雀算法传入 学习率

ｅｐｏｃｈｓ １ ０００ 迭代次数

表 ５　 对比的 ＤＮＮ 网络参数

Ｔａｂ． ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＤＮＮ ｎｅｔｗｏｒｋ ｐａｒａｍｅｔｅｒｓ

模型 参数 说明

ｎ＿ｈｉｄｄｅｎ ［１００，２００，１００］ 隐含层每层神经元个数

ｌｏｓｓ ｎｎ．ＭＳＥＬｏｓｓ（） 损失函数

ａｃｔｉｖａｔｉｏｎ ｎｎ．Ｓｉｇｍｏｉｄ（） ４ 种激活函数

ｏｐｔｉｍｉｚｅｒ Ａｄａｍ 优化器

Ｌｒ ０．０１ 学习率

ｅｐｏｃｈｓ １ ０００ 迭代次数
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图 １２　 基于麻雀算法优化的 ＤＮＮ 的实验结果图

Ｆｉｇ． １２　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ＤＮＮ ｏｐｔｉｍｉｚｅｄ ｂａｓｅｄ ｏｎ ｓｐａｒｒｏｗ
ａｌｇｏｒｉｔｈｍ

　 　 从图 １２ 实验结果图可知，基于麻雀算法优化的

ＤＮＮ 的推荐结果精准度更高，图中绿色的线是以表

５ 中参数设定实现的 ＤＮＮ 模型中目标函数值，而红

色线是麻雀算法在迭代过程中的目标函数值。 可

见，在经过麻雀搜索算法改进之后，具有较强的优化
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程度，增强了聚类效果，提升了邻间相似，最终完成

了对目标用户的推荐，提高了推荐准确度。

３　 结束语

本文采用 ＤＮＮ 模型对基于用户画像的个性化

推荐，首先对 ＤＮＮ 中的激活函数、梯度下降优化器

的选择进行了对比实验，根据实验结果选择 Ｓｉｇｍｏｉｄ
作为本文实验中的激活函数。 然后在对相关梯度下

降训练集结果对比实验中，择优选择 Ａｄａｍ 为梯度

下降优化器，优化之后 ＤＮＮ 模型的训练集实现损失

值下降速度最快，且收敛平稳；其次通过常见目标函

数对麻雀算法的适用性研究，得出麻雀算法适用于

优化 ＤＮＮ 模型。 最后采用麻雀算法对模型中的参

数进行寻优，经过麻雀算法优化后的 ＤＮＮ 模型，在
实验结果中表现出较强的优化程度，实现了更为精

准有效推荐。
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