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基于小波软阈值滤波的含噪故障诊断方法

田奥升， 张　 晔， 马　 超， 陈慧玲

（ 国防科技大学 电子科学学院， 长沙 ４１００７３）

摘　 要： 针对机械故障诊断中的噪声干扰问题，本文提出了一种基于小波软阈值滤波的残差网络用于故障诊断。 首先，利用

深度残差网络提取特征；其次，利用小波变换提取不同尺度的时频特征；最后，利用自适应阈值作用于时频特征来去除噪声干

扰。 实验表明，本文提出的方法能够在添加不同信噪比噪声的 ＣＷＲＵ 数据集上取得理想的抗噪性能力。
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０　 引　 言

为了保证设备安全稳定运行，减少造成经济损

失的安全事故，智能故障诊断在工业领域得到了广

泛的应用［１］。 然而，复杂环境下采集到的信号通常

含有大量噪声，这些噪声严重干扰了机械故障诊断

的特征提取，导致了故障诊断性能的下降，因此研究

有效的抗噪故障诊断方法具有重要意义。
目前，故障诊断方法主要分为基于手工特征的

方法与基于深度特征的方法两类。 基于手工特征的

方法需要两步操作。 首先，提取最大最小值、平均

值、方差和信息熵等手工特征；其次，利用支持向量

机、随机森林、决策树等传统分类器对手工特征进行

分类［２］。 基于深度特征的方法利用深度神经网络

模型从故障信号中自动提取特征并完成分类。 目

前，在机械故障诊断领域，基于深度特征的方法因强

大的特征提取能力已成为主流［３］。
近年来，学者们将深度学习方法广泛应用于故

障诊断领域。 文献［４－５］将卷积神经网络（ＣＮＮ）用
于故障诊断；文献［６］提出了一种用于旋转机械故

障诊断的多级融合双卷积神经网络（ＭＦＤＣＮＮ），实
现了故障信息的多层次融合；文献［７］提出了一种

紧凑的一维卷积神经网络（１ＤＣＮＮ）故障诊断方法，
能够自动从背景噪声中提取有效特征；文献［８］提

出 了 一 种 多 注 意 力 一 维 卷 积 神 经 网 络

（ＭＡ１ＤＣＮＮ），用于轴承故障诊断，能自适应地对各

层特征重新校正，增强了故障脉冲的特征学习能力；
文献［９］提出了一种基于 ＣＮＮ 的故障诊断模型，将
一维振动数据直接转化为二维图像，利用 ＣＮＮ 提取

不同故障图像的特征进行故障诊断。 虽然这些方法

取得了较大的成功，但是常用的 ＣＮＮ 网络对高频噪

声很敏感［１０］。 噪声的干扰可能会干扰到相关特征

的提取，进而限制网络性能的提升。 而在复杂环境

下采集到振动信号通常含有大量噪声，这对故障诊

断提出了新的要求与挑战，因此研究抗噪机械故障

诊断方法具有重要意义。



本文提出了基于小波软阈值滤波的残差网络

（ＷＳＴＲｅｓＮｅｔ）。 首先，利用深度残差网络提取有效

特征；其次，利用小波变换下采样来减弱高频噪声的

影响；最后，对小波特征进行软阈值滤波操作，进行

进一步的去噪处理。 通过小波软阈值滤波处理来增

强深度残差网络对含噪振动信号的特征提取能力，
实现噪声环境下较高的故障诊断性能。

１　 基于小波软阈值滤波的残差网络

１．１　 网络总体框架

本文提出的基于小波软阈值滤波的残差网络由

多个小波软阈值滤波模块组成，具体结构如图 １ 所

示。 小波软阈值滤波模块通过小波变换与软阈值滤

波实现。 首先，将原始信号输入到卷积层与小波变

换层来获取小波特征；其次，小波特征被送入多层小

波软阈值滤波模块，对小波特征进行去噪处理；最
后，全局池化后的特征通过线性分类器来获得最终

的故障类别。

输出（10）

线性分类器（64，10）

全局池化（64）

小波阈值滤波
（64，64）

小波阈值滤波
（32，128）

小波阈值滤波
（16，256）

小波变换（16，512）

卷积（16，1024）

输入（1,1024）

图 １　 基于小波软阈值滤波的残差网络结构

Ｆｉｇ． １ 　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ｒｅｓｉｄｕａｌ ｎｅｔｗｏｒｋ ｂａｓｅｄ ｏｎ ｗａｖｅｌｅｔ ｓｏｆｔ

ｔｈｒｅｓｈｏｌｄ ｆｉｌｔｅｒｉｎｇ

１．２　 残差网络

卷积神经网络具备优异的特征提取能力，因此被

广泛运用于故障诊断［１１］。 由于网络的加深会产生梯

度消失，因此随着层数的增加，网络的性能并未得到

提高。 为了处理这一问题提出残差结构，其结构如图

２ 所示。 残差神经网络的输出函数，如式（１）所示：
Ｈ（ｘ） ＝ Ｆ（ｘ） ＋ ｘ （１）

　 　 其中， Ｆ（ｘ） 是卷积层输出特征， ｘ 是输入卷积

层前的特征，当 Ｆ（ｘ） ＝ ０ 时，即变为恒等映射。

卷积层

卷积层

relu

relu

F（x）

x

H（x）=F（x）+x

x

图 ２　 残差结构

Ｆｉｇ． ２　 Ｒｅｓｉｄｕａｌ ｓｔｒｕｃｔｕｒｅ

　 　 残差结构更易于网络训练，也能够提高网络的

泛化性能，更适合于深度网络的构建。
本文利用深度残差网络来提取深度特征，深度

残差网络总共有 ６ 层残差模块，每一层残差模块的

卷积核大小均为 ３，其具体结构见表 １。
表 １　 网络结构

Ｔａｂ． １　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ｎｅｔｗｏｒｋ

网络层 卷积核大小 输出大小

输入层 ／ １∗１ ０２４
卷积层 ３ １６∗１ ０２４

小波分解层 ／ １６∗５１２
小波滤波模块 ３ １６∗２５６
小波滤波模块 ３ ３２∗１２８
小波滤波模块 ３ ６４∗６４
全局池化层 ／ ６４∗１

线性层 ／ １０

１．３　 小波软阈值去噪

小波软阈值滤波是一种常用的信号去噪方法。
小波阈值去噪方法分为 ３ 个步骤：小波分解、阈值处

理和小波重构。 本文只运用了小波分解与阈值处理

两个操作。
１．３．１　 离散小波变换

得益于小波变换强大的时频分析能力，小波变

换在故障诊断任务中得到了广泛应用［１２］。 小波变

换是将信号变换到不同尺度的小波系数上，本文采

用离散小波变换来增强网络的特征提取能力。 低频

成分 ｘＬ［ｎ］ 分解过程如式（２）所示：

ｘＬ［ｎ］ ＝ ∑
ｋ
ｘ［２ｎ － ｋ］ ／ ［ｋ］ （２）

　 　 其中， ｘ 是原始信号。
高频成分 ｘＨ［ｎ］ 分解过程如式（３）所示：

ｘＨ［ｎ］ ＝ ∑
ｋ
ｘ［２ｎ － ｋ］ｈ［ｋ］ （３）

　 　 其中， ｈ［ｎ］ 是高通滤波器。
在深度小波残差网络中，本文只保留 ｘＬ［ｎ］， 不

仅能够实现时频特征的提取，还能够减少数据计算

量，完成下采样。 小波下采样能够有效地降低高频

噪声的影响，同时也能够保留更多的细节信息。
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１．３．２　 软阈值滤波

在小波域中，有效信号对应的系数很大，而噪声

对应的系数很小，因此可以利用小波阈值滤波来减

弱噪声干扰。 小波阈值去噪方法分为硬阈值法与软

阈值法。 硬阈值法是将小于阈值的小波系数赋零，
其余部分不变；而软阈值法是将小波系数大于阈值

的部分减去阈值［１３］。 ｙ 为输出特征，阈值 τ 通过网

络学习，软阈值函数如式（４）所示：

ｙ ＝
ｘ － τ
０

ｘ ＋ τ

ｘ ＞ τ
－ τ ≤ ｘ ≤ τ

ｘ ＜ － τ

ì

î

í

ïï

ïï

（４）

　 　 其中， ｘ 为输入特征，τ 为阈值。
为了增强网络的抗噪能力，本文将软阈值滤波

与深度网络相结合，使其能够适应不同程度的噪声

干扰。 小波软阈值滤波结构如图 ３ 所示，小于阈值

的点赋零，大于阈值的点与阈值作差。 通过构造软

阈值支路，使网络能够自适应地学习阈值，从而适应

不同程度的噪声干扰，有效增强了网络的鲁棒性。

H（x）=S（x）+x

S（x）

F（x）

x

卷积层

小波变换

卷积层
软
阈
值

relu

relu
x

图 ３　 小波软阈值滤波结构

Ｆｉｇ． ３　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｗａｖｅｌｅｔ ｓｏｆｔ ｔｈｒｅｓｈｏｌｄ ｆｉｌｔｅｒｉｎｇ

　 　 软阈值的实现过程如图 ４ 所示。 首先，对输入

ｘ 进行全局池化操作降维；其次，将获得的一维向量

输入到全连接层中，得到阈值；最后，利用 ｓｉｇｍｏｉｄ 函

数对得到阈值进行约束，使其大小位于（０，１）中。

Sigmoid

全连接层

全局池化

全连接层

x

τ

图 ４　 软阈值滤波的实现过程

Ｆｉｇ． ４　 Ｔｈｅ ｒｅａｌｉｚａｔｉｏｎ ｏｆ ｓｏｆｔ ｔｈｒｅｓｈｏｌｄ ｆｉｌｔｅｒｉｎｇ

２　 验证与分析

２．１　 实验环境设置

操 作 系 统： ｗｉｎｄｏｗｓ １０， ＧＰＵ： ＮＶＩＤＩＡ ＲＴＸ
１０８０Ｔｉ，深度学习框架：Ｐｙｔｏｒｃｈ １．７．１。
２．２　 ＣＷＲＵ 数据集

ＣＷＲＵ 数据集由凯斯西储大学轴承数据中心

提供。 振动信号是在 ４ 种不同的轴承载荷（０～３ｈｐ）
下由驱动端和风扇端的加速度计采集。 其中每个轴

承载荷包含 ３ 种主要故障类别：滚动元件、内滚道和

外轴承滚道，每个故障类别还包含 ３ 种故障直径即

０．００７ 英寸、０．０１４ 英寸、０．０２１ 英寸。 因此，每种工

况下轴承的状态有十种。 ＣＷＲＵ 数据集的详细信

息见表 ２。
表 ２　 ＣＷＲＵ 数据集的详细信息

Ｔａｂ． ２　 Ｔｈｅ ｄｅｔａｉｌｓ ｏｆ ＣＷＲＵ ｄａｔａｓｅｔｓ

状态类别 类别

正常 ０
滚动体故障直径为 ０．００７ 英寸 １
滚动体故障直径为 ０．０１４ 英寸 ２
滚动体故障直径为 ０．０２１ 英寸 ３
内圈故障直径为 ０．００７ 英寸 ４
内圈故障直径为 ０．０１４ 英寸 ５
内圈故障直径为 ０．０２１ 英寸 ６
外圈故障直径为 ０．００７ 英寸 ７
外圈故障直径为 ０．０１４ 英寸 ８
外圈故障直径为 ０．０２１ 英寸 ９

２．３　 实验数据处理

首先，将原始数据滑窗分割处理，窗长为１ ０２４，
没有重叠；其次，对所有样本进行最大最小归一化处

理；最后，所得到的数据集的样本总数为 ３ ０００，选取

２ １００个样本作为训练数据集，９００ 个样本作为测试

数据集。
２．４　 模型训练设置

在模型训练过程中，使用交叉熵损失函数与

Ａｄａｍ 优化器。 训练的初始学习率是 ０．０１，训练学

习率随训练次数的增加而下降，训练的迭代次数是

２００，ｂａｔｃｈ ｓｉｚｅ 是 ６４。 采用五折交叉验证评估模型

的性能。
２．５　 实验结果及分析

为了验证模型的抗噪性能，实验在原始数据中

添加不同信噪比 （ＳＮＲ） 的高斯白噪声来验证方法

的抗噪性能，如式（５）所示：
ＳＮＲ ＝ １０ｌｏｇ（Ｐｓ ／ Ｐｎ） （５）

　 　 其中， Ｐｓ 是信号的能量， Ｐｎ 是噪声的能量。
将本文方法（ＷＳＴＲｅｓＮｅｔ）与 ＣＮＮ、ＬｅＮｅｔ、ＭＬＰ、

３第 ９ 期 田奥升， 等： 基于小波软阈值滤波的含噪故障诊断方法



ＲｅｓＮｅｔ ４ 种方法进行分类准确率对比， 实验在

－１０ ｄＢ、－５ ｄＢ、０ ｄＢ、５ ｄＢ、１０ ｄＢ ５ 个不同信噪比下

进行，实验结果见表 ３。
表 ３　 不同信噪比下的算法准确率比较

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｌｇｏｒｉｔｈｍ ａｃｃｕｒａｃｙ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ＳＮＲ ％

模型
ＳＮＲ ／ ｄＢ

－１０ －５ ０ ５ １０

ＣＮＮ ４９．４９ ５７．８２ ９７．６９ ９９．４８ ９９．６４
ＬｅＮｅｔ ３１．１３ ５８．０９ ８２．５８ ８９．６７ ９５．５６
ＭＬＰ ２２．２４ ３４．６７ ４３．４０ ６１．０４ ７５．０４

ＲｅｓＮｅｔ ６６．７７ ９４．２２ ９８．４７ ９９．６９ ９９．９３
ＷＳＴＲｅｓＮｅｔ ７７．００ ９７．５１ ９９．７７ １００．００ １００．００

　 　 从表 ３ 中的实验结果可知，相比较于其他方法，
本文的方法在不同信噪比下能取得更高的准确率，
具备更有效的抗噪能力，有效增强网络的抗噪能力。

３　 阈值有效性分析

本文对不同信噪比下的阈值进行了统计与分

析，统计了测试集样本在每一层残差模块的阈值平

均值，不同信噪比下的软阈值分布如图 ５ 所示。 从

图 ５ 可知，信噪比越低，阈值整体偏高，表明软阈值

滤波在一定程度上能适应不同水平噪声的干扰；另
外，随着网络的加深，阈值逐渐下降，表明软阈值滤

波能够有效地减少噪声的干扰。
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0.475

0.450

0.425

0.400

0.375

0.350

0.325
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图 ５　 不同信噪比下的软阈值分布

Ｆｉｇ． ５　 Ｔｈｅ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｓｏｆｔ ｔｈｒｅｓｈｏｌｄ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ＳＮＲ

４　 结束语

本文将小波软阈值滤波方法融入深度残差网

络，来增强网络的抗噪性能。 在不同信噪比的

ＣＷＲＵ数据集下的实验结果表明，基于小波阈值滤

波的深度残差网络具备更好的抗噪性能。
但本文提出的方法在数据自适应方面存在不

足：固定小波基难以做到数据自适应；虽然软阈值滤

波能做到实现可学习阈值，但是阈值滤波函数有待

优化。
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