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融合手工特征与双向 ＬＳＴＭ 结构的中文分词方法研究

徐　 伟， 车万翔， 刘　 挺

（哈尔滨工业大学 计算机科学与技术学院， 哈尔滨 １５０００１）

摘　 要： 分词作为中文自然语言处理的基础任务，既是学术界长期的研究重点，也是工业界的刚性需求。 近年来，采用深度神

经网络自动抽取特征并完成特征组合的方法取代传统的基于手工特征的方法，成为研究热点。 不过，采用深度神经网络自动

学习特征的方法在中文分词上效果并不突出。 本文通过将手工特征与双向 ＬＳＴＭ 结构相结合，既融入了人类知识，又充分利

用了深度神经网络的特征组合能力。 实验结果表明，该种方法带来的分词效果提升非常明显。
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０　 引　 言

词作为“最小的能独立运用的语言单位” ［１］，通
常是上层自然语言处理任务的基础输入。 分词结果

的好坏，将直接影响到上层应用的效果。
考虑到中文词语之间没有明显的分隔符，因此

想要获得较好的分词效果则并非易事。 在 ２００２ 年

之前，学术界普遍使用基于规则或者基于统计的词

典匹配方法，典型的如正向最大匹配、逆向最大匹配

等［２］。 ２００２ 年，Ｘｕｅ 等人［３］首次提出了基于字标注

的方法，次年，又使用最大熵模型实现的系统参加

Ｂａｃｋｏｆｆ－２００３ 评测［４］，取得优异成绩，从此，基于字

符标注的中文分词方法即已迅速吸引了学界的广泛

关注。 基于字标注的方法首先将分词结果（词序

列）转变为标签序列，然后通过序列标注模型学习

字符序列与标签序列的关系来完成分词。 词序列转

换为标签序列依据的是每个字符在词语中出现的位

置（词位）。 目前常使用词位标签集为｛Ｂ，Ｍ，Ｅ，
Ｓ｝，其 中， Ｂ 表 示 字 出 现 在 词 语 的 开 始 位 置

（Ｂｅｇｉｎ），相应的 Ｍ、Ｅ 分别表示字出现在词语的中

间（Ｍｉｄｄｌｅ） 和结尾 （Ｅｎｄ），标签 Ｓ 表示单字成词

（Ｓｉｎｇｌｅ）。 字符序列、词序列和标签序列的关系如

图 １ 所示。 在基于字标注的方法成为主流后，学术

界即已开始着重研究特征工程和序列标注模型改

进。 常见的特征包括 ｎ－ｇｒａｍ 特征、词典特征、字符

类别 特 征 和 字 符 重 叠 信 息 等［５］， 模 型 一 般 为

ＣＲＦｓ［６］或结构化感知器［７］ 等。 ２０１１ 年，Ｃｏｌｌｏｂｅｒｔ
等人［８］提出了一套针对词性标注、命名实体识别和

语义角色标注的通用网络结构和学习算法。 以此为

起点，基于深度神经网络的中文分词（序列标注模

型）研究即已陆续涌现，并获得蓬勃发展。 所使用

的网 络 结 构 包 括 多 层 感 知 器 （ Ｍｕｌｔｉ － Ｌａｙｅｒ
Ｐｅｒｃｅｐｔｒｏｎ， ＭＬＰ） ［９］、最大间隔张量网络 （Ｍａｘ －
Ｍａｒｇｉｎ Ｔｅｎｓｏｒ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＭＭＴＮＮ ） ［１０］、
ＧＲＮＮ（Ｇａｔｅｄ Ｒｅｃｕｒｓｉｖｅ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ） ［１１］、长短

时记忆网络（Ｌｏｎｇ－Ｓｈｏｒｔ Ｔｅｒｍ Ｍｅｍｏｒｙ， ＬＳＴＭ） ［１２］

以 及 双 向 ＬＳＴＭ （ Ｂｉｄｉｒｅｃｔｉｏｎａｌ ＬＳＴＭ， Ｂｉ －
ＬＳＴＭ） ［１３］、双向 ＬＳＴＭ－ＣＲＦｓ［１４］ 等。 在深度学习



的浪潮下，研究者们普遍忽视了手工特征，大多数模

型仅使用当前位置的字符信息（ｕｎｉｇｒａｍ）作为输入。
但仍有部分学者的研究表明，在 ＭＬＰ 或 ＭＭＴＮＮ
网络中加入 ｂｉｇｒａｍ 特征可以显著提升模型的效

果［９－１０］。

字符序列 有 幸 来 到 哈 工 大 !

词序列 有幸 来到 哈工大 !

标签序列 B E B E B M E S

图 １　 字符序列、词序列和标签序列示例

Ｆｉｇ． １　 Ｅｘａｍｐｌｅｓ ｏｆ ｃｈａｒａｃｔｅｒ ｓｅｑｕｅｎｃｅ， ｗｏｒｄ ｓｅｑｕｅｎｃｅ ａｎｄ ｌａｂｅｌ

ｓｅｑｕｅｎｃｅ

　 　 研究认为，手工特征作为人类知识的体现，对模

型而言是非常有价值的。 本文将当下热门的双向

ＬＳＴＭ 结构与手工特征相融合，试图说明结合手工

特征和深度神经网络的模型，相比传统中文分词方

法以及不使用额外特征的深度神经网络模型效果更

加优异。

１　 融合手工特征与双向 ＬＳＴＭ 结构的中文

分词方法

　 　 研究中，首先展示模型整体结构，随后依次探讨

了手工特征融入方法、双向 ＬＳＴＭ 结构以及标签预

测方法，最后给出本次研究在模型中所使用的手工

特征。 研究可得剖析论述如下。
１．１　 模型整体结构

从宏观上，本文的模型结构可以分为 ３ 个层次。
第一层将手工特征转变为连续值向量，将该层称为

输入层；第二层为表示学习层，通过双向 ＬＳＴＭ 结构

设计得出各位置间输入向量的特征组合；第三层为

标签预测层，完成标签预测，模型的整体结构如图 ２
所示。
１．２　 手工特征融入神经网络模型的方法

手工特征一般可分为离散特征和连续值特征 ２
类。 对于深度神经网络，其输入一般是连续实值向

量。 因此离散特征往往需要转换为实值向量才能输

入给神经网络。 而对于连续值特征，可以有 ２ 种处

理方式。 一种是将连续值直接输入给网络，另一种

是将连续值离散化，转换为离散特征进行处理。 通

常而言，将连续值离散化能够解决输入稀疏的问题，
有利于模型泛化。 文中就采用了离散化连续值特征

的策略，因此手工特征都成为了离散特征的形式。
将离散特征转换为连续实值向量，一般是通过

映射表的形式完成的。 以 ｕｎｉｇｒａｍ 特征为例，记所

有 ｕｎｉｇｒａｍ 构成字典 Ｄ，ｎ ＝ Ｄ 为字典大小，即

ｕｎｉｇｒａｍ 个数。 首先对 Ｄ 中每个 ｕｎｉｇｒａｍ 编号为 ０，
１，…，ｎ － １， 设某个 ｕｎｉｇｒａｍ 为 ｕ，则 ｉ ＝ Ｄｕ 即为 ｕ 对

应的编号；接着建立一个编号到值向量的映射表 Ｍ，
Ｍｉ 就表示编号为 ｉ 的 ｕｎｉｇｒａｍ 对应的实值向量。

由于选择使用了多种类型的手工特征，在每种

特征均已生成了特征值到实值向量的映射后，还需

要将这些向量组合起来，研究中采取拼接的方法将

所有类型的特征向量组合成为一个输入向量。
整个将手工特征（离散特征）转换为连续实值

向量的过程如图 ３ 所示。 转换流程过后，就达到了

将手工特征融入神经网络的目的，而这也是整个输

入层面临的工作任务。

...

... ...

双向结果拼接层

双向LSTM结构

天 空 不 曾 留 下 鸟 的 痕 迹 ，但 我 已 经 飞 过 。

输入层

表示学习层

标签预测层...

......

图 ２　 模型整体结构图

Ｆｉｇ． ２　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｍｏｄｅｌ

拼接向量映射离散特征输入序列

MkDictk

M1Dict1

哈：24

CN：0
F_Chartype=CN

char=哈

图 ３　 手工特征（离散特征）转变为连续实值向量的流程

Ｆｉｇ． ３　 Ｔｈｅ ｐｒｏｃｅｓｓ ｏｆ ｍａｎｕｌ ｆｅａｔｕｒｅｓ ｔｕｒｎｉｎｇ ｔｏ ｃｏｎｔｉｎｏｕｓ ｒｅａｌ －
ｖａｌｕｅ ｖｅｃｔｏｒ

１．３　 双向 ＬＳＴＭ 结构

双向 ＬＳＴＭ 结构更准确的表述是在双向循环神

经网络（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＲＮＮ）中以 ＬＳＴＭ
作为 ＲＮＮ 单元的结构。

循环神经网络是一种处理时序输入的网络结

构。 ＲＮＮ 结构理论上只包含一个 ＲＮＮ 单元，该单

元将在时间维度上反复循环地处理输入序列，并由
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此而得名。 ＲＮＮ 单元接口和在时间序列上的展开

效果如图 ４ 所示。 ＲＮＮ 考虑了前一个时刻的输出，
因此被认为能够记录输入序列的历史信息。

ＲＮＮ 单元有多种类型。 简易的 ＲＮＮ 单元只是

将输入向量 ｘ 和前一个时刻的状态 ｈｔ －１ 进行非线性

组合，在训练较长的输入序列时容易出现梯度消失

或者梯度爆炸的问题，难以训练模型。 针对此问题，
Ｈｏｃｈｒｅｉｔｅｒ 等人［１５］专门提出了 ＬＳＴＭ 单元，在 ＬＳＴＭ
单元内部引入了控制门和记忆单元，较大程度上解

决了训练过程中可能出现的梯度问题。 此外，其特

征组合的能力也因其内部结构的复杂而更显强大。

...

x1 x2 xn

h1 h2 hn

hpre

x

hout
作为下一
时刻输入

h0

图 ４　 ＲＮＮ 单元接口（左）以及在时间序列上的展开效果（右）
Ｆｉｇ． ４　 ＲＮＮ ｃｅｌｌ ｉｎｔｅｒｆａｃｅ（ ｌｅｆｔ） ａｎｄ ｔｈｅ ｅｘｐａｎｄｉｎｇ ｅｆｆｅｃｔ ｏｎ ｔｉｍｅ

ｓｅｑｕｅｎｃｅ（ｒｉｇｈｔ）

　 　 在 ＲＮＮ 的基础上，Ｓｃｈｕｓｔｅｒ 等人［１６］扩展出了双

向 ＲＮＮ 结构，图 ５ 就提供了双向 ＲＮＮ 结构在长度

为 ３ 的时间序列上的展开效果。 由于前向单元能够

编码历史信息，而后向单元可以融合未来的信息，因
此理论上双向 ＲＮＮ 结构在每个位置上都能够看到

全局的信息。 显而易见，这个特性对中文分词任务

是非常重要的。

输出

后向

前向

输入

t=1 t=2 t=3

图 ５　 双向 ＲＮＮ 的展开结构

Ｆｉｇ． ５　 Ｔｈｅ ｅｘｐａｎｄｉｎｇ ｓｔｒｕｃｔｕｒｅ ｏｆ Ｂｉ－ＲＮＮ

　 　 双向 ＬＳＴＭ 结构搭建了本次研究模型中的表示

学习层。 该层用于设计生成各位置间输入特征向量

的组合，并在每个位置上输出特征组合结果。
１．４　 标签预测方法

在标签预测层，研究将在每个位置独立预测标

签。 就是说，对每个位置上表示学习层的输出向量

均需经过 Ｓｏｆｔｍａｘ 操作才可运算得到每个标签的概

率。 需要注意的是，研究在每个位置上选取标签是

在满足标签限制关系下概率最大的那个。 举例来

说， 假设前一个位置的标签为 Ｓ，那么依据词位标签

的限制关系，当前位置的合法标签候选集就是｛Ｂ，
Ｓ｝，研究会从该集合中选取概率最大的作为预测结

果。
１．５　 手工特征选择

研究在模型中使用的手工特征包括 ｕｎｉｇｒａｍ、
ｂｉｇｒａｍ、词典特征和字符类别特征。 这里，针对其研

究要点可逐一阐释分述如下。
（１）ｕｎｉｇｒａｍ 特征。 即是当前位置的字符特征，

代表着原始的输入信息。
（２）ｂｉｇｒａｍ 特征。 为当前位置字符和下一个位

置字符构成的 ｂｉｇｒａｍ 表示。 特别指出，研究中可令

尾后字符（最后一个位置的后一个位置字符，在原

始输入中并不存在）的表示为 ＥＯＳ，用来与输入序

列中最后一个位置的字符构成 ｂｉｇｒａｍ。 ｂｉｇｒａｍ 表示

对于中文分词尤为重要，因其不仅蕴含着语言模型

的信息，同时有助于扩大输入空间，令模型在标签预

测时更加容易。 ＬＳＴＭ 单元由于兼顾了上一个位置

的状态输出，因此理论上能够自动捕获一定量的

ｂｉｇｒａｍ 信息，这也是目前研究者们试图通过复杂化

网络结构来使得模型仅根据原始输入序列（ｕｎｉｇｒａｍ
特征）就能做出良好预测的理由。 但是，和把学习

ｂｉｇｒａｍ 特征的工作交给模型相比，直接输入 ｂｉｇｒａｍ
信息显然可使模型预测更趋便捷。

（３）词典特征。 使得模型具有了融合词典信息

的能力。 在抽取词典特征前，首先需要构建一个词

典，这既可以从训练集中统计得到，也可以由外部指

定。 特别地，通过外部指定特定领域的词典，模型将

具有一定的领域适应能力。 在词表构建成功后，接
下来就在输入句子的每个位置上对构建的词表做最

大正向匹配，得到在每个位置上以此位置字符开始

的词的最大长度 Ｌｓ、 经过（不包含词首、尾）此位置

的词的最大长度 Ｌｐ 和以此位置字符结尾的词的最

大长度 Ｌｅ， 接着将对这 ３ 个长度值进行离散化，设
计操作如下：

Ｌ′ ＝
Ｌ　 　 Ｌ ＜ ５
５　 　 Ｌ ≥ ５{ （１）

　 　 研究中， 则将离散化后的｛Ｌ′
ｓ， Ｌ′

ｐ， Ｌ′
ｅ｝ 作为当

前位置的词典特征。
（４）字符类别特征。 研究将会判断当前位置的

字符是否是｛数字类，标点类，字母类｝中的某一种。
如果是，则取对应的字符类别，否则取值为“其它

类”。 该特征从字符类别的角度为字符提供了泛化
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表示，使模型的泛化能力更强。

２　 实验结果与分析

在本次实验中采用的数据集为人民日报 １９９８
年上半年数据（约 ３０ 万行、七百万词）和微博数据

（约五万七千行、一百万词）的合并集，具体训练集、
开发集和测试集信息可见表 １。 该数据集规模较

大，能够充分发挥深度神经网络的能力。
表 １　 中文分词数据集详情

Ｔａｂ． １　 Ｔｈｅ ｄｅｔａｉｌ ｏｆ Ｃｈｉｎｅｓｅ ｗｏｒｄ ｓｅｇｍｅｎｔａｔｉｏｎ ｄａｔａ ｓｅｔ

数据集 行数 词语数

训练集 ３３７ ６３８ ７ ７９７ ５２９

开发集 ８ ０００ １７８ ７９２

测试集 １２ ５００ ２７５ ４４０

　 　 为了直观比较模型效果，研究中使用了 ２ 个基

准线模型。 第一个模型为哈尔滨工业大学社会计算

与信息检索研究中心发布的 ＬＴＰ 工具［１７］。 与中文

模型相比，ＬＴＰ 使用相似的手工特征，但通过结构化

感知器来拟合数据，属于线性模型。 第二个基准线

模型为仅使用 ｕｎｉｇｒａｍ 特征的双向 ＬＳＴＭ 模型，除输

入特征不同外，其余部分与本文的模型结构完全一

致。 为了叙述方便，研究中将 ｕｎｉｇｒａｍ 的双向 ＬＳＴＭ
记为 Ｕｎｉ－Ｂｉ－ＬＳＴＭ，将本文的的模型记为 Ａｌｌ－Ｂｉ－
ＬＳＴＭ。

实验参数上，对于 ＬＴＰ，设定使用默认参数完成

训练；Ｕｎｉ－Ｂｉ－ＬＳＴＭ 和 Ａｌｌ－Ｂｉ－ＬＳＴＭ 的参数设置可

见表 ２。
研究中选择使用 Ｆ１ 值作为评价指标，实验结

果详见表 ３。 根据实验结果，融合手工特征和双向

ＬＳＴＭ 结构的方法取得了最优的效果，且相比其余 ２
种方法提升明显。 ＬＴＰ 作为传统中文分词方法的代

表，在开发集和测试集上均取得了不错的效果，但是

其在测试集上的 Ｆ１ 值相比在开发集上低 ０．１３ 个百

分点，高于 Ｕｎｉ－Ｂｉ－ＬＳＴＭ 的 ０．１１ 和 Ａｌｌ－Ｂｉ－ＬＳＴＭ
的 ０．０７，这表明在此数据集上基于 Ｂｉ－ＬＳＴＭ 的方法

泛化能力更强。 仅使用 ｕｎｉｇｒａｍ 特征的 Ｕｎｉ －Ｂｉ －
ＬＳＴＭ 方法效果最差，相比 Ａｌｌ－Ｂｉ－ＬＳＴＭ 在开发集

上低 １．６５ 个百分点，测试集上低 １．６９ 个百分点。 这

表明仅是通过双向 ＬＳＴＭ 结构去自动学习输入中的

特征还是不够的，引入手工特征能够显著提升模型

效果。 最后，同样基于手工特征，使用 Ｂｉ－ＬＳＴＭ 结

构的 Ａｌｌ－Ｂｉ－ＬＳＴＭ 方法比使用结构化感知器的 ＬＴＰ
效果优异，在开发集和测试集上分别高 ０．２８ 和 ０．３４
个百分点，这说明 Ｂｉ－ＬＳＴＭ 结构的特征组合能力更

加强大。
表 ２　 Ｕｎｉ－Ｂｉ－ＬＳＴＭ 和 Ａｌｌ－Ｂｉ－ＬＳＴＭ 参数设计

Ｔａｂ． ２　 Ｐａｒａｍｅｔｅｒ ｄｅｔａｉｌｓ ｏｆ Ｕｎｉ－Ｂｉ－ＬＳＴＭ ａｎｄ Ａｌｌ－Ｂｉ－ＬＳＴＭ

参数项 Ｕｎｉ－Ｂｉ－ＬＳＴＭ Ａｌｌ－Ｂｉ－ＬＳＴＭ

ｕｎｉｇｒａｍ 特征向量维度 ５０ ２５

ｂｉｇｒａｍ 特征向量维度 － ５０

词典特征维度 － ５

字符类型特征维度 － ５

ＬＳＴＭ 单元隐层维度 １００ １００

ＬＳＴＭ 单元层数 １ １

参数优化方法 ＳＧＤ ＳＧＤ

学习率 ０．０１ ０．１

迭代轮次 １５ １５

　 　 注：学习率在｛０．０１， ０．０５， ０．１｝三个候选值中搜索，取在开发集

上取得最优效果的值作为最终参数值。
表 ３　 实验结果

Ｔａｂ． ３　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ％

方法 开发集 Ｆ１ 值 测试集 Ｆ１ 值

ＬＴＰ ９６．６９ ９６．５６

Ｕｎｉ－Ｂｉ－ＬＳＴＭ ９５．３２ ９５．２１

Ａｌｌ－Ｂｉ－ＬＳＴＭ ９６．９７ ９６．９０

３　 结束语

本文探讨了将手工特征和双向 ＬＳＴＭ 结构相融

合的中文分词方法，该方法既融入了人类的先验知

识，又引入了深度神经网络模型对于输入特征的组

合能力。 实验结果表明，本文的方法相比传统基于

手工特征的方法有较大提升，相比不使用额外手工

特征的双向 ＬＳＴＭ 模型则有长足可观的大幅提升。
这也进一步验证了本文提出的融合手工特征和双向

ＬＳＴＭ 结构的中文分词方法的有效性。
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