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水质监测无人船路径规划方法研究

吕扬民， 陆康丽， 王　 梓
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摘　 要： 水质监测无人船对问题水域进行监测时，由于地形或天气原因使工作人员无法在视野中对水质监测无人船实时操

作，需要 ＵＳＶ 的自主路径规划到指定水位进行检测。 针对以上问题，本文提出利用无人船在未知水域中获得障碍物的分布信

息，通过用 Ｑ 学习算法对数据训练以规划路径，再利用 ＢＰ 神经网络的反馈进行权值的调整得到奖励值 Ｒ， 反馈给 Ｑ 学习算

法进行 Ｑ 值迭代，其过程中选择不同的动作方向使 Ｑ 值达到最优，从而使路径达到最优。 最后通过实验仿真验证了该算法收

敛速度更快，有效地提高路径规划效率，证明了该无人船路径规划算法的可行性。
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０　 引　 言

水质监测是水质评价和预防水污染的主要方

法。 随着工业废水的增多，水体污染的问题则引发

高度关注，水污染动态监测的研究已然刻不容缓。
但是因为传统的水质监测方法步骤繁多、并耗时不

菲，而且获取到的数据多样性、准确性也远远未能满

足决策的需求［１］。 基于上述问题，多种水质监测方

法已陆续进入学界视野。 如曹立杰等人［２］ 提出通

过建立传感器网络，得到较为精准的水质反演模型。
田野等人［３］ 提出通过水质模型对卫星数据进行反

演，得到监测水域的水质参数分布图。 但是以上方

法却无法灵活地更换监测水域，工程量大、且时效性

欠佳，相较而言水质监测无人船体积小便于携带、监
测领域不受地形影响，能连续性原位进行多项水质

参数监测，使监测结果更具有多样性和准确性。
无人驾驶船（Ｕｎｍａｎｎｅｄ Ｓｕｒｆａｃｅ Ｖｅｈｉｃｌｅ，ＵＳＶ）

是一种能够在未知水域环境下自主航行，并完成各

种任务的水面运动平台［４］，其研究内容主要涉及了

自动驾驶、自主避障、航行规划和模式识别等热门方

向［５］。 故而，目前已广泛应用于军事领域的扫雷、
侦察和反潜作战等方面，同时还可以用于民用领域

的水文气象探测、环境监测和水上搜救等专项服务

中［６－８］。 但由于水质的流动性，可以流经多种复杂

地形，如流经洞穴时等，工作人员将无法探测；或又

由于天气的多变，如水域长期处于多雾天气，致使工

作人员视线受阻，因而无法实时准确地掌控操作

ＵＳＶ。 综合上述分析后可知，就可以利用 ＵＳＶ 的自

主航行到达目标水位进行检测，而自主航行功能的

实现即需用到本文下面拟将系统展开研究的路径规

划技术。
ＵＳＶ 路径规划技术是指 ＵＳＶ 在作业水域内，按

照一定性能指标（如路程最短、时间最短等）搜索得

到一条从起点到目标点的无碰路径［９］，是 ＵＳＶ 导航

技术中核心组成部分，同时也代表着 ＵＳＶ 智能化水

准。 目前常用的规划方法主要有粒子群算法［１０］、



Ａ∗算法［１１］、可视图法［１２］、人工势场法［１３］、蚁群算

法［１４］等，但其方法多用于已知环境条件下。
当前对于已知环境下的航迹规划问题已经得到

了较好的解决，但 ＵＳＶ 在未知水域作业执行任务之

前却无法得到将要监测水域的环境信息，无法通过

基于已知环境信息的路径规划方法去求出 ＵＳＶ 航

行路线［１５］。 此外，由于监测水域环境复杂，传感器

信息众多，系统的计算工作量大，致使 ＵＳＶ 存在实

时性差、障碍物前振荡等缺点。 因此 ＵＳＶ 路径规划

亟需研究算法简单、实时性强、且能控制系统中的不

确定现象的路径规划算法，所以有必要引入具有自

主学习能力的方法，其中基于 Ｑ 学习算法的路径规

划适合于在未知环境中的路径规划。 现阶段研究

中，郭娜［１６］即在传统 Ｑ 学习算法基础上，采用模拟

退火方法进行动作选择，解决探索与利用的平衡问

题。 陈自立等人［１７］ 提出采用遗传算法建立新的 Ｑ
值表以进行静态全局路径规划。 董培方等人［１８］ 把

人工势场法加入 Ｑ 学习算法中，以引力势场作为初

始环境先验信息，再对环境逐层搜索，加快 Ｑ 值迭

代。
在此基础上，本文提出了一种基于 ＢＰ 神经网

络的 Ｑ 学习强化学习路径规划算法，以神经网络拟

合 Ｑ 学习方法中的 Ｑ 函数，使其能够以连续的系统

状态作为输入，并通过经验回放和设置目标网络方

法显著提高网络在训练过程中的收敛速度。 经过实

验仿真，验证了本文所提出改进路径规划方法的可

行性。

１　 问题描述

ＵＳＶ 路径规划的实质是在一定标准下找出从

初始位置到最终位置的最佳无碰撞安全路线。
ＵＳＶ 路径规划研究中，首先需要建立一个可航

行的环境模型。 假设 ＵＳＶ 的航行环境为存在着一

定数量的静态障碍物的二维空间，采用栅格法对此

区域进行分割。 将栅格区域的左下角设为空间坐标

系原点， 水平向右为 Ｘ 轴，垂直向上为 Ｙ 轴，划分为

ｎ∗ｎ 栅格坐标系。 如此一来，该问题就简化为在静

态环境中寻找从开始点到终点的无碰撞的最优路

径。
设计中运用神经网络拟合函数，输入为 ＵＳＶ 的

当前状态，ＵＳＶ 的状态是以当前位置来表示，即空

间坐标 ｓ； ＵＳＶ 路径规划的输出是下一时刻的转角，
即动作 ａ。 环境状态信息则是以障碍物的位置和大

小及目标点的位置来表示，不同环境下障碍物出现

的位置不同，目标点的设定位置也不同。 网络的输

出个数为动作空间的数量，每个输出表示在当前状

态下， 采取对应动作后的期望奖励大小 Ｒ（ ｓ）。 对

此内容可研究详述如下。

２　 基于改进 Ｑ 学习的无人船路径规划方法

２．１　 基于传统 Ｑ 学习的路径规划方法

Ｑ 学习是基于马尔科夫决策过程 （ Ｍａｒｋｏｖ
Ｄｅｃｉｓｉｏｎ Ｐｒｏｃｅｓｓ） 来描述问题，通过 ＵＳＶ 与环境的

互动积累经验，同时不断更新 ＵＳＶ 的策略，使其做

出的决策能够获得更高的奖励。 常用的强化学习方

法包括模仿学习、Ｑ 学习及策略梯度法等。 而且进

一步研究可知，Ｑ 学习方法不需要收集训练数据，且
能够生成决定性策略，因而适用于 ＵＳＶ 在未知水域

进行路径规划问题。
马尔科夫决策过程包含 ４ 个元素，分别是： Ｓ，

Ａ，Ｐｓ，ａ，Ｒ。 其中， Ｓ 表示 ＵＳＶ 所处的系统状态集

合，即 ＵＳＶ 在当前的状态及当前环境的状态，如障

碍物的大小和位置； Ａ 表示 ＵＳＶ 所能采取的动作集

合，即 ＵＳＶ 转动的方向； Ｐｓ，ａ 表示系统模型，即系统

状态转移概率， Ｐ（ ｓ＇ ｜ ｓ，ａ） 描述了在当前状态 ｓ 下，
执行动作 ａ 后，系统到达状态 ｓ＇ 的概率； Ｒ 表示奖励

函数，由当前的状态和所采取的动作决定。 把 Ｑ 学

习看成找到策略使综合评价最大的增量式规划，Ｑ
学习的设计思想是不考虑环境因素，而是直接优化

一个可迭代计算的 Ｑ 函数，定义函数为在状态 ｓｔ 时
执行动作 ａｔ， 且此后最优动作序列执行时的折扣累

计强化值，即：
Ｑｔ ＋１（ ｓｔ，ａｔ） ＝ Ｒ（ ｓｔ） ＋ γ ｍａｘ

ａｔ
｛Ｑ（ ｓｔ ＋１，ａｔ）｝ （１）

　 　 其中， γ 为折扣因子，其值 ０ ≤ γ ≤ １；Ｒ（ ｓｔ） 为

奖励函数，其值为正数或者负数。
在初始阶段学习中，Ｑ 值可能是不正确地反映

了其所定义的策略，初始 Ｑ０（ ｓ，ａ） 对于所有的状态

和动作假定是给出的。 这里，若设给定环境的状态

集合为 ｓ， ＵＳＶ 可能的动作集合 Ａ 选择性较多，数据

量大，需要用到可观的系统内存空间，且无法被泛

化。 为了克服上述不足，对传统 Ｑ 学习进行改进，
采用 ＢＰ 神经网络实现 Ｑ 值迭代，网络的输入对应

描述环境的状态，网络的输出对应每个动作的 Ｑ
值。
２．２　 改进的 Ｑ 学习路径规划算法

Ｑ（λ） 算法借鉴了 ＴＤ（λ） 算法，通过回溯技术

让数据不断地进行传递，使得某一状态的动作决策

也会受到其后续状态的影响。 如果未来某一决策 π
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是失败的，那么当前的决策也要承担相应的惩罚，会
把这种影响追加到当前决策；如果未来某一决策 π
是正确的，那么当前的决策也会得到相应的奖励，同
样也会影响当前决策。 结合改进后能够提高算法的

收敛速度，满足学习的实用性。 改进的 Ｑ（λ） 算法

更新规则为：
Ｑ（ ｓｔ，ａｔ） ＝ Ｑ（ ｓｔ，ａｔ） ＋ αδ＇

ｔ （２）
　 　 其中， α 为学习率， δ＇

ｔ 为 ＴＤ（λ） 误差，其值为：
δ＇
ｔ ＝ Ｒ（ ｓｔ） ＋ γＶ（ ｓｔ ＋１） － Ｑ（ ｓｔ，ａｔ） （３）

　 　 其中，值函数 Ｖ（ ｓ） ＝ ｍａｘ
ａ
Ｑ（ ｓ，ａ）。

另外，也可以把 ＴＤ（０） 误差定义为：
δｔ ＋１ ＝ Ｒ（ ｓｔ ＋１） ＋ γＶ（ ｓｔ ＋２） － Ｖ（ ｓｔ ＋１） （４）

　 　 在这一过程中，也应用了折扣因子 λ ∈ ［０，１］，
并以此对将来步骤中的 ＴＤ 误差进行折扣，其数学

公式可表示为：
Ｑ（ ｓｔ，ａｔ） ＝ Ｑ（ ｓｔ，ａｔ） ＋ αδλｔ （５）

　 　 文中， ＴＤ（λ） 的误差 δλｔ 将定义为：

δλｔ ＝ δ＇
ｔ ＋ ∑¥

ｉ ＝ １
（γλ） ＇δｔ ＋ｉ （６）

　 　 只要将来的 ＴＤ 误差未知，前述的更新就无法

进行。 但是，通过使用跟踪迹就可以逐步求得其值。
下面将 ηｔ（ ｓ，ａ） 定义为特征函数：在 ｔ 时刻 （ ｓ，ａ） 发

生，则返回 １，否则返回 ０。 为了简化，忽略学习效

率，对每个 （ ｓ，ａ） 定义一个跟踪迹 ｅｔ（ ｓ，ａ）， 如式

（７）所示：

ｅｔ（ ｓ，ａ） ＝ ∑ ｔ －１

ｔ ＝ ｉ
（γλ） ｔ －ｉηｔ（ ｓ，ａ）

ｅｔ（ ｓ，ａ） ＝
１　 　 　 　 　 ｓ ＝ ｓｔ，ａ ＝ ａｔ

γλｅｔ －１（ ｓ，ａ）　 ｏｔｈｅｒ{ （７）

　 　 那么在时刻 ｔ 在线更新为：
Ｑ（ ｓ，ａ） ＝ Ｑ（ ｓ，ａ） ＋ α［δ＇

ｔηｔ（ ｓ，ａ） ＋
δｔｅｔ（ ｓ，ａ）］ （８）

　 　 强化学习希望使系统运行时收获的总体收益期

望最大，即 Ｅ（Ｒ（ ｓ０） ＋ γＲ（ ｓ１） ＋ γ２Ｒ（ ｓ２） ＋ …） 最

大。 为此需要找到一个最优策略 π ，使得当 ＵＳＶ 依

照 π 进行决策和运动时，获得的总收益最大。 通

常，强化学习的目标函数为以下其中之一：
Ｖπ（ｓ） ＝ Ｅ（Ｒ（ｓ０） ＋ γＲ（ｓ１） ＋ γ２Ｒ（ｓ２） ＋… ｜ ｓ０ ＝ ｓ，π）
Ｑπ（ｓ，ａ）＝ Ｅ（Ｒ（ｓ０） ＋γＲ（ｓ１） ＋γ２Ｒ（ｓ２） ＋…｜ ｓ０ ＝ ｓ，ａ０ ＝ ａ，π）

（９）
　 　 其中， Ｖπ（ ｓ） 表示在当前初始状态 ｓ 下，依照策

略 π 的决策运动所能获得的期望收益；而 Ｑπ（ ｓ，ａ）
表示在当前状态 ｓ 下采取动作 ａ， 之后所有的状态

下都按照策略 π 的决策运动所能获得的期望收益。
在 Ｑ 学习中目的就是找到最优策略 π∗， 使得 π∗ ＝

ａｒｇｍａｘ
π

Ｑπ（ ｓ，ａ）。

定义 Ｑ∗（ ｓ，ａ） ＝ ｍａｘ
π

Ｑπ（ ｓ，ａ），Ｑπ（ ｓ，ａ） 指在状

态 ｓ 时执行动作 ａ， 而此后的所有状态下都遵循最

优策略进行运动所能收获的期望收益大小。 假设

Ｑ∗（ ｓ，ａ） 已知，那么可以很容易地由 Ｑ∗（ ｓ，ａ） 生成

π∗，只要对每个 ｓ 均使得 π∗（ ｓ） ＝ ａｒｇｍａｘ
π

Ｑ∗（ ｓ，ａ）

成立。 这样，求取最优策略的问题就转化为求

Ｑ∗（ ｓ，ａ）。 由于有：
Ｑ∗（ ｓ，ａ） ＝ Ｒ（ ｓ０） ＋ γＥ（Ｒ（ ｓ１） ＋

γＲ（ ｓ２） ＋ … ｜ ｓ１，ａ１） （１０）
　 　 且 ａ１ 由 π∗ 决定，则：

ａ１ ＝ π∗（ ｓ１） ＝ ａｒｇｍａｘ
ａ

Ｑ∗（ ｓ１，ａ） （１１）

　 　 那么，可得出：
Ｑ∗（ ｓ０，ａ０） ＝ Ｒ（ ｓ０） ＋ γ ｍａｘ

ａ
Ｑ∗（ ｓ１，ａ） ＋

α［δ＇
１η１（ ｓ，ａ） ＋ δ１ｅ１（ ｓ，ａ）］ （１２）

　 　 式（１２）称为贝文曼方程。 该方程是以递归的

形式定义了 Ｑ∗（ ｓ，ａ）， 从而使得 Ｑ 函数可以被迭代

求出。
传统 Ｑ 学习算法中，Ｑ 函数是以表格的形式保

存并更新，但在 ＵＳＶ 避障路径规划中，遭遇的障碍

物可能出现在空间中任意位置，若以表格的形式 Ｑ
函数将难以描述在连续空间中出现的障碍物。 针对

这一状况，本文在 Ｑ 学习基础上，将展开深度 Ｑ 学

习以 ＢＰ 神经网络来拟合 Ｑ 函数，其输入状态 ｓ 是
连续变量。 通常，以非线性函数拟合 Ｑ 函数时学习

过程难以收敛，对此研究就采用了经验回放和目标

网络的方法改善学习稳定性。
２．３　 ＢＰ 神经网络结构与奖励函数设定

在强化学习中，奖励函数的设计将直接影响学

习效果的好坏。 通常，奖励函数对应着人对某项任

务的描述，通过奖励函数的设计即可将任务的先验

知识成功融入学习中。 在 ＵＳＶ 路径规划中，本次研

究在致力于使 ＵＳＶ 尽快到达目标位置的同时，还期

望在航行过程中能够保证安全，并避免与障碍物相

撞。 为此本文将奖励函数分为 ３ 种，具体就是：ＵＳＶ
与目标位置的距离进行奖励、ＵＳＶ 到达目标位置进

行奖励、ＵＳＶ 与障碍物相撞进行惩罚。 文中，可将

奖励函数写为如下数学形式：

Ｒ（ ｓ） ＝
－ ０．１　 其它

　 １０　 无人船到达目标位置

－ １０　 无人船与障碍物相撞

ì

î

í

ïï

ïï

（１３）

　 　 从量级上看，第一、二种的奖励值比第三的奖励

值大。 因为对于 ＵＳＶ 避障任务来说，其主要目标就
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是避开障碍物且达到目标位置，而不是仅仅缩短

ＵＳＶ 与目标位置的距离。 加入此项的原因在于，如
果仅仅对 ＵＳＶ 达到目标位置和 ＵＳＶ 撞上障碍物进

行奖励和惩罚，那么在运动过程中将会有大量的步

骤所得奖励皆会为 ０，这会使得 ＵＳＶ 在大部分情况

下不会启用改进策略，学习效率偏低。 而加入该项

奖励相当于加入了人对此项任务的先验知识，使得

ＵＳＶ 在学习和探索时更有效率。 综上可得，本文研

发算法的整体设计流程如图 １ 所示。

结束

抵达目标位置?

基于策略π选择动作

开始

初始化

随机设定训练目标

随动选择动作a

执行动作并获得回报

更新Q(s,a)的输出权值W

达到终止条件？

输入当前目标

训练完成？

Y

N

Y

N

Y

N

图 １　 整体流程图

Ｆｉｇ． １　 Ｏｖｅｒａｌｌ ｆｌｏｗ ｃｈａｒｔ

　 　 由图 １ 可见，对流程中各步骤可做阐释解析如

下。
Ｓｔｅｐ１　 初始化经验回放存储区 Ｄ。
Ｓｔｅｐ２　 初始化 Ｑ 网络，状态、动作赋初始值。
Ｓｔｅｐ３　 随机选择动作 ａｔ， 得到当前奖励 ｒｔ， 下

一时刻状态 ｓｔ ＋１， 将 （ ｓｔ，ａｔ，ｒｔ，ｓｔ ＋１） 存入 Ｄ。
Ｓｔｅｐ４　 从存储区 Ｄ 中随机采样一批数据 （ ｓｔ，

ａｔ，ｒｔ，ｓｔ ＋１） 进行训练。 当 ＵＳＶ 达到目标位置，或超

过每轮最大时间时的状态都认为是最终状态。
Ｓｔｅｐ５　 如果 ｓｔ ＋１ 不是最终状态，则返回 Ｓｔｅｐ３；

若 ｓｔ ＋１ 是最终状态，则更新 Ｑ 网络参数，并返回

Ｓｔｅｐ３。 重复一定轮数后，算法结束。
Ｄ 为经验回放存储区，用来存储 ＵＳＶ 航行过

程，并采集训练样本。 经验回放的存在使得每次训

练时的多个样本在时间上不是连续的，从而最小化

样本之间的相关性，而且也增强了样本的稳定性和

准确性。

３　 实验仿真

为了检验本文研发设计的路径规划算法性能，

本文在 Ｍａｔｌａｂ２０１４ａ 软件上进行仿真实验。 在实验

中，仿真环境为 ２０∗２０ 的区域，折扣因子 γ 取值为

０．９，存储区 Ｄ 大小设为 ４０ ０００，循环次数 １ ０００，神
经网络第一层有 ６４ 个神经元，第二层有 ３２ 个神经

元。 在训练的每一轮中，每当 ＵＳＶ 撞到障碍物或

ＵＳＶ 到达目标位置时，该轮都立即结束，并返回一

个奖励。
为验证本文方法的准确性，将采用文献［１６］中

的迷宫地形来构建实验，但是由于文献［１６］中的迷

宫地形偏于简单，本文将设计 ３ 种不同地形来进行

算法的比较，图 ２ 为复杂水域地形，图 ３ 为简易同心

圆迷宫地形，图 ４ 为复杂迷宫地形。 对本文改进算

法与传统 Ｑ 学习算法在以上地形进行仿真，由路径

图可以看出，蓝色代表的改进算法路线相比传统 Ｑ
学习算法仿真的路线，路径长度更短，更加简捷。 由

标准误差图可以看出，改进算法比传统 Ｑ 学习算法

提前三分之一进入收敛稳定状态。
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图 ２　 复杂水域地形仿真
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图 ３　 简易同心圆迷宫仿真
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（ｂ）Ｍａｐ ｏｆ ｓｔａｎｄａｒｄ ｅｒｒｏｒ
图 ４　 复杂迷宫仿真图

Ｆｉｇ． ４　 Ｍａｐ ｏｆ ｃｏｍｐｌｅｘ ｍａｚｅ ｓｉｍｕｌａｔｉｏｎ

　 　 在前述基础上，再以临安东湖水域实际环境背

景为例进行实验仿真。 从图 ５（ａ）中看出，ＵＳＶ 在仿

真过程中并未出现与障碍物相撞且路径规划过程简

单、且快捷。 图 ５（ｂ）为标准误差曲线。 由图 ５ 可以

看出，在训练次数达到 ５６ 次时，曲线趋于平稳，说明

已经大致规划出一条安全快捷的整体路线，此时在

多数情况下 ＵＳＶ 都能避开障碍物到达目标位置。
由此可以推出如下结论，基于 ＢＰ 神经网络的改进

Ｑ 学习算法比传统 Ｑ 学习算法，学习收敛速度更

快，路径更优化。
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（ｂ）误差分析图
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图 ５　 东湖背景仿真

Ｆｉｇ． ５　 Ｍａｐ ｏｆ ｅａｓｔ ｌａｋｅ ｂａｃｋｇｒｏｕｎｄ ｓｉｍｕｌａｔｉｏｎ

４　 结束语

本文用强化学习的方法解决水质监测无人船在

未知水域进行水质监测时自主导航路径规划问题，通
过 ＢＰ 神经网络拟合 Ｑ 函数，在训练后即能根据当前

环境中障碍物的实时信息做出正确决策。 仿真结果

表明，该方法能够使水质监测无人船在未知环境根据

不同的状态规划出可行路径，决策时间短、路线更优

化，而且能够满足在线规划的实时性要求，从而克服

传统Ｑ 学习路径规划方法计算量大、收敛速度慢的缺

点，能在第一时间实现问题水域的有效监测。
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