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摘　 要:
 

越来越多的研究表明识别药物相关的副作用有利于降低药物研发的成本和时间。 新近的方法侧重于整合药物和副

作用的多源数据,以预测药物的有潜力的候选副作用。 然而,多个药物-副作用异构图中的节点的多样属性尚未得到充分利

用。 本文提出了新的药物-副作用关联预测方法,来编码和整合来自多个异构图的多样属性。 针对 2 种药物相似性,分别构

建了 2 个药物-副作用异构图,以整合和表示药物与副作用相关的相似性和关联连接。 每个异构图具有其特定的属性,不同

属性表示对于预测药物相关的候选副作用的贡献不同,本文建立了表示级注意机制来对其自适应地加以融合。 同时进一步

建立了基于空洞卷积神经网络的药物-副作用关联预测策略,通过扩大卷积核的感受野来增强卷积层的特征提取能力。 本文

采用五倍交叉验证的方法进行相关实验,实验结果表明本文的预测模型优于其他几个对比方法。
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Abstract:
 

A
 

increasing
 

number
 

of
 

evidences
 

have
 

shown
 

that
 

inferring
 

drug-related
 

side
 

effects
 

can
 

help
 

reduce
 

drug
 

development
 

cost
 

and
 

time.
 

Recent
 

methods
 

focused
 

on
 

integrating
 

multi - source
 

data
 

about
 

the
 

drugs
 

and
 

side
 

effects
 

to
 

predict
 

potential
 

candidate
 

side
 

effects
 

for
 

the
 

drugs.
 

However,
 

the
 

various
 

node
 

attributes
 

in
 

the
 

multiple
 

drug-side
 

effect
 

heterogeneous
 

graphs
 

have
 

not
 

been
 

fully
 

utilized.
  

The
 

paper
 

proposes
 

a
 

novel
 

drug-side
 

effect
 

association
 

prediction
 

method
 

to
 

encode
 

and
 

integrate
 

diverse
 

attributes
 

from
 

multiple
 

heterogeneous
 

graphs.
 

For
 

two
 

kinds
 

of
 

drug
 

similarities,
 

two
 

drug-side
 

effect
 

heterogeneous
 

graphs
 

are
 

constructed
 

respectively
 

to
 

denote
 

the
 

similarity
 

and
 

association
 

connections
 

among
 

the
 

drug
 

and
 

side
 

effect
 

nodes.
 

Each
 

heterogeneous
 

graph
 

has
 

its
 

own
 

specific
 

attributes,
 

and
 

the
 

representations
 

from
 

multiple
 

graphs
 

have
 

different
 

contribution
 

to
 

the
 

prediction
 

of
 

drug-related
 

candidate
 

side
 

effects,
 

therefore
 

representation-level
 

attention
 

is
 

built
 

to
 

adaptively
 

fuse
 

them.
 

A
 

drug-
side

 

effect
 

association
 

prediction
 

strategy
 

based
 

on
 

a
 

dilation
 

convolutional
 

neural
 

network
 

is
 

further
 

established
 

to
 

enhance
 

the
 

feature
 

extraction
 

capability
 

of
 

the
 

convolutional
 

layer
 

by
 

extending
 

the
 

receptive
 

field
 

of
 

the
 

convolutional
 

kernel.
 

The
 

paper
 

performs
 

five-
fold

 

cross
 

validation
 

for
 

estimating
 

the
 

prediction
 

method,
 

and
 

the
 

experimental
 

results
 

show
 

that
 

the
 

proposed
 

prediction
 

method
 

outperforms
 

several
 

advanced
 

prediction
 

methods.
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0　 引　 言

药物相关副作用是指应用药物后引起的超出治

疗预期的不利变化,会造成药物在临床试验的失

败[1-3] 。 因此,识别药物相关副作用有助于降低药

物开发的成本和时间[4-5]
 

,计算机预测方法已经被

证实有助于为后续的生物实验筛选可靠的药物相关

副作用候选[6-7] 。



现有的工作大致可以分为 3 类。 具体如下。
(1)第一类方法。 是利用了与药物相关的生物

信息来预测潜 在 的 副 作 用。 Iorio 等 学 者[8] 和

Wishart 等学者[9] 分别利用药物治疗后多个细胞系

的基因表达谱的相似性来预测药物意外的不良反

应。 然而,这 2 种方法受限于存在未知的分子差

异[9]
 

。 因此,难以大规模应用此类方法预测可靠的

药物相关副作用候选。
(2)第二类方法。 通过建立基于机器学习的模

型预测药物和副作用之间的关联。 Pauwels 等学者

分别采用 4 种机器学习算法用于构建预测模型来预

测药物的潜在副作用,包括 K 近邻算法和支持向量

机[10] 。 此外,Zhang 等学者[11] 根据已知的药物-副

作用关联和可用的药物特征提出特征派生图正则化

矩阵分解方法来预测药物中尚未观察到的副作用。
然而,这些方法都是浅层预测模型,无法有效学习药

物和副作用节点之间更深层次的关联。
(3)第三类方法。 基于深度学习整合药物和副

作用节点间更深层的特征以提高模型预测性能。
Une 等学者建立了基于多层感知器(MLP)、残差连

接 MLP、多模态神经网络等 5 种预测模型[12] 。 一些

研究整合药物和副作用的相似性信息,并通过深度

神经网络[13]和图注意力神经网络[14] 来预测药物相

关副作用。 但是这些方法都忽视了由多种关系构建

的异构网络对预测药物潜在相关副作用的重要性。
本文提出了一个 RADCN 预测模型,通过表示级注

意力机制从不同异构图中编码和融合其特有的节点

属性信息[15] ,利用空洞卷积扩大感受野[16] ,增强卷

积层的特征提取能力来提高模型预测性能。

1　 材料和方法

研究的主要目的是预测给定药物的潜在相关副

作用。 考虑到与药物和副作用相关的多源数据,建
立了一个具有表示层级注意力机制的空洞卷积预测

模型。 首先,基于 2 种类型的药物相似性、副作用相

似性和药物-副作用关联构建了 2 个不同的双层异

构图。 接下来,又提出一种新的注意力机制以深度

整合 2 个异构图中的属性表示,并从中提取药物-
副作用的节点对。 通过空洞卷积来编码整合后的药

物-副作用节点对属性的细节和特征,获得关联预

测得分,这反映出药物具有相应副作用的可能性。
1. 1　 相关数据集

数据集来自文献[17],最初收集自 SIDER 数据

库和比较毒理基因组学数据库(CTD)。 包含药物-

副作用关联、药物-疾病关联和药物相似性。 共有

708 个药物和 4
 

192 个副作用被分析, 涵盖了由

SIDER 数据库提供的 80
 

164 对已知关联。 从比较

毒理基因组学数据库中提取到 199
 

214 对药物-疾

病关联,涉及了 708 个药物和 5
 

603 个疾病[18] 。 药

物相似性基于化学亚结构计算。
1. 2　 药物和副作用的多源数据矩阵表示

1. 2. 1　 药物-副作用异构图

分别基于化学子结构和药物相关疾病的 2 种药

物相似性,构建 2 个不同的药物-副作用异构图。
分别表示为 Gchem = (Vchem,Echem) 和 Gdise = (Vdise,
Edise), 其中节点集 V = {Vm ∪ Vs},这里 Vm 是药物节

点的集合, Vs 表示副作用节点的集合。 边集 E 由节

点之间边组成,节点 vi 和 vj 之间的边用 eij ∈ E 表

示。 异构图 Gchem 和 Gdise 都包含 3 种类型的边,分别

是药物-药物相似性连接边、副作用-副作用相似性

连接边和药物-副作用关联边。
1. 2. 2　 药物相似性表示

基于药物的化学子结构和药物相关的疾病,研
究获得了 2 个药物相似性矩阵,定义如下:

Mk =
Mchem = (Mchem) ij ∈ ℝ Nr ×Nr

Mdise = (Mdise) ij ∈ ℝ Nr×Nr{ (1)

　 　 其中, Nr 表示药物数量, Mk(k = chem,dise) 分

别是基于药物的化学亚结构和药物相关疾病计算得

到的相似性。
当 2 个药物 ri 和 r j 具有更多共同的化学子结构

时,通常具有更相似的功能。 基于这一生物前提,
Mchem 由 LRSSL[19] 使用余弦相似性度量计算得到。
在计算 Mdise 时,如果 2 个药物有着越多相同的关联

疾病,意味着这 2 种药物具有越高的相似度。 使用

Wang 等学者的方法[20] ,研究中以药物 ri 和 r j 为例,
要先获得与 ri 相关的疾病集 Dri

= B{di1
,di2

,…,din
}

和与 r j 相关的疾病集 Dr j
= {d j1

,d j2
,…,d jm

}。 本次

研究将 Dri
和 Dr j

之间的相似性,作为药物 ri 和 r j 之
间的相似性。
1. 2. 3　 副作用相似性表示

副作用相似性由矩阵 S 表示:

S =(S) ij ∈ ℝ Ns×Ns (2)
　 　 其中, Ns 表示副作用的节点数量。 当副作用 si
和 s j 具有更多相同的关联药物时,彼此之间更可能

相似。 由此使用 Wang 等学者的方法[20] ,首先分别

获得与副作用 si 和 s j 相关的药物集 Msi
和 Ms j

。 计

算出药物集 Msi
和 Ms j

之间的相似性,得出的结果作
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为副作用 si 和 s j 之间的相似性,然后得到副作用相

似性矩阵。 (S) ij 表示 si 和 s j 之间的相似程度,变化

范围在 0 ~ 1 之间,值越大表示对应相似性越高。
1. 2. 4　 药物-副作用关联表示

矩阵 O 记录药物和副作用之间已知关联情况,
定义为:

O =(O) ij ∈ ℝ Nr ×Ns (3)
　 　 根据观察到的药物与副作用相关性,矩阵显示

了 Nr 个药物和 Ns 个副作用之间的关联案例。 每行

和每列分别表示一个药物和一个副作用。 如果药物

ri 和副作用 s j 相关,则 (O) ij 设为 1,否则为 0。
1. 2. 5　 药物-副作用异构图的邻接矩阵

为了整合药物副作用之间的多种联系,研究构

建了 2 个双层异构图的属性矩阵 Hk。 根据已知的

药物-副作用关联案例,就在药物相似性和副作用

相似性网络之间添加边,连接 Nr 个药物和 Ns 个副

作用节点。 当 (O) ij = 1 时,将药物 ri 和副作用 s j 连
接。 计算公式如下:

Hk =
Mk

 

O
OT

 

S
é

ë

ê
ê

ù

û

ú
ú

∈ ℝ Nv×Nv (4)

　 　 其中, Nv 表示药物和副作用的节点总数 (Nv =
Nr + Ns)。 O 的转置矩阵定义为 OT,这里 k = chem
或 dise。
1. 3　 药物-副作用关联预测模型

本次研究中建立了一个具有表示层级注意力机

制的空洞卷积神经网络模型用于预测药物-副作用

关联见图 1。 通过空洞卷积来学习药物-副作用异

构图中注意力增强后的节点对属性表示。

空洞卷积

零填充

表示级
注意力
机制

Hchem

Hchem

HdiseHdise

ri
sj

药物节点

副作用节点

具有表示级注意力机制的空洞卷积

展平

关联得分

全连接层

Zatt

图 1　 基于空洞卷积神经网络的模型示意图

Fig.
 

1　 Prediction
 

model
 

based
 

on
 

dilation
 

convolution
 

neural
 

networks

1. 3. 1　 表示级注意力机制及药物-副作用节点对

的属性嵌入

面对 2 个药物-副作用异构图,研究提出一种

注意力机制来编码和融合每个异构图的属性信息。
给定属性矩阵 Hchem 和 Hdise, 以 Hchem 的第 i 行 Hchem

i

为例,这是节点 vi 的属性向量,对应的特征对预测药

物的潜在相关副作用具有不同的贡献。 因此,一种

表示级的注意力机制被提出,用来获得更具信息量

的特征。 节点 vi 的 Nf 个特征的注意力分值形成分

值向量 schem
i :

schem
i = LeakyReLU(Wchem

fea × Hchem
i + bchem

fea ) (5)
其中, schem

i = { si,1,si,2,si,3,…,si,Nf
} 表示不同特

征的重要性; LeakyReLU 表示激活函数; Wchem
fea 和

bchem
fea 分别表示可学习的权重矩阵和偏置向量。 α ij 表

示 Hchem
i 中第 j 个特征的归一化注意力得分,推得公

式如下:

αij =
exp( schem

ij )

∑
k

exp( schem
ik )

(6)

　 　 类似地,向量 Hdise
i 的每个特征被分配一个注意

力权重形成 sdise
i 。 sdise

i 的定义如下:
sdise
i = LeakyReLU(Wdise

fea × Hdise
i + bdise

fea ) (7)
　 　 其中, Wdise

fea 和 bdise
fea 分别表示权重矩阵和偏置向

量。 β ij 表示 sdise
i 归一化后的注意力权重:

βij =
exp( sdise

ij )

∑
k

exp( sdise
ik )

(8)

　 　 因此,节点 vi 通过注意力机制增强后得到的特

征向量可以表示为 hi:
hi = (α i  Hchem

i + Hchem
i ) + (β i  Hdise

i + Hdise
i )

(9)
其中,“”表示逐元素乘积运算符。
文中对 Hchem 和 Hdise 中的每个节点的特征向量
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执行注意力融合操作来生成增强的属性表示 H ∈

ℝ (Nr+Ns) ×Nf。 为了获得药物副作用节点对 ri - s j 的
拓扑嵌入,研究分别提取 H 中药物 ri 和副作用 s j 对
应的向量,分别命名为 x1 和 x2。 x1 和 x2 通过上下

堆叠形成 ri - s j 增强后的属性嵌入 Xatt, 其数学公式

如下:

Xatt =
x1

x2

é

ë

ê
ê

ù

û

ú
ú

∈ ℝ 2×Nf (10)

1. 3. 2　 基于空洞卷积神经网络学习成对节点属性

在传统 CNN 中,池化层已广泛用于降低输入尺

寸的同时、获得较大感受野,但却不可避免地丢失了

特征图中的属性信息。 虽然反卷积层可以减轻信息

丢失,但增加了额外的计算量。 空洞卷积可以不通

过池化层也能获得较大感受野。 对于药物 ri 和副作

用 s j 的节点对而言, Xatt 中每个元素都是该节点对

的特征,每个特征和其周围的节点存在着上下文的

联系。 为了在不损失信息的情况下增大感受野,让
每个卷积输出都包含较大范围的信息,研究中通过

建立基于空洞卷积的属性学习网络来编码上下文信

息。
在卷积层引入新参数、即扩张率 d。 该参数定

义了卷积核各点间距,传统卷积的扩张率 d = 1。 感

受野 F 的计算公式为:
F = k + (k - 1) × (d - 1) (11)

　 　 其中, k 表示卷积核大小,经过扩张操作后用

WF 表示权重矩阵。
Xatt 经过空洞卷积提取节点对的特征嵌入形成

Yatt, 即:
Yatt = σ(WF∗Xatt + bF) (12)

　 　 其中,“∗”表示卷积操作, bF 和 σ 分别表示偏

差向量和激活函数 Sigmoid。
1. 3. 3　 损失函数

给定所学习的成对属性表示 Zatt, 首先将其展

平为向量 zatt, 并馈入到全连接层和 Softmax 层来获

得药物 ri 和副作用 s j 的关联概率分布,可用如下公

式来描述:
scoreatt = Softmax(Wattzatt + batt) (13)

　 　 其中, Watt 和 batt 分别表示权重矩阵和偏差向

量, Softmax 表示激活函数。 scoreatt = [ (scoreatt) 0,
(scoreatt) 1],这里(scoreatt) 1 和(scoreatt) 0 分别表示

药物 ri 和副作用 s j 之间存在关联概率和不存在关联

概率。 药物-副作用关联的真实标签和预测概率

scoreatt 之间的交叉熵损失定义为:
 

lossatt = - ∑
T

i = 1
[ylabel × log(scoreatt)1 + (1 - ylabel) ×

log(1 -(scoreatt)0)] (14)
其中, T表示一组训练样本, ylabel 表示药物和副

作用之间的实际关联情况。 如果已知药物 ri 和副作

用 s j 关联,则 ylabel 为 1, 否则 ylabel 为 0。

2　 实验结果与分析

2. 1　 评价指标

通过五倍交叉验证来评估本文提出的模型和其

他对比模型的预测性能。 将所有已知的药物-副作

用关联视为正例样本,所有尚未观察到关联都视为

反例样本。 所有正例样本被随机等分为 5 个正例样

本子集,其中 4 个子集用于训练,1 个子集用于测

试。 选择与正例样本数量相同的反例样本进行训

练,剩余的反例样本用于测试。
评估指标包括接收者操作特征曲线 (ROC) 下

的面积(AUC) 和精确召回曲线下的面积(AUPR)。
AUC 被广泛用于评估预测模型的性能,由于负样本

的数量远小于正样本,存在不平衡分布,因此 AUPR
比 AUC 更具信息量,有助于评估模型性能。

真阳率 (TPR) 和假阳率(FPR) 定义为:

TPR = TP
TP + FN

　
 

FPR = FP
FN + TP

(15)

　 　 其中, TP(TN) 表示正确预测的阳性(阴性) 样

本数,FP(FN) 表示错误预测的阳性(阴性) 样本

数。
AUC广泛用于评估概率估计预测模型的性能。

考虑到具有已知和未知关联的药物候选疾病是不平

衡的(1 ∶ 36),在这种情况下,研究使用 AUPR 对预

测方法进行了评估。 精确度和召回率的定义如下:

Precision = TP
TP + FP

,
   

Recall = TP
TP + FN

(16)

　 　 其中, Precision 表示所有预测为阳性的样本中

正确识别阳性样本的百分比,召回率与 TPR 相同。
文中在交叉验证期间分别计算了每一倍的 AUC 和

AUPR,取五倍交叉验证的平均 AUC和 AUPR作为最

终结果。
2. 2　 与其他方法的比较

为了评估预测模型性能,将 RADCN 与 6 种最

先进的药物副作用关联预测方法进行比较,包括

GCRS,SDPred,Galeaon’s
 

method,RW-SHIN,Ding’s
 

method 和 FGRMF。 在交叉验证过程中,为了使比较

结果更具说服力,RADCN 与所有比较方法使用相同

63 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　
 

　
 

　 　
 

　
 

　 　 　 　 　 第 15 卷　



的训练集和测试集。
图 2 显示了使用 708 个药物的所有方法的平均

ROC 和 PR 曲线。 分析可知, 本文提出的模型

RADCN 平均 AUC 为 0. 973,比次优的 GCRS 高出

1. 6%,比 SDPred 高出 2. 7%,比 Galeaon’ s
 

method
高出 6. 1%,比 RW - SHIN 高出 8. 1%,比 Ding’ s

 

method 和 FGRMF 分别高出 2. 8%和 5. 4%。 对于

708 个药物, RADCN 的平均 AUPR 最高, 达到了

0. 305,分别比 GCRS, SDPred、 Galeaon’ s
 

method,
RW-SHIN, Ding ’ s

 

method, FGRMF 高 出 3. 3%,
7. 9%,17. 4%,20. 6%,11. 4%和 12. 6%。

RADCN(0.973)
GCRS(0.957)
SDPred(0.946)
Galeaon’smethod(0.912)
RW-SHIN(0.892)
Ding’smethod(0.945)
FGRMF(0.919)

RADCN(0.305)
GCRS(0.272)
SDPred(0.226)
Galeaon’smethod(0.131)
RW-SHIN(0.099)
Ding’smethod(0.191)
FGRMF(0.179)
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图 2　 本文方法和其他对比方法在药物副作用关联预测方面的 ROC 曲线和 PR 曲线

Fig.
 

2　 ROC
 

curves
 

and
 

PR
 

curves
 

of
 

the
 

proposed
 

method
 

and
 

the
 

compared
 

methods
 

for
 

drug-side
 

effect
 

association
 

prediction

　 　 与其他方法相比,本文的方法(RADCN)获得了

最高性能, GCRS 的性能紧 随 其 后。 SDPred 和

Ding’s
 

method 分别整合了多种药物相似性,但忽略

了异构图的属性信息,因此对应方法的性能不如本

文的方法 RADCN。 FGRMF 和 Galeaon 都是基于矩

阵分解的浅层预测模型来预测药物相关副作用,无
法有效学习药物和副作用节点之间深层的关联,导
致这些对比方法的性能略低。 从结果来看,RW -
SHIN 的性能不如其他方法,因为该方法只学了药物

节点的属性信息,没有考虑到副作用节点的属性信

息。 RADCN 性能提升主要归因于通过注意力机制

从多个异构图中捕获了药物和副作用节点对的属性

信息,并通过基于扩大了卷积核的空洞卷积增强特

征的提取能力。

3　 结束语

本文提出了新的药物-副作用关联预测方法。
从多个异构图中编码和融合多种相似性和关联,用
于预测药物潜在相关副作用。 构建 2 个药物-副作

用异构图,有利于编码每个网络中特有的药物与副

作用节点的相似性和关联。 随后又提出了新的表示

级注意力机制,为更重要的属性表示分配更高的权

重并生成增强的表示。 在本文构建的空洞卷积神经

网络中,可以在不损失信息的情况下通过更大的感

受野学习得到药物-副作用的节点对特征。 在交叉

验证过程中,RADCN 在 AUC和AUPR方面均优于其

他对比模型,预测潜在的药物-副作用关联的能力

得到了进一步展示。
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