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摘　 要： 本文针对多传感器融合的目标检测，提出一种基于多任务学习的毫米波与相机目标级数据融合算法。 利用任务间的

强相关性，采用硬共享机制的多任务学习模型，完成目标位置及尺寸预测与目标类别的分类。 网络模型使用批归一化与残差

结构，并对两个任务损失函数设置权重。 模型训练集中加入某一传感器失效时的数据，使模型在某一传感器失效时也能准确

得到目标位置、尺寸和类别，同时改善了相机对于距离检测的不确定性，以及雷达对目标类别及横向位置检测的不准确性，使
融合后目标属性值更精确，提高各任务的性能与泛化能力及智能车辆感知的稳定性与准确性。 经实验验证，本文算法得到了

较高的分类准确率和召回率，且回归任务的均方根误差较小。
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０　 引　 言

随着无人驾驶领域的发展，单个传感器的感知

能力已不能满足复杂的交通场景需要，多传感器融

合逐渐成为汽车环境感知主要方式。 目前，毫米波

雷达与相机是常用的传感器，也是传感器融合的重

要研究对象［１］。 相机可获得目标的纹理颜色等信

息，对目标分类有较高的识别能力，且对横向位置的

检测有较高的精度。 但相机性能易受工作环境与光

照的影响，对深度信息的获取能力较差。 毫米波雷

达对目标纵向位置的检测有较高的精度，且由于电

磁波的特性具有穿透性好、抗干扰能力强等全天候

的工作能力。 但毫米波雷达检测得到稀疏点云，分
类能力较差。 因此，在工作特性上毫米波雷达与相

机完成优劣互补，进行多传感器融合可获取较为可

靠的目标属性值［２－３］。
基于单一的毫米波雷达目标检测，张暄等［３］ 基

于雷达回波信号的距离多普勒图像作为输入，进行

图像处理完成雷达的目标检测。 与传统的恒虚警目

标检测算法作为对比，较大的减少了虚警的数量。
魏涛等［４］提出一种基于机器学习的毫米波雷达车

辆检测算法，对毫米波雷达目标级数据预处理，针对

雷达检测点的各个属性构建决策树模型进行车辆有

效目标的识别。 基于毫米波雷达与视觉融合的目标

检测，目前多数采用由毫米波雷达确定图像检测的

感兴趣区域（ＲＯＩ， Ｒｅｇｉｏｎ ｏｆ ｉｎｔｅｒｅｓｔ）的方案，从而

加快图像检测速度与准确度。 赵望宇等［５］ 基于毫

米波雷达与视觉融合，提出一种核相关的扩展卡尔



曼滤波进行目标的跟踪。 利用毫米波雷达的输出确

定 ＲＯＩ 后，基于支持向量机（ ＳＶＭ， Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ
Ｍａｃｈｉｎｅ）进行车底阴影图像检测，完成目标的检测

任务。 文献［６］研究了一种基于毫米波雷达与视觉

融合的车辆检测系统。 通过判断雷达检测点位置的

预测值，与计算值匹配生成航迹信息，将毫米波雷达

生成航迹信息与视觉检测融合，完成目标的准确检

测。
单一的雷达检测算法通过对雷达信号或数据处

理完成目标的检测，但不能确定目标的类别属性。
融合系统利用毫米波雷达辅助相机完成目标检测，
但未考虑某一传感器失效时的情况，且未较好的融

合雷达与相机输出的属性值。 因而，若雷达失效则

系统失去目标的精确位置，若相机失效则检测系统

将失去对目标的分类能力，且两种检测方法均未输

出目标的尺寸信息。 针对上述问题，本文提出了一

种基于多任务学习的传感器融合目标检测的模型。
模型可输出目标的位置、尺寸信息及预测物体的类

别，提高了传感器融合后目标属性值的精确度，且融

合结果不受一方传感器失效时的影响。

１　 基于多任务学习的网络模型

相比于大多数机器学习模型，多任务学习在性

能上更有优势。 若要得到性能优异的模型，需要数

以百万计的数据，而很多领域获取数据集依赖高成

本的人力资源［７］。 多任务学习是在同一个模型中，
将具有相关性的任务同时进行训练，利用任务之间

相关性提高模型性能与泛化能力，通过一个模型解

决多个任务的机制，可以解决数据样本集较少的问

题［８］。 多任务学习模型常用基于参数的硬共享机

制和软共享机制。 硬共享机制是将所有隐藏层共

享，对于不同的任务指定特定的输出层。 而软共享

机制中每个任务都具有单独的模型，不同任务模型

间同一层的信息可进行交换［９］。 硬共享机制由于

在每个任务中不存在独自的模型参数，适用于强相

关任务。 软共享机制由于每个任务都有独立的模

型，则对任务间的相关性不做要求，但模型个数与任

务数相关会存在大量的参数［１０］。 本文模型通过回

归任务解决目标的位置与尺寸问题，分类任务获得

目标的类别。 由于物体的位置为目标的中心点所在

位置，不同类别的物体大小将影响目标位置，两个任

务具有强相关性。 因此，模型使用多任务学习的硬

共享机制。
　 　 本文基于多任务学习进行视觉与雷达的融合，
其处理流程如图 １ 所示。 利用图像检测所得目标锚

点信息与毫米波雷达所得点云作为输入，经多任务

学习网络模型训练得到目标的尺寸、位置与目标类

别。 为了解决某个传感器失效带来的影响，在数据

集中加入单个传感器检测失效时的数据进行训练。

相机 图像数据 图像检测 目标
锚点框

毫米波雷达 反射波 雷达信号
处理

目标点
云图

神经网络模型

尺寸位置

类别

图 １　 本文传感器融合流程图

Ｆｉｇ． １　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ｓｅｎｓｏｒ ｆｕｓｉｏｎ ｉｎ ｔｈｉｓ ａｒｔｉｃｌｅ

１．１　 数据集分析

本文使用上海外高桥张杨北路实车采集的数

据，对不同场景下的检测数据进行筛选，得到 １５ 万

条数据样本。 将数据集按 ８ ∶ １ ∶ １ 的比例划分为训

练集、验证集与测试集。 模型输入 １０ 个特征值数

据，预测任务输出 ４ 维数据，分类任务对 ６ 种类别进

行分类。 输入特征为视觉检测框坐标，４ 个参数分

别为：检测框的左顶点横纵坐标、框的高度和宽度；
雷达检测点属性的 ６ 个特征值分别为：检测点距离、
横向距离 ｘ、横向速度 ｖｘ、纵向速度 ｖｙ、 雷达散射截

面积及雷达检测点的个数。 其中，雷达散射截面积

表示目标在接收方向上反射雷达信号能力的度量，

其与距离有关且物体的面积越大 ＲＣＳ 值越大，则雷

达检测点个数越多，对该目标的识别能力越强。 两

种传感器检测结果如图 ２ 所示。 图 ２（ａ）表示相机

的检测结果，黄色框为雷达检测目标的映射，其余锚

点框为图像检测所得物体；图 ２（ｂ）为雷达检测点部

分属性信息；图 ２（ ｃ）中横坐标为 ｘ 轴，纵坐标为 ｙ
轴，单位米，白色方框为静态雷达检测点，彩色框为

动态监测点，其中实体框表示雷达处理后得到得目

标。 由于在复杂的道路场景中，主车分析场景中目

标的类别及其运动状态、尺寸和距离信息来判断是

否对自身造成危险，则本文对目标位置尺寸信息进

行预测且对目标进行分类。 回归任务包括目标的位
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置及目标的长度与宽度，分类任务输出包括对轿车、
火车、摩托车、自行车、行人及未分类的汽车 ６ 个类

别进行分类。
输入的各特征间量纲不同，且数值差异较大，会

影响模型的收敛速度，且对数值较大的特征较为依

赖，而忽略数值较小的特征，造成模型的精度下降。
对输入特征数据进行线性归一化，将数值在 ０ 和 １
之间，减少特征间的相互影响，使模型均衡的学习各

个特征。

（ａ） 相机检测图

（ｂ） 检测数据属性值显示

（ｃ） 毫米波雷达检测图

图 ２　 传感器检测得到数据

Ｆｉｇ． ２　 Ｔｈｅ ｓｅｎｓｏｒ ｄｅｔｅｃｔｉｏｎ

１．２　 网络结构

模型分为共享层、分类任务与回归任务 ３ 部分，
如图 ３ 所示。 ３ 层隐藏层作为共享层，每层的神经

元节点分别为 １０、２５６、１２８、２５６、６４；分类任务 ３ 层

全连接层，神经元节点数分别为 ６４、２５６、１２８、６；预
测任务 ３ 层全连接层，每层神经元节点数为 ６４、
２５６、６４、４。 归一化指数 （Ｓｏｆｔｍａｘ） 函数常用于解决

分类问题，如公式（１）所示。 带泄露随机线性整流

（ＬｅａｋｙＲｅＬＵ） 函数可以避免梯度饱和与消失和神经

元死亡的问题，如公式（２）所示，由经验值得知公式

（２）中 α 取 ０．０１。 本文模型中，分类任务最后一层

结点激活函数使用 Ｓｏｆｔｍａｘ 函数，其余激活函数均

使用 ＬｅａｋｙＲｅＬＵ 函数。

Ｓｏｆｔｍａｘ（ｘｉ） ＝ ｅｘｉ

∑
ｊ

ｅｘ ｊ
（１）

式中， ｘｉ 为输出值中第 ｉ 个元素，ｅ 为自然对数。
ＬｅａｋｙＲｅＬＵ ｘ( ) ＝ ｍａｘ （αｘ，ｘ） （２）

式中， ｘ 为激活函数输入值，α 一般取 ０．０１。

回归任务

分类任务

共享层输入

x1

x2

x3

图 ３　 多任务学习模型结构图

Ｆｉｇ． ３　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ｍｕｌｔｉ－ｔａｓｋ ｌｅａｒｎｉｎｇ ｍｏｄｅｌ

　 　 为了避免全连接层过多将造成梯度饱和或消失

问题，对分类和预测任务每一层都加入批量归一化

（Ｂａｔｃｈ Ｎｏｒｍａｌｉｚａｔｉｏｎ， ＢＮ）处理和残差结构。 利用

ＢＮ 将某一层的输入分布变为均值为 ０ 方差为 １ 的

正态分布，使各输入分布保持一致，避免梯度饱和或

消失问题，经过缩放平移还原数据自身的表达能力，
使输入保持同一分布的同时，不丧失网络的表达能

力，避免输入间的分布差异造成梯度问题。 残差结

构（ｒｅｓｉｄｕａｌ）将不同层学习到的信息组合，让模型学

习到更多的特征信息，避免全连接层过多带来的梯

度问题同时加快了模型的收敛速度与稳定性。 残差

结构如图 ４ 所示。

F(x)+xF(x)x

LeakyReLULeakyReLU

Linear
layer

Linear
layer

图 ４　 残差结构图

Ｆｉｇ． ４　 Ｒｅｓｉｄｕａｌ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 分类任务使用交叉熵损失函数（Ｃｒｏｓｓ Ｅｎｔｒｏｐｙ
Ｌｏｓｓ，ＣＥＬ）如公式（３）所示。 预测任务使用均方误

差损失函数（ＭＳＥ，Ｍｅａｎ Ｓｑｕａｒｅｄ Ｅｒｒｏｒ）如公式（４）
所示。

ＣＥＬ ＝ １
Ｎ∑ｉ

Ｌｉ ＝
－ １
Ｎ ∑

ｉ
∑
Ｍ

ｃ ＝ １
ｙｉｃ ｌｏｇ（ｐｉｃ） （３）

式中， ｃ为类别；ｉ 为样本数量；ｙｉｃ 表示预测是否与真

值相同（相同为 １不同为 ０）；ｐｉｃ 表示类别 ｃ的预测概

０７ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　



率。

ＭＳＥ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
（ｘｉ － ｙｉ） ２ （４）

式中， ｘｉ 表示预测值； ｙｉ 表示真值； Ｎ表示样本数量。
对任务模型需考虑任务间收敛速度，使每个任

务都能收敛至最优。 若对分类与回归任务采用相同

的学习率，会使训练过程中两个任务模型后向传播

的更新速度不同，造成其中一个任务收敛很快，另外

一个任务收敛很慢的情况。 对模型损失函数增加超

参数 α 与 β， 模型后向传播时，对学习率增加权值，
使两个任务具有不同的学习率，从而达到较为接近

的收敛速度。

２　 模型训练及结果分析

本文算法在 Ｗｉｎｄｏｗｓ１０ ６４ 位操作系统上实现，
使用设备为 Ｉｎｔｅｌ （Ｒ） Ｃｏｒｅ （ ＴＭ） ｉ７ － １０７００ ＣＰＵ、
１６ＧＢ 内 存、 显 卡 为 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＲＴＸ２０６０、
ＰｙＣｈａｒｍ２０２０ 社区版、ＰｙＴｏｒｃｈ 深度学习网络框架。

模型的参数设置为：初始学习率为 ０．００１、批大

小为 ２５６、循环次数为 ５００。 通过多次实验，对分类

任务的损失设定权重 ０．８，对回归任务的损失设置权

重 １０。 使用自适应矩估计（Ａｄａｍ）优化器，该优化

器具有自动调节学习率，加快模型训练过程，减少模

型参数调整等优点。
若对损失函数不做处理，即任务间使用相同的

学习率时，模型中分类任务较回归任务收敛快。 对

各个任务损失函数加权重，使任务具有不同的学习

率。 回归任务中相同与不同学习率的损失收敛对比

如图 ５（ａ）所示。 由图可见，模型分类任务使用不同

学习率的收敛速度更快。
模型分类任务中使用 ＢＮ 与残差结构与不做处

理训练得到的准确率对比结果如图 ５（ｂ）所示，使用

残差结构与 ＢＮ 的模型得到的分类任务的准确度与

模型稳定性较好。
　 　 回归任务使用均方根误差作为评价指标，如公

式（５）所示；分类任务使用准确率 （Ａｃｃｕｒａｃｙ ） 与召

回率（Ｒｅｃａｌｌ） 作为各个类别的评价指标，如公式

（６）和公式（７）所示。 对测试集数据样本测试，得到

回归任务的各属性均方根误差值，见表 １。 传感器

融合后对于目标的长度预测效果更好。 分类任务的

整体准确率为 ９４．６２％，召回率为 ９２．２７％，各类别的

准确率 （Ａｃｃｕｒａｃｙ ） 与召回率（Ｒｅｃａｌｌ） 见表 ２。 对于

汽车、火车、行人预测较好，对于机动性较强的小目

标物体分类能力有进步空间。

ＲＭＳＥ ＝
　

１
Ｎ∑

Ｎ

ｉ ＝ １
（ｘｉ － ｙｉ） ２ （５）

式中， Ｎ 为样本数量；ｘｉ 表示预测值；ｙｉ 表示真值。

Ａｃｃｕｒａｃｙ ＝
ＴＰｃ

Ｎｃ
ｔｒｕｅ

（６）

Ｒｅｃａｌｌ ＝
ＴＰｃ

Ｎｃ
ｐｒｅｄｉｃｔｉｏｎ

（７）

式中， ＴＰｃ 表示 ｃ 类的预测值与真实值匹配数量；
Ｎｃ

ｔｒｕｅ 表示样本中实际为 ｃ 类的样本数量；Ｎｃ
ｐｒｅｄｉｃｔｉｏｎ 表

示预测为 ｃ 的数量。
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（ｂ） 使用归一化与残差网络分类任务准确度对比

图 ５　 处理前后模型对比

Ｆｉｇ． ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍｏｄｅｌｓ ｂｅｆｏｒｅ ａｎｄ ａｆｔｅｒ ｐｒｏｃｅｓｓｉｎｇ
表 １　 回归任务的评价指标

Ｔａｂ． １　 Ｅｖａｌｕａｔｉｏｎ ｍｅｔｒｉｃｓ ｏｆ ｒｅｇｒｅｓｓｉｏｎ ｔａｓｋ

目标属性 横向位置 纵向位置 宽度 长度

均方误差 ０．５９５ ４ ０．４７３ ９９ ０．５２３ ３８０ ０．１６８ ２

表 ２　 分类任务的评价指标

Ｔａｂ． ２　 Ｅｖａｌｕａｔｉｏｎ ｍｅｔｒｉｃｓ ｆｏｒ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｔａｓｋｓ

类别 准确率 ／ ％ 召回率 ／ ％

汽车 ９８．８７ ９６．６７
货车 ９９．２１ ９９．６８

摩托车 ８９．６５ ９３．２８
自行车 ８５．６２ ７７．６５
行人 ９５．３７ ８８．７６

未分类的车 ９９．０５ ９７．５５
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