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基于改进密度的簇内均值最小距离聚类算法

段桂芹

（广东松山职业技术学院 计算机与信息工程学院， 广东 韶关 ５１２１２６）

摘　 要： 针对密度聚类算法在聚类过程中存在的参数设置敏感、收敛时间长等问题，提出了一种改进密度聚类算法。 首先使

用自定义密度公式计算样本密度，得出候选代表点集合；再选取与其它候选代表点距离之和最小对象为首个初始聚类中心，
使用最大乘积法完成初始中心选择；在簇中心更新环节，将与簇内均值最小距离的对象作为该簇的临时中心，使用最小距离

法划分样本至所属簇中；重复该环节，直到收敛。 在 ＵＣＩ 数据集上的测试结果表明，改进密度算法相对 Ｋ－ｍｅａｎｓ 算法和其它

两种改进算法具有更好的稳定性、更高的聚类准确率和更少的聚类耗时。
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０　 引　 言

聚类的目标是将同一簇中样本相似度最大化，
不同簇间样本相似度最小化。 根据聚类过程的不

同，通常将聚类分成基于密度、划分、模型、网格、层
次 ５ 种聚类模型［１－２］。 作为经典的基于划分模型的

聚类算法，Ｋ－ｍｅａｎｓ 具有计算便捷、易于理解等特

点［３］，由于 Ｋ－ｍｅａｎｓ 算法的初始聚类中心选取是随

机的［４］，因此极易出现局部最优，导致聚类结果不

稳定。 此外，当样本中存在噪声或离群点时，聚类中

心与真实中心存在较大偏差，易生成较差的聚类结

果［５－６］。

１　 相关算法研究现状

为了解决聚类分析中的问题，研究者们提出了

多种改进算法。 Ｚｈａｉ 等人［７］ 根据相距最远的数据

对象不会划分至同一簇的基本思想，使用最大距离

选取初始聚类中心，解决了原始算法更新次数多、耗
时长等问题。 在此基础上，段桂芹［８］ 将最大距离乘

积法与 Ｋ－ｍｅａｎｓ 算法相结合，用相对分散的数据对

象构造簇中心集合，优化了初始聚类中心，该方法在

一定程度上解决了聚类结果不稳定等问题，但依然

存在迭代次数多、运算耗时长等现象。 邹臣嵩［９］ 针

对文献［８］的这一问题，提出了一种协同 Ｋ 聚类算

法。 该算法通过样本的分布情况统计其密度参数，
选取与样本集中心点最远的高密度对象为首个聚类

中心，再通过最大乘积法求得其余聚类中心。 徐红

艳等［１０］提出基于网格划分的快速确定全局阈值算

法。 该方法通过网格划分思想，将数据自适应地划

分到多个网格空间中，再利用密度估计来计算密度，
进而实现快速查找类簇峰值和低谷，最终完成数据

集的有效识别。 虽然文献［７－１０］在一定程度上优



化了 Ｋ－ｍｅａｎｓ 算法的初始聚类中心选择过程，但对

噪声的影响有所忽略。 潘品臣［１１］ 根据密度参数理

论，对数据集中的高密度点和非离群点区域进行了

计算与识别，规避了选取噪音点为初始聚类中心以

及中心分布不理想等问题。 卜秋瑾［１２］ 针对密度峰

值聚类算法处理多密度峰值数据集时，人工选择聚

类中心易造成簇的误划分问题，提出一种结合遗传

ｋ 均值改进的密度峰值聚类算法。 该算法能找到准

确簇个数同时避免算法陷入局部最优，在提高聚类

质量的同时，保证了聚类质量的稳定性。 陈奕延［１３］

将样本涵盖的经典信息拓展到了模糊集上，利用寻

找密度峰值的方法对模糊样本进行聚类，提出了误

差更小的针对连续型模糊集与离散型模糊集的改进

型欧氏距离，使改进后的欧氏距离具有更小的误差。
在对上述文献分析研究的基础上，本文从密度

聚类算法入手，从两个方面对密度聚类算法进行了

改进：一是根据高密度样本被低密度样本紧密围绕

这一思想，提出了新的密度计算方法。 目的是提高

聚类中心的代表性，解决密度参数选取敏感等问题。
二是在簇更新阶段，将与簇内均值距离最近的样本

点作为该簇的临时中心，减少了迭代次数，降低运算

耗时。

２　 密度聚类算法改进

改进的密度聚类算法，由初始中心选择和簇中

心迭代计算两部分构成。
（１）初始中心选择：首先使用自定义密度公式

获取各样本密度，将高密度样本作为聚类中心候选

代表点，并生成候选代表点集合；在集合中选取与其

他候选代表点距离和最小者作为首个初始聚类中

心，再使用乘积最大法完成初始聚类中心选择，得到

初始聚类中心集合， 即 Ｚ ＝ ｛ ｚ１，ｚ２，…，ｚｋ｝。
（２）簇中心迭代计算：根据集合 Ｚ 完成初次聚

类，计算簇内各样本到簇均值中心的距离矩阵。 为

了降低均值法所得簇中心和实际簇中心位置间的偏

差， 将与簇内均值距离最近的样本作为该簇的临时

中心，生成临时簇中心集合，即 Ｚ ＝ ｛ ｚ１ ’， ｚ２ ’，…，
ｚｋ ’｝，再通过最小距离法将相关样本划分至所属簇

中。 重复簇中心迭代计算过程，直至准则函数收敛，
完成聚类。
２．１　 基本概念与公式

设 Ｘ 为含有 ｎ 个样本的数据集，Ｘ ＝ ｛ｘ１，ｘ２，…，
ｘｎ｝，样本的属性个数为 ｐ，ｘｉ ＝ ｛ｘｉ

１， ｘｉ
２，…， ｘｉ

ｐ｝。 Ｘ
划分为 ｋ 个簇，Ｘ ＝ ｛Ｃ１， Ｃ２，…，Ｃｋ｝， ｜ Ｃ ｉ ｜ 表示第 ｉ

簇所含样本个数，ｚｋ 表示第 ｋ 簇的中心，多个簇中心

所构成的集合为 Ｚ，即 Ｚ ＝ ｛ ｚ１，ｚ２，…，ｚｋ｝。
定义 １　 任意两样本间的欧氏距离为：

ｄ ｘｉ，ｘ ｊ( ) ＝ ∑
ｐ

ｌ ＝ １
ｘｌ
ｉ － ｘｌ

ｊ( ) ２ （１）

　 　 其中： ｉ ＝ １，２，…，ｎ； ｊ ＝ １，２，…，ｎ；ｌ ＝ １，２，…，
ｐ

定义 ２　 任意样本 ｘｉ 的距离和定义为：该样本

到数据集各样本的距离之和。

ｄｉｓｔＳｕｍ ｘｉ( ) ＝ ∑
ｎ

ｊ ＝ １
ｄ ｘｉ，ｘ ｊ( ) （２）

　 　 定义 ３　 样本 ｘｉ 的密度为：

ｄｅｎｓｉｔｙ ｘｉ( ) ＝ ∑
ｎ

ｊ ＝ １，ｘｉ≠ｘ ｊ

ｄｉｓｔＳｕｍ ｘ ｊ( )

ｄ ｘｉ，ｘ ｊ( )
（３）

　 　 本文密度的定义遵循的思路：从位置关系来看，
当某个样本 ｘｉ 被其它样本紧密围绕时，说明该样本

与其它样本间的距离和相对较小；反之，当样本 ｘｉ 和

其它样本的位置关系较为分散时，说明该样本与其

它样本间的距离和相对较大。 密度表达式用样本 ｘｉ

和 ｘ ｊ 之间的距离做分母，用 ｘ ｊ 到全部样本的距离之

和做分子，用二者距离比值的累加和表示样本 ｘｉ 被

其它样本围绕的紧密程度，即 ｘｉ 的密度。
以样本 ｘｉ 为例。 当式（３） 累加和中的分子较大

时，意味着除 ｘｉ 外其它样本的累加距离和也较大；当
分母较小时，意味着 ｘｉ 到其它样本距离的累加和较

小。 因此，当分子越大且分母越小时，表达式的值越

大，说明 ｘｉ 被比自身密度低的样本所围绕的密集程

度越大，即 ｘｉ 的相对密度越大，其作为簇中心的代表

性越强。
定义 ４　 样本集的平均密度定义为：

ａｖｇＤｅｎｓｉｔｙ（Ｘ） ＝
∑

ｎ

ｉ ＝ １
ｄｅｎｓｉｔｙ（ｘｉ）

ｎ
（４）

　 　 定义 ５　 候选代表点集合定义为：密度高于样

本集平均密度 α 倍的样本集合

Ｈ ＝ ｛ｈｉ｝ （５）
　 　 其中： ｘｉ， ｘ ｊ ∈ Ｃ ｔ，ｔ ＝ １，２，…，ｋ。

定义 ６　 候选代表点间的距离矩阵定义为

ＨＤｉｓｔ ＝

０ ｄ ｈ１，ｈ２( ) ．．． ｄ ｈ１，ｈ ｊ( )

ｄ ｈ２，ｈ１( ) ０ ．．． ｄ ｈ２，ｈ ｊ( )

．．． ．．． ０ ．．．
ｄ ｈ ｊ，ｈ１( ) ｄ ｈ ｊ，ｈ２( ) ．．． ０

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

（６）
式中， ｊ 表示集合 Ｈ 所含元素个数。
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定义 ７　 簇内样本与本簇均值中心间的距离矩

阵定义为：

ｄｉｓｔＭｅａｎ ｍ( ) ＝

ｄ ｘ１，ｍｅａｎ Ｃｍ( )( )

ｄ ｘ２，ｍｅａｎ Ｃｍ( )( )

．．．
ｄ ｘ Ｃｍ

，ｍｅａｎ Ｃｍ( )( )

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

（７）

式中， ｍ ＝ １，２，…，ｋ，Ｃｍ 表示第 ｍ 簇的样本集合。
定义 ８　 簇更新后，将与簇内均值距离最近的

样本 ｘｉ 作为该簇的中心。 ｘｉ 满足以下条件：
ｄ ｘｉ，ｍｅａｎ（Ｃｍ）( ) ＝ ｍｉｎ ｄｉｓｔＭｅａｎ（ｍ）( ) （８）

　 　 定义 ９　 聚类误差平方和 Ｅ 的定义为

Ｅ ＝ ∑
ｋ

ｉ ＝ １
∑
ｍ

ｊ ＝ １
ｘｉｊ － ｚｉ

２
（９）

式中， ｘｉｊ 为第 ｉ 簇中第 ｊ 个样本， ｚｉ 为第 ｉ 簇的簇中

心。
２．２　 算法描述

步骤 １　 使用式（１） ～ 式（３）计算各样本的密

度；
步骤 ２　 使用式（４）、式（５）得到候选代表点集

合 Ｈ，其中参数 α 为 １．０；
步骤 ３　 用式（１）、式（６） 计算候选代表点间的

距离矩阵，在 Ｈ 中选择与其它候选代表点距离和最

小者作为首个聚类中心 ｚ１ 存储至集合 Ｚ 中；
步骤 ４　 在集合Ｈ中选择与 ｚ１ 距离最远的候选

代表点 ｚ２ 存储至集合 Ｚ 中；
步骤 ５　 从集合Ｈ中选择满足条件：ｍａｘ（ｄ（ｈｉ，

ｚ１） × ｄ（ｈｉ， ｚ２）） 的代表点，作为 ｚ３ 存储至集合Ｚ中；
步骤 ６　 重复运行步骤 ５， 直至 ｜ Ｚ ｜ ＝ ｋ；
步骤 ７　 使用式（１） 计算 Ｘ 中各样本与集合 Ｚ

中各候选点的距离，并划分至距离最小的簇中；
步骤 ８　 使用式（７）计算簇内各样本到簇均值

中心的距离矩阵，根据式（８）将距离簇内均值最近

的样本作为该簇的新中心；
步骤 ９　 重复步骤 ７、８，更新簇中心集合 Ｚ；
步骤 １０ 将 Ｘ 中的样本按距离划分至最近的簇

中，使用式（９）计算并判断 Ｅ 是否收敛，若收敛，则
算法终止；若未能收敛，将跳转至步骤 ７，再次更新

簇中心。
２．３　 算法复杂度分析

本文算法的时间复杂度为 Ｏ（ｎ２ ＋ ｎｋｔ），在初始

聚类中心选择过程中，本文算法首先计算了各样本

的密度，进而得出候选代表点集合，再使用距离乘积

最大法对候选点从空间分布的角度进行了二次筛

选。 虽然计算量有所增加，但各中心的代表性得到

增强，初步反映了样本集的几何结构，为簇更新次数

的降低提供支撑。 在簇中心更新过程中，本文算法

选取与簇内均值距离最近的样本作为该簇的临时中

心，生成了临时簇中心集合，避免了均值法所得簇中

心和实际簇中心位置存在偏差的隐患，相比均值算

法，本文算法可以降低噪音的干扰，减少更新次数，
降低计算开销，提高运算效率。

３　 实验仿真与分析

实验 运 行 环 境： ＣＰＵ Ｉｎｔｅｌ Ｃｏｒｅ ｉ７ － ２６７０
２．２０ ＧＨｚ，硬盘 １Ｔ，内存 ８Ｇ；操作系统 Ｗｉｎ１０ － ６４
位；仿真软件采用 Ｍａｔｌａｂ ２０１１ｂ。 在有效性验证方

面，采用聚类准确率、聚类各阶段开销、Ｒａｎｄ 指数、
Ｊａｃｃａｒｄ 系数等指标，将 Ｋ－ｍｅａｎｓ 算法、文献［８］中

算法、文献［９］中算法与本文算法进行了比较。 实

验过程中，Ｋ－ｍｅａｎｓ 算法共运行 ２００ 次，取其平均值

作为该算法的实验结果。 实验数据集详见表 １。
表 １　 ＵＣＩ数据集

Ｔａｂ． １　 ＵＣＩ ｄａｔａｓｅｔ

样本集名称 样本总数 属性个数 正确聚类数

ｉｒｉｓ １５０ ４ ３
ｂａｌａｎｃｅ－ｓｃａｌｅ ６２５ ４ ３
ｎｅｗ－ｔｈｙｒｏｉｄ ２１５ ５ ３
ｈａｂｅｒｍａｎ ３０６ ３ ２

ｗｄｂｃ ５６９ ３０ ２

３．１　 算法性能对比与分析

图 １～图 ５ 是 Ｋ－ｍｅａｎｓ 算法、文献［８－９］算法以

及本文算法的聚类准确率、簇中心各阶段计算开销、
簇更新次数等实验的对比结果。 由图 １ 可知，在 ｉｒｉｓ
和 ｗｄｂｃ 数据上，本文算法的聚类准确率明显高于

Ｋ－ｍｅａｎｓ算法，略高于文献［８－９］算法，在 ｂａｌａｎｃｅ、
ｔｈｙｒｏｉｄ 和 ｈａｂｅｒｍａｎ 数据集上的聚类准确率优于其

它 ３ 种算法。
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图 １　 聚类准确率

Ｆｉｇ． １　 Ｃｌｕｓｔｅｒｉｎｇ ａｃｃｕｒａｃｙ
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　 　 图 ２ 可知，Ｋ－ｍｅａｎｓ 的初始中心从样本集中随机

选择，耗时较少，而文献［８－９］对初始聚类中心的选

择过程进行了优化，一定程度上增加了计算开销，故
耗时相对较多。 与文献［８－９］相比，本文算法先对各

样本的密度进行计算，再对高密度代表点进行了二次

筛选，以确定初始聚类中心集合。 因此，在计算量方

面开销较大。 除 ｔｈｙｒｏｉｄ 数据集的耗时低于文献［９］
外，其他数据集上的耗时均略高于文献［８－９］。
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图 ２　 初始中心选择耗时
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图 ３　 簇中心更新耗时
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图 ４　 簇中心更新次数

Ｆｉｇ． ４　 Ｎｕｍｂｅｒ ｏｆ ｃｌｕｓｔｅｒ ｃｅｎｔｅｒ ｕｐｄａｔｅｓ

　 　 从图 ３ 可见，本文算法的簇中心更新耗时小于

Ｋ－ｍｅａｎｓ 和文献［８－９］算法。 主要原因在于本文算

法将与簇内均值距离最近的样本点作为该簇的临时

中心，使得簇中心的存在更加具体。 每一次更新后，
簇中心的位置和样本的分布情况会愈加明了，簇中

心的代表性得到增强，从而降低了簇更新耗时。
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图 ５　 聚类总耗时

Ｆｉｇ． ５　 Ｔｏｔａｌ ｃｌｕｓｔｅｒｉｎｇ ｔｉｍｅ

　 　 从图 ４、图 ５ 可知，本文算法在中心点迭代次

数、总耗时上总体上优于 Ｋ－ｍｅａｎｓ 算法和文献［８－
９］算法。 这是因为 Ｋ－ｍｅａｎｓ 算法随机选择了初始

聚类中心，使得准则函数容易收敛到局部最优，且簇

更新次数不稳定。 此外，文献［８－９］依然沿用均值

中心算法完成簇更新，并未对该阶段进行优化，未能

更好地体现临时中心点在当前簇中的代表性。
　 　 综上，本文在初始中心选择阶段所提出的密度

计算方法，使得初始中心空间分布合理，具有较强的

代表性。 簇更新后，簇中心的存在清晰明了，在整体

上能够减少簇更新次数，降低运算耗时。
３．２　 其它外部评价指标对比

在聚类结果评价方面，除使用上述常用指标外，
还使用 Ｒａｎｄ、Ｊａｃｃａｒｄ、Ａｄｊｕｓｔｅｄ Ｒａｎｄ Ｉｎｄｅｘ ３ 个评价

指标［１４－１７］对 ５ 种样本的聚类结果加以测试对比。
观察表 ２ ～ 表 ４， 在 Ｒａｎｄ 指数对比结果中， 除

Ｂａｌａｎｃｅ 数据集本文算法略低于文献［８］算法外，其
它 ４ 个数据集的 Ｒａｎｄ 指数均优于其它 ３ 种算法；在
Ｊａｃｃａｒｄ 系数和 Ａｄｊｕｓｔｅｄ Ｒａｎｄ Ｉｎｄｅｘ 参数对比结果

中，本文算法全部优于其它 ３ 种算法。 从几种常见

聚类指标对比实验结果中可以看出：本文提出的改

进聚类算法稳定性更强，聚类质量更高。
表 ２　 Ｒａｎｄ 指数比较

Ｔａｂ． ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒａｎｄ ｉｎｄｅｘ

Ｋ－ｍｅａｎｓ 文献［８］ 文献［９］ 本文

ｉｒｉｓ ０．８２ ０．８７３ ７ ０．８７９ ７ ０．８８５ ９
ｂａｌａｎｃｅ ０．５８ ０．６６７ ８ ０．６０５ ５ ０．６６４ ６
ｔｈｙｒｏｉｄ ０．５４ ０．５７９ ８ ０．６０２ ４ ０．７９０ ７

ｈａｂｅｒｍａｎ ０．４５ ０．４９８ ３ ０．４９９ １ ０．６５０ ０
ｗｄｂｃ ０．７２ ０．７５０ ３ ０．７５０ ３ ０．７７０ ７
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表 ３　 Ｊａｃｃａｒｄ 系数比较

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ Ｊａｃｃａｒｄ ｃｏｅｆｆｉｃｉｅｎｔ

Ｋ－ｍｅａｎｓ 文献［８］ 文献［９］ 本文

ｉｒｉｓ ０．６６ ０．６８１ ９ ０．６９５ ５ ０．７１１ ６

ｂａｌａｎｃｅ ０．２９ ０．４００ ６ ０．３１９ １ ０．４１０ ７

ｔｈｙｒｏｉｄ ０．３９ ０．４０２ ９ ０．４１６ ６ ０．６９７ ９

ｈａｂｅｒｍａｎ ０．３６ ０．３９１ ８ ０．３９１ ５ ０．６１６ ４

ｗｄｂｃ ０．６２ ０．６４９ ９ ０．６４９ ９ ０．６７０ ３

表 ４　 Ａｄｊｕｓｔｅｄ Ｒａｎｄ Ｉｎｄｅｘ 参数比较

Ｔａｂ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ Ａｄｊｕｓｔｅｄ Ｒａｎｄ ｉｎｄｅｘ ｐａｒａｍｅｔｅｒ

Ｋ－ｍｅａｎｓ 文献［８］ 文献［９］ 本文

ｉｒｉｓ ０．６９ ０．７１６ １ ０．７３０ ０ ０．７４５ ３

ｂａｌａｎｃｅ ０．１５ ０．３０１ ４ ０．１７２ ６ ０．３０４ ５

ｔｈｙｒｏｉｄ ０．１５２ ０．１６４ ０ ０．２１１ １ ０．５７３ ８

ｈａｂｅｒｍａｎ ０ －０．００３ ５ －０．０００ ５ ０．１３２ ４

ｗｄｂｃ ０．４５ ０．４９１ ４ ０．４９１ ４ ０．５３３ ７

４　 结束语

本文用改进密度算法对 Ｋ－ｍｅａｎｓ 聚类算法进

行了优化，解决了密度聚类算法的参数设置敏感、收
敛时间长等问题。 新算法的初始聚类中心相对分散

且具有代表性，能够在聚类初期反映出样本的大致

分布；在簇更新阶段，选取了与簇内均值距离最近的

样本点作为该簇的临时中心，使得簇中心的位置更

加准确，减少了迭代次数和计算开销。 对比测试表

明，新算法能够快速准确逼近全局最优解。
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