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基于 ｐｙｔｈｏｎ 的社交情感分析注意力模型

薛　 涛

（运城师范高等专科学校 数计系， 山西 运城 ０４４０００）

摘　 要： 针对现有方法没有充分探索表情符号对文本情感极性的影响问题，设计了一种社交情感分析注意力模型，并基于 ｐｙ⁃
ｔｈｏｎ 实现了该模型。 首先构建一个富含表情符号的语料库，利用注意力方法描述表情符号对文本的影响，设计并实现了基于

双向长短期记忆的情感分析模型。 实验采用社交平台数据集，将本模型与现有模型进行全面对比。 结果显示，本模型具有较

高的准确度，能实现较好的社交情感分析性能。
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０　 引　 言

人们通过社交平台来表达感受、情绪和态度，社
交平台的帖子中通常包含丰富的信息，因此社交媒

体成为热门研究对象。 其中，情感分析是最基本且

关键的研究主题之一［１－３］。 情感分析的目的是分析

社交媒体的极性，以判断人们对某些事件所持有的

正面、负面或中性态度［４－５］。 有研究者提出将社交

媒体中的表情符号应用于情感极性预测，目前大多

数现有的方法不仅依赖于手工特征，还分别考虑了

表情符号和纯文本的情感，但并没有充分探索表情

符号对文本情感极性的影响。 表情符号在纯文本的

情感极性中起着重要作用，对于情感原本是中性的

纯文本，在纯文本后添加开心或沮丧的表情会使帖

子表达不同的情绪极性。
本研究提出了一种深度学习模型，结合表情符

号对文本情感极性的影响以进行情感分析。 该模型

使用双向长短期记忆模型来构建社交平台帖子的表

示，使用注意力模型计算每个单词的权重。 研究的

主要贡献有两点：首先建立了带有表情符号、包含超

过 １ 万条帖子的语料库；其次，联合训练微博帖子中

的表情符号和单词，获得包含其上下文信息的表情

符号表示。

１　 符号语料库

大多数现有的情感分析语料库仅包含一小部分

带有表情符号的内容，这些语料库并不适用于基于

表情符号的情感分析。 因此，需要收集和注释带有

表情符号的文本。
由新浪微博收集了 ２５０ ０００ 条微博帖子，从中

提取了 ８５ ０００ 条包含表情符号的帖子。 根据每个

表情符号的出现次数，对微博帖子进行排名，并选择

至少出现 １０ 次的表情符号集。 用表情符号分割每

条微博帖子，选择只包含一个表情符号的微博帖子，
并过滤掉帖子中的 ＵＲＬ、用户名和主题标签以清理

数据，并选择至少出现 １０ 次的表情符号集。 用表

情符号分割每条微博帖子，并保留长度大于 ５ 的微

博帖子。 在筛选出的 ３５ ０００ 条微博帖子中，随机抽

取了 １８ ０００ 条微博帖子进行下一步标记，并使用

Ｊｉｅｂａ 中文文本分词工具进行分词。



采用手工标注的方式来构建语料库。 情感极性

分为正面、中性和负面，分别用 ０、１、 ２ 表示。 首先，
仅根据文本来判断每个帖子的极性，即从文本中删

除表情符号，仅使用每条微博帖子的纯文本来确定

帖子的极性；然后，结合文本和表情符号来确定每个

帖子的极性。 语料库的极性结果见表 １。
表 １　 语料库的极性

Ｔａｂ． １　 Ｃｏｒｐｕｓ ｐｏｌａｒｉｔｙ ％

正面 中性 负面

文本极性 ３８ ３６ ２６

总体极性 ５８ ９ ３３

　 　 由此可见，表情符号的出现会改变帖子的情感

极性。 表 ２ 展示了情感极性变化的社交帖子情况。
表 ２　 情感极性变化的情况

Ｔａｂ． ２　 Ｃｈａｎｇｅｓ ｏｆ ｅｍｏｔｉｏｎａｌ ｐｏｌａｒｉｔｙ

正→中 正→负 中→正 中→负 负→正 负→中

情感极性

变化百分比
４％ ２％ ５４％ ２８％ ２％ １０％

２　 情感分析模型

本文提出的社交情感分析注意力模型结构如图

１ 所示。

表征

双向长短记忆
模块

注意力模块

隐藏层

Softmax层

词1 词2 词3 词t
表情符号

图 １　 情感分析模型

Ｆｉｇ． １　 Ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｍｏｄｅｌ

　 　 应用双向长短记忆（Ｂｉ －ｄｉｒｅｃｔｉｏｎａｌ Ｌｏｎｇ Ｓｈｏｒｔ
Ｔｅｒｍ Ｍｅｍｏｒｙ，Ｂｉ－ＬＳＴＭ）模型学习句子的表征，将表

征作为特征对情感的极性进行分类。 本文使用

ＰｙＴｏｒａｃｈ 来 实 现 该 模 型， ＰｙＴｏｒａｃｈ 是 一 个 基 于

Ｐｙｔｈｏｎ 的深度学习框架。 模型初始化过程如下：
ｄｅｆ ＿ｉｎｉｔ＿（ｓｅｌｆ， ｎｔｏｋｅｎ， ｅｍｓ， ｎ， ｎｃｌａｓｓ， ｓｅｍｂ，

ｈｉｄ＿ｓｉｚｅ ＝ ５０，ｎｏ＿ａｔｔ ＝Ｆａｌｓｅ）：
ｓｕｐｅｒ（ＥｍＳｅｎｔＣｌａｓｓ， ｓｅｌｆ） ．＿ｉｎｉｔ＿（） ／ ／调用父类

ＥｍＳｅｎｔＣｌａｓｓ
ｓｅｌｆ． ｅｍｓ ＝ ｅｍｓ

ｓｅｌｆ．ｎ ＝ ｎ
ｓｅｌｆ．ｅｍｂｅｄ ＝ ｎｎ．Ｅｍｂ（ｎｔｏｋｅｎ， ｓｅｍｂ， ｐａｄｄｉｎｇ＿

ｉｄｘ ＝ ０）　 ／ ／创建词嵌入模型

ｓｅｌｆ．ｎｏ＿ａｔｔ ＝ ｎｏ＿ａｔｔ　
ｓｅｌｆ．ｅｍｓ ＝ ｎｎ．Ｅｍｂ（ｅｍｓ， ｓｅｍｂ）
ｓｅｌｆ．ｉｔｅｍｓ ＝ ｎｎ．Ｅｍｂ（ｎ， ｓｅｍｂ）
ｓｅｌｆ．ｗｏｒｄ ＝ ＡｔｔｅｎｔｉｏｎａｌＢｉＧＲＵ（ｓｅｍｂ， ｓｅｍｂ ／ ／ ２，

ｎｏ＿ａｔｔ ＝ ｓｅｌｆ．ｎｏ＿ａｔｔ） ／ ／注意力模型

ｓｅｌｆ．ｓｅｍｂ ＝ ｓｅｍｂ
ｓｅｌｆ．ｌｉｎ＿ｏｕｔ ＝ ｎｎ．Ｌｉｎｅａｒ（ ｓｅｍｂ∗３，ｎｃｌａｓｓ） ／ ／设

置网络全连接层

ＬＳＴＭ 能捕获序列中的长距离依赖关系。 一个

ＬＳＴＭ 模型由多个 ＬＳＴＭ 单元组成，其中每个 ＬＳＴＭ
单元对神经网络中的记忆进行建模。 ＬＳＴＭ 单元包

含的门结构允许 ＬＳＴＭ 存储和访问随时间变化的信

息。 给定一个包含词 ｗ ｔ 的短文本，使用嵌入矩阵

Ｗｅ 将这些词嵌入到向量 ｘｔ ＝Ｗｅｗ ｔ 中，该向量的维度

是 ｄ。 Ｂｉ－ＬＳＴＭ 包含一个前向 ＬＳＴＭ 以读取从 ｘ１

到 ｘＴ 的文本和一个后向 ＬＳＴＭ 以读取从 ｘＴ 到 ｘ１ 的

文本，即：
ｈＦ

ｔ ＝ ＬＦ（ｘｔ）

ｈＢ
ｔ ＝ ＬＢ（ｘｔ）

（１）

　 　 Ｂｉ－ＬＳＴＭ 将每个词 ｗ ｔ 映射到一对隐藏向量 ｈＦ
ｔ

和 ｈＢ
ｔ 中，那么一个词可以表示为一对向量的串联，

即 ｈｔ ＝ ［ｈＦ
ｔ ，ｈＢ

ｔ ］。 因此，得到 ［ｈ０，…，ｈＴ］， 然后将

其输入到平均池化层以获得句子的表示 ｓ。
为了表明表情符号对文本情感极性的影响，提

出了一种基于表情符号的注意力机制。 给定一个微

博帖子，每个词对情感极性的贡献是不一样的，表情

符号的交互权重也不均等。 ＥＡ 机制结合单词和表

情符号来衡量微博帖子中单词的权重。
在微博帖子 ｛ｗ１，．．．，ｗＴ；Ｅ｝ 中， ｗ ｉ 表示单词， Ｅ

表示表情符号。 首先， ｗ ｉ 和 Ｅ 都被转换为向量表

示，即 ｘｉ 和 ｅ。
聚合这些词的表示以形成句子表示，句子表示

ｓ 是隐藏状态 ｈｉ 的加权和，即：

ｓ ＝ ∑
Ｔ

ｉ ＝ １
ａｉｈｉ （２）

　 　 其中，权重 ａｉ 用于衡量第 ｉ 个词的重要性，其计

算方式为：

ａｉ ＝
ｅｆ（ｈｉ，ｅ）

∑
Ｔ

ｊ ＝ １
ｅｆ（ｈｊ，ｅ）

（３）

　 　 其中，函数 ｆ（·） 表示单词的重要性，函数 ｆ（·）
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的定义为：
ｆ（ｈｉ，ｅ） ＝ ｖＴ ｔａｎｈ（Ｗｈｈｉ ＋ ＷＥｅ ＋ ｂ） （４）

　 　 其中， Ｗｈ 、 ＷＥ 是可学习的参数； ｖＴ 表示 ｖ 的转

置； ｂ 是偏置。
串联了 ３ 种类型的特征，如下所示：

ｌｃ ＝ ［ｈＦ
０ ，ｈＢ

Ｔ］  ｓ  ｅ （５）
　 　 其中， ｈＦ

０ 和 ｈＢ
Ｔ 表示最后一步中前向和后向

ＬＳＴＭ 的隐藏状态。
训练的目标是最小化交叉熵损失，在引入基于

表情符号的注意力机制后，获得了用于文本情感分

析的特征 ｌｃ。 模型使用线性变换，将 ｌｃ 投影到 Ｃ 种

类别的目标空间中：
ｄｃ ＝ Ｗｃ ｌｃ ＋ ｂｃ （６）

　 　 之后，使用一个 ｓｏｆｔｍａｘ 层来获得微博帖子情感

的概率分布：

ｐｃ ＝
ｅｄｃ

∑
Ｃ

ｋ ＝ １
ｅｄｋ

（７）

　 　 其中， Ｃ 是情感标签的数量， ｐｃ 是情感标签 ｃ的
预测概率。

ｓｏｆｔｍａｘ 层的 ｐｙｔｈｏｎ 实现如下所示：
ｄｅｆ ｓｏｆｔｍａｘ（ｓｅｌｆ，ｍａｔ，ｍａｋ）：
ｅｘｐ ＝ ｔｏｒｃｈ．ｅｘｐ（ｍａｔ） ∗ Ｖａｒｉａｂｌｅ（ｍａｋ，ｒｅｑｕｉｒｅｓ

＿ｇｒａｄ＝Ｆａｌｓｅ）
ｓｕｍ＿ｅｘｐ ＝ ｅｘｐ．ｓｕｍ（１，Ｔｒｕｅ）＋０．０００ ００１
ｓｍ ＝ ｅｘｐ ／ ｓｕｍ ＿ ｅｘｐ． ｅｘｐａｎｄ ＿ ａｓ （ ｅｘｐ） ／ ／定义

ｓｏｆｔｍａｘ 函数

ｔｏｒｃｈ．ｓｅｔ＿ｐｒｉｎｔｏｐｔｉｏｎｓ（ ｔｈｒｅｓｈｏｌｄ ＝ １９ ０００） ／ ／设
置输出选项

ｄ ＝ ｛ ｝
ｂｓ ＝ ｌｅｎ（ｓｅｌｆ．ｒｅｖ）
ｇｌｏｂａｌ ｗ＿ｄｉｃｔ
ｆｏｒ ｉ ｉｎ ｒａｎｇｅ（ｂｓ）：
ｒ ＝ ｓｅｌｆ．ｒｅｖ［ｉ］ ．ｓｐｌｉｔ（）
ａｔｔ ＝ ｓｏｆｔｍａｘ［ｉ］
ａｔｔ＿ ＝ ａｔｔ．ｄａｔａ．ｃｐｕ（）．ｎｕｍｐｙ（） ／ ／把 ｔｅｎｓｏｒ 转换

成 ｎｕｍｐｙ 的格式

ｃｏｍｂ ＝ ｔｕｐｌｅ（ｚｉｐ（ｒ，ａｔｔ＿））
ｉｆ ｌｅｎ（ａｔｔ） ！ ＝ １：
ｗ＿ｄｉｃｔ［ｓｅｌｆ．ｒｅｖ［ｉ］］ ＝ ｃｏｍｂ
ｉｆ ｂｓ ！ ＝ １：
ｗ＿ｄｉｃｔ ＝ ｛｝
ｉｆ ｂｓ ＝ ＝ １：
ｔｒｙ：

ｉｆ ｌｉｓｔ（ｗ＿ｄｉｃｔ．ｖａｌｕｅｓ（））［０］．＿＿ｌｅｎ＿＿（） ＜ ２：
ｗ＿ｄｉｃｔ ＝ ｛｝
ｅｘｃｅｐｔ：
ｗ＿ｄｉｃｔ ＝ ｛｝
ｒｅｔｕｒｎ ｓｍ
设 ｐｇ

ｃ（ｄ） 是帖子的目标分布， ｐｃ（ｄ） 是预测的

情绪分布， Ｄ 是微博帖子的集合。 训练目标是最小

化集合 Ｄ 中的 ｐｇ
ｃ（ｄ） 和 ｐｃ（ｄ） 之间的交叉熵损失，

则损失函数定义为：

Ｌ ＝ － ∑
ｄ∈Ｄ

∑
Ｃ

ｃ ＝ １
ｐｇ
ｃ（ｄ）ｌｏｇ（ｐｃ（ｄ）） （８）

３　 实验评估

为了获得单词和表情符号的嵌入表示，使用

ｗｏｒｄ２ｖｅｃ．３ 的 ＳｋｉｐＧｒａｍ 模式，对由 ３５０ 万条微博组

成的大规模语料库上训练单词和表情符号嵌入。
实验中使用 ５ 重交叉验证。 原始数据被随机分

成 ５ 个相等的部分，其中 ４ 个部分用于训练，第 ５ 部

分用于测试。 从 ４ 个训练部分中随机选择一个部分

作为开发集来调整超参数。 分类结果通过准确度来

衡量。 准确度定义为 Ｔ ／ Ｎ， 其中 Ｔ 表示预测的与真

实情绪评级相同的情绪评级数量， Ｎ 表示微博的总

数量。 由于多分类中类不平衡问题，还使用了宏观

精度来进行更公平的比较。
将词嵌入和表情符号嵌入的维度设置为 ２００。

ＬＳＴＭ 单元中隐藏状态和单元状态的维度设置为

１００。 在训练期间，使用 Ａｄａｄｅｌｔａ 作为优化方法。 训

练的批次大小为 １６，动量为 ０．９，初始学习率 α 为

０．０１。
为了评估本模型的性能，将其与 Ｅ － ｏｎｌｙ［６］、

ＳＶＭ、ＬＳＴＭ 和 Ｂｉ－ＬＳＴＭ 等算法进行了比较。 其中，
Ｅ－ｏｎｌｙ 是仅使用表情符号来判断情感的极性，Ｂｉ－
ＬＳＴＭ 将微博帖子的文本和表情符号作为 Ｂｉ－ＬＳＴＭ
模型的输入进行情感分析，实验对比了各个模型的

精度、召回率、Ｆ－度量和准确度，表 ３ 给出了所有模

型进行情感分析的实验结果。 由于类不平衡问题，
算法在中性极性的性能要远低于其它极性。
　 　 实验结果从表 ３ 的结果可见，由于模型利用了

包括文本、表情符号特征，以及表情符号对文本的影

响，本文模型表现最佳。 这表明基于表情符号的注

意力，可以有效地捕捉表情符号对文本情感极性的

影响。 此外，ＬＳＴＭ 优于 ＳＶＭ，表明与具有稀疏指标

特征的离散模型相比，神经网络模型能更好地提取

文本和表情符号特征。
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表 ３　 实验结果对比

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

模型 极性 精度 召回率 Ｆ － 度量 准确度

Ｅ－ｏｎｌｙ 正 ０．８８ ０．９３ ０．９１

中 ０．３８ ０．１８ ０．２１

负 ０．８８ ０．９０ ０．８９ ０．８６

ＳＶＭ 正 ０．８２ ０．８４ ０．８３

中 ０．３７ ０．２３ ０．３８

负 ０．８０ ０．８３ ０．８１ ０．６２

ＬＳＴＭ 正 ０．８９ ０．９４ ０．９０

中 ０．３９ ０．１９ ０．２２

负 ０．８８ ０．９１ ０．９０ ０．８６

Ｂｉ－ＬＳＴＭ 正 ０．８７ ０．９５ ０．９１

中 ０．４３ ０．１６ ０．２２

负 ０．９１ ０．９１ ０．９０ ０．８７

本文模型 正 ０．８９ ０．９５ ０．９２

中 ０．４７ ０．２７ ０．３４

负 ０．９２ ０．９２ ０．９２ ０．８８

　 　 Ｂｉ－ＬＳＴＭ 模型与本文模型对不同情感极性的

准确率比较，结果见表 ４。 从中可以看出，在情感变

化方面，本文模型在大多数情况下优于 Ｂｉ－ＬＳＴＭ 模

型。
表 ４　 极性变化的准确度对比

Ｔａｂ． ４　 Ａｃｃｕｒａｃｙ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｏｌａｒｉｔｙ ｃｈａｎｇｅｓ

正—＞中 正—＞负 中—＞正 中—＞负 负—＞正 负—＞中

Ｂｉ－ＬＳＴＭ ０．１１ ０．８５ ０．９６ ０．９５ ０．８６ ０．１１

本文模型 ０．１７ ０．８８ ０．９８ ０．９７ ０．８９ ０．１８

４　 结束语

本研究设计并实现了基于注意力模型的情感分

析模型。 该模型考虑了表情符号对文本情感极性的

影响。 与现有的模型相比，本模型实现了较好的性

能。 未来的工作将在以下两个方向上进一步研究表

情符号对短文本情感极性的影响。 首先，将研究扩

展到其它类型的短文本。 其次，将采用其它神经网

络模型以探索表情符号对文本的影响。
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