
第 １３ 卷　 第 １ 期

Ｖｏｌ．１３ Ｎｏ．１ 　
　

智　 能　 计　 算　 机　 与　 应　 用

Ｉｎｔｅｌｌｉｇｅｎｔ Ｃｏｍｐｕｔｅｒ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓ
　

　 ２０２３ 年 １ 月

　 Ｊａｎ． ２０２３

　 　 　 　 　 　文章编号： ２０９５－２１６３（２０２３）０１－０１２３－０７ 中图分类号： ＴＭ７１４ 文献标志码： Ａ

基于 ＣＥＥＭＤＡＮ 的综合能源系统负荷预测研究
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摘　 要： 针对综合能源系统多元负荷数据随机性强、单一算法难以得到精确预测结果的问题，提出一种基于自适应噪声的完

全集成经验模态分解（ＣＥＥＭＤＡＮ） － 样本熵，以及 ＢＰ 神经网络（ＢＰＮＮ）与 Ｔｒａｎｓｆｏｒｍｅｒ 模型组合的短期综合能源多元负荷预

测方法。 首先利用自适应噪声的完全集成经验模态分解－样本熵，将多元负荷时间序列分解为多个复杂度差异明显的负荷子

序列；然后分别使用 ＢＰ 神经网络和 Ｔｒａｎｓｆｏｒｍｅｒ 模型对复杂度低的子序列和复杂度高的子序列进行预测；最后将各子序列的

预测结果叠加得到最终的预测值。 通过对亚利桑那州立大学坦佩校区多元负荷数据进行建模预测，并与 ＥＥＭＤ－ＧＲＵ－ＭＬＲ
（ＥＧＭ）等预测方法进行对比。 结果表明，本文所提出的方法能有效提高负荷预测精度。
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０　 引　 言

提高能源综合利用效率、发掘新能源、实现可再

生能源规模化开发，已成为解决日益凸显的能源需

求增长与能源紧缺之间矛盾的必然选择。 传统的能

源系统规划所表现出的能源利用效率低、无法发挥

能源间的优势互补等问题日益突出，而综合能源系

统是解决这些问题的有效方案。 精确的负荷预测，
对能源系统安全、经济运行起到重要的作用。

综合能源系统不同于传统单一能源系统，其可

灵活地将区域内的各种能源整合起来，通过能源转

换装置和储存设备等，实现能源之间的耦合与转换，

最终提供给用户电、冷、热、气等不同需求的能源。
由于综合能源系统与传统能源系统在能源利用方面

有着本质的差别，导致两者的负荷预测有着较大的

差异。 在综合能源系统中，不仅要考虑气象、日历信

息等外部因素的作用，还要兼顾各类型负荷之间的

内在耦合关系。 目前已有的电力、热、冷、气联合负

荷的预测方法主要有以下方法：一是将温度、湿度等

气象因素视为外生变量，不同负荷的历史资料视为

一种内生变量的方法，得到了不错的预测效果［１－４］。
如文献［４］中提出了一种基于注意力的卷积神经网

络（ＣＮＮ）与 ＬＳＴＭ、双向长短期记忆（ＢＩＬＳＴＭ）模型

相结合，用于综合能源系统中的短期负荷预测，将过



去 ５ 天的历史负荷、温度、冷负荷和天然气消耗量用

作输入特征，输入到预测模型中，最终得到较高精度

的预测结果。 二是基于多任务学习 （ＭＴＬ） 的预

测［５－６］，其将不同类型能源负荷的信息通过多任务

学习的共享机制进行处理，取得了比单任务学习更

有效的预测结果。 如文献［６］中梳理了不同集成能

量子系统之间的耦合关系、在多任务学习中的权重

共享机制，以及在最小二乘支持向量机的帮助下，构
建了基于多任务学习和最小二乘支持向量机的电、
热、冷、气的多元负荷组合预测模型。 此外，还有文

献提出先分解后预测的方法。 此类方法将随机性高

的负荷数据分解为多个相对平稳的子序列，降低原

始序列高随机性对预测的影响。 如：文献［７］针对

综合能源系统中负荷具有较大的随机性和较大的波

动性，采用核主成分分析（ＫＰＣＡ）、二次模态分解和

深度双向长短期记忆（ＤＢｉＬＳＴＭ）和 ＭＬＲ 组合而成

的多模型预测方法。 但此方法在分解过后的预测模

型计算规模太大，需简化其模型。 因此，为提高模型

的预测速度，应尽可能对电力数据分解后的模型进

行简化。
为使综合能源负荷数据分解更加彻底并简化数

据分解后的预测模型，本文提出一种基于自适应噪

声的完全集成经验模态分解－－样本熵，以及 ＢＰ 神

经网络和 Ｔｒａｎｓｆｏｒｍｅｒ 模型组合而成的短期综合能

源负荷预测方法。 通过对亚利桑那州立大学坦佩校

区负荷数据进行建模预测，并与多种方法进行对比，
结果表明本文提出的组合预测模型精度高、计算量

小。

１　 ＣＥＥＭＤＡＮ－ＳＥ－ＢＰＮＮ－Ｔｒａｎｓｆｏｒｍｅｒ 组
合预测模型

　 　 本 文 将 数 据 分 解 算 法 与 ＢＰ 神 经 网 络、
Ｔｒａｎｓｆｏｒｍｅｒ 模型结合，提出了基于 ＣＥＥＭＤＡＮ－样本

熵－ ＢＰＮＮ － Ｔｒａｎｓｆｏｒｍｅｒ 的组合预测模型。 利用

ＣＥＥＭＤＡＮ－样本熵将综合能源系统负荷分解为一

系列复杂度差异明显的子序列，之后利用 ＢＰ 神经

网络和 Ｔｒａｎｓｆｏｒｍｅｒ 模型分别对复杂度低与复杂度

高的子序列进行建模预测，最后将各子序列预测结

果进行叠加得到负荷预测结果。
本文所提预测方法的主要步骤如下所示：
（１）收集历史数据；
（２）对电、冷、热负荷数据进行 ＣＥＥＭＤＡＮ 分

解，得到分解后的子序列；
（３）计算分解后子序列的样本熵值，根据样本

熵值进行重组得到新的子序列，并划分为复杂度高

与复杂度低的子序列；
（４）结合天气、日历信息数据，使用 ＢＰ 神经网

络对复杂度低的子序列进行训练并预测；使用

Ｔｒａｎｓｆｏｒｍｅｒ 模型对复杂度高的子序列进行训练并预

测；
（５）叠加各子序列的预测结果，得到最终的多

元负荷预测结果。 由于多元负荷受许多因素影响，
单一 预 测 方 法 难 以 学 习 其 中 规 律， 因 此 采 用

ＣＥＥＭＤＡＮ 算法将非线性的非平稳时间序列预测问

题转化为多个平稳的时间序列预测问题，把复杂的

多元负荷分解为相对简单的子序列 ＣＩＭＦ；同时利用

样本熵对分解得到的平稳子序列进行复杂度分析，
并将其重组，形成新的子序列 ＮＩＭＦ，从而减少计算

量并降低模型复杂度。 针对复杂度较高的子序列，
基于注意力机制（Ａｔｔｅｎｔｉｏｎ）的 Ｔｒａｎｓｆｏｒｍｅｒ 模型能给

予较高的关注，最大程度的挖掘其中的规律，得到较

为准确的预测结果；而对于复杂度较低的子序列，其
周期性较强，故采用结构简单的 ＢＰ 神经网络进行

预测，从而减少训练时间并避免耗费资源较多的问

题。
１．１　 自适应噪声的完全集成经验模态分解

ＣＥＥＭＤＡＮ［７］作为 ＥＭＤ［８］ 的一种改进方法，克
服了 ＥＭＤ 模态混叠现象，同时也解决了 ＥＥＭＤ 处

理过程中加入的白噪声难以去除的问题，并且其重

构误差很小。 ＣＥＥＭＤＡＮ 主要改进的地方是通过向

原始信号添加自适应的白噪声，分别使用 ＥＭＤ 进行

分解，并对分解所得的分量求均值进而得到最后的

本征 模 态 函 数 （ ｉｎｔｒｉｎｓｉｃ ｍｏｄｅ ｆｕｎｃｔｉｏｎｓ， ＩＭＦ ）。
ＣＥＥＭＤＡＮ 算法的步骤如下所示：

（１） 向负荷原始序列 ｘ （ ｔ ） 中添加白噪声

ωｍ（ ｔ）， 添加白噪声后的序列为：
ｘｍ（ ｔ） ＝ ｘ（ ｔ） ＋ ωｍ（ ｔ），ｍ ＝ １，２，…，Ｍ （１）

　 　 其中 Ｍ 为添加白噪声的次数。
（２）对 ｘｍ（ ｔ） 进行 ＥＭＤ 分解，分解后对其取平

均得到第一个分量 ｃ１（ ｔ）：

ｃ１（ ｔ） ＝ １
Ｍ∑

Ｍ

ｉ ＝ １
ｃｉｊ（ ｔ） （２）

然后得第一个余项：
ｒ１（ ｔ） ＝ ｘ（ ｔ） － ｃ１（ ｔ） （３）

　 　 （３）向余项中加入白噪声后进行 ＥＭＤ 分解，对
结果取平均得到第二个分量 ｃ２（ ｔ）：

ｃ２（ ｔ） ＝ １
Ｍ∑

Ｍ

ｉ ＝ １
ＥＭＤ１（ ｒ１（ ｔ） ＋ ＥＭＤ１（ωｉ（ ｔ）））（４）
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　 　 然后得第二个余项：
ｒ２（ ｔ） ＝ ｒ１（ ｔ） － ｃ２（ ｔ） （５）

　 　 （４）循环步骤 ２ 和步骤 ３ 直到余量不能再分

解，ＣＥＥＭＤＡＮ 算法的实现步骤可总结为

ｘ（ ｔ） ＝ ∑
Ｍ

ｉ ＝ １
ｃｉ（ ｔ） ＋ ｒ（ ｔ） （６）

　 　 其中： ｃｉ（ ｔ） 为第 ｉ个 ＩＭＦ分量，ｒ（ ｔ） 为残余项。
１．２　 样本熵

近似熵可以衡量序列的复杂度，并且只需要一

个序列中的少部分数据就可以得出结果，但是由于

近似熵有着一致性差和计算结果易产生偏差的缺

点［９］。 因此， 针对近似熵的缺点， Ｒｉｃｈｍａｎ［１０］ 于

２０００ 年提出样本熵理论，相比于近似熵，样本熵拥

有更好的精度。 样本熵的大小直接反应出序列的复

杂程度，序列越复杂，其样本熵值就越大；若序列越

简单，样本熵值就越小。 样本熵的值用 ＳＥ（ｎ，α，Ｋ）
表示，可以描述为

ＳＥ（ｎ，α） ＝ ｌｉｍ
Ｋ→¥

｛ － ｌｎ（Ｒ
ｎ＋１（α）
Ｒｎ（α）

）｝ （７）

　 　 其中， Ｋ为时间序列的长度；ｎ为维数；α为相似

容限；Ｒｎ＋１（α） 和 Ｒｎ（α） 表示 α 阈值情况下，两个时

间序列匹配 ｎ 或 ｎ ＋ １ 个点的概率。 当 Ｋ 取有限值

时，通过式（７） 得到的样本熵估计值为

ＳＥ（ｎ，α，Ｋ） ＝ － ｌｎ［Ｒ
ｎ＋１（α）
Ｒｎ（α）

］ （８）

１．３　 ＢＰ 神经网络

ＢＰ 神经网络［１１］ 是一种应用广泛的预测方法，
其结构简单，泛化性能较好，相比 ＳＶＲ 和差分整合

移动平均自回归模型（ＡＲＩＭＡ）算法，能更准确的预

测周期性强、平滑的负荷，故本文选择 ＢＰ 神经网络

来预测复杂度低的子序列。
由于 ＢＰ 神经网络结构简单，针对复杂度高的

子序列，则无法得到精确的预测结果。 而基于注意

力机制（Ａｔｔｅｎｔｉｏｎ）的 Ｔｒａｎｓｆｏｒｍｅｒ 模型［１２］，具有较强

的特征提取能力，对于复杂度高的时间序列，会给予

较高的关注，复杂度高的时间序列在 Ｔｒａｎｓｆｏｒｍｅｒ 模
型中会得到更高的注意力权重，故预测结果也相对

准确。 因此，本文采用 Ｔｒａｎｓｆｏｒｍｅｒ 模型来预测负荷

复杂度高的子序列。
１．４　 Ｔｒａｎｓｆｏｒｍｅｒ 模型

基于 Ａｔｔｅｎｔｉｏｎ 的 Ｔｒａｎｓｆｏｒｍｅｒ 模型［１２］ 由编码器

与解码器两部分组成，其结构比 Ａｔｔｅｎｔｉｏｎ 更加复

杂。 Ｔｒａｎｓｆｏｒｍｅｒ 模型结构如图 １ 所示。
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图 １　 Ｔｒａｎｓｆｏｒｍｅｒ 模型结构图
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　 　 Ｔｒａｎｓｆｏｒｍｅｒ 模型在编码器和解码器中引入

Ａｔｔｅｎｔｉｏｎ 机制，使其拥有更好的特征提取效果。 输

入层通过全连接网络，将输入的时间序列数据映射

成向量，通过使用具有正弦和余弦函数的位置编码，
将输入向量与位置编码向量逐元素相加，来对时间

序列数据中的顺序信息进行编码。 所得到的向量被

送入 ６ 个编码器层，每个编码器层由一个自注意力

子层和一个完全连接的前馈神经网络子层组成。 为

了构建一个更深的模型，每个子层都应用了残差连

接，后面紧跟一个规范化层。 编码器产生一个向量

反馈给解码器。 解码器采用了与原始 Ｔｒａｎｓｆｏｒｍｅｒ
模型［１２］结构相似的解码器设计。 该解码器由输入

层、６ 个相同的解码器层和一个输出层组成。
Ｔｒａｎｓｆｏｒｍｅｒ 模型采用自注意力机制来学习不同

时间步长的长期关系，引入注意力机制就是为了解

决信息过长导致信息丢失的问题。 其中， 注意力机

制根据键 （Ｋｅｙ） 值 Ｋ ∈ ＲＮ × ｄａｔｔｎ 和 Ｑｕｅｒｙ 值 Ｑ ∈
ＲＮ × ｄａｔｔｎ 得到 Ｖａｌｕｅ 值 Ｖ ∈ ＲＮ × ｄ Ｖ，如下式为：

Ｑ ＝ ＸＷＱ （９）
Ｋ ＝ ＸＷＫ （１０）
Ｖ ＝ ＸＷＶ （１１）

Ａｔｔｅｎｔｉｏｎ（Ｑ，Ｋ，Ｖ） ＝ Ａ（Ｑ，Ｋ）Ｖ （１２）
　 　 式（９）中， Ｘ 为输入的序列，ＷＱ、ＷＫ、ＷＶ 为初始

化的 Ｑｕｅｒｙ、Ｋｅｙ 和 Ｖａｌｕｅ 值，式（１２） 中 Ａ（） 的规范

化作用可用以下式子表示为

Ａ（Ｑ，Ｋ） ＝ Ｓｏｆｔｍａｘ（ＱＫＴ ／ ｄａｔｔｎ ） （１３）
　 　 为提高标准注意力机制的学习能力，文献［１２］
中提出了多头注意力机制。 用不同的头部来表示子

空间，如式（１４）所示：
　 　 ＭｕｌｔｉＨｅａｄ（Ｑ，Ｋ，Ｖ） ＝ ［Ｈ１，．．．，ＨｍＨ］ＷＨ （１４）
　 Ｈｈ ＝ Ａｔｔｅｎｔｉｏｎ（ＱＷＱ

（ｈ），ＫＷＫ
（ｈ），ＶＷＶ

（ｈ）） （１５）
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　 　 其 中， Ｗ（ｈ）Ｋ
、Ｗ（ｈ） Ｑ、Ｗ（ｈ） ＶＱ 分 别 表 示 Ｋｅｙ、

Ｑｕｅｒｙ、和 Ｖａｌｕｅ 值的权重，ＷＨ 线性地结合了从头部

Ｈｈ 来的所有输出。
Ｔｒａｎｓｆｏｒｍｅｒ 模型通过使用注意力机制来挖掘复

杂度高的子序列的内在规律，使其能够更加精确拟

合复杂度高的子序列，实现对复杂度高的子序列的

准确预测，提高负荷的预测精度。

２　 实例分析

本文选取美国亚利桑那州立大学坦佩校区的综

合能源系统 ２０２０ 年 １ 月 １ 日 ～２ 月 ２９ 日的数据作

为实验数据，按照 ８ ∶ １ ∶ １ 的比例来划分训练集、验
证集和测试集。 其中，预测集为 ２０２０ 年 ２ 月 ２４ ～
２ 月２９ 日的电、热、冷负荷。
２．１　 数据归一化及预测结果评价指标

为了使预测模型更好的提取到负荷数据的内部

特征，采用归一化对数据进行处理，其计算公式为：

ｘｇ ＝
ｘ － ｘｍｉｎ

ｘｍａｘ － ｘｍｉｎ
（１６）

式中， ｘｇ 为归一化处理后的数据；ｘ 为需要归一化的数

据；ｘｍａｘ 、ｘｍｉｎ 分别表示负荷数据的最大值和最小值。
为了更好地评估预测模型，本文采用均方根误

差（ＲＭＳＥ） 以及平均绝对百分比误差（ＭＡＰＥ） 作为

评价指标。 各评估指标的计算公式为：

ｅＲＭＳＥ ＝ １
ｍ∑

ｍ

ｋ ＝ １
［ｘ（ｋ） － ｙ（ｋ）］ ２ （１７）

ｅＭＡＰＥ ＝ １
ｍ∑

ｍ

ｋ ＝ １
（ ｘ（ｋ） － ｙ（ｋ）

ｘ（ｋ）
） × １００％ （１８）

　 　 其中， ｙ（ｋ）、ｘ（ｋ） 分别为 ｋ 时刻的预测值和真

实值，ｍ 为样本总数。
为更加全面地评估多元负荷预测结果， 采用综

合 ＭＡＰＥ 对预测效果进行评估：
ＣＭＡＰＥ ＝ α电 ∗ｅ电ＭＡＰＥ ＋ α冷 ∗ｅ冷ＭＡＰＥ ＋ α热 ∗ｅ热ＭＡＰＥ （１９）
　 　 其中， α电 ＝ １ ／ ３，α冷 ＝ １ ／ ３，α热 ＝ １ ／ ３。
２．２　 负荷数据分解及复杂度分析

将电负荷、 冷负荷、 热负荷分别进行分解，
ＣＥＥＭＤＡＮ 参数取值：高斯白噪声标准差为 ０．２，加
入噪声次数为 ５００ 次。

电负荷被分解为 １０ 个 ＣＩＭＦ 和 １ 个残余项，并
对这 １１ 个子序列进行 ＡＤＦ （ Ａｕｇｍｅｎｔｅｄ Ｄｉｃｋｅｙ －
Ｆｕｌｌｅｒ）检验。 结果表明，１１ 个子序列均没有单位

根，为平稳序列。 通过 ＣＥＥＭＤＡＮ 分解处理，把随机

性较强的非平稳时间序列预测问题，转化为多个相

对平稳的时间序列预测问题，充分挖掘了原始负荷

数据中的信息。
采用样本熵理论，分别对分解得到的电负荷子

序列、冷负荷子序列和热负荷子序列复杂度评估，其
中电负荷子序列样本熵分析结果如图 ２ 所示。
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图 ２　 电负荷子序列的样本熵
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　 　 由图 ２ 可知，前两个 ＣＩＭＦ 的样本熵值均大于

１，表明这两个 ＣＩＭＦ 的复杂度都比较高。 且第一个

ＣＩＭＦ 和第二个 ＣＩＭＦ 电负荷子序列的样本熵值很

接近，差值仅为 ０．０６７ ４，表明这两个 ＣＩＭＦ 产生新模

式的概率大小基本相同，故可以将这两个 ＣＩＭＦ 叠

加，作为一个子序列进行训练并预测，将叠加产生的

新序列简称为 ＮＩＭＦ１；第三个 ＣＩＭＦ 的样本熵值为

１．０４８，表明该序列复杂度高，本文把该序列作为一

个单独的序列进行训练和预测，简称该序列为

ＮＩＭＦ２；第四和第五个 ＣＩＭＦ 的样本熵值的差仅为

０．０１５ ８，表明这两个 ＣＩＭＦ 产生新模式的概率大小

基本相同，故可以将这两个 ＣＩＭＦ 叠加作为一个子

序列进行训练并预测，简称该新序列为 ＮＩＭＦ３；第
六、第七与第八个 ＣＩＭＦ 的样本熵值差值较小，故把

这 ３ 个 ＣＩＭＦ 叠加得到新序列 ＮＩＭＦ４。 ＮＩＭＦ１、
ＮＩＭＦ２、ＮＩＭＦ３、ＮＩＭＦ４ 均使用 Ｔｒａｎｓｆｏｒｍｅｒ 模型进行

预测。 第九、第十个 ＣＩＭＦ 以及余项的样本熵值均

小于 ０．１，表明这 ３ 个序列复杂度低，且 ３ 个序列的

样本熵值的差值很小，故把这 ３ 个序列叠加得到新

的序列 ＮＩＭＦ５。 由于这 ３ 个序列的复杂度较低，故
使用结构简单的 ＢＰ 神经网络进行预测，从而减少

训练时间并避免耗费资源较多的问题。 叠加后的电

负荷子序列及其使用的预测模型，见表 １。
表 １　 电负荷子序列重组结果

Ｔａｂ． １　 Ｒｅｃｏｍｂｉｎａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｅｌｅｃｔｒｉｃａｌ ｌｏａｄ ｓｕｂｓｅｑｕｅｎｃｅｓ

原 ＣＩＭＦ 分量序列号 新序列号 预测模型

１，２ １ Ｔｒａｎｓｆｏｒｍｅｒ 模型

３ ２ Ｔｒａｎｓｆｏｒｍｅｒ 模型

４，５ ３ Ｔｒａｎｓｆｏｒｍｅｒ 模型

６，７，８ ４ Ｔｒａｎｓｆｏｒｍｅｒ 模型

９，１０，Ｒｅｓ ５ ＢＰ 神经网络
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　 　 同理对冷、热负荷分解得到的子序列，也使用样

本熵进行复杂度评估。
２．３　 预测结果及分析

按照产生的电、冷、热重组新序列使用对应的预

测模型进行训练并预测。 其中，电、冷、热负荷经过

重组产生的子序列如果序号相同，则将此电、冷、热

负荷的对应新序列输入到同一个模型进行预测。
Ｔｒａｎｓｆｏｒｍｅｒ 模型采用 ８ 头注意力机制，学习率为

０．００１，正则化 ｄｒｏｐｏｕｔ 参数为 ０．１。 为体现多元负荷

预测的优势，利用单一负荷预测的结果与多元负荷

预测结果进行对比，其对比结果见表 ２。

表 ２　 单一负荷预测与多元负荷预测误差对比

Ｔａｂ． ２　 Ｅｒｒｏｒ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｓｉｎｇｌｅ ｌｏａｄ ｆｏｒｅｃａｓｔｉｎｇ ａｎｄ ｍｕｌｔｉｐｌｅ ｌｏａｄ ｆｏｒｅｃａｓｔｉｎｇ

方法
ＲＭＳＥ

电 ／ ＭＷ 冷 ／ Ｔｏｎ 热 ／ ｍｍＢＴＵ

ＭＡＰＥ ／ ％

电 冷 热
综合 ＭＡＰＥ ／ ％

单一负荷预测 ０．４５１ ８０．５７６ ０．３０４ ２．０４６ １．８７２ ２．５４ ２．１５３

多元负荷预测 ０．３７２ ６９．４６７ ０．２４９ １．８０８ １．５５１ ２．１４３ １．８３４

　 　 由表 ２ 可知，多元负荷预测结果的误差明显小

于单一负荷的预测误差，验证了多元负荷预测方法

的优越性。 综合能源系统中若对电负荷、冷负荷以

及热负荷使用单一负荷预测方法进行分别预测，那
么相比于多元负荷预测，单一负荷预测情况下会消

耗 ３ 倍的时间成本。 若将多元负荷放在一起预测，
则使预测模型能更好地挖掘学习多元负荷的内在信

息，得到更加准确的预测结果。
为了充分验证多元负荷预测方法的有效性及优

越性，选取 ４ 种方法对多元负荷进行预测，并对比分

析预测结果。
方法一：使用 Ｔｒａｎｓｆｏｒｍｅｒ 模型对电、冷、热负荷

进行预测。
方法二：使用 ＥＥＭＤ 算法对电、冷、热负荷进行

分解，再使用样本熵来进行复杂度分析并重组分量，
之后分别使用 ＢＰ 神经网络和 Ｔｒａｎｓｆｏｒｍｅｒ 模型对复

杂度低的子序列和复杂度高的子序列进行预测，方
法简称为 ＥＳＢＴ。

方法三：使用 ＥＥＭＤ 算法对电、冷、热原始负荷

进行分解，并使用文献［１３］中提出的过零率作为划分

高频分量和低频分量的依据，将分解得到的序列划分

为高频部分和低频部分，再分别使用 ＭＬＲ 和 ＧＲＵ 对

低频部分和高频部分进行预测，最后将预测结果进行

重构得到最终预测结果，此方法简称为 ＥＧＭ。
方法四：首先，运用 ＣＥＥＭＤＡＮ 分别对电、冷、热

负荷进行本征模态分解后，运用 ＫＰＣＡ 对天气、日历

规则特征集提取主成分，实现数据降维；将分解得到

的分量结合特征集主成分，用深度双向长短记忆

（ＤＢｉＬＳＴＭ）神经网络进行预测，最后将预测结果进

行重构，得到最终预测结果，此方法简称为 ＣＫＤ。
各模型 ２ 月 ２４ 日 ～２ 月 ２９ 日的电、冷、热负荷

预测结果如图 ３ 所示，各模型预测误差详见表 ３。
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图 ３　 负荷预测结果

Ｆｉｇ． ３　 Ｔｈｅ ｒｅｓｕｌｔｓ ｏｆ ｌｏａｄ ｆｏｒｅｃａｓｔｉｎｇ

　 　 由图 ３ 与表 ３ 可知，相比于其它方法，本文方法

在此实验数据集上表现最优，能更加准确地预测出

多元负荷的趋势，并且在负荷的峰谷位置比其它的

方法更加准确。 另外，不同算法对此实验数据集多

元负荷预测时，冷负荷预测的效果最好，这是由于 ２
月的冷负荷周期性较强，并且波动性较小，各算法能

很好地学习到其中的规律。
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表 ３　 各模型预测误差

Ｔａｂ． ３　 Ｔｈｅ ｆｏｒｅｃａｓｔｉｎｇ ｅｒｒｏｒ ｏｆ ｅａｃｈ ｍｏｄｅｌ

方法
ＲＭＳＥ

电 ／ ＭＷ 冷 ／ Ｔｏｎ 热 ／ ｍｍＢＴＵ ／ ｈ

ＭＡＰＥ ／ ％

电 ／ ＭＷ 冷 ／ Ｔｏｎ 热 ／ ｍｍＢＴＵ ／ ｈ
综合 ＭＡＰＥ ／ ％

ＥＧＭ ０．８８９ １６４．８７４ ０．６３９ ４．１０７ ３．８２１ ５．０７２ ４．３３３

Ｔｒａｎｓｆｏｒｍｅｒ ０．７４０ １３７．０４４ ０．４４１ ３．３９６ ３．０７２ ３．６３２ ３．３６７

ＥＳＢＴ ０．５９５ １０８．６１４ ０．３９７ ２．７０３ ２．４７３ ３．３９４ ２．８５６

ＫＣＤ ０．５１０ ９２．６３１ ０．３５８ ２．２４４ ２．０９７ ２．８０９ ２．３８３

本文方法 ０．３７２ ６９．４６７ ０．２４９ １．８０８ １．５５１ ２．１４３ １．８３４

　 　 在对多元负荷预测时，各种预测方法的表现如

下：
（１）ＫＣＤ 方法能预测出负荷的大致趋势，但是

在一些峰谷的位置，还是存在较大误差。 ＫＣＤ 方法

运用 ＣＥＥＭＤＡＮ 分别对电、冷、热负荷进行本征模态

分解后，运用 ＫＰＣＡ 对天气、日历规则特征集提取主

成分实现数据降维；将分解得到的分量结合特征集

主成分，用 ＤＢｉＬＳＴＭ 神经网络进行预测。 此方法对

原始数据的降维处理，在一定程度上减少了数据冗

余，提高了运行效率，但却导致部分隐藏的耦合信息

被抹去，使得此方法对负荷的学习不够充分，最终预

测效果欠佳。
（２）ＥＳＢＴ 方法在周期性较强的冷负荷预测上

表现不错，但在随机性较强的热负荷上表现不佳，热
负荷的 ＭＡＰＥ 为 ３．３９４％，综合 ＭＡＰＥ 为 ２． ８５６％。
ＥＳＢＴ 方法使用 ＥＥＭＤ 算法对电、冷、热负荷进行分

解，再使用样本熵来进行复杂度分析并重组分量后，
分别使用 ＢＰ 神经网络和 Ｔｒａｎｓｆｏｒｍｅｒ 模型对复杂度

低的子序列和复杂度高的子序列进行预测。 此方法

中 ＥＥＭＤ 虽能对原始负荷进行分解，但是在分解过

程中加入的白噪声难以去除，使得序列的重构误差

过大，导致最后预测结果误差不理想。
（３）Ｔｒａｎｓｆｏｒｍｅｒ 模型整体表现不佳。 由于多元

负荷序列多为非平稳的序列，单一的预测模型难以

挖掘负荷内部信息，从而导致预测结果不理想。
（４）４ 个对比方法中整体表现最差的是 ＥＧＭ 方

法，ＥＧＭ 方法使用 ＥＥＭＤ 算法对电、冷、热原始负荷

进行分解，并使用过零率来作为划分高频分量和低

频分量的依据，将分解得到的序列划分为高频部分

和低频部分，再分别使用 ＭＬＲ 和 ＧＲＵ 对低频部分

和高频部分进行预测。 此方法在分解过程中加入的

白噪声难以去除，使得序列的重构误差过大；另外使

用 ＧＲＵ 对高频部分进行预测误差也较大，导致最后

预测结果误差不理想。
（５）本文所使用方法的电、冷、热负荷的 ＭＡＰＥ

分别为 １．８０８％、１．５５１％、２．１４３％，综合 ＭＡＰＥ 仅为

１．８３４％，电、冷、热负荷的 ＲＭＳＥ 分别为 ０．３７２ ＭＷ、
６９．４６７ Ｔｏｎ、０．２４９ ｍｍＢＴＵ ／ ｈ，比 ＫＣＤ 方法的电、冷、
热负荷 ＲＭＳＥ 分别减少了 ０．１３８ ＭＷ、２３．１６４ Ｔｏｎ、
０．１０９ ｍｍＢＴＵ ／ ｈ；比 ＥＧＭ 方法的电、 冷、 热负荷

ＲＭＳＥ 分 别 减 少 了 ０． ５１７ ＭＷ、 ９５． ４０７ Ｔｏｎ、
０．３９０ ｍｍＢＴＵ ／ ｈ。

３　 结束语

本文针对综合能源系统负荷随机性较强的特

点，提出了一种基于 ＣＥＥＭＤＡＮ－样本熵 －ＢＰＮＮ－
Ｔｒａｎｓｆｏｒｍｅｒ 的综合能源系统负荷预测方法。 将本文

所提方法与多种方法的预测结果进行对比，得到以

下结论：
（１）相比于单一预测方法，本文所提方法具有

更高的预测精度，说明基于 ＣＥＥＭＤＡＮ －样本熵 －
ＢＰＮＮ－Ｔｒａｎｓｆｏｒｍｅｒ 的综合能源系统负荷预测模型

能深度挖掘负荷内在信息并学习其规律。
（２）相比于其他的分解方法，ＣＥＥＭＤＡＮ 能将负

荷充分分解，使得模型可深度挖掘负荷信息。
（３）相比于 ＧＲＵ、ＤＢｉＬＳＴＭ，Ｔｒａｎｓｆｏｒｍｅｒ 能更加

有效地挖掘多元负荷存在的耦合关系并学习其规

律，最终得到精确的预测结果。
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