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基于 Ｌｏｇｉｓｔｉｃ 回归与决策树的员工数据可视化与离职预测研究

龚建伟， 张林锋， 佘奇根， 于　 放

（北京师范大学 香港浸会大学联合国际学院理工科技学院， 广东 珠海 ５１９０８７）

摘　 要： 通过对员工离职的数据集进行可视化，可以发现员工的离职与许多因素有关，这意味着运用机器学习方法对员工离

职进行预测是可行的。 实验对数据集中的文本内容进行赋值，并计算了不同因素与离职与否之间的相关系数。 基于赋值后

的数据集，构建了逻辑回归模型，该模型可以根据给定的员工情况输出员工离职的概率。 经对 ７ 种模型的优化与对比结果表

明，优化后的决策树算法的准确性最高。
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０　 引　 言

对于企业来说，员工离职率高意味着企业难以

留住人才，同时也给未来的经营带来许多不确定性。
究其员工为什么会离职，以及不同员工的离职概率

等，都是企业不得不面临的难题。 搞清楚与员工离

职有关的因素不仅可以帮助企业预测未来的人力资

源变动情况与需求，同时有助于帮助企业找到员工

离职背后的原因。 显然，员工的离职并不完全是随

机的，员工的自身情况与工作条件等诸多原因都可

能对其离职概率产生影响。 因此，使用机器学习方

法对员工离职的概率进行研究具有充分的可行性，
企业也可运用这些方法来建立员工离职预警机

制［１－２］，这对企业的长远发展可谓裨益良多。
早期研究人员依据历史数据进行预测，往往是

将传 统 统 计 方 法 用 于 时 间 序 列 模 型 当 中， 如

ＡＲＩＭＡ［３］、多元线性回归模型等。 后来，研究人员

逐渐开始运用机器学习算法来对股票等信息进行预

测，这些算法相较传统模型而言效果通常来说要更

令人满意［４］。 离职预测问题是一个典型的分类问

题，目前已有诸多机器学习算法可以应用于此类问

题［５］，完全可以应用于离职预测当中。 虽然有许多

算法可以利用，但是不同算法在准确度和样本规模

适应性等方面各有千秋［６－７］。 目前，已有一些研究

者利用 ＸＧＢｏｏｓｔ 算法［８］、随机森林［９－１０］ 等方法进行

了员工离职预测模型的构建，但这些研究大多仅基

于一种算法，亦无法给出离职的概率而只能进行简

单的是非判断。 也有一些研究者对不同算法的准确

性进行了对比［１１］，但该研究所对比的模型均使用默

认参数而没有进行优化，故模型仍有值得改进之处。
在运用机器学习算法进行预测时，需要警惕过拟合

的问题，此类问题可以通过参数调优来解决［１２］。



１　 相关技术

１．１　 数据可视化

在实验正式开始之前，需要运用 ｄｒｏｐｎａ 函数来

清洗实验数据，该函数可以去除数据集中含有缺失

值的数据行，进而确保在后续可视化与用于预测的

数据都是有效的。 可视化部分主要借助 ｍａｔｐｌｏｔｌｉｂ
绘图库来展示数据集的基本信息，该绘图库可以用

于绘制饼状图、条形图等图片。 完成基本的可视化

之后，为了进一步判断不同因素与离职之间的相关

性大小，实验运用了 ＤａｔａＦｒａｍｅ 内建的 ｃｏｒｒ 函数，该
函数可以用于计算不同数据之间的相关系数。 为了

更加直观地看出不同因素与离职之间相关系数的正

负与大小如何，实验同样以可视化的形式展示了相

关系数的条形图。
１．２　 离职预测

在预测部分，首先以 Ｌｏｇｉｓｔｉｃ 回归方法对员工离

职与否进行了预测，该方法的特色在于可以给出员

工离职的概率。 通过测试可以得到 Ｌｏｇｉｓｔｉｃ 回归的

准确率和 ＲＯＣ 曲线、ＡＵＣ 值等指标，这些指标可以

用于判断模型的优良程度。 凭借搭建好的 Ｌｏｇｉｓｔｉｃ
回归模型，可以构建根据员工个人信息来预测离职

概率的模块。 随后，实验使用 ｓｋｌｅａｒｎ 库中的多种分

类器对员工离职与否进行了预测，测试了 Ｋ 近邻算

法、决策树、随机森林、极度决策树、梯度提升分类

器、ＡｄａＢｏｏｓｔＣｌａｓｓｉｆｉｅｒ 和支持向量分类器等多种模

型的准确率，最终采用其中预测准确度最高的模型，
以构建判断员工是否会离职的预测模块。

２　 数据可视化

２．１　 实验环境

实验所选硬件环境为 １６ＧＢ 计算机 内 存，
Ｗｉｎｄｏｗｓ１０ ６４ 位 １９０９ 版操作系统，搭载有 Ｉｎｔｅｌ
Ｘｅｏｎ Ｅ３－１２３１ｖ３ ３．４ ＧＨｚ 处理器与 ＧＴＸ９６０ 显卡；
软件环境为基于 Ｐｙｔｈｏｎ３．６ 编程语言的 ｓｋｌｅａｒｎ 机器

学习库中集成的 ｌｉｎｅａｒ＿ｍｏｄｅｌ 与 Ｋ 近邻算法、决策

树等模型。
２．２　 数据集

２．２．１　 数据集导入

实验数据来源于 ｋａｇｇｌｅ 上一份某印度公司的人

力资源部门提供的约有四千余条数据的数据集，其
主要内容包括员工的个人信息有：教育程度、入职年

份、所在城市、收入水平、年龄、性别、是否被冷落过、
工作经验以及未来两年内离职与否等。

将数据集导入之后，通过 ｈｅａｄ 函数可以观察到

数据集所包含的内容，如图 １ 所示。

图 １　 数据集基本情况

Ｆｉｇ． １　 Ｄａｔａｓｅｔ ｏｖｅｒｖｉｅｗ

２．２．２　 数据可视化分析

为了更加直观地了解员工的大体状况，调用

ｍａｔｐｌｏｔｌｉｂ．ｐｙｐｌｏｔ 对员工的基本信息进行了可视化。
图 ２ 为员工入职时间的可视化展示，其它针对工作

经验、学历等方面的展示大体相同，故不再赘述。
　 　 基本的可视化完成之后，通过 ｖａｌｕｅ＿ｃｏｕｎｔｓ 函

数计量了根据不同要素划分的员工群体离职比例，
以观察哪些群体的员工更有离职的可能。 图 ３ 中的

百分比均通过 ｒｏｕｎｄ 函数保留小数点后两位，每个

群体标题之后所跟的百分比为该群体在整体员工中

所占比例。
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图 ２　 员工入职年份的可视化
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图 ３　 根据学历或者地区划分的不同群体员工离职比例
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　 　 通过数据可视化可以看出，员工的离职并非完全

随机，不同群体的员工离职率确有显著差异。 通常情

况下，人们会认为学历越高的员工工作会更加稳定，
因为这意味着他们的专业技术水平更高，但数据集展

现出的情况并非如此。 究其原因，可能是硕士学历持

有者在求职市场中属于相对较为稀少的高级人才，同
时也是企业高级人才构成的中坚力量，在就业市场非

常受欢迎。 不仅如此，硕士学历持有者的年龄往往也

更年轻，相比博士学历者更有优势，因此其可能会选

择跳槽来换取更高的待遇。 本科学历的员工跳槽不

一定能有更好待遇，所以离职的会更少；博士学历者

属于稀缺人才（占比不到 ４％），公司对其待遇和许诺

的前途都会更好，所以离职率也会偏低。 当然，年龄

同样也是一个影响因素，博士毕业者大多在三十岁左

右，其年龄上没有什么优势可言，跳槽的风险也可能

更大，这对离职率亦有影响。
在地区方面，实验选取的数据集中的员工分布

于 ３ 个城市，其中新德里（印度首都）是２ ５００万人口

规模的城市，班加罗尔（印度第三大城市）约１ ０００万
人口规模的城市，浦那（印度西部城市）则是约 ５００
万人口规模的城市。 可以发现，人口规模最小的城

市离职率最高，新德里的员工离职率相对偏高，而人

口规模处于中位城市的员工离职率最低。 究其原

因，城市的人口规模小可能意味着该地薪资水平不

高、工作环境不好、未来发展受限等；但大城市往往

也伴随着高生活成本、日常通勤时间长、竞争激烈等

问题，这都会带来一定的压力，所以人口规模适中的

城市离职率反而最低。
地区和学历已被证实对离职概率有显著影响，

故实验进一步绘制了根据性别和是否被冷落过划分

的员工群体离职状况，如图 ４ 所示。

（a）女性员工离职情况 （b）男性员工离职情况

（c）未被冷落过的员工离职情况 （d）被冷落过的员工离职情况
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图 ４　 不同群体员工离职比例
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２．２．３　 相关系数可视化

上述数据可视化结果仅能证明了员工自身与周

围的诸多因素对离职与否有影响，并不能证明影响

的程度如何，不同因素对离职的影响大小仍需以相

关系数的形式展现。 为了计算相关系数，实验对数

据集中的文本信息进行了赋值，即对不同学历、不同
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地区分别按照一定顺序（如：学历从低到高）赋值 １、
２、３ 等，随后计算了相关系数矩阵，并用 ｍａｔｐｌｏｔｌｉｂ．
ｐｙｐｌｏｔ 绘制了其他因素与离职与否的相关系数，如
图 ５ 所示。
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图 ５　 不同因素与离职与否的相关系数
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３　 离职预测

３．１　 基于 Ｌｏｇｉｓｔｉｃ 回归的离职概率预测

Ｌｏｇｉｓｔｉｃ 回归是一种经典的预测方法，其原理是

将线性回归的结果带入 Ｓｉｇｍｏｉｄ 函数，从而使连续

变量转换为 ０ ～ １ 区间的一个概率值。 当概率大于

０．５ 时，样本归为正，当概率小于 ０．５ 时，样本归为

负［１３］。 这一特性意味着逻辑回归模型可以被用于

概率预测。 Ｓｉｇｍｏｉｄ 函数如式（１）所示：

ｆ ｘ( ) ＝ １
１ ＋ ｅ －ｘ （１）

　 　 实验调用了 ｓｋｌｅａｒｎ．ｌｉｎｅａｒ＿ｍｏｄｅｌ 来进行 Ｌｏｇｉｓｔｉｃ
回归，并将数据集的前３ ０００条数据作为训练集，剩
余数据作为测试集。 为了便于训练，在训练之前需

要将数据集中的文本信息转换为数字。 由于年龄与

加入年份的数据与其他类型数据有较大偏差，故在

Ｌｏｇｉｓｔｉｃ 回归时仅选择教育程度、收入水平、城市、性
别、工作经验以及是否被冷落过 ６ 项来进行预测。
对于 Ｌｏｇｉｓｔｉｃ 回归模型来说， ＲＯＣ 曲线与 ＡＵＣ 值是

相当重要的指标，如果得出的 ＡＵＣ 值小于等于 ０．５，
则说明预测并不可行。 因此，实验用 ｓｋｌｅａｒｎ．ｍｅｔｒｉｃｓ
绘制了 ＲＯＣ 曲线，如图 ６ 所示。
　 　 Ｌｏｇｉｓｔｉｃ 回归模型的 ＡＵＣ 值越接近 １ 则说明模

型越优秀［１４］，０．６７ 左右这个数值只能说是差强人

意，但仍有利用价值。 通过．ｐｒｅｄｉｃｔ（）方法与进一步

计算 实 验 发 现， Ｌｏｇｉｓｔｉｃ 回 归 模 型 的 准 确 率 为

７２．９６％。准确率不高的原因可能与数据集本身的内

容有一定关联。 此外，将入职年份排除在模型之外，
也可能对 Ｌｏｇｉｓｔｉｃ 回归的准确率造成了相当大的影

响，因为从相关系数来看，入职年份与离职与否之间

存在相当大的相关性。 在 Ｌｏｇｉｓｔｉｃ 回归模型训练完

成之后，仅需将数值替换为需要输入的内容即可构

建员工离职概率预测模块，如图 ７ 所示。
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图 ６　 Ｌｏｇｉｓｔｉｃ 回归模型的 ＲＯＣ 曲线与 ＡＵＣ 值

Ｆｉｇ． ６　 ＲＯＣ ｃｕｒｖｅ ａｎｄ ＡＵＣ ｖａｌｕｅ ｏｆ ｌｏｇｉｓｔｉｃ ｒｅｇｒｅｓｓｉｏｎ ｍｏｄｅｌ

图 ７　 基于 Ｌｏｇｉｓｔｉｃ 回归的员工离职概率预测模块

Ｆｉｇ． ７　 Ｐｒｅｄｉｃｔｉｏｎ ｏｆ ｔｕｒｎｏｖｅｒ ｐｒｏｂａｂｉｌｉｔｙ ｂａｓｅｄ ｏｎ ｌｏｇｉｓｔｉｃ ｒｅｇｒｅｓｓｉｏｎ

　 　 在图 ７ 中，用户输入了一名硕士学历、在班加罗

尔工作、高薪资水平、男性、没有被冷落过、三年工作

经验的员工信息，基于 Ｌｏｇｉｓｔｉｃ 回归的预测模块给出

了该员工离职的概率为 ２９．６４％。 由此可见，模型仅

需输入员工的相关信息即可给出该员工的离职概

率，若有更多用于训练的数据，则准确度也可进一步

提高，说明该模型具有较高的实用价值。 在现实生

活当中，员工的信息可能更为多元，但预测的原理是

一致的，故预测模型的可迁移性亦有保证。
３．２　 基于机器学习算法的员工离职预测

３．２．１　 模型对比

Ｓｋｌｅａｒｎ 库中有许多模型可供使用，这些模型大

多属于分类器，无法给出离职概率，只能针对员工离

职与否进行分类判断。 在此测试中，将数据集中

９０％划分为训练集，１０％划分为测试集，ｒａｎｄｏｍ＿ｓｔａｔｅ
设置为 ３９。 实验共对 ７ 种模型进行了测试，下面是

对 ＫＮＮ 模型的测试。
　 　 在正式测试 ＫＮＮ 模型之前，需要针对不同 Ｋ 值

（即临近邻居的数量）进行测试以选择最优化的结

果。 图 ８ 中的测试结果表明， Ｋ ＝ １１ 时的 ＫＮＮ 模型
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具有最佳的准确率 （ ８１． ５５％）。 这一准确率高于

Ｌｏｇｉｓｔｉｃ 回归，同时也为调优后的结果，在对其他模

型进行测试时，也会采取类似的调优操作。
以决策树模型为例，在未调优时，测试结果如图

９ 所示，准确度约为 ８５．２％。
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图 ８　 不同 Ｋ 值的 ＫＮＮ 模型错误率

Ｆｉｇ． ８　 ＫＮＮ ｍｏｄｅｌ ｅｒｒｏｒ ｒａｔｅ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ Ｋ ｖａｌｕｅｓ

图 ９　 未调优时决策树的测试结果

Ｆｉｇ． ９　 Ｔｅｓｔ ｒｅｓｕｌｔｓ ｏｆ ｄｅｃｉｓｉｏｎ ｔｒｅｅ ｗｉｔｈｏｕｔ ｔｕｎｉｎｇ

　 　 对于决策树模型来说， ｍａｘ＿ｄｅｐｔｈ（树的最大深

度）、ｍｉｎ＿ｓａｍｐｌｅｓ＿ｌｅａｆ（叶节点必须有的最小样本数

量）和 ｍｉｎ＿ｓａｍｐｌｅｓ＿ｓｐｌｉｔ（前节点允许分裂的最小样

本数）３ 个参数的设置会对准确度产生明显的影响，
如果设置不当的话，准确度反而会下降。 如：将参数

设置为 ｍａｘ＿ｄｅｐｔｈ ＝ ８、ｍｉｎ ＿ ｓａｍｐｌｅｓ ＿ ｌｅａｆ ＝ ２、ｍｉｎ ＿
ｓａｍｐｌｅｓ＿ｓｐｌｉｔ ＝ ７ 时，测试结果如图 １０ 所示，准确度

约为 ８４．８％，这一结果甚至要劣于未调优的决策树

模型。

图 １０　 调优失败时决策树的测试结果

Ｆｉｇ． １０　 Ｔｅｓｔ ｒｅｓｕｌｔｓ ｏｆ ｄｅｃｉｓｉｏｎ ｔｒｅｅ ｗｈｅｎ ｔｕｎｉｎｇ ｆａｉｌｓ

　 　 为了找到合适的调优参数，实验利用网格搜索

法（ＧｒｉｄＳｅａｒｃｈＣＶ）来寻找最优的调优参数，该方法

分为网格搜索和交叉验证两部分，能够在验证集上

找到准确度最高的参数。 最终的调优参数寻找结果

如图 １１ 所示。

图 １１　 利用网格搜索法寻找调优参数

Ｆｉｇ． １１　 Ｕｓｅ ＧｒｉｄＳｅａｒｃｈＣＶ ｔｏ ｆｉｎｄ ｔｕｎｉｎｇ ｐａｒａｍｅｔｅｒｓ

　 　 将参数 ｍａｘ＿ｄｅｐｔｈ ＝ １０、ｍｉｎ＿ｓａｍｐｌｅｓ＿ｌｅａｆ ＝ ３、
ｍｉｎ＿ｓａｍｐｌｅｓ＿ｓｐｌｉｔ ＝ ７ 输入模型后，测试可得该决策

树模型的准确度约为 ８７．３％。 在相同的实验环境

下，进一步测试了其他几种模型，测试结果如图 １２
所示。 通过对比发现，调优后的决策树模型有着最

高的准确度，因此实验最终选择了该模型。
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图 １２　 七种分类器的测试结果

Ｆｉｇ． １２　 Ｔｅｓｔ ｒｅｓｕｌｔｓ ｏｆ ｓｅｖｅｎ ｃｌａｓｓｉｆｉｅｒｓ

３．２．２　 预测模块

由于设置调优参数后的决策树模型具有最高的

准确率，因此实验基于该决策树模型搭建了能够根

据员工个人信息来判断员工是否会离职的模块，如
图 １３ 所示。

　 　 当用户输入了一名硕士学历、２０１７ 年入职、在
浦那工作、中等薪资水平、２５ 岁、女性、被冷落过、１
年工作年限的员工，预测模块随即给出了预测结果：
该员工会离职。 由此可见，该模型在测试集上有着

较高的准确度，因此具有一定的应用价值。
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图 １３　 基于决策树的员工离职与否预测

Ｆｉｇ． １３　 Ｐｒｅｄｉｃｔｉｏｎ ｏｆ ｅｍｐｌｏｙｅｅ ｔｕｒｎｏｖｅｒ ｗｉｔｈ ｄｅｃｉｓｉｏｎ ｔｒｅｅ

４　 结束语

为了搭建员工离职预测模型，实验首先将数据

集可视化，以探究与离职有关的种种影响因素；然后

运用 Ｌｏｇｉｓｔｉｃ 回归与优化后的决策树模型搭建了员

工离职预测模块，分别给出了离职的概率与是否离

职的二分类预测。 在多种机器学习算法的对比当

中，实验对这些模型进行了调优，这意味着对比更加

科学，且最终准确率也更高。 本实验的美中不足在

于 Ｌｏｇｉｓｔｉｃ 回归模型的准确率相对不高，未来研究可

考虑对模型进一步改进，将入职年份等与离职有较

强相关性的因素纳入模型当中，这对进一步提升模

型的准确度会有所帮助。
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