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基于序列特征提取的个性化推荐

陈　 昀， 张瑞林
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摘　 要： 基于序列的推荐是推荐系统研究的热点，序列中包含许多重要信息，如物品的点击规律和用户的兴趣，有效利用序列

信息是提高推荐准确率的关键。 为了有效提取序列信息，提出了 ＡＣＲｅｃ 推荐系统模型，利用多头自注意力机制和卷积神经网

络从动态和静态两个方面提取序列信息，并利用矩阵分解增强模型中用户与序列的语义关系。 在 ＭｏｖｉｅＬｅｎ－１Ｍ 和 Ｖｉｄｅｏ＿
Ｇａｍｅｓ 两大公开数据集上实验证明，相比于其他基线模型，ＡＣＲｅｃ 提高了推荐的准确率，Ｈｉｔ＠ １０ 分别提高了 １．０３％和 １８．４％，
ＮＤＣＧ＠ １０ 分别提高了 ２．６％和 ２０．９％。
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０　 引　 言

在互联网时代，信息过载已经成为不可避免的

问题［１］。 推荐系统是解决信息过载问题的重要方

法。 传统的推荐系统对用户和物品的每一次交互进

行建模。 但在现实生活中，用户的下一次交互往往

与用户的上一次交互有关。 基于序列的推荐系统考

虑了用户历史点击序列对下一次点击的影响，如
Ｚｈｏｕ 等人［２］提出了 ＤＩＮ 推荐系统模型，通过注意力

模型计算目标物品与序列中物品的相关性，Ｈｉｄａｓｉ
等人［３］提出了利用 ＧＲＵ 进行会话推荐。

虽然目前已有许多基于序列的推荐模型，但还

存在一些问题：首先，对于序列特征提取只考虑序列

的发展变化特征或只考虑序列的静态特征，没有对

２ 方面特征同时进行处理；其次，模型只对序列进行

计算，忽略了用户与序列的语义关系。
为了解决上述问题，本文使用注意力机制和卷

积神经网络分别学习序列的动态特征和静态特征，

提出了基于注意力机制和卷积神经网络的 ＡＣＲｅｃ
（Ａｔｔｅｎｔｉｏｎ ａｎｄ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｂａｓｅｄ Ｒｅｃｏｍｍｅｎｄａｔｉｏｎ）
模型，并利用矩阵分解加强用户和序列的语义关系。
本文的主要贡献如下：

（１）使用注意力机制和卷积神经网络对序列从

动态特征和序列的静态特征两方面进行特征提取；
（２）利用矩阵分解增强用户和序列的语义关

系；
（３）本文在 ２ 个公共数据集上进行比较实验，

验证 ＡＣＲｅｃ 的有效性。

１　 相关工作

在现实世界中，用户的行为是连续发生的，用户

下一个点击往往与用户上一个点击的物品相关。 近

年来，基于序列推荐的研究也日渐增多。 最早对序

列进行建模的是基于马尔科夫链的推荐系统，
ＦＰＭＣ［４］是由 Ｒｅｎｄｌｅ 等人提出的利用马尔科夫链和



矩阵分解来求解下一项推荐物品。 Ｃｈｅｎｇ 等人［５］ 在

ＦＰＭＣ 的基础上改进了转移矩阵提出了 ＦＰＭＣ－ＬＲ
模型，将转矩阵分解成 ２ 个小矩阵的乘积。 Ｈｅ 等

人［６］通过结合相似度和马尔科夫链提出了 Ｆｏｓｓｉｌ 推
荐模型，利用相似度来计算用户的长期喜好，利用高

阶马尔科夫链来计算用户的短期需求。
除了马尔科夫链，许多学者使用深度学习的方

法来研究基于序列的推荐。 考虑到 ＲＮＮ 对序列计

算的优势，因此许多学者提出了基于 ＲＮＮ 的推荐系

统。 Ｈｉｄａｓｉ 等人利用 ＧＲＵ 对短期会话进行建模，提
出了 ＧＲＵ４Ｒｅｃ 模型。 Ｄｏｎｋｅｒｓ 等人［７］设计了融入用

户信息的循环神经网络单元，使用户信息在计算过

程中可以动态表示。 Ｌｉ 等人［８］提出了 ＮＡＲＭ 模型，
ＮＡＲＭ 分为编码和解码两个部分，在编码部分对

ＧＲＵ 计算出的隐藏状态进行全局和局部编码，在解

码部分计算物品的点击概率。 为了提取序列信息，
也有许多学者利用卷积神经网络进行研究。 Ｌｉｕ 等

人［９］提出了 ＣＣＰＭ 模型将卷积神经网络应用到推

荐算法中，将序列排列成二维矩阵进行特征提取。
Ｌｉｕ 等人［１０］ 提出了 Ｃａｓｅｒ 模型，对卷积核大小进行

限制，从水平和垂直两个方向对序列进行了特征提

取。 Ｙｕａｎ 等人［１１］ 利用一维卷积对序列进行特征提

取。
注意力机制在基于序列的推荐系统中应用得也

十分广泛。 Ｚｈｏｕ 等人提出了 ＤＩＮ 模型，通过注意力

机制计算目标物品与历史序列中物品的相似度，计
算了目标物品对历史序列中物品的注意力权值。 之

后，Ｚｈｏｕ 等人［１２］ 改进了 ＤＩＮ，提出了 ＤＩＥＮ，利用注

意力机制和 ＧＲＵ 计算用户兴趣的发展变化。 Ｋａｎｇ
等人［１３］提出了 ＳＡＳＲｅｃ 算法模型，利用多层多头自

注意力机制来提取历史序列的发展规律。 Ｇｕｏ 等

人［１４］提出了 ＩＭｆＯＵ 算法模型，利用图卷积和注意力

机制计算序列的顺序信息，并结合了顺序模型和非

顺序模型来更好地计算物品之间的依赖关系。 从这

些研究可以看出，如何对序列特征进行提取是关键，
本文使用注意力机制和卷积神经网络从序列的发展

变化特征和序列的静态特征进行特征提取。

２　 个性化推荐模型

本节将详细介绍文中提出的个性化推荐模型

（ＡｃＲｅｃ），如图 １ 所示，ＡＣＲｅｃ 总体由嵌入层、特征

提取层、乘积层和全连接层组成。 在特征提取层，
ＡＣＲｅｃ 先后使用多头自注意力机制提取序列的动

态特征和卷积神经网络来提取序列特征静态特征。

全连接层

静态特征提取层

静态特征提取层乘积层

……

物品1物品2 物品n用户

嵌入层

输入层
目标物品

历史序列

图 １　 ＡＣＲｅｃ 的总体结构

Ｆｉｇ． １　 Ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ＡＣＲｅｃ

２．１　 嵌入层

由于用户与物品总量大，而用户交互的物品少，
因此推荐系统模型的输入是十分稀疏的高维输入。
例如用户 Ｕ ＝ ｛ｕ１，ｕ２，ｕ３，…，ｕｍ｝，物品 Ｉ ＝ ｛ ｉ１，ｉ２，
ｉ３，…，ｉｎ｝，其中 ｍ 和 ｎ 分别为用户和物品的总数。
独热码是常用的物品向量表示方式。 在独热码中，
只有一个位置是 １，其他位置都为 ０，通过改变 １ 的

位置来代表不同的物品。 如果用独热码表示每个用

户，则 ｕ１ ＝ ［１，０，０，…，０］， ｉ１ ＝ ［１，０，０，…，０］。 如

果系统有１ ０００个物品，则一个物品的独热码表式中

就会有 ９９９ 个 ０，１ 个 １，且在这１ ０００个数据中只有

一个有用。 这样的数据数量大且十分稀疏，不易于

计算，因此引入了嵌入层。
嵌入层的思想来源于自然语言处理中用不同的

向量来表示每个单词，通过 Ｓｋｉｐ－ｇｒａｍ 或者 ＣＢＯＷ
模型训练单词向量，使得向量能代表单词的意思。
在推进系统模型中引入嵌入层思想，用一个向量代

表一个物品或用户，使输入数据变得稠密。 本文在

嵌入层中为每类输入数据都定义了一个嵌入空间，
用户的嵌入空间为 ＥＵ ∈ ＲＵｖ×ｋ，物品的嵌入空间为

ＥＩ ∈ＲＩｖ×ｋ， ｋ 为嵌入维度，且 ｋ ≪｜ Ｕ ｜ ， ｋ ≪｜ Ｉ ｜ ， 相

比独热码表示，向量表示极大地减少了占用的内存

空间。 经过嵌入层，第一位用户就表示为 ＥＵ 的第一

行数据，第一个物品就表示为 ＥＩ 的第一行数据。
２．２　 动态特征提取层

动态特征提取层结构如图 ２ 所示，研究认为序

列中的物品之间是有关联的，如序列中的电脑和键

盘、牛奶和面包，为了提取序列中不同物品的关联

性，本文使用多头自注意力机制提取序列的关联特

征，动态地改变序列中物品的权重。 并且由于相同

的序列对不同的用户有不同的意义，因此本文使用

７６１第 ７ 期 陈昀， 等： 基于序列特征提取的个性化推荐



注意力机制计算用户对序列中物品的注意力权重。

Attention

Multi-HeadAttention

图 ２　 动态特征提取层结构

Ｆｉｇ． ２　 Ｄｙｎａｍｉｃ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｌａｙｅｒ

　 　 注意力机制是将查询 Ｑ 和键值对 Ｋ、Ｖ 映射为

输出的函数，其计算公式如下所示：
Ａｔｔｅｎｔｉｏｎ ＝ ｓｏｆｔｍａｘ（ＱＫＴ）Ｖ （１）

　 　 其中， Ｑ 为当前关注的矩阵、如用户矩阵；Ｖ 为

需要求解关注度的矩阵、如序列中的物品组成的矩

阵；Ｋ 是 Ｖ的映射、代表了 Ｖ特性，Ｋ和 Ｖ可以相等，
“Ｔ” 为转置。 计算注意力权重的方法除了公式（１）
中使用的点积之外，还可以通过神经网络来计算。

多头自注意力机制在 Ｔｒａｎｓｆｏｒｍｅｒ 中被提出，通
过多个线性变换将输入转换成多组不同的查询、键
和值，使得模型能够关注不同方面的注意力权重。
Ｔｒａｎｓｆｏｒｍｅｒ 利用多头自注意力机制来代替 ＲＮＮ，计
算当翻译不同单词时句子中其他单词的权重。 其计

算公式如下所示：
ｈｅａｄｉ ＝ Ａｔｔｅｎｔｉｏｎ（ＱＷＱ

ｉ ， ＫＷＫ
ｉ ，ＶＷＶ

ｔ ）

ＭｕｌｔｉＨｅａｄ（Ｑ，Ｋ，Ｖ） ＝ Ｃｏｎｃａｔ（ｈｅａｄ１，．．．，ｈｅａｄｈ）ＷＯ

（２）
　 　 其中， ＷＱ，ＷＫ，ＷＶ，ＷＯ 为转换矩阵，在自注意

力机制中 Ｑ ＝ Ｋ ＝ Ｖ 都为序列中物品组成的矩阵。
多头自注意力机制可以很好地发现序列中物品的关

系，因此本文使用多头自注意力机制来动态计算序

列中不同物品的权重。 经过计算得到序列矩阵 Ｓ′，
为了不丢失序列的原始信息，本文将原始的序列矩

阵 Ｓ 加入到了 Ｓ′ 中， 其计算公式为：
Ｓ′ ＝ Ｓ′ ＋ Ｓ （３）

　 　 在经过多头注意力机制后，本文计算了用户对

序列中物品的注意力权重。 研究认为不同用户对相

同序列的注重点有所不同，用户自身的特性对用户

未来的选择有很大影响。 例如，同样是面对序列，电
脑、键盘、牛奶、面包， 用户 Ａ 会更注意前两项，而用

户 Ｂ会更注意后两项。 因此即使有相同的历史点击

序列，用户 Ａ 和用户 Ｂ 未来的点击也是不同的。 根

据公式（１），本文将用户 Ａ 作为查询，将 Ｂ 作为键和

值计算注意力权重。

２．３　 静态特征提取层

在静态特征提取层，本文通过卷积神经网络提

取序列的特征。 本文认为不同时间间隔的特征应该

分别提取，因此本文用 ｍ个大小为 ｖ × １ 的卷积核沿

着行与列的方向移动对序列矩阵 Ｓ′ 进行特征提取，
ｖ∈｛２，…， ｜ Ｓ ｜ ｝， 通过改变 ｖ的大小提取不同时间

间隔的物品之间的特征，本文用 Ｆｖ
ｊ ∈ Ｒｖ×１ 表示第 ｊ

个高度为 ｖ 的卷积核， １ ≤ ｊ≤｜ Ｓ ｜ 。 Ｆｖ
ｊ 对历史序列

矩阵 Ｓ′ 从左到右、从上到下地进行卷积计算得到大

小为 （ ｜ Ｓ ｜ － ｖ ＋ １） × ｋ 的特征矩阵 Ｃ。 然后再将 Ｃ
输入池化层，池化层的核大小为（Ｋ － ｈ ＋ １） × １，进
行最大池化 ａ ＝ ｍａｘ（Ｃ）， ａ 表示 Ｃ 的最大数值。 最

后将 ｍ × （ ｜ Ｓ ｜ － １） 个卷积核提取的特征组成 ｍ ×
（ ｜ Ｓ ｜ － １） × ｋ 的矩阵，并输入平均池化层，得到大

小为 ｍ × １ × ｋ 的特征矩阵 Ｃ′， 然后再对 Ｃ′ 进行重

新排列得到 １ × （ｍ × ｋ） 的矩阵。
在经过卷积层特征提取后，本文将提取的特征

Ｃ′ 和用户向量 Ｕ 进行非线性变换，融合用户特征和

序列特征，计算公式如下所示：
Ｚ ＝ ＲｅＬＵ（Ｃｏｎｃａｔ（Ｃ′，Ｕ）Ｗ ＋ ｂ） （４）

２．４　 乘积层

研究可知，在之前的基于序列的推荐都只对序

列特征进行了提取，没有利用用户已经点击过序列

中的物品这个信息，使得模型不能明确用户与序列

中的物品的关系。 为了利用用户与序列中物品的关

系，本文提出了乘积层，增强用户和序列中物品的已

点击关系。
本文根据矩阵分解算法来计算用户对序列的点

击值。 在矩阵分解算法中将用户和物品用向量表

示，用户对物品的评分为用户向量与物品向量的乘

积，通过矩阵分解求解出用户矩阵和物品矩阵就可

以预测用户对未评分的物品的评分。 因此本文的乘

积层利用矩阵分解算法计算用户对历史序列中每个

物品的点击概率，并通过 Ｓｉｇｍｏｉｄ 激活函数使输出

限制在 ０ 和 １ 的范围内。 由于用户已经点击过历史

序列中的物品，所以乘积层的输出都应该接近于 １。
乘积层的公式如下所示：

ｙ ＝ Ｓｉｇｍｏｉｄ（ＵＳＴ） （５）
　 　 其中， Ｕ 和 Ｓ 为用户矩阵和序列矩阵。 由于乘

积层的标签只有一个值 １，因此本文使用交叉熵损

失函数计算乘积层的损失值 Ｌ０。 乘积层的损失函

数公式为：

Ｌ０ ＝ － ∑ ｎ

ｉ ＝ ０
ｙｉ ｌｏｇ ｙ′ｉ （６）
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　 　 乘积层仅使用在训练阶段调整数据的更新方

向，总体的损失函数为 Ｌ０ 乘以影响因子 τ ∈ ［０，１］
加上全连接层的损失值。

３　 实验

３．１　 实验数据

（ １ ） ＭｏｖｉｅＬｅｎｓ － １Ｍ （ ｈｔｔｐｓ： ／ ／ ｇｒｏｕｐｌｅｎｓ． ｏｒｇ ／
ｄａｔａｓｅｔｓ ／ ｍｏｖｉｅｌｅｎｓ ／ １ｍ ／ ）：ＭｏｖｉｅＬｅｎｓ － １Ｍ 是在推荐

算法中常用的数据集，包含了１ ０００ ２０９条用户对电

影的评分，３ ８８３部电影和６ ０４０个用户，其中每个用

户至少评分过 ２０ 部电影，电影总共有 １８ 个类别，一
部电影可以有多个类别。 本文把用户看过的电影都

标注为 １，并随机从用户未看过的电影中选取负样

本标注为 ０，使正负样本的比例为 １：１。
（２） Ｖｉｄｅｏ ＿ Ｇａｍｅｓ （ ｈｔｔｐ： ／ ／ ｄｅｅｐｙｅｔｉ． ｕｃｓｄ． ｅｄｕ ／

ｊｉａｎｍｏ ／ ａｍａｚｏｎ ／ ｃａｔｅｇｏｒｙＦｉｌｅｓＳｍａｌｌ ／ Ｖｉｄｅｏ ＿ Ｇａｍｅｓ．
ｃｓｖ）： Ｖｉｄｅｏ＿Ｇａｍｅｓ 是 Ａｍａｚｏｎ Ｒｅｖｉｅｗ Ｄａｔａ 提供的

数据集之一。 Ａｍａｚｏｎ Ｒｅｖｉｅｗ Ｄａｔａ 提供了许多数据

集，如 Ａｍａｚｏｎ Ｆａｓｈｉｏｎ、Ｅｌｅｃｔｒｏｎｉｃｓ、Ｂｏｏｋｓ 等。 这些

数据都包含很多用户对物品的评价和物品信息。
Ｖｉｄｅｏ＿Ｇａｍｅｓ 是有关游戏产品的数据集，包含了用

户对游戏的评价、打分、产品描述等信息。 Ｇａｍｅ 数

据集一共包含２ ５６５ ３４９条用户打分、７１ ９８２款游戏、
１ ５４０ ６１８个用户，平均每个用户有 １．７ 条评论，平均

每个物品有 ３５．６ 条评论。 本文对数据集进行了处

理，除去数据集中的重复记录和用户交互数量比较

少的数据，最终剩余３２ ２３２个用户和４２ ２４７个游戏，
３９６ ９８３条评论。

本文按用户 ＩＤ 和用户评论时间排列数据，把用

户评论过的每 ５ 个物品作为历史序列，第 ６ 个物品

作为目标物品，预测用户观看第 ６ 个物品概率，并按

留一法把每个用户的最后一组序列作为测试集数

据。 在测试数据中对每个用户通过负采样随机采样

了 ９９ 个不同的负样本，因此每个用户的测试数据一

共为 １００ 个，其中 ９９ 个负样本、１ 个正样本。 经过

处理的数据集统计详见表 １。
表 １　 数据集统计

Ｔａｂ． １　 Ｓｔａｔｉｓｔｉｃｓ ｏｆ ｄａｔａｓｅｔｓ

数据集 用户 物品 交互数 训练集 测试集

ＭｏｖｉｅＬｅｎｓ－１Ｍ ６ ０４０ ３ ８８３ １ ０００ ２０９ ９３３ ７６９ ６ ０４０

Ｇａｍｅ ３２ ２３２ ４２ ２４７ ３９６ ９８３ ２０４ ０９０ ３２ ２３２

３．２　 对比模型

本文选取了 ３ 个推荐系统模型作为本实验的对

比模型进行仿真实验，这三个模型是十分具有代表

性的推荐模型。 一个是基于矩阵分解型，一个是基

于卷积神经网，一个是基于多头注意力机制，从不同

方面对推荐系统进行了研究。
ＮｅｕＭＦ［１５］结合了矩阵分解和深度神经网络，通

过矩阵分解和深度神经网络分别计算用户对物品的

兴趣程度，将传统推荐算法与神经网络相结合，然后

连接 ２ 部分结果输入全连接层得到最终结果。
Ｃａｓｅｒ 利用卷积神经网络提取历史序列特征，通

过不同大小的卷积核提取不同维度的特征组合，实
现水平特征提取和垂直特征提取，然后将特征和目

标物品向量输入全连接层进行计算得到最终结果。
ＳＡＳＲｅｃ 将 Ｔｒａｎｓｆｏｒｍｅｒ 模型转化为推荐算法模

型，利用堆叠多层多头自注意力机制和前馈神经网

络层交替学习用户历史序列的发展规律，最后将多

头自注意力机制的结果与目标物品进行计算预测点

击概率。
３．３　 评估标准

命中 率 Ｈｉｔ＠ Ｎ 和 归 一 化 折 损 累 计 增 益

ＮＤＣＧ＠ Ｎ 是 ＴｏｐＮ 推荐问题中常用的评价指标，本
文选择这两个评价指标作为实验的评价指标，用于

评价算法的好坏。
ＴｏｐＮ 推荐为利用模型计算用户对候选物品的

点击概率并根据结果进行倒序排列，将前 Ｎ 个物品

作为推荐列表推荐给用户。 Ｈｉｔ＠ Ｎ 计算 ＴｏｐＮ 推荐

中是否包含正样本， 若是则命中， 否则未命中。
ＮＤＣＧ＠ Ｎ 计算在 ＴｏｐＮ 推荐中正样本的排序位置，
位置越靠前则 ＮＤＣＧ＠ Ｎ 值越大，若不包含正样本

则 ＮＤＣＧ＠ Ｎ值为 ０。 Ｈｉｔ＠ Ｎ和ＮＤＣＧ＠ Ｎ的计算公

式如下所示：

Ｈｉｔ＠ Ｎ ＝
Ｎｈｉｔ

Ｎ
（７）

ＮＤＣＧ＠ Ｎ ＝
∑ ｜ Ｕ｜

ｉ ＝ １

１
ｌｏｇ２

（ ｉ ＋１）

｜ Ｕ ｜
（８）

３．４　 参数设置

本文所有实验都选择 Ａｄａｍ 作为优化器，初始

学习率都为 ０．００１，正则化参数为 １０－６，批量大小为

１２８，嵌入层维度为 ６４， ｄｒｏｐｏｕｔ 大小设置为 ０． ３。
ＡＣＲｅｃ 的多头自注意力机制的头数设置为 ４，层数

设置为 １，垂直卷积核的个数为 １，全连接层隐藏层

数为 ３，大小为 ６４、３２、１６，乘积层的影响因子大小在

ＭｏｖｉｅＬｅｎｓ－１Ｍ 上为 ０．２，在 Ｖｉｄｅｏ＿Ｇａｍｅｓ 上为 ０．６。
ＮｅｕＭＦ 的神经网络隐藏层设置为 ４ 层，大小分别为

６４、３２、１６、８。 Ｃａｓｅｒ 的每层水平卷积核数位 １６，垂
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直卷积核数为 ４。 ＳＡＳＲｅｃ 的多头自注意力机制和

神经网络层交替层数设置为 ２，多头自注意力机制

的头数也设置为 ４。
３．５　 分析与结论

实验结果详见表 ２，本文分别对比了 Ｔｏｐ５ 和

Ｔｏｐ１０ 推荐的 Ｈｉｔ＠ Ｎ和 ＮＤＣＧ＠ Ｎ值。 从表 ２ 中的

数据可以看出不论在 ＭｏｖｉｅＬｅｎｓ－１Ｍ 数据集上、还
是在 Ｖｉｄｅｏ＿Ｇａｍｅｓ 数据集上，本文提出的 ＡＣＲｅｃ 模

型都要优于其他基线对比模型。
表 ２　 实验结果

Ｔａｂ． ２　 Ｍｏｄｅｌ ｐｅｒｆｏｒｍａｎｃｅ ｏｎ ｐｕｂｌｉｃ ｄａｔａｓｅｔｓ

数据集 评价标准 ＮｅｕＭＦ Ｃａｓｅｒ ＳＡＳＲｅｃ ＡＣＲｅｃ

ＭｏｖｉｅＬｅｎｓ－１Ｍ Ｈｉｔ＠ ５ ０．４７５ ２ ０．６７８ ３ ０．６７１ ３ ０．６９６ ０

ＮＤＣＧ＠ ５ ０．３１９ ２ ０．５０９ ４ ０．５０９ ９ ０．５２５ １

Ｈｉｔ＠ １０ ０．６６３ ７ ０．８０４ ９ ０．７９５ ８ ０．８１３ ２

ＮＤＣＧ＠ １０ ０．３８１ ７ ０．５５０ ６ ０．５５０ ７ ０．５６５ ０

Ｖｉｄｅｏ＿Ｇａｍｅｓ Ｈｉｔ＠ ５ ０．３５６ ５ ０．３５５ ４ ０．３１７ ０ ０．４５９ ９

ＮＤＣＧ＠ ５ ０．２４２ ７ ０．２４２ ５ ０．２１５ ６ ０．３０６ ６

Ｈｉｔ＠ １０ ０．５００ ３ ０．４８９ ２ ０．４４８ ８ ０．５９２ ４

ＮＤＣＧ＠ １０ ０．２８９ １ ０．２８５ ７ ０．２５８ ０ ０．３４９ ５

　 　 在 ＭｏｖｉｅＬｅｎｓ － １Ｍ 数据集上， 本文提出的

ＡＣＲｅｃ 明显优于 Ｃａｓｅｒ 和 ＳＡＳＲｅｃ 模型，说明从动态

和静态两方面提取序列特征的有效性。 而 ＮｅｕＭＦ
的结果明显弱于其他 ３ 个模型，这是因为 ＮｅｕＭＦ 不

是基于序列的，只利用矩阵分解计算了用户和物品

的内在特征，而序列给模型提供了更多信息。 但在

Ｖｉｄｅｏ＿Ｇａｍｅｓ 数据集上 ＮｅｕＭＦ 模型优于 Ｃａｓｅｒ 和

ＳＡＳＲｅｃ，这是因为 Ｖｉｄｅｏ＿Ｇａｍｅｓ 中用户兴趣单一，
用户兴趣比序列对用户的选择影响更大。 相比

Ｃａｓｅｒ 和 ＳＡＳＲｅｃ，本文提出的 ＡＣＲｅｃ 模型在计算过

程中不断融入用户信息，并且加入了乘积层计算用

户与序列的关系， 因此得到了好的结果， 且与

ＮｅｕＭＦ 相比有很大提升。

４　 结束语

本文主要研究了基于序列的推荐系统。 首先利

用注意力机制对序列进行动态特征提取，使序列中

的物品有不同的权重。 然后使用卷积神经网络对序

列进行静态特征提取，接着通过改变卷积核的大小

提取不同序列长度的特征。 并且在模型中增加了乘

积层用于加强用户与序列的语义关系。 本文在两大

公共数据集上进行了对比实验，实验结果证明了本

文提出的 ＡＣＲｅｃ 模型的有效性，无论是 Ｈｉｔ＠ Ｎ 还

是 ＮＤＣＧ＠ Ｎ 都要优于其他 ３ 个对比模型。 序列数

据是刻画用户特征的重点，在未来的工作中可以继

续对序列提取方面进行研究，并引入知识图谱增加

物品信息和关联，来提高推荐的准确率。
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