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基于机器学习的小样本学习综述

胡西范， 陈世平

（上海理工大学 光电信息与计算机工程学院， 上海 ２０００９３）

摘　 要：机器学习在数据密集型应用中十分广泛，但缺点是当数据集很小时往往效果欠佳。 近年来，人们提出了小样本学习

来解决这个问题。 小样本学习指只利用少量样本来训练识别这些样本的机器学习模型。 由于小样本学习的实用价值，业界

提出很多针对的研究方法，但是目前国内缺少该问题的综述。 本文中，对目前业界提出的小样本学习模型及算法进行了总结

和探索。 首先，给出了小样本学习的问题定义，并介绍了其他一些相关的机器学习问题；然后，根据先验知识，通过从 ３种数据

增强方法和 ４种模型详细介绍了小样本学习方法；最后，对小样本的未来发展进行了展望。
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０　 引　 言

相比于机器学习，人类能够通过利用过去学到

的少量样本数据来快速完成新概念的学习任务，并
且做出准确的预测和评估［１］。 例如，给一个儿童看

一个陌生人的几张照片，那么就可以从其他若干新

的照片中找出包含该陌生人的照片。 模仿人类的学

习过程，缩小人工智能和人类之间的差距是机器学

习非常重要的一个方向。

１　 小样本学习

针对样本缺失的应用场景，国内外学者提出了

一种新的机器学习概念：小样本学习 （ Ｆｅｗ － Ｓｈｏｔ
Ｌｅａｒｎｉｎｇ） ［２－４］。 典型的机器学习应用程序［５］，如上

面的举例，需要大量具有监督信息［６］ 的数据。 然

而，正如引言中提到的，这可能是困难且复杂的。 小

样本学习是机器学习的一种特殊情况，下面给出其

正式的定义。
１．１　 问题定义

小样本学习是在只有目标少量训练样本的环境

中，如何训练一个可以有效地识别这些目标样本的

一类机器学习模型。 现在的小样本问题主要是监督

学习问题，例如小样本分类问题只给出每个类的几

个带标签的例子来学习分类器。 在工业应用领域，
小样本学习因其可以大大降低数据采集和标定成

本，在诸多视觉任务中已经得到研究人员的关注，其
中包括：图像分类［７］、图像检索［８］、目标跟踪［９］、短
文本情感分析［１０］、语言模型［１１］、网络结构搜索［１２］等



问题。
１．２　 相关的机器学习任务

（１）弱监督学习（Ｗｅａｋｌｙ ｓｕｐｅｒｖｉｓｅｄ ｌｅａｒｎｉｎｇ）［１３］：
弱监督学习是介于有监督和无监督之间的一类学习

方法［１４］，从经验 Ｅ 中学习，只包含弱监督信息（如不

完整、不准确、或嘈杂的监督信息）。 与小样本学习

相关的问题是在监督信息不完全的情况下，小样本

学习的经验只有少量标签信息。 根据有无人为干

预，弱监督学习又可分为以下 ２类：
①半监督学习（ Ｓｅｍｉ －ｓｕｐｅｒｖｉｓｅｄ ｌｅａｒｎｉｎｇ） ［１５］：

半监督学习通过使用少量标记，同时使用大量未标

记数据对模型进行训练，是监督学习和无监督学习

相结合的一种机器学习方法。 正例－未标注学习

（Ｐｏｓｉｔｉｖｅ ａｎｄ Ｕｎｌａｂｅｌｅｄ Ｌｅａｒｎｉｎｇ） ［１６］是半监督学习

的一个特例，指在只有正类和无标记数据的情况下，
训练二分类器。 例如，在社交网络中推荐朋友［１７］，
根据朋友列表只能了解用户当前的朋友，而用户与

其他人的关系是未知的。
②不平衡学习（ Ｉｍｂａｌａｎｃｅｄ ｌｅａｒｎｉｎｇ） ［１８］：不平

衡学习的根本问题是，不平衡数据会极大地损害一

般标准学习算法的性能。 一般标准算法假设或期望

平衡的类分布或相等的误分类代价。 因此，当面对

复杂的不平衡数据集时，这些算法不能很好地表示

数据的分布特征，这样便会使跨类数据的准确性较

差。 相反，小样本学习用少量的样本训练和测试输

出，同时可能以其他输出作为学习的先验知识。
（２）迁移学习（Ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ） ［１９－２０］：迁移学

习将某个领域或任务上学习到的知识或模式应用到

不同但相关的数据缺乏的领域或问题中。 还可以用

于跨域推荐、跨时间空间和移动设备的 ＷｉＦｉ定位等

应用。 领域自适应（Ｄｏｍａｉｎ Ａｄａｐｔａｔｉｏｎ） ［２１］是迁移

学习中的一种代表性方法，指的是利用信息丰富的

源域 （ ｓｏｕｒｃｅ ｄｏｍａｉｎ） 样本来提升目标域 （ ｔａｒｇｅｔ
ｄｏｍａｉｎ）模型的性能。 源域和目标域往往属于同一

类任务，但是分布不同。 例如，在情感分析中，源域

数据包含用户对电影的评论，而目标域数据包含客

户对日用商品的评论。
（３）元学习（Ｍｅｔａ－ｌｅａｒｎｉｎｇ）：或者称为学会学

习（Ｌｅａｒｎｉｎｇ ｔｏ ｌｅａｒｎ） ［２２］，这一类学习随着经验和任

务数量的增长，在每个任务上的表现得到改进，每当

学会解决一个新的任务，就越有能力解决其他新的

任务。 具体来说，元学习器在多轮任务中迭代学习

到一些通用性的知识（元知识），利用学习到的元知

识可以帮助新的任务快速迭代，提高新任务的性能。

元学习方法可以用来处理小样本学习问题。
１．３　 问题分类

在所有的机器学习问题中，通常都存在预测误

差，无法获得完美的预测。 在小样本学习中，由于样

本量不够导致经验风险最小化带来的最优解和真实

解之间的误差将变大［２３－２５］，因此必须使用先验知识

来解决以上问题。
这里将现有的小样本学习研究分为 ３类，即：利

用先验知识增强监督信号；利用先验知识缩小假设

空间的大小；利用先验知识更改给定假设空间中对

最优假设的搜索，也就是数据、模型、算法三类。 接

下来的的章节会对每类研究方法进行详细介绍。

２　 数据

基于数据的小样本学习方法主要是利用先验知

识增强样本数据 Ｄｔｒａｉｎ， 从而将监督信息进一步增

强，利用充足的数据样本来实现可靠的经验风险最

小化，如图 １所示。
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图 １　 通过数据增强解决小样本学习问题
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　 　 以图像数据扩充为例，经典的图像数据扩充方

法主要有：翻转［２６］、裁剪［２７］、缩放［２８］、旋转［２９］、改变

亮度、图像模糊等。 然而这些人工设计的方法有很

大的依赖性，需要耗费大量的人力和专业知识。 此

外，这种方法的迁移性比较差，对一个数据集制定的

数据增强方法很难适用到另一个数据集当中。 因为

人类不可能列举出所有可能的不变性，因此传统的

人工增强数据方法不能完全适用于解决小样本问

题。
除了人工设计的样本数据扩充方法，根据增强

数据的来源将小样本数据扩充方法分为 ３ 类：从训

练集转换样本、从弱标签或无标签数据集转化样本、
从相似数据集转换样本。
２．１　 从训练集转换样本

这种策略通过将每个属于 Ｄｔｒａｉｎ 的样本转化为
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几个不同的样本来增强 Ｄｔｒａｉｎ。 转换过程作为先验

知识包含在经验 Ｅ 中，以便生成额外的样本。 一篇

早期的小样本学习论文［３０］通过迭代地将每个样本

与其他样本对齐，从类似的类中学习一组几何变换。
将学习过的转换过程应用到更大的数据集中，然后

通过标准的机器学习方法来学习。 同样，一组自编

码器，每个从类似的类中学习，代表一个类的可能

性，通过向训练样本添加新属性获得新的生成样本。
通过假设所有类别在样本之间共享一些可转换的变

异性，则可以学习到一个转换函数［３１］，再将学习到

的转换函数应用到输入样本。
２．２　 从弱标签或无标签数据集转化样本

这种策略通过从弱标签或无标签的大数据集中

选择带有目标标签的样本来增强 Ｄｔｒａｉｎ。 例如，在监

控拍摄到的照片中，有人、汽车、绿化和道路，但都不

包含标签。 再例如一段长时间的演讲视频，演讲者

在视频中有一系列手势，所有的手势都没有明确的

注释。 作为这样的数据集通常包含大量不同的样

本，将其增强到 Ｄｔｒａｉｎ 有助于增强模型的泛化性。 收

集这样的数据集很容易，因为不需要人来做标记。
然而，虽然收集成本很低，但一个主要问题是如何选

择带有目标标签的样本来增强 Ｄｔｒａｉｎ。 在文献［３２］
中，研究为 Ｄｔｒａｉｎ 中的每个目标标签学习了一个

ＳＶＭ，用于预测来自弱标签数据集的样本的标签，然
后将具有目标标签的样本添加到 Ｄｔｒａｉｎ。
２．３　 从相似数据集转换样本

这种策略通过从相似、但更大的数据集聚合和

调整输入－输出对来增强训练集。 聚合权重通常基

于样本之间的一些相似性度量。 在 Ｔｓａｉ 等人［３３－３４］

的研究中，可从辅助的文本语料库中提取了聚合的

权重。 由于这些样本可能不来自目标小样本类，直
接将聚合样本增强到 Ｄｔｒａｉｎ 可能产生更大的误差。
生成对抗网络（ＧＡＮ） ［３４］可以生成与目标样本相似、
甚至和目标样本无法区分的样本数据。 具体地，是
由一个生成器和一个判别器构成，通过对抗学习的

方式来训练［３５］。
２．４　 结论

使用哪一种数据增强策略取决于实际的应用程

序。 通过利用目标任务的先验信息来增强数据是简

单易懂的，另一方面，这种方法的缺陷是不能很好地

迁移到其他数据集（特别是来自其他领域的数据

集）上使用。 除此之外，现有的方法主要是为图像

问题设计的，因为生成的图像可以很容易地被人类

视觉评估。 相反，文本和音频涉及语法和结构的领

域更难生成。 在文献［３６］的研究中进行了使用数

据增强文本的尝试。

３　 模型

若只给定少数样本的训练集 Ｄｔｒａｉｎ，同时仅使用

简单模型（例如线性分类器）就可以选择较小的假

设空间［３７－３８］。 但是，现实世界中的问题通常更为复

杂，并且不能由一个小型的假设空间很好地表

示［３９］。 根据所使用的先验知识，可以将属于本类别

的方法进一步分为多任务学习、嵌入式学习、借助外

部存储学习和生成模型四种类型。 下面，将分别介

绍这四种类型。
３．１　 多任务学习

在存在多个相关任务的情况下，多任务学习［４０］

通过利用任务通用信息和特定于任务的信息同时学

习这些任务。 因此，可以将多任务学习用于小样本

问题中。假设有一个机器学习任务 Ｔ，该任务有相关

的若干个子任务 Ｔ１，Ｔ２，…，Ｔｎ，其中一些任务的样本

很少，另一些的样本数很多。 每个任务 Ｔｉ 都有一个

数据集 Ｄｉ ＝ ｛Ｄｉ
ｔｒａｉｎ，Ｄｉ

ｔｅｓｔ｝，其中前者是训练集，后者

是测试集。 在这些 Ｔｉ 任务中，将小样本任务作为目

标任务，其余作为源任务。 多任务学习从Ｄｉ
ｔｒａｉｎ 学习

Ｔｉ 的参数。
由于这些任务是联合学习的，因此为任务 Ｔｉ 学

习的参数受其他任务的约束。 根据任务参数的约束

方式， 多任务学习方法又可以划分为： 参数共

享［２８，４１－４２］，参数绑定［３９，４３］。
３．２　 嵌入学习

嵌入学习［４４－４５］将每个样本 ｘｉ ∈ Ｘ⊆ Ｒｄ 嵌入到

一个低维的 ｚｉ∈Ｚ⊆ Ｒｍ ，这样相似的样本距离会缩

小，而差异较大的样本则更容易分离。 然后，利用这

个较低维的 Ｚ 中构造一个更小的假设空间 Ｈ，此时

只需要少量的训练样本。 嵌入学习具有以下关键组

成部分：
（１）将测试样本 ｘｔｅｓｔ ∈ Ｄｔｅｓｔ 嵌入 Ｚ 的函数 ｆ。
（２）将训练样本 ｘｉ ∈ Ｄｔｒａｉｎ 嵌入 Ｚ 的函数 ｇ。
（３）相似性函数 ｓ（·，·） 来测量 ｆ（ｘｔｅｓｔ） 和 Ｚ 中

的 ｇ（ｘｉ） 之间的相似度。
根据该类的嵌入 ｇ（ｘｉ） 与 Ｚ 中的 ｆ（ ｘｔｅｓｔ ）最相

似，将测试样本 ｘｔｅｓｔ 分配给 ｘｉ 类。 尽管可以为 ｘｉ 和

ｘｔｅｓｔ 使用通用的嵌入函数，但是使用 ２个单独的嵌入

函数可以获得更好的准确性［４６－４７］。 根据嵌入函数 ｆ
和 ｇ 的参数是否随任务而变化，将这些小样本学习
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方法归为 ３类，即：特定于任务的嵌入模型；不变任

务（即一般）嵌入模型；混合嵌入模型，可同时编码

特定于任务的信息和不变于任务的信息。
３．３　 使用外部存储器学习

使用外部存储器学习［４８－４９］从 Ｄｔｒａｉｎ 中提取知识，
并将提取的信息存储在特定的外部存储器中。 然

后，将每个新样本 ｘｔｅｓｔ 由从内存中提取的内容用加

权平均值表示。 这限制了 ｘｔｅｓｔ 由内存中的内容表

示，因此实质上减小了假设空间 Ｈ 的大小。 小样本

学习中通常使用键值存储器［５０］，根据存储器的功能

此类别方法又可以分为准确表达［５１－５２］ 和参数完

善［５３－５４］两类。
３．４　 生成模型

生成模型方法借助先验知识（如图 ２ 所示）从
观测到的 ｘｉ 估计概率分布 ｐ（ｘ）。 ｐ（ｘ） 的估计通常

涉及 ｐ（ｘ ｜ ｜ ｙ） 和 ｐ（ｙ） 的估计。 生成模型方法可以

用于处理很多任务，例如生成［５５－５８］、识别［５７－５８］、重
构［５７］ 和图像翻转［５６］。

few-shot
trainingset

Dtrain

testsample
xtest

generative
model

model
distribution

generation
prediction

priorknowledge
prior

图 ２　 通过生成模型解决小样本问题

Ｆｉｇ． ２　 Ｓｏｌｖｉｎｇ ｓｍａｌｌ ｓａｍｐｌｅ ｐｒｏｂｌｅｍｓ ｂｙ ｇｅｎｅｒａｔｉｎｇ ｍｏｄｅｌｓ

３．５　 模型方法总结

当存在相似的任务或辅助任务时，可以使用多

任务学习来约束小样本任务的假设空间 Ｈ。 但是

此方法需要共同训练所有任务。 因此，当添加一个

新的任务时，整个多任务模型必须再次共同训练，这
将导致训练的成本增加。 当存在一个由各类样本数

据组成的大规模数据集时，可以考虑使用嵌入学习

方法。 此方法的优点是可以将样本映射到良好的嵌

入空间，并易于分离来自不同类别的样本，因此需要

较小的 Ｈ 。 但是，当小样本任务与其他任务没有密

切关系时，实验效果将会不佳。 当有可用的内存网

络时，可以通过在内存的基础上训练一个简单的模

型（例如分类器），将其简单地用于小样本学习任

务。 通过使用专门设计的更新规则，可以有选择地

保护内存插槽。 但是本方法的缺点是会导致额外的

存储空间和计算成本，随着内存大小的增加缺点越

明显，而使用的外部存储器大小通常也会受到限制。

最后，当除了小样本任务之外还想要执行诸如生成

和重构之类的任务时，可以使用生成模型。 训练好

的生成模型也可以用于生成样本对数据进行扩充。

４　 总结与展望

由于获取大量标注样本会消耗不少的时间和人

力，小样本学习在深度学习领域逐渐受到人们重视。
目前小样本学习研究主要集中在图像分类、字符识

别等方向。 在其他监督学习场景中同样可以发挥小

样本学习理论的作用，包括目标检测、语义分割、图
像检索、手势识别、视频目标检测等问题。 除了视觉

任务，在自然语言处理中领域的文本和计算机视觉

的视频问题同样是小样本学习值得探索的研究方

向。
随着深度学习的不断发展，小样本学习应用的

领域将会不断扩大，小样本学习研究的前景将会十

分广阔。

５　 结束语

本文首先介绍了小样本学习的研究背景和问题

定义，接着从 ３种数据增强方法和 ４ 种模型详细介

绍了小样本学习方法，最后对小样本学习研究进行

了前景展望。
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