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基于 ＧＲＡ－ＬＳＴＭ与 ＳＡＲＩＭＡ 组合模型的季节性时间序列预测
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摘　 要： 针对 ＬＳＴＭ 模型对季节性时间序列中的周期、趋势性变化不敏感的特点，提出将 ＳＡＲＩＭＡ 模型与 ＬＳＴＭ 模型进行组

合，以提高模型预测精度。 该方法首先构建了以关键影响因素为非线性输入层和历史数据为线性输入层的多对一 ＬＳＴＭ 模

型，将经过 ＧＲＡ 法筛选的关键影响因素及历史数据输入到该模型中得到初步预测结果，使用 ＳＡＲＩＭＡ 模型依据历史数据对

季节性时间序列进行预测，提取预测结果中单位节点的比例序列，以实现对时间序列中周期、趋势信息的抽取，最后根据 ＳＡ⁃
ＲＩＭＡ 模型中提取的单位节点比例，对 ＬＳＴＭ 得到的初步预测结果进行修正，得到最终预测结果。 实验选取某市民航春运客

流量数据对组合模型精度进行验证，通过与支持向量机、ＧＲＡ 法、ＧＲＡ－ＬＳＴＭ 模型、ＳＡＲＩＭＡ 模型 ４种单模型进行比较，验证

了组合模型对于季节性时间序列预测的优越性。
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０　 引　 言

时间序列预测是通过历史观测数据建立模型以

解释数据变化规律，并对未来进行预测的技术，广泛

应用在水文气象、信号处理以及金融经济等许多领

域。 时间序列数据分为平稳性时间序列和非平稳性

时间序列。 对于平稳时间序列，尤其是线性模型的建

模和预测，已有许多成熟的技术和方法。 但在实际问

题中，大多数序列并非平稳、线性的，而目前对于这类

时间序列的分析和处理上没有较为完善的方法。
随着人工智能技术的发展，神经网络、支持向量

机等模型以其良好的非线性预测和实用性，被广泛应

用在时间序列预测中。 其中长短期记忆网络（Ｌｏｎｇ

Ｓｈｏｒｔ－ｔｅｒｍ Ｍｅｍｏｒｙ ， ＬＳＴＭ）是应用最广泛的预测方

法之一，主要应用方面有交通流预测、故障时间预测、
语义关系分类、文本分类、情感分类、股票预测等方

面［１－５］。 ＬＳＴＭ模型是一种时间递归神经网络，对于

时间序列的数据而言预测精度高，并且 ＬＳＴＭ模型拥

有大量的非线性传输层，不仅可以依据历史数据对未

来变化趋势进行预测，还可以通过输入影响因素等非

线性数据敏锐捕捉非线性因素影响下的未来变化；基
于灰色关联度分析（Ｇｒｅｙ Ｒｅｌａｔｉｏｎ Ａｎａｌｙｓｉｓ ， ＧＲＡ）进
行 ＬＳＴＭ模型中非线性输入因素的选择是常用的方

式［６］。 但其也存在对季节性时间序列中的周期、趋势

性变化不敏感的特点［７］。 而季节性差分自回归移动

平均模型（Ｓｅａｓｏｎａｌ Ａｕｔｏｒｅｇｒｅｓｓｉｖｅ Ｉｎｔｅｇｒａｔｅｄ Ｍｏｖｉｎｇ



Ａｖｅｒａｇｅ ， ＳＡＲＩＭＡ）对于包含周期、趋势性变化的季

节性时间序列预测具有良好的效果，目前被广泛应用

在城市交通流预测、价格预测、疾病预测、ＣＰＩ 和 ＧＤＰ
指数预测等方面［８－１０］。 然而 ＳＡＲＩＭＡ 模型仅适用于

短期线性时间序列的预测并且预测精度较低［１１］。
综上所述，若采用组合思想则能够充分利用二

者的优势，实现对序列更为准确的预测。 针对

ＳＡＲＩＭＡ模型和 ＬＳＴＭ 模型的组合，文献［１２］中提

出将两种模型进行串联组合，将 ＳＡＲＩＭＡ 模型预测

后的结果作为输入层数据，重新输入到 ＬＳＴＭ 模型

中，得到最终结果。 而本文针对两种模型预测上的

优劣势，提出采用并联方式将两种模型进行组合，即
将数据分别输入 ＳＡＲＩＭＡ 模型与 ＬＳＴＭ 模型，然后

再对 两 种 预 测 结 果 进 行 合 理 并 联，以 实 现 将

ＳＡＲＩＭＡ对周期、趋势性变化敏感的优点及 ＬＳＴＭ
预测精度高且可以用来非线性数据进行预测的优点

相组合，提高季节性时间序列预测精度。 其中 ＧＲＡ
－ＬＳＴＭ模型的输入数据需要基于 ＧＲＡ 法选取关键

影响因素作为非线性数据输入。 本文以某民航公司

春运数据为例，对组合模型进行了验证。 结果表明，
组合模型的预测精度高于支持向量机、灰色预测、
ＧＲＡ－ＬＳＴＭ单模型以及 ＳＡＲＩＭＡ单模型。

１　 ＧＲＡ－ＬＳＴＭ 模型

ＧＲＡ—ＬＳＴＭ模型是由 ＧＲＡ和 ＬＳＴＭ模型组合

而成，基本原理是先根据 ＧＲＡ 法结果，选择相关性

高的因素作为关键影响因素，然后将其作为非线性

输入量输入到 ＬＳＴＭ模型中进行预测。
１．１　 ＧＲＡ 法

ＧＲＡ法是一种基于各影响因素数据分析，用灰

色关联度来描述因素间关系的多因素统计分析方

法。 ＧＲＡ法原理简单，不需要大量数据作为基础，
计算量小、运行速度快，适用于分析各种影响因素与

客流量之间存在的相关关系。 因此，采用 ＧＲＡ法求

得各影响因素与民航客流量之间序列变化趋势的相

似或相异程度，从而删选出影响民航客流量的关键

影响因素，并作为 ＬＳＴＭ模型的输入进行预测。
灰色关联度分析法具体步骤如下：
（１）确定反映系统行为特征的参考序列 Ｘ０； 影

响系统行为的比较序列 Ｘ１，Ｘ２，．．．，Ｘｎ； 其中 Ｘ ｉ ＝
｛Ｘ ｉ（ｋ） ｜ ｋ ＝ １，２，．．．，ｍ｝。

（２）对参考序列和比较序列进行无量纲化处

理：

ｘｉ（ｋ） ＝
Ｘ ｉ（ｋ）
Ｘ ｉ（ ｌ）

． （ ｉ ＝ ０，１，．．．，ｎ）（ｋ ＝ １，２，．．．，ｍ） ．

　 　 （３）计算 ｘ０（ｋ） 和 ｘｉ（ｋ） 的关联系数：
ξ ｊ（ｋ） ＝
ｍｉｎ

ｉ
ｍｉｎ

ｋ
｜ ｙ（ｋ） － ｘｉ（ｋ） ｜ ＋ ρ ｍａｘ

ｉ
ｍａｘ

ｋ
｜ ｙ（ｋ） － ｘｉ（ｋ） ｜

｜ ｙ（ｋ） － ｘｉ（ｋ） ｜ ＋ ρ ｍａｘ
ｉ
ｍａｘ

ｋ
｜ ｙ（ｋ） － ｘｉ（ｋ） ｜

．

　 　 其中， ρ 为分辨系数，取值区间为（０，１），具体

取值视情况而定， ρ 值越小，分辨力越大。 当 ρ ≤
０．５４６ ３时，分辨力最好，通常取 ρ ＝ ０．５。

（４）计算 Ｘ０ 序列和 Ｘ ｉ 序列的关联度 ｒｉ：

ｒｉ ＝
１
ｎ∑

ｎ

ｋ ＝ １
ξｉ（ｋ），（ ｉ ＝ １，２，．．．，ｎ）（ｋ ＝ １，２，．．．，ｍ） ．

基于 ＧＲＡ 法分析结果，对灰色关联度 ｒｉ ＝ １，
２，．．．，ｐ 按从大到小进行排序。 若设灰色关联序列

为 ｒ１ ＞ ｒ２ ＞ ．．． ＞ ｒｐ，则表明第一个比较序列对应的

影响因素对参考序列影响最大，第 ｐ 个因素影响最

小。 对设定的最小关联度阈值 σ， 取 σ ∈ （０，１），
对满足 ｒｉ ＜ σ的比较序列则认为这些序列对网络输

出的影响较小，将其删除从而优化输入数据，将余下

的比较序列对应的影响因素作为关键影响因素输入

到 ＬＳＴＭ模型中。
１．２　 ＬＳＴＭ 模型

ＬＳＴＭ深度神经网络通过复杂的非线性单元构

建，具有长期记忆效应和深度学习能力。 ＬＳＴＭ 网

络由 １ 个输入层、１ 个输出层以及多个隐藏层构成。
其中隐藏层由记忆元组组成，每个元组包含输入门、
遗忘门和输出门，门控制着元组和网络之间的信息

流动，其基本结构如图 １所示。
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图 １　 ＬＳＴＭ 网络元组结构

Ｆｉｇ． １　 Ｔｕｐｌｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ＬＳＴＭ ｎｅｔｗｏｒｋ

　 　 图 １ 中， Ｃ ｔ －１ 和 Ｃ ｔ 表示细胞的旧状态和新状

态，细胞状态是 ＬＳＴＭ 网络的关键，像传送带一样在

整个链上运行。 在 ＬＳＴＭ 中，门结构可以决定信息

是否通过，以对细胞状态信息有选择地进行增删。
其主要计算步骤如下：

第一步：用来决定什么信息可以通过，即遗忘
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门。 其中，输入为当前层的输入 ｘｔ 和上一层的输出

ｈｔ －１，遗忘门状态输出 ｆｔ 为：
ｆｔ ＝ σ（ｗ ｆ

１·ｘｔ ＋ ｗｈ
ｆ·ｈｔ －１ ＋ ｂｆ），

　 　 第二步：产生需要更新的新信息并存储于细胞

状态中，即输入门。 新的细胞状态 Ｃ ｔ 首先通过旧的

细胞状态 Ｃ ｔ －１ 乘以 ｆｔ 来忘记不需要的信息，然后加

上新的候选信息 ｉｔ·Ｃ
－

ｔ。 其中， ｉｔ 为输入门状态。
ｉｔ ＝ σ（ｗ ｉ

１·ｘｔ ＋ ｗ ｉ
ｈ·ｈｔ － １ ＋ ｂｉ），

Ｃ ｔ
 ＝ ｔａｎｈ（ｗＣ

１·ｘｔ ＋ ｗｃ
ｈ·ｈｔ － １ ＋ ｂｃ），

Ｃｔ ＝ ｆｔ·Ｃｔ － １ ＋ ｉｔ·Ｃ
－
ｔ，

　 　 第三步：输出门用来决定模型的输出。 首先，通
过 ｓｉｇｍｏｉｄ 层得到初始输出状态值 ｏｔ 后，使用 ｔａｎｈ
层将细胞状态的值缩放到［－１，１］之间，相乘得到输

出值 ｈｔ。
ｏｔ ＝ σ（ｗｏ

１·ｘｔ ＋ ｗｏ
ｈ·ｈｔ －１ ＋ ｂｏ），

ｈｔ ＝ σ·ｔａｎｈ（Ｃ ｔ） ．
　 　 其中， ｆｔ、ｉｔ、ｏｔ 分别表征遗忘门、输入门和输出

门的状态值； ｗｆ
１、ｗｉ

１、ｗｏ
１、ｗｃ

１ 为沟通输入 ｘｔ 与元组的

遗忘门、输入门、输出门以及元组输入的权重矩阵；
ｗｆ

Ａ、ｗｉ
Ａ、ｗｏ

Ａ、ｗｃ
Ａ 为连接上一层输出 ｈｔ －１与元组的遗忘

门、输入门和输出门以及元组输入的权重矩阵；ｂｆ、
ｂｉ、ｂｏ、ｂｃ 为遗忘门、输入门、输出门和元组输入的偏

置向量； σ 为 ｓｉｇｍｏｉｄ 激活函数。
１．３　 ＧＲＡ－ＬＳＴＭ 模型预测流程

首先，根据 ＧＲＡ 法的分析结果选择合适的影响

因素作为关键影响因素，然后对历史客流量数据和

关键影响因素数据进行归一化处理后，构成输入量

输入到 ＬＳＴＭ 网络模型中。 ＰＣＡ－ＬＳＴＭ 预测模型的

表达式如下：
ｈｔ ＋１ ＝ ｆ（ｈｔ，ｈｔ －１，．．．，ｈｔ －ｎ，ｘｉ

ｔ ＋１，ｘｉ
ｔ，．．．，ｘｉ

ｔ －ｎ），
（ ｉ ＝ １，２，．．．，ｍ） ．

　 　 其中， ｈｔ ＋１ 为预测值； ｈｔ，ｈｔ －１，．．．，ｈｔ －ｎ 是历史数

据； ｘｉ
ｔ ＋１，ｘｉ

ｔ，．．．，ｘｉ
ｔ －ｎ （ ｉ ＝ １，２，．．．，ｍ）是通过 ＧＲＡ 法选

出的 ｍ 个关键影响因素数据。 其中包括历史数据

及预测值 ｈｔ ＋１ 对应的当前输入值 ｘｉ
ｔ ＋１。 根据设定目

标误差不断训练模型，直至误差小于目标误差，此时

输出预测结果。

２　 ＳＡＲＩＭＡ 模型

ＳＡＲＩＭＡ 模型又称季节性差分自回归滑动平均

模型，是在 ＡＲＩＭＡ 模型的基础上演化出的一种针对

具有季节性或周期性规律变化数据的预测模型，是

时间序列预测领域中的主要预测模型之一。 该模型

的通用表达式为：
ＳＡＲＩＭＡ（ｐ，ｄ，ｑ）·（Ｐ，Ｄ，Ｑ） Ｓ ．

　 　 其中， ｐ 为自回归阶数； ｑ 为移动平均阶数； ｄ
为差分阶数； Ｐ、Ｑ、Ｄ 分别为季节求和自回归移动平

均模型中的自回归、移动平均和差分的值； Ｓ 为季节

周期和循环长度。
ＳＡＲＩＭＡ 模型的主要处理步骤为：
（１）判定数据平稳性

首先将初始数据进行预处理，对处理后的数据

构造时间序列折线图进行可视化，通过观察折线图

对数据的平稳性进行初步判断。
（２）数据差分

若初步判定为非平稳数据，则需要对数据进行差

分，不断进行差分操作直到数据变为平稳时间序列。
（３）通过 ＡＣＦ（自相关函数）和 ＰＡＣＦ（偏自相关

函数）图形确定参数值引入 ＡＣＦ 和 ＰＡＣＦ 图形，通
过判断可视化的图形是截尾还是拖尾来确定模型参

数中 ｐ、Ｐ、ｑ 和 Ｑ 的值。 判定规则如下：若 ＡＣＦ 拖尾

且 ＰＡＣＦ 截尾，通过可视化的阶数确定 ｐ 和 Ｐ； 若

ＡＣＦ 截尾且 ＰＡＣＦ 拖尾，通过可视化阶数确定 ｑ 和

Ｑ ；若 ＡＣＦ 和 ＰＡＣＦ 均为拖尾，则通过可视化阶数可

以确定 ｐ 和 Ｐ、ｑ 和 Ｑ。
（４）确定 Ｓ 值

通过对季节性时间序列数据进行平均法、移动

平均趋势剔除法等方法分解来确定 Ｓ 的值。
（５）模型确定

得到所有参数后，需要使用参数估计对模型进

行校验，直至确定最终模型。

３　 组合模型设计

组合模型是在 ＳＡＲＩＭＡ 和 ＬＳＴＭ 单模型预测结

果的基础上设计了组合层，即基于 ＳＡＲＩＭＡ 模型预

测结果中提取的包含周期、趋势信息的单位节点比

例序列，对 ＬＳＴＭ 得到的初步预测结果进行修正得

到最终预测结果，实现了将 ＳＡＲＩＭＡ 对周期、趋势性

变化敏感的优点及 ＬＳＴＭ 预测精度高且可以用来对

非线性数据进行预测的优点相结合。 设计思路为：
（１）ＬＳＴＭ 单模型预测

将历史数据以及根据 ＧＲＡ 法确定的关键影响

因素数据输入 ＬＳＴＭ 模型，得到初步预测结果 Ｌｉ（ ｉ ＝
１，２，．．．，ｎ）。 其中， ｎ 为最小时间节点个数。

（２）ＳＡＲＩＭＡ 单模型预测

将历史数据输入到 ＳＡＲＩＭＡ 模型得到预测结果
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Ｓｉ（ ｉ ＝ １，２，．．．，ｎ）。
（３）组合设计

根据 ＳＡＲＩＭＡ 模型中的预测结果 ｓｉ 抽取包含周

期、趋势信息的单位节点比例序列 θ ｉ，对 ＬＳＴＭ 得到

的初步预测结果进行修正以得到最终预测结果。
①首先根据 ＬＳＴＭ 模型初步预测结果，得到总

时段预测结果数值总和 Ｌ总：

Ｌ总 ＝∑
ｎ

ｉ ＝ １
Ｌｉ ．

　 　 ②提取 ＳＡＲＩＭＡ 预测结果中单位节点 Ｓｉ 比例序

列 θ ｉ（ｉ ＝ １，２，．．．，ｎ），以抽取时间序列中周期、趋势

信息，具体计算公式如下：

θｉ ＝
Ｓｉ

∑ ｎ

ｉ ＝ １
Ｓｉ

．

　 　 ③将 ＳＡＲＩＭＡ 模型中的单位节点比例序列 θ ｉ 与

总时段预测结果数值总和 Ｌ总相乘，得到最终预测结

果 ｆｉ（ｉ ＝ １，２，．．．，ｎ）。 计算公式为：
ｆｉ ＝ Ｌ总·θｉ ．

　 　 通过组合使得预测结果既可以很好地拟合时间

序列中的周期、趋势性变化，也可以敏锐捕捉非线性

因素影响下的变化。 ｆｉ 的完整表达式为：

ｆｉ ＝∑
ｎ

ｉ ＝ １
Ｌｉ·

Ｓｉ

∑ ｎ

ｉ ＝ １
Ｓｉ

．

　 　 组合模型处理步骤如图 ２所示。
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图 ２　 组合模型处理步骤

Ｆｉｇ． ２　 Ｐｒｏｃｅｓｓｉｎｇ ｓｔｅｐｓ ｏｆ ｃｏｍｂｉｎｅｄ ｍｏｄｅｌ

４　 实例分析

实例以某民航公司 ２０１６ ～ ２０１８ 年春运客流量

数据作为测试数据，用于对模型进行训练；将 ２０１９
年春运客流量数据作为预测数据判断模型预测准确

度。
４．１　 基于 ＧＲＡ 法选取客流量关键影响因素

影响客运量的因素多种多样，为了更好地研究

客运量的关键影响因素，参考相关文献［１３－１４］，提
出以下影响航运客运量因素，见表 １。

表 １　 民航春运客流量影响因素

Ｔａｂ． １ 　 Ｉｎｆｌｕｅｎｃｉｎｇ Ｆａｃｔｏｒｓ ｏｆ Ａｉｒ Ｓｐｒｉｎｇ Ｆｅｓｔｉｖａｌ ｔｒａｖｅｌ ｒｕｓｈ
Ｐａｓｓｅｎｇｅｒ Ｆｌｏｗ

指标 因素

经济社会发展

ＧＤＰ（亿元）
ＣＰＩ（元）

总人口（万人）
失业率

旅游发展
旅游业收入

外国人入境游客数（万人）

自身发展

航运客流量（万人）
航线事故征候

航班正常率

其它运输方式竞争

铁路客流量（万人）
公路客流量（万人）
水路客流量（万人）

其它因素

节假日属性

周六日属性

天气

　 　 从统计局官网上收集了 ２０１６ ～ ２０１８ 年春运典

型日民航日出港旅客数以及影响因素数据，对其进

行灰色关联度分析后，得到的分析结果见表 ２。
表 ２　 关联度分析结果

Ｔａｂ． ２　 Ｃｏｒｒｅｌａｔｉｏｎ Ａｎａｌｙｓｉｓ Ｒｅｓｕｌｔｓ

民航影响因素 关联度（降序）

某市铁路客流量（万人次） ０．９９
某市 ＧＤＰ（亿元） ０．９８

某市 ＣＰＩ ０．９８
全国航线事故征候 ０．９８

某市航运客流量（万人次） ０．９７
某市外国人入境游客数（万人 ／次） ０．９７

某市公路客流量（万人 ／次） ０．９７
全国航班正常率 ０．９６

某市总人口（万人） ０．９６
某市失业率 ０．９６
节假日属性 ０．９５

某市旅游收入（亿元） ０．９５
某市水路客流量（万人次） ０．９３

天气 ０．６１
周六日属性 ０．５３

８９１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１卷　



　 　 根据关联度分析结果可以得出：
（１）经济社会发展、旅游发展、自身的发展以及

其它相关运输方式的发展这 ４ 方面，对航运客流的

影响因素均在 ０．９以上。
（２）其它因素中，只有节假日属性对航运客流

的影响因素大于 ０．９；天气因素、周六日属性航运客

流的影响因素均小于 ０．７。 因此选取影响程度大于

０．７的 １３项因素作为关键影响因素。
４．２　 模型预测

将 ２０１６ ～ ２０１８ 年民航春运日出港旅客数以及

２０１６～２０１９年关键影响因素数据输入到 ＬＳＴＭ 模型

中，得到图 ３预测结果。
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图 ３　 ＬＳＴＭ 单模型预测结果

Ｆｉｇ． ３　 ＬＳＴＭ ｓｉｎｇｌｅ ｍｏｄｅｌ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ

　 　 由图 ３ 可以看出，ＬＳＴＭ 模型预测结果与真实

值拟合度较高，但与真实值相比预测趋势存在延迟。
将 ２０１６ ～ ２０１８ 年民航春运日出港旅客数输入到

ＳＡＲＩＭＡ模型中，得到图 ４预测结果：
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图 ４　 ＳＡＲＩＭＡ 单模型预测结果

Ｆｉｇ． ４　 Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｓｉｎｇｌｅ ＡＲＩＭＡ ｍｏｄｅｌ

　 　 ＳＡＲＩＭＡ模型的预测结果在趋势上与真实值基

本吻合，但预测精度不甚满意。 根据组合模型设计

思想，将两种模型进行组合后，得到的预测结果如图

５所示。
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图 ５　 组合模型预测结果

Ｆｉｇ． ５　 Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｃｏｍｂｉｎｅｄ ｍｏｄｅｌ

　 　 可以看到组合模型无论是在预测精度和趋势变

化上都比单模型效果要好。 根据表 ３可知组合模型

预测平均绝对百分比误差为 ３．９％。
表 ３　 组合模型预测误差

Ｔａｂ． ３　 Ｐｒｅｄｉｃｔｉｏｎ ｅｒｒｏｒ ｏｆ ｈｙｂｒｉｄ ｍｏｄｅｌ

指标 值

ＭＡＥ（平均绝对误差） １ ５８４

ＲＭＳＥ（均方根误差） １ ９１４

ＭＡＰＥ（平均绝对百分比误差） ３．９％

４．３　 与其它预测模型的对比

为检验和说明组合模型的预测性能，采用支持

向量机、灰色预测、ＧＲＡ－ＬＳＴＭ单模型以及 ＳＡＲＩＭＡ
单模型等经典的预测模型与之进行对比，其预测曲

线如图 ６ 所示。 同时采用 ＭＡＥ（平均绝对误差）、
ＲＭＳＥ（均方根误差）以及 ＭＡＰＥ（平均绝对百分比

误差）作为误差衡量指标，几种模型的预测误差见

表 ４。
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图 ６　 几种模型预测结果

Ｆｉｇ． ６　 Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｓｅｖｅｒａｌ ｍｏｄｅｌｓ

　 　 由表 ４ 和图 ６ 可知，本文提出的 ＧＲＡ－ＬＳＴＭ＋
ＳＡＲＩＭＡ组合模型与真实值的拟合程度是最好的，预
测误差也是几种模型中最低的。 其中，ＭＡＰＥ比支持

向量机、灰色预测、ＧＲＡ－ＬＳＴＭ 单模型以及 ＳＡＲＩＭＡ
单模型分别降低了 ２．１％、１．１％、０．７％、６．７％。
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表 ４　 几种模型预测误差

Ｔａｂ． ４　 Ｐｒｅｄｉｃｔｉｏｎ ｅｒｒｏｒｓ ｏｆ ｓｅｖｅｒａｌ ｍｏｄｅｌｓ

指标 支持向量机 灰色预测 ＧＲＴ－ＬＳＴＭ单模型 ＳＡＲＩＭＡ单模型
ＧＲＴ－ＬＳＴＭ＋ＳＡＲＩＭＡ

组合模型

ＭＡＥ （平均绝对误差） ２ ４２６ １ ８８５ １ ８０４ ４ ６５５ １ ５８４

ＲＭＳＥ （均方根误差） ２ ４３６ ２ ８８２ ２ ４５９ ５ ０２１ １ ９１４

ＭＡＰＥ （平均绝对百分比误差） ６．０％ ５．０％ ４．６％ １１．６％ ３．９％

５　 结束语

通过评估 ＬＳＴＭ 模型和 ＳＡＲＩＭＡ 模型的优劣

势，提出将两种模型进行组合。 通过实验表明，组合

模型在预测上比单模型具有优越性。 其次组合模型

之一的 ＬＳＴＭ模型的输入层不仅仅是历史数据，还
有基于 ＧＲＡ法选取的关键影响因素，因此组合模型

能够捕捉非线性时间序列的变化，更好地针对实际

变化进行预测。
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理系统以 Ｋ６０ 单片机为核心，通过硬件模块完成

ＶＡＮ与 ＶＡＮＥＴ的搭建、车辆车队关键信息的精确

感知与实时上传、换道汇入的处理决策、路径规划、
协同驾驶、以及换道汇入过程的轨迹跟踪与姿态修

正，通过软件模块完成无人智能物流车编队的远程

监测与管理。 在一定程度上解决了当前无人物流车

系统对于物流行业实效性较低的问题，具备可行性。
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